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ÖZET 

 

Finans sektörü, müşteri beklentilerini karşılamak ve rekabet avantajı elde etmek için sürekli 

yenilikçi çözümler arayışındadır. Bu arayış, özellikle finansal hizmetlerdeki çeşitliliğin 

artması ve müşteri karar süreçlerinin karmaşıklaşmasıyla daha da önem kazanmaktadır. 

Öneri sistemleri, bu çerçevede, müşterilere uygun ürünleri doğru zamanda sunarak 

bankaların karlılığını ve müşteri memnuniyetini artırma potansiyeline sahiptir. Yapay zeka 

destekli öneri sistemleri, müşteri verilerinden elde edilen içgörülerle, müşterilerin finansal 

ihtiyaçlarını anlamada ve onlara en uygun finansal ürünleri önermede kritik bir rol 

oynamaktadır. Bu tez ile Özel Katılım Bankası'nın bireysel müşterilerine yönelik  hibrit bir 

yapay zeka tabanlı öneri sistemi geliştirilmiştir. Çalışmada, K-Ortalamalar algoritmasıyla 

müşteriler demografik özelliklerine göre gruplandırılmış ve bu gruplar öneri sistemi için 

giriş verisi olarak kullanılmıştır. Ardından, Transformer tabanlı model ile zaman serisi 

verileri analiz edilerek müşterilerin geçmiş davranışlarından ve değişen ihtiyaçlarından 

çıkarımlar yapılmıştır. Sistem, bireysel emeklilik, yatırım ürünleri, konut ve araç 

finansmanı, kredi kartı ve ihtiyaç finansmanı olmak üzere altı farklı finansal ürün kategorisi 

için kişiselleştirilmiş önerilerde bulunmayı hedeflemektedir. Öneri sistemi, dört farklı 

senaryo üzerinden değerlendirilmiş ve SMOTE yöntemiyle dengelenmiş veri seti üzerinde 

çalışan Transformer tabanlı modelin en yüksek performansı sağladığı tespit edilmiştir. 

Transformer tabanlı model, F1 skoru %92,81, duyarlılık %98,20 ve hassasiyet %89,98 gibi 

metriklerde üstünlük sağlarken, geleneksel bir yöntem olan k-NN algoritması F1 skoru 

%22,24, duyarlılık %13,53 ve hassasiyet %62,50 gibi düşük sonuçlar vermiştir. Bu sonuçlar, 

Transformer tabanlı modelin müşteri davranışlarını ve eğilimlerini analiz etme kapasitesiyle, 

geleneksel yöntemlere kıyasla daha başarılı sonuçlar verdiğini ortaya koymaktadır. Bu 

çalışma, bankacılık sektöründe müşterilerin bireysel ihtiyaçlarına yönelik kişiselleştirilmiş 

ürün önerileri sunarak, müşteri memnuniyetini artırma ve pazarlama stratejilerini daha 

verimli hale getirme potansiyelini ortaya koymaktadır. 
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ABSTRACT 

 

The finance sector is in constant pursuit of innovative solutions to meet customer 

expectations and gain a competitive advantage. This pursuit has become even more critical 

with the increasing diversity of financial services and the growing complexity of customer 

decision-making processes. Recommender systems, in this context, have the potential to 

enhance banks' profitability and customer satisfaction by offering suitable products to 

customers at the right time. AI-powered recommender systems play a crucial role in 

understanding customers' financial needs and providing the most relevant financial product 

recommendations based on insights derived from customer data. This thesis developed a 

hybrid AI-based recommender system for individual customers of a Private Participation 

Bank. In the study, customers were clustered using the K-Means algorithm based on their 

demographic characteristics, and these clusters were utilized as input data for the 

recommender system. Subsequently, a Transformer-based model was applied to analyze 

time-series data, enabling insights into customers' past behaviors and evolving needs. The 

system aims to provide personalized recommendations for six distinct financial product 

categories: individual retirement plans, investment products, housing and vehicle financing, 

credit cards, and personal financing. The recommender system was evaluated across four 

different scenarios, with the Transformer-based model trained on a SMOTE-balanced 

dataset demonstrating the highest performance. The Transformer-based model achieved 

superiority in metrics such as F1 score 92.81%, recall 98.20%, and precision 89.98%, 

whereas the traditional k-NN algorithm yielded significantly lower results, with an F1 score 

of 22.24%, recall of 13.53%, and precision of 62.50%. These findings indicate that the 

Transformer-based model, with its capacity to analyze customer behaviors and preferences, 

delivers significantly better outcomes compared to traditional methods. This study 

demonstrates the potential of delivering personalized financial product recommendations 

tailored to individual customer needs in the banking sector, enhancing customer satisfaction, 

and improving the efficiency of marketing strategies. 
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SİMGELER VE KISALTMALAR 

 

Bu çalışmada kullanılmış simgeler ve kısaltmalar, açıklamaları ile birlikte aşağıda 

sunulmuştur.  

 

Kısaltmalar    Açıklamalar 

 

AI      Artificial Intelligence (Yapay Zeka) 

ALS Alternatif Least Squares 

BES Bireysel Emeklilik Sistemi 

CF Collaborative Filtering (İşbirlikçi Filtreleme) 

CTR Click-Through Rate (Tıklama Oranı) 

FN False Negative (Yanlış Negatif) 

FP     False Positive (Yanlış Pozitif) 

GNN Graph Neural Networks (Graf Sinir Ağları) 

GSVD Generalized Singular Value Decomposition 

ID Identity (Kimlik) 

k-NN     k-Nearest Neighbors (k-En Yakın Komşu) 

Max Maksimum 

Min Minimum 

NLP Natural Language Processing (Doğal Dil İşleme) 

PCA Principal Component Analysis 

RNN Recurrent Neural Networks (Tekrarlayan Sinir Ağları) 

RMSE     Root Mean Square Error (Kök Ortalama Kare Hatası) 

SD Standart Sapma 

SMOTE Synthetic Minority Oversampling Technique 

SPCM Sentiment and Price Combined Model 

T.C. Türkiye Cumhuriyeti 

TP True Positive (Doğru Pozitif) 

TT     Trigger and Triggered (Tetikleyici ve Tetiklenmiş) 

Ort.     Ortalama 
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1. GİRİŞ 

 

Küreselleşen finansal yapı içinde bireylerin yatırım, bütçeleme, harcama ve tasarruf gibi 

ekonomik alışkanlıkları değişmeye başlamış; bu değişimle birlikte kullanılan finansal ürün 

ve araç çeşitliliği de kaçınılmaz olarak artmıştır [1]. Finansal ürün çeşitliliğindeki artış, 

bireylerin karar verme sürecini zorlaştırmakta ve doğru seçim yapabilmek için pek çok 

faktörü göz önünde bulundurmalarını gerektirmektedir. Yapay zeka destekli öneri sistemleri, 

bireylerin fazla seçenek nedeniyle karşılaştıkları karar verme zorluklarını hafifletme ve daha 

bilinçli seçimler yapmalarını sağlama konusunda önemli bir potansiyele sahiptir [2]. Bu 

sistemler, makine öğrenimi algoritmalarından — kümeleme, işbirlikçi filtreleme ve derin 

sinir ağları gibi — yararlanarak kullanıcıların geçmiş davranışlarına, tercihlerine ve ilgi 

alanlarına ilişkin geniş veri kümelerini analiz eder ve bu veriler doğrultusunda kişiye özel 

öneriler oluşturur [3]. Öneri sistemlerinin temel amacı kullanıcı memnuniyeti olmakla 

birlikte hizmet sektöründe etkili bir araç olarak kullanılmaktadır [4].  

 

Öneri sistemlerinin uygulanabileceği başlıca finans sektörleri arasında bankacılık, hisse 

senetleri ve sigorta bulunmaktadır [4]. Müşterilerin önceliklerini anlamak ve ihtiyaçlarına 

uygun yeni hizmetler önermek, bankalar için hayati bir konu haline gelmiştir [5]. Çünkü 

bankalar, müşterilerinin finansal ihtiyaçlarını karşılamak amacıyla, tasarruf ve cari 

hesaplardan yatırım ürünlerine, çeşitli kredi türlerinden dijital bankacılık hizmetlerine, 

servet yönetiminden döviz işlemlerine kadar geniş bir ürün ve hizmet portföyü sunmaktadır 

[6]. Bankaların müşterilere doğru ürünleri sunması bir zorunluluk olup, mevcut ve 

potansiyel müşterilere kişiselleştirilmiş öneriler sağlamak için tavsiye sistemlerini 

kullanmaları, ürün satışları üzerinde doğrudan ciro ve gelir artışı sağlayabilecek önemli bir 

etkiye sahiptir [6]. 

 

Bu tez, özel bir katılım bankasının bireysel müşterilerine yönelik altı temel finansal ürünün, 

doğru zamanda ve doğru kişiye sunulmasını sağlamak amacıyla hibrit bir yapay zeka tabanlı 

öneri sistemi geliştirmeyi hedeflemektedir. Çalışmanın odak noktası, bankanın müşterilerine 

kişiselleştirilmiş ürün önerileri sunarak hem müşteri memnuniyetini artırmak hem de 

bankanın stratejik hedeflerine katkı sağlayacak yenilikçi bir çözüm üretmektir. Tezde, Özel 

bir Katılım Bankası’nın bireysel müşterilerinden elde edilen anonimleştirilmiş veriler 

kullanılarak, hibrit yapay zeka tabanlı öneri sisteminin etkinliği ayrıntılı olarak 
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incelenmiştir. Öneri sistemi, bireysel kullanıcılara en uygun finansal ürünleri sunmak 

amacıyla, iki aşamalı bir süreçte geliştirilmiştir. 

 

İlk aşamada, K-Ortalamalar algoritması kullanılarak, kullanıcıların demografik özelliklerine 

göre kümeler oluşturulmuş ve benzer profillere sahip kullanıcılar farklı gruplara ayrılmıştır. 

Yaygın olarak kullanılan K-ortalama algoritması [7] ile gruplandırma yapıldıktan sonra 

ikinci aşamaya geçilmiştir.  

 

İkinci aşamada ise, zaman kavramını dikkate alarak daha hassas ve uzun vadeli ilişkileri 

modelleyebilmek adına transformer tabanlı bir öneri sistemi modeli uygulanmıştır. 

Transformer modelleri, öneri sistemlerinde uzun vadeli bağımlılıkları modelleme 

kapasitesine sahip olduğundan, özellikle zaman serisi verileriyle çalışırken dikkate değer bir 

performans sergiler [8]. RNN tabanlı yöntemlerin aksine, Transformer modelinin döngüsel 

yapıya ihtiyaç duymadan tüm girdi dizilerini paralel olarak işleyebilme kapasitesi sayesinde, 

kullanıcıların zaman içerisindeki tercihlerinde meydana gelen değişiklikler ayrıntılı şekilde 

analiz edilebilmiş ve bu eğilimler doğrultusunda kullanıcıya özgü öneriler sunulabilmiştir 

[9]. 

 

Çalışmanın temel değerlendirme aşamasında, öneri sistemi altı finansal ürün için öneriler 

sunmuştur: Bireysel Emeklilik Sistemi (BES), kredi kartı, konut finansmanı, araç 

finansmanı, yatırım ürünleri ve ihtiyaç finansmanı. Bu ürünlerin her biri için öneri sisteminin 

doğruluğu, dört farklı senaryo üzerinden analiz edilmiştir. Her senaryo, modelin çeşitli 

versiyonları üzerinden tasarlanarak oluşturulmuştur ve sistemin performans ölçümleri için 

geri çağırma (recall), doğruluk (precision) ve F1 skoru gibi yaygın değerlendirme metrikleri 

kullanılmıştır. Bu sayede, öneri sisteminin her bir senaryoda ne kadar başarılı sonuç verdiği 

ve kullanıcı ihtiyaçlarını ne derece etkili bir şekilde yanıtladığı detaylı bir biçimde ortaya 

konmuştur. 

 

Sonuçlar analiz edilirken en yüksek F1 skoruna ulaşan senaryo belirlenmiş ve bu senaryo 

kapsamında öneri sistemi, geleneksel k-En Yakın Komşu (k-NN) algoritması [10] ile 

kıyaslanarak değerlendirilmeye alınmıştır. k-NN algoritmasının finansal alan için 

uyarlanmış versiyonu ile yapılan bu karşılaştırmada, öneri sistemimizin üstün performans 

gösterdiği, daha yüksek doğruluk oranları sağladığı ve bu nedenle finansal öneri süreçlerinde 

daha etkili olduğu görülmüştür. 
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Tezin geri kalan kısmı aşağıdaki bölümlerden oluşmaktadır: 

 

İkinci bölümde, yapay zekanın tanımı ve tarihçesi ele alınmakta, öneri sistemlerinin temel 

kavramları, işlevleri ve türleri detaylı bir şekilde açıklanmaktadır. Bu bölümde, içerik tabanlı 

filtreleme, işbirlikçi filtreleme ve hibrit yöntemler gibi öneri sistemlerinin farklı türleri ve 

uygulama alanları üzerine teorik bir çerçeve sunulmaktadır. 

 

Üçüncü bölüm, çalışmanın teorik altyapısını oluşturan literatür taramasını içermektedir. Bu 

bölümde, öneri sistemlerinin bankacılık sektöründeki mevcut ve potansiyel kullanım 

alanları, sektöre sağladığı katkılar ve karşılaşılan sorunlar ele alınmaktadır. 

 

Dördüncü bölümde, çalışmanın hedeflerine ulaşmak için kullanılan yöntemler ve teknik 

altyapılar kapsamlı bir şekilde ele alınmıştır. Bu bağlamda, veri analizi ve modelleme 

süreçlerinde önemli bir yere sahip olan k-ortalamalar algoritması ve transformer modeli, 

metodolojik temelleri ve uygulama süreçleriyle detaylı olarak incelenmiştir. Ayrıca, 

yöntemlerin etkinliğini değerlendirmek için kullanılan hassasiyet, duyarlılık ve F1 skoru gibi 

performans metriklerine de yer verilmiştir. 

 

Beşinci bölüm, uygulama aşamalarını kapsamaktadır. Bu bölümde veri setinin tanıtımı 

yapılmakta, veri hazırlama süreçleri ve müşteri segmentasyonuna yönelik analizler 

sunulmaktadır. K-ortalama algoritması ile yapılan segmentasyon çalışmaları ve transformer 

modeli ile yürütülen analizler adım adım açıklanarak, bu süreçlerde elde edilen bulgular 

detaylandırılmaktadır. Ayrıca, uygulama sonuçlarının ve yöntemlerin karşılaştırılması bu 

bölümde yer almaktadır. 

 

Altıncı bölümde ise, tezin genel sonuçları tartışılmakta ve elde edilen bulgular ışığında 

gelecekteki çalışmalar için öneriler sunulmaktadır. Bu bölümde, çalışmanın sınırlılıkları, 

iyileştirme alanları ve uygulama sonuçlarının bankacılık sektörüne potansiyel etkileri 

değerlendirilmektedir. 
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2. YAPAY ZEKA VE ÖNERİ SİSTEMLERİ 

 

2.1. Yapay Zeka Tanımı ve Tarihçesi 

 

Yapay zeka, insan zekasını simüle ederek veya artırarak bankacılıkta dolandırıcılık tespiti, 

müşteri hizmetlerinde sohbet botları ve sağlıkta hassas teşhis gibi farklı alanlarda 

uygulanabilen, deneyimlerden öğrenme ve çevresel değişikliklere uyum sağlama 

yeteneğiyle insan karar verme ve akıl yürütme süreçlerini taklit eden sistemler geliştirmeyi 

amaçlar [11]. 

 

Yapay zeka kavramı son yıllarda popüler olmasına rağmen 1940’lı yıllara dayanan bir 

geçmişe sahiptir. Şekil 2.1.’de yapay zeka zaman çizelgesi gösterilmiştir. 

 

 
 

Şekil 2.1. Yapay zeka zaman çizelgesi [12] 

 

Makine öğrenmesi, yapay zekanın bir alt dalı olarak, örnek verilerden tahmin modelleri 

geliştirmeye odaklanırken özellik mühendisliği ile bilgilendirici özellikler seçilir veya 

üretilir; bunun aksine, makine öğrenmesinin bir alt dalı olan derin öğrenme, veri 

örneklerinden optimal özellik setini öğrenerek bu aşamayı ortadan kaldırmayı amaçlar [11]. 

1943

•McCulloch ve Pitts, sinirsel 
aktivitenin mantıksal 
hesaplamaları üzerine 
çalışma

1950

•Alan Turing, "Computing 
Machinery and Intelligence" 
makalesi

1956

•Dartmouth Konferansı, yapay 
zekanın resmi doğuşu

1960-1970’ler

•İlk yapay zeka programları ve 
uzman sistemlerin 
geliştirilmesi

1980’ler

•Finansal sorunlar yüzünden 
yapay zekanın düşüsü

1990’lar

•Makine öğrenimi ve veri 
madenciliğinde ilerlemeler

2000’ler

•Derin öğrenme ve büyük veri 
analizi

2010’lar ve sonrası

•Otonom sistemler, yapay 
zeka uygulamalarının 
genişlemesi
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Şekil 2.2.’de yapay zeka, makine öğrenmesi ve derin öğrenme arasındaki ilişki yer 

almaktadır. 

 

 
 

Şekil 2.2. Yapay zeka, makine öğrenmesi ve derin öğrenme arasındaki ilişki 

 

Derin öğrenme sistemleri, yapay zeka teknolojisinin en gelişmiş formu olarak, yapay sinir 

ağlarına dayalı karmaşık yapıları sayesinde, geleneksel makine öğrenimi yöntemlerini geride 

bırakarak analitik modelleme ve problem çözmede üstün performans sergilemektedir [13]. 

 

Derin öğrenme, günümüzde Google DeepMind tarafından kullanılan trafik tahmini ve 

COVID-19 sonrası siber güvenlik uygulamaları, düşük çözünürlüklü görüntülerin süper 

çözünürlük yöntemiyle iyileştirilmesi, doğal dil işleme (NLP) görevlerinde takviyeli 

öğrenme tabanlı yaklaşımlar ve otonom sürüş sistemleri için ölçeklenebilir çoklu ajan 

öğrenme teknikleri gibi ileri düzey ve yenilikçi uygulamalarda kullanılmaktadır [14]. Son 

zamanlarda popüler olan ChatGPT'nin yapısı da dikkat mekanizmalarına sahip dönüştürücü 

mimariler üzerine inşa edilen derin öğrenmeden gelmektedir; bu modeller, büyük veri setleri 

ve önemli hesaplama kaynakları gerektirmelerine rağmen, doğal dil verilerini işleme ve 

insan benzeri metinler üretme yetenekleri sayesinde giderek daha fazla kullanılmaktadır 

[15]. 

 

2.2. Öneri Sistemlerinin Tanımı ve Türleri 

 

1990’ların başında kullanılmaya başlanmasından bu yana, öneri sistemleri, geniş ve 

karmaşık ürün yelpazesi üzerinde kişiselleştirilmiş öneriler ve tahminler sunarak ticaret ve 
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içerik pazarlamasında köklü bir dönüşüm sağlamıştır [16]. Geçmişte öneri sistemleri, web 

sitelerini tavsiye etmek veya haber içeriklerini filtreleyip sıralamak amacıyla bilgi filtreleme 

süreçlerinde yapay zeka yöntemlerini kullanarak dikkat çekmiş ve 1980'lerdeki uzman 

sistemlere dayanan vaka tabanlı ya da kural tabanlı teknikler gibi yöntemlerle gelişmiştir; 

ancak, günümüzde öneri sistemlerinin uygulama alanları salt bilgi filtrelemenin ötesine 

geçerek finansal ürünler, emlak, elektronik tüketici ürünleri, film, kitap, müzik, haber ve 

web siteleri gibi birbirinden farklı alanlarda çözüm sunmaktadır [17]. Öneri sistemi 

kullanıcılarının deneyimleri, ihtiyaçları ve ilgi alanları zamanla değişiklik gösterdiğinden, 

sistemin bu değişen ihtiyaçları farklı aşamalarda anlamlandırarak uygun öneriler sunacak 

şekilde tasarlanması gerekmektedir [16]. 

 

Roy ve Dutta'nın [18] çalışmasında, öneri sistemlerinin genel olarak üç ana kategoriye 

ayrıldığı belirtilmektedir: 

 

• İşbirlikçi filtreleme öneri sistemleri, 

• İçerik tabanlı öneri sistemleri, 

• Hibrit öneri sistemleri. 

 

Öneri sistemleri için en yaygın ve olgunlaşmış yaklaşım, işbirlikçi filtreleme olup, bu 

yöntem bir kullanıcının önceki tüketim kayıtları ve benzer davranışlar sergileyen diğer 

kullanıcıların verileri üzerinden kullanıcının ilgisini tahmin etmeyi amaçlamaktadır [7,19]. 

İş birliğine dayalı filtreleme (CF) öneri sistemlerinde, kullanıcılar kümesi (U) ve öğeler 

kümesi (I) arasında, kullanıcıların öğelere verdiği puanların toplandığı bir kullanıcı-öğe 

matrisi (R) oluşturulur ve bu matris üzerinden kullanıcılar arasındaki benzerlikler hesaplanır 

[20].  Ancak, bu sistemler genellikle "soğuk başlangıç" ve veri gizliliği gibi problemlere yol 

açabilir [18].  

 

İşbirlikçi filtreleme, kullanıcı tabanlı ve öğe tabanlı olmak üzere iki yaklaşıma ayrılmaktadır 

[2]. Kullanıcı tabanlı filtreleme, hedef kullanıcının geçmiş davranışlarını diğer kullanıcılarla 

karşılaştırarak, en yüksek benzerlik ağırlıklarına sahip n kullanıcıdan (komşulardan) alınan 

ağırlıklı ortalama davranış tahminine dayanarak öneriler oluşturur ve hedef kullanıcının 

geçmişte bu grupla benzer davrandığı varsayımıyla, gelecekte de benzer şekilde 

davranacağını öngörür [21]. Öğe tabanlı filtreleme ise, kullanıcıların benzer öğelere yönelik 

davranışlarına dayanarak yeni öğeler önerir; bu yöntemde öğelerin özellikleri yerine, 
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kullanıcıların bu öğelerle olan etkileşimleri karşılaştırılır ve kullanıcı-öğe matrisindeki 

sütunlar arasındaki benzerlikler hesaplanarak, hedef kullanıcının yüksek puan verdiği 

öğelere benzer şekilde diğer kullanıcıların da yüksek puan verdiği bir öğe önerilir [21]. 

 

İçerik tabanlı filtreleme, işbirlikçi filtrelemeden farklı olarak, yalnızca bireysel kullanıcı 

tercihlerini ve öğe özelliklerini temel alır; kullanıcıların olumlu puanladığı öğelerden bir 

profil oluşturur ve yeterli açıklamaya sahip yeni öğeleri önererek soğuk başlangıç 

problemini aşabilir [18]. Ancak, bu yaklaşım, öğelerin özellikleri hakkında derinlemesine 

bilgi gerektirdiğinden ve kullanıcıların mevcut tercihleri dışında öneriler sunmada sınırlı 

olduğundan dezavantajlara sahiptir [18]. 

 

Öte yandan hibrit öneri sistemleri, farklı tekniklerin güçlü yönlerini birleştirerek bireysel 

yöntemlerin dezavantajlarını ortadan kaldırmayı ve üstün bir performans sunmayı hedefler 

[2]. Hibrit öneri sistemi oluşturulurken genellikle iş birlikçi filtreleme kullanılır [22]. Hibrit 

yaklaşımlar, örneğin, bir modelin sonuçlarını diğer bir modele girdi olarak kullanabilir veya 

her iki yöntemin çıktılarının birleştirilmesi yoluyla öneriler sunabilir. Bu yöntemler, 

kullanıcılar için daha çeşitli ve doğru öneriler sağlamayı mümkün kılar. 

 

2.3. Yapay Zeka Tabanlı Öneri Sistemleri 

 

Kişiselleştirilmiş öneriler sunmaya yönelik akıllı sistemler geliştirme gereksinimi hızla 

büyüyen bir araştırma ve uygulama alanı haline gelirken, öneri sistemleri, e-ticaret, 

çevrimiçi alışveriş, sosyal ağlar, dijital pazarlama ve çevrimiçi reklamcılık gibi pek çok 

sektörde kullanıcı tercih ve seçimlerine dayalı geri bildirimler sağlayarak merkezi bir rol 

üstlenmektedir [23]. Öneri sistemleri araştırmaları, yapay zekanın çeşitli tekniklerini 

kapsamaktadır. Bu teknikler arasında makine öğrenimi, veri madenciliği ve kullanıcı 

modelleme yer almaktadır [24]. Öneri sistemlerinin geliştirilmesinde, Yapay zeka 

yöntemleri, özellikle makine öğrenmesi, tahmin doğruluğunu artırmak, veri seyrekliği ve 

soğuk başlatma sorunlarını çözmek için kullanılırken; derin öğrenme, öneri sistemleri 

araştırmalarında gösterdiği yüksek etkinlikle bu alandaki etkisini kanıtlamış ve her ikisi de 

günümüzde yaygın olarak kullanılmaktadır [25, 26].   
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2.4. Bankacılık Sektöründe Öneri Sistemleri 

 

Rekabetin yoğun olduğu bir pazarda, işletmelerin bireysel müşteri ihtiyaçlarına doğrudan 

hitap eden ürün ve hizmetler sunma çabası, oldukça karmaşık ve zorlu bir süreçtir [25]. Artan 

rekabet koşullarında işletmeler için kritik bir öneme sahip olan tavsiye sistemleri, bankacılık 

sektöründe de önemli bir yer tutmaktadır [27]. Bu sistemler, kullanıcıların davranışlarını, 

tercihlerini, risk profillerini ve diğer özelliklerini analiz ederek, uygun finansal ürün veya 

hizmetleri etkili ve bilinçli bir şekilde önermeyi amaçlamaktadır [8]. Finans alanında öneri 

sistemlerine yönelik gerçekleştirilen çalışmalar ve özellikle bankacılık sektörüne odaklanan 

araştırmalar kapsamlı bir şekilde incelenmiş olup, bu literatür taramasına ilişkin detaylar 3. 

Bölümde daha ayrıntılı bir biçimde sunulmaktadır. 
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3. LİTERATÜR TARAMASI 

 

Öneri sistemleri, kullanıcıların tercihlerine uygun doğru ve kişiselleştirilmiş ürün önerileri 

sunarak kullanıcı deneyimini özelleştirmektedir [2].  Bu sistemler, web, kitaplar, e-öğrenme, 

turizm, sinema, müzik, e-ticaret, haberler, özel araştırma kaynakları ve televizyon 

programları gibi geniş bir yelpazedeki uygulama alanlarında yaygın bir şekilde 

kullanılmaktadır [18]. “Bankacılık”, “Yapay Zeka” ve “Öneri sistemleri” anahtar kelimeleri 

kullanılarak Web of  Science, Scopus gibi bilinen veri tabanları kullanılarak literatür 

taraması yapılmıştır.  Literatürde, sektöre özgü ihtiyaçlara göre öneri sistemlerinin 

geliştirilmesinde farklı yaklaşımlar tercih edilmiştir. Bu bölümde, öneri sistemleri finans 

sektöründe öneri sistemleri ve diğer sektörlerde öneri sistemleri uygulamaları bağlamında 

iki ana başlık altında ele alınmıştır.  

 

3.1. Finans Sektöründe Öneri Sistemleri 

 

Öneri sistemleri, kullanıcılara kişiselleştirilmiş öneriler sunarak karar alma süreçlerinde 

destek sağlasa da finans alanında bu teknolojiyi uygulamak kolay değildir; çünkü finansal 

ürünlerin sınırlı içerik bilgisi, kullanıcıların düşük sayıda işlem geçmişi ve piyasaların 

dalgalı yapısı, içerik tabanlı ve işbirlikçi filtreleme gibi yaygın öneri yöntemlerinin etkili bir 

şekilde uygulanmasını zorlaştırmakta, bu nedenle farklı öneri yaklaşımlarına yönelme 

gerekliliğini ortaya koymaktadır [10]. Transformer modeli, ardışık verilerin işlenmesinde 

geleneksel yöntemlerin sınırlamalarını aşarak, öz-dikkat mekanizması sayesinde uzun vadeli 

bağımlılıkları etkin bir şekilde yakalamakta ve kullanıcı davranış dizilerinin daha kapsamlı 

bir şekilde modellenmesine olanak tanımaktadır [8]. Bu bağlamda, finans alanında öneri 

sistemlerinin geliştirilmesine yönelik gerçekleştirilen literatür taraması özetine Çizelge 

3.1.'de yer verilmiştir. 

 

Çizelge 3.1. Finans alanında öneri sistemlerine yönelik literatür tarama özeti 

 

Çalışma Yıl Kullanılan Yöntem 
Kullanılan 

Girdiler 

Uygulama 

Alanı 

[28] 2017 
Alternatif En Küçük 

Kareler 

Kredi kartı 

verileri 
Bankacılık 
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Çizelge 3.1. (devam) Finans alanında öneri sistemlerine yönelik literatür tarama özeti 

 

[5] 2019 

Matris 

Faktorizasyonu, 

Kümeleme 

İşlem Verileri, 

Müşteri 

Davranışı 

Bankacılık 

[6] 
 

2020 

İşbirlikçi Filtreleme, 

K-Ortalamalar 

İşlem Verileri, 

Müşteri 

Demografisi 

Bankacılık 

[9] 2020 Transformer 

Müşterilerin 

zamansal bazlı 

ürün sahipliği 

Bankacılık 

[29] 2021 
Vaka Tabanlı Akıl 

Yürütme 

Müşteri 

İşlemleri, 

Davranış 

Verileri 

Bankacılık 

[4] 2022 Literatür Taraması  Finans 

[30] 2023 

İşbirlikçi filtreleme, 

SequenceMatcher, k-

en yakın komşu 

Harcama türleri, 

satın alma 

sıklığı, harcama 

miktarları 

Bankacılık 

[8] 2024 
Transformer, Transfer 

Learning, GNN 

Kullanıcı 

davranış dizileri, 

finansal ürün 

bilgileri, F1 

skoru 

Bankacılık, 

Finansal 

Ürünler 

[31] 2024 
BERT, SPCM, 

Makine öğrenmesi 

Kullanıcı 

Yorumları, 

Hisse Senedi 

Fiyatları 

Finans 

 

Körpe'nin [28] tezinde, Hareketli En Küçük Kareler (ALS) algoritmasına dayalı bir iş 

birliğine dayalı filtreleme öneri sistemi, kredi kartı pazarında uygulanmıştır. Çalışmada, 1 

milyon kredi kartı işlemi verisi kullanılarak kart hamili-sektör matrisi oluşturulmuş, bu 

matris faktörize edilerek kullanıcıların harcama alışkanlıkları analiz edilmiş ve gelecekteki 

işlemler tahmin edilmiştir. Kullanıcı verileri, MapReduce ve Apache Hadoop ile işlenmiş ve 

ALS modeli yardımıyla analize tabi tutulmuştur. Bu sistem, müşteri davranışlarını anlamak 

ve daha etkili pazarlama stratejileri geliştirmek amacıyla kullanılmıştır. Bu çalışma, kredi 

kartı işlem verilerinden örtük bilgilerin analiz edilmesi ve öneri sistemlerinde kullanılması 
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üzerine odaklanarak, literatürde genellikle açık geri bildirimlere dayanan öneri 

sistemlerinden farklı bir yaklaşım sunmaktadır. Örtük veri yapılarıyla çalışan bir model 

geliştirerek, özellikle bankacılık sektörüne özgü uygulamalar için yenilikçi bir yöntem 

ortaya koymuştur. Bu sayede, örtük verilerin kullanımıyla müşteri davranışlarını tahmin 

etme konusunda literatürdeki boşluğu doldurarak, öneri sistemlerinin hem akademik hem de 

uygulamalı alanlarına önemli bir katkı sağlamaktadır. 

 

Sharifihosseini’nin [5] çalışmasında, bankacılık sektörüne yönelik bir öneri sistemi 

geliştirilmiştir. Çalışmanın temel amacı, müşterilerin Bon Kart işlemlerine dayanarak henüz 

alışveriş yapmadıkları ancak potansiyel olarak tercih edebilecekleri yerleri tahmin etmek ve 

bu yerleri önermek için bir hibrit model sunmaktır. Çalışma, Genelleştirilmiş Tekil Değer 

Ayrışımı (GSVD) ve RFM analitik modeli gibi yenilikçi yöntemleri bir araya getirerek, 

işlem verilerindeki eksik değerleri tahmin etmek ve müşteri davranışlarını modellemek için 

kapsamlı bir yaklaşım ortaya koymuştur. Özellikle, bu yöntemlerin birleşimi sayesinde, 

bankacılık sektörüne özgü müşteri-sektör ilişkilerinin analizi ve daha etkili öneriler 

sunulması sağlanmıştır. RMSE kriterine dayalı olarak yapılan değerlendirmelerde, önerilen 

modelin doğruluk oranının diğer işbirlikçi filtreleme yöntemlerine kıyasla daha yüksek 

olduğu ve sektörel önerilerin geliştirilmesinde önemli bir katkı sunduğu görülmüştür. 

 

Oyebode ve Orji'nin [6] çalışmasında, bankacılık sektöründe ürün satışlarını artırmaya 

yönelik bir hibrit öneri sistemi geliştirilmiştir. Çalışma, müşterilerin işlem verilerinden 

türetilen ürün tercihlerini ve demografik özelliklerini birleştirerek hem mevcut hem de 

potansiyel müşterilere kişiselleştirilmiş ürün önerileri sunmayı amaçlamaktadır. Literatüre, 

öneri sistemlerinin bankacılık gibi veri eksikliği ve "soğuk başlangıç" problemleriyle 

karşılaşılan alanlarda uygulanabilirliğini artırmak için işbirlikçi filtreleme ve demografik 

yaklaşımları birleştiren yenilikçi bir yöntem sunarak katkı sağlamaktadır. Çalışmada, 

müşterilerin işlem geçmişlerinden ürün kullanım sıklıklarına dayalı puanlar oluşturulmuş, 

bu puanlar işbirlikçi filtreleme tekniğiyle tahmin edilmiş ve demografik özelliklere göre 

gruplandırılan müşteri kümeleriyle birleştirilerek öneriler geliştirilmiştir. 393.816 müşteriye 

ait veriyle test edilen hibrit modelin, kök ortalama kare hatası (RMSE) kullanılarak yapılan 

değerlendirmelerde, öğe tabanlı işbirlikçi filtreleme ve demografik tabanlı yaklaşım 

yöntemlerine kıyasla daha yüksek tahmin doğruluğu sağladığı görülmüştür. 
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Hernández-Nieves, Hernández, Gil-González, Rodríguez-González ve Corchado’nun [29] 

çalışmasında, ticari bankacılıkta ürün önerileri için vaka tabanlı bir akıl yürütme sistemi olan 

CEBRA geliştirilmiştir. Çalışmanın amacı, sosyal medya profilleri, demografik bilgiler ve 

geçmiş ürün tercihlerini analiz ederek bankacılık ürünlerinin kullanıcı ihtiyaçlarına uygun 

şekilde önerilmesidir. Bu çalışma, sosyal medya verilerini kullanıcı profillerini 

zenginleştirmek ve öneri doğruluğunu artırmak için bir vaka tabanlı akıl yürütme sistemine 

entegre ederek bankacılık sektöründe yenilikçi bir çözüm sunmaktadır. Araştırmada, K-en 

yakın komşu (k-NN) algoritması gibi işbirlikçi filtreleme yöntemleri CEBRA’nın yeniden 

kullanım aşamasına dahil edilmiş ve kullanıcı davranışlarını analiz etmek için 60.000 

sentetik vakadan oluşan bir veri kümesi kullanılmıştır. Sonuçlar, sistemin demografik ve 

sosyal medya verilerini bir araya getirerek, en yüksek kabul oranına sahip ürünleri önermede 

etkili bir performans sergilediğini göstermiştir. 

 

Sharaf, Hemdan, El-Sayed ve El-Bahnasawy’nin [4] çalışmasında, öneri sistemleri ve 

özellikle finansal hizmetler için öneri sistemlerinin kapsamlı bir incelemesi yapılmıştır. 

Çalışmanın amacı, finans sektöründe öneri sistemlerinin çalışma prensiplerini ve uygulama 

alanlarını belirlemek, bunları sınıflandırarak sektördeki mevcut sorunlara çözüm olabilecek 

yaklaşımları analiz etmektir. Literatüre, finans sektörüne yönelik öneri sistemlerinde 

kullanılan işbirlikçi filtreleme, içerik tabanlı ve hibrit yaklaşımların güçlü ve zayıf yönlerini 

sistematik olarak ele alan ve bu yöntemlerin sektörel ihtiyaçlara nasıl uyarlanabileceğini 

gösteren kapsamlı bir bakış açısı kazandırmaktadır. Özellikle, bankacılık, borsa, sigorta ve 

gayrimenkul gibi finansal hizmet alanlarındaki uygulamalara odaklanarak, öneri 

sistemlerinin kullanıcı davranışlarını anlamadaki ve karar destek süreçlerindeki rolünü 

detaylandırmıştır. Çalışmada, öneri sistemlerinin kullanıcı tercihlerine göre öğe seçimi ve 

karar verme süreçlerini destekleme gibi işlevlerinin yanı sıra, gelecekteki uygulamalar için 

hangi yöntemlerin daha etkili olabileceği konusunda öneriler sunulmuştur. 

 

Algieth’in [30] çalışmasında, bankacılık sektöründe müşterilerin harcamalarını daha iyi 

yönetmelerine yardımcı olmak amacıyla, iş birliğine dayalı filtreleme ve SequenceMatcher 

algoritmalarına dayanan bir öneri sistemi geliştirilmiştir. Çalışmanın temel amacı, 

müşterilerin son dört yıllık banka hareketlerinden elde edilen verilerle bireysel harcama 

kalıplarını analiz ederek, aşırı harcamaları azaltmaya yönelik kişiselleştirilmiş öneriler 

sunmaktır. Literatüre, bankacılık hizmetleri için öneri sistemlerinin geliştirilmesinde 

harcama geçmişi verilerinin etkin bir şekilde kullanılması ve yüksek doğruluk oranları elde 
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edilmesine yönelik bir yöntem sunarak katkı sağlamaktadır. Araştırmada, öğe tabanlı 

işbirlikçi filtreleme kullanılmış ve k-en yakın komşu (k-NN) algoritmasıyla kosinüs 

benzerliği hesaplamaları yapılarak önerilerin doğruluğu artırılmıştır. Uygulamanın 

sonuçları, önerilerin dört yıllık bir dönemde %100 doğruluk oranına ulaştığını ve önerilen 

sistemin bireysel finansal yönetimde etkili bir araç olabileceğini göstermiştir. 

Wang ve Chen’in [31] çalışmasında, yatırımcı duyarlılığını analiz ederek borsa 

tahminlerinde kullanılmak üzere yeni bir öneri sistemi olan Sentiment and Price Combined 

Model (SPCM) geliştirilmiştir. Çalışmanın temel amacı, sosyal medya etkileşimlerinden 

elde edilen kolektif yatırımcı duyarlılığı ve fiyat göstergelerini birleştirerek, hisse senedi 

fiyat hareketlerini daha doğru ve kapsamlı bir şekilde tahmin etmektir. Literatüre, özellikle 

yatırımcı duyarlılığını borsa öneri sistemlerine entegre ederek bilgi kapanı (information 

cocoon) problemini ele alan yenilikçi bir model sunarak katkı sağlamaktadır. Araştırmada, 

40 milyon sosyal medya gönderisi analiz edilerek duyarlılık verileri BERT tabanlı bir model 

kullanılarak sınıflandırılmış, ardından bu veriler fiyat faktörleriyle birleştirilerek makine 

öğrenimi algoritmalarıyla hisse senedi fiyat hareketleri tahmin edilmiştir. Yapılan testler, 

önerilen sistemin dört kat daha yüksek bir portföy getirisi sağladığını ve yatırımcıların çeşitli 

piyasa koşullarında daha rasyonel kararlar almalarına yardımcı olduğunu göstermiştir. 

 

Lian ve Li’nin [9] çalışmasında, finansal ürünlerin zaman dinamiklerini dikkate alarak daha 

doğru öneriler sunmayı amaçlayan Transformer tabanlı bir öneri sistemi (R-Transformer) 

geliştirilmiştir. Çalışmanın amacı, kullanıcıların geçmiş davranış dizilerini ve finansal 

ürünlerin zaman içindeki durumlarını analiz ederek, finansal ürünler için daha 

kişiselleştirilmiş ve dinamik öneriler sunmaktır. Bu çalışma, geleneksel statik algoritmaların 

zaman serisi verilerindeki eksikliklerini gidermek için Transformer modellerinin öz-dikkat 

mekanizmasını ve paralel işlem yeteneklerini öneri sistemlerine entegre ederek literatüre 

önemli bir katkı sunmaktadır. Araştırmada, yüksek boyutlu ve seyrek kullanıcı ve ürün 

vektörleri Autoencoder algoritması kullanılarak düşük boyutlu yoğun vektörlere 

indirgenmiş, ardından Transformer katmanında işlenmiştir. R-Transformer’ın işbirlikçi 

filtreleme ve RNN tabanlı algoritmalara kıyasla daha düşük kök ortalama kare hata (RMSE) 

ve daha yüksek F1 skor sağladığı görülmüştür. Model, gerçek kullanıcı davranış verileriyle 

test edilmiş ve %91 gibi yüksek bir F1 skor ile üstün bir performans sergilemiştir. 

 

Li ve Song’un [8] çalışmasında, finans sektöründe daha doğru ve verimli öneriler sunmayı 

amaçlayan bir derin öğrenme tabanlı finansal ürün öneri sistemi geliştirilmiştir. Çalışmanın 
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amacı, kullanıcı davranış dizilerini ve finansal ürün bilgilerini entegre ederek, 

kişiselleştirilmiş öneriler sunmak ve geleneksel yöntemlerin sıralı veri işleme konusundaki 

sınırlamalarını aşmaktır. Literatüre, Transformer, transfer öğrenimi ve grafik sinir ağlarını 

(GNN) bir araya getirerek finansal ürün öneri sistemlerinde doğruluk, uyarlanabilirlik ve 

genel performansı artıran yenilikçi bir çerçeve sunarak katkı sağlamaktadır. Araştırmada, 

Transformer modeli ile kullanıcı davranış dizileri modellenmiş, transfer öğrenimi ile farklı 

görevler arasında bilgi transferi sağlanmış ve GNN kullanılarak kullanıcılar ile ürünler 

arasındaki karmaşık ilişkiler detaylı bir şekilde incelenmiştir. Çalışma, önerilen yöntemin 

dört farklı veri setinde yapılan testlerde %90’ın üzerinde F1 skor ile diğer yöntemlere kıyasla 

üstün bir performans sergilediğini göstermiştir. 

 

3.2. Diğer Sektörlerde Öneri Sistemleri 

 

Öneri sistemleri, finans sektörünün yanı sıra e-ticaret, eğlence, eğitim, sağlık ve turizm gibi 

pek çok farklı sektörde de kullanıcı deneyimini iyileştirmek, karar alma süreçlerini 

desteklemek ve işletme verimliliğini artırmak amacıyla yaygın bir şekilde kullanılmaktadır. 

Diğer sektörlerde öneri sistemlerinin kullanımına yönelik yapılan çalışmaların literatür 

tarama özeti Çizelge 3.2.’de sunulmaktadır. 

 

Çizelge 3.2. Diğer sektörlerde öneri sistemlerine yönelik literatür tarama özeti 

 

Çalışma Yıl Kullanılan Yöntem 
Kullanılan 

Girdiler 

Uygulama 

Alanı 

[2] 2020 Literatür Taraması  Genel 

[19] 2020 

Tetikleyici ve 

Tetiklenmiş (TT) 

model 

Ürünler 

arasındaki 

korelasyon, 

anonim öneriler, 

yoğunlaşma 

yanlılığı 

Pazarlama 

[32] 2021 PCA, K-Ortalamalar 

Ürün 

Açıklamaları, 

Kullanıcı 

Tercihleri 

E-Ticaret 
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Çizelge 3.2. (devam) Diğer sektörlerde öneri sistemlerine yönelik literatür tarama özeti 

 

[18] 2022 Literatür Taraması  Genel 

[33] 2022 Literatür Taraması  Genel 

[34] 2024 
İşbirlikçi Filtreleme, 

K-Ortalamalar 

Tıklama oranları, 

kullanıcı katılım 

seviyeleri, 

Silhouette skoru 

E-Ticaret 

[35] 2024 
Ana yol analizi, 

bilimsel haritalama 

Yapay zeka 

temelli öneri 

sistemleri, bilgi 

yayılım yolları, 

ana temalar 

E-Ticaret 

 

Deng, Shi, Chen, Kwak ve Tang’ın [19] çalışmasında, e-ticaret platformlarında ürün 

çeşitliliğini artırarak müşteri etkileşimini güçlendirmek ve pazarlama optimizasyonunu 

sağlamak amacıyla, yeni bir öneri modeli olan “Trigger and Triggered” (TT) geliştirilmiştir. 

Çalışmanın amacı, konsantrasyon yanlılığı gibi geleneksel öneri sistemlerinin 

sınırlamalarını aşmak ve ürünlerin yaşam döngüsüne uygun olarak zamanında öneriler 

sunmaktır. Literatüre, anonim öneriler ve pazarlama odaklı yaşam döngüsü önerileri sunmak 

için TT-PAR ve TT-PPE olmak üzere iki aşamalı bir yaklaşım getirerek önemli bir katkı 

sağlamaktadır. Araştırmada, gerçek bir perakende mağazasından elde edilen 10 milyon işlem 

verisi kullanılmış, bu verilerden “tetikleyici ve tetiklenen” çiftleri oluşturularak ürünlerin 

ilişkileri analiz edilmiştir. TT-PAR algoritması konsantrasyon yanlılığını azaltarak 

önerilerin doğruluğunu artırırken, TT-PPE algoritması, ürün yaşam döngülerini tahmin 

etmek için Weibull modelini kullanarak, önerilerin zamanlamasını optimize etmiştir. 

Sonuçlar, önerilen sistemin müşteri alışveriş dizilerini doğru şekilde tahmin ettiğini ve 

pazarlama hedeflerine yönelik anlamlı bir ilerleme sağladığını göstermiştir. 

 

Fayyaz, Ebrahimian, Nawara, Ibrahim ve Kashef’in [2] çalışmasında, öneri sistemlerinin 

çeşitli algoritmaları, zorlukları, değerlendirme metrikleri ve iş dünyasındaki uygulamalarına 

dair kapsamlı bir inceleme sunulmuştur. Çalışmanın amacı, mevcut öneri sistemlerinin 

kategorilerini ve karşılaştıkları sorunları analiz etmek, bu sistemlerin farklı sektörlerdeki 

uygulamalarını vurgulamak ve performans değerlendirmesi için kullanılan metrikleri 
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incelemektir. Literatüre, öneri sistemlerinin farklı türlerini (işbirlikçi filtreleme, içerik 

tabanlı, demografik tabanlı ve hibrit yöntemler) karşılaştırmalı bir şekilde ele alarak, bu 

sistemlerin güçlü ve zayıf yönlerini tanımlayan kapsamlı bir bakış açısı kazandırmıştır. 

Araştırmada, öneri sistemlerinin kullanıcı deneyimini kişiselleştirme, bilgi yüklenmesini 

azaltma ve işletmelerin karar alma süreçlerini destekleme potansiyeline odaklanılmıştır. 

Çalışma, öneri sistemlerinin e-ticaret, sağlık, ulaşım, tarım ve medya gibi sektörlerdeki 

çeşitli uygulama örneklerini inceleyerek bu teknolojilerin işletmeler üzerindeki olumlu 

etkilerini göstermiştir. 

 

Andra ve Baizal’in [32] çalışmasında, e-ticaret platformlarında veri yoğunluğunu azaltarak 

ve kullanıcı kümeleri oluşturarak ürün önerilerinin doğruluğunu artırmayı amaçlayan PCA 

ve k-ortalamalar kümeleme tabanlı bir öneri sistemi geliştirilmiştir. Çalışmanın temel amacı, 

kullanıcı verilerindeki eksikliklerin öneri sistemlerinin performansını olumsuz etkilemesini 

önlemek ve işlem verilerini optimize ederek daha hassas öneriler sunmaktır. Literatüre, 

boyut azaltma ve kümeleme tekniklerini işbirlikçi filtreleme algoritmalarıyla birleştirerek e-

ticaret verilerindeki seyreklik problemini etkili bir şekilde ele alan yenilikçi bir yöntem 

sunmaktadır. Araştırmada, Olist e-ticaret veri kümesi kullanılmış, veriler Principal 

Component Analysis (PCA) yöntemiyle boyut azaltma işlemine tabi tutulmuş ve kullanıcı 

kümeleri K-Ortalamalar algoritmasıyla oluşturulmuştur. Testler, önerilen sistemin RMSE 

(kök ortalama kare hatası) değerlerini diğer yöntemlere kıyasla düşürdüğünü ve daha yüksek 

öneri doğruluğu sağladığını göstermiştir. 

 

Roy ve Dutta’nın [18] çalışmasında, öneri sistemleri üzerine kapsamlı bir inceleme 

sunulmuş, bu sistemlerin algoritmik sınıflandırmaları, farklı uygulama alanlarındaki 

kullanımları ve karşılaştıkları zorluklar detaylı bir şekilde analiz edilmiştir. Çalışmanın 

temel amacı, öneri sistemlerinin farklı türlerini (içerik tabanlı, işbirlikçi ve hibrit 

yaklaşımlar) ve bu sistemlerin çeşitli sektörlerdeki uygulama örneklerini incelemek, ayrıca 

bu alanlardaki araştırma boşluklarını ve geliştirilmesi gereken yönleri belirlemektir. 

Literatüre, öneri sistemlerinin çeşitli algoritmalara göre sınıflandırılması ve mevcut 

uygulama alanlarının geniş bir yelpazede ele alınması yoluyla, daha verimli ve etkili 

sistemler geliştirilmesi için kapsamlı bir çerçeve sunmaktadır. Çalışmada, öneri 

sistemlerinin kitaplar, filmler, e-ticaret, sağlık ve eğitim gibi farklı sektörlerdeki uygulama 

alanları değerlendirilmiş ve algoritmaların performansını ölçmek için kullanılan veri setleri, 

simülasyon platformları ve değerlendirme metrikleri incelenmiştir. Bu yaklaşım, öneri 
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sistemleri alanında çalışan araştırmacılar ve uygulayıcılar için gelecekteki çalışmalarını 

yönlendirebilecek önemli bilgiler sunmaktadır. 

 

Ko, Lee, Park ve Choi’nin [33] çalışmasında, öneri sistemlerinin modelleri, teknikleri ve 

uygulama alanlarına yönelik geniş kapsamlı bir inceleme gerçekleştirilmiştir. Çalışmanın 

temel amacı, farklı öneri sistemlerinin teknolojik ve işlevsel yönlerini analiz ederek, bu 

sistemlerin uygulandığı hizmet alanlarındaki etkilerini değerlendirmektir. Literatüre, öneri 

modellerinin sınıflandırılması ve veri madenciliği yöntemlerinin kullanımına dair kapsamlı 

bir çerçeve sunarak katkı sağlamaktadır. Araştırma, 2010-2021 yılları arasında yayımlanmış 

135'ten fazla üst düzey makale ve konferans bildirisi üzerinden yürütülmüş ve öneri 

sistemlerinin veri analitiği, filtreleme teknikleri ve kullanıcı davranışlarını anlamadaki 

etkinliklerini incelemiştir. Çalışma sonuçları, öneri sistemlerinin hizmet alanlarında iş 

büyümesini desteklediğini ve kullanıcı memnuniyetini artırdığını göstererek, bu 

teknolojilerin hem akademik hem de ticari uygulamalardaki potansiyelini ortaya 

koymaktadır. 

 

Ranjith Kumar ve diğerlerinin [34] çalışmasında, e-ticaret platformlarında müşteri 

etkileşimini artırmak ve ürün önerilerinin doğruluğunu geliştirmek amacıyla üç aşamalı bir 

öneri sistemi geliştirilmiştir. Çalışmanın temel amacı, yeni kullanıcılar için popüler ürünlere 

dayalı öneriler sunarken, mevcut kullanıcılar için işbirlikçi filtreleme ile kişiselleştirilmiş 

öneriler sağlamak ve veri eksikliği durumlarında k-ortalamalar kümeleme kullanarak içerik 

tabanlı öneriler oluşturmaktır. Literatüre, popülerlik tabanlı öneriler, işbirlikçi filtreleme ve 

k-ortalamalar kümeleme tekniklerini birleştirerek çok yönlü bir öneri sistemi 

geliştirilmesiyle katkıda bulunmaktadır. Araştırmada, Amazon ve Home Depot veri 

kümeleri kullanılmış, popülerlik tabanlı öneriler için tıklama oranı (CTR) ve kullanıcı 

etkileşim seviyeleri değerlendirilmiş, işbirlikçi filtreleme önerilerinin doğruluğu RMSE ve 

MAE ile ölçülmüş ve kümeleme yöntemlerinin performansı silüet skoru ve dirsek analizi ile 

analiz edilmiştir. Çalışma, önerilen sistemin müşteri etkileşimini ve dönüşüm oranlarını 

önemli ölçüde artırdığını göstermiştir. 

 

He ve Liu’nun [35] çalışmasında, e-ticarette yapay zekanın bilgi altyapısının evrimsel süreci 

üzerine kapsamlı bir inceleme gerçekleştirilmiştir. Çalışmanın amacı, e-ticarette yapay zeka 

uygulamalarının bilgi yayılımındaki ana yollarını belirlemek, bu süreçteki tematik alanları 

ve temaların zaman içindeki evrimini ortaya koymaktır. Literatüre, AI'nin e-ticarette 
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optimizasyon ve karar destek, güven ve kişiselleştirilmiş öneri, duygu analizi ve müttefik 

teknolojiler gibi dört ana tematik alandaki etkisini değerlendirerek geniş bir perspektif 

sunmaktadır. Çalışma, 1998-2022 yılları arasında yayımlanmış 2252 makaleyi analiz etmiş, 

ana yol analizi ve bilimsel haritalama yöntemleriyle bilgi akışı ve tematik ilişkileri ortaya 

çıkarmıştır. Bulgular, öneri sistemlerinin, e-ticarette müşteri sadakatini artırmada ve 

kullanıcı ihtiyaçlarına yanıt verme kapasitesini geliştirmede önemli bir rol oynadığını 

göstermektedir. Bu inceleme, e-ticaret ekosisteminde yapay zekanın mevcut durumunu ve 

potansiyelini anlamak isteyen araştırmacılar ve uygulayıcılar için yol gösterici bir kaynak 

sunmaktadır. 

 

Bu çalışmalarda kullanılan geleneksel öneri sistemleri önemli sonuçlar elde etse de 

bankacılık gibi belirli sektörlerde her zaman uygulanabilir değildir ve karşılaştığı zorluklar 

vardır [6]. Öneri sistemleri, ölçeklenebilirlik, soğuk başlangıç, veri seyrekliği gibi çeşitli 

sınırlamalar ve zorluklarla karşı karşıyadır [18]. Geleneksel öneri sistemlerinin karşılaştığı 

sınırlamaları aşmak ve öneri kalitesini iyileştirmek amacıyla geliştirilen Transformer tabanlı 

yaklaşımların, özellikle kendine dikkat mekanizmaları ve derin öğrenme tekniklerinin 

gücünden faydalanarak, finansal hizmetlerde kullanıcı deneyimini önemli ölçüde 

iyileştirdiği gözlemlenmiştir [8]. Çalışma [9]’da yapılan deneyler, transformer modelinin 

eğitim sürecinin RNN'e göre belirgin şekilde daha hızlı gerçekleştiğini ve ortaya çıkan 

performansın RNN'in sonuçlarını aştığını ortaya koymaktadır. Aynı şekilde [8] numaralı 

çalışmada yapılan karşılaştırmalarda, Transformer modelinin sıralı veri işleme kapasitesinin, 

kullanıcı davranış dizilerini daha etkili bir şekilde modelleyerek, geleneksel yöntemlere 

kıyasla hem doğruluk hem de öneri çeşitliliği açısından üstün performans sergilediği 

gözlemlenmiştir. 
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4. KULLANILAN YÖNTEM VE METHODLAR 

 

Bu bölümde, çalışmanın hedeflerine ulaşmak için seçilen yöntemler ve metotlar ayrıntılı bir 

şekilde ele alınacaktır. Öncelikle, veri üzerinde uygulanacak algoritmaların mantığı, seçilme 

nedenleri ve problem çözüm sürecindeki işlevleri açıklanacaktır. Araştırmada, k-ortalamalar 

algoritması, transformer modeli gibi ileri düzey yöntemler kullanılacak ve bu yöntemlerin 

veri kümesi üzerindeki analitik süreçleri detaylandırılacaktır. 

 

Bunun yanı sıra, kullanılan modellerin performanslarını değerlendirmek için hassasiyet, 

duyarlılık ve F1 skoru gibi değerlendirme metrikleri uygulanacaktır. Bu ölçütler, 

algoritmaların doğruluk düzeylerini, başarı oranlarını ve model çıktılarının etkinliğini 

belirlemede kritik bir rol oynayacaktır. Bu bölümde, yöntemlerin uygulanma adımları ve 

elde edilen sonuçların nasıl analiz edileceği de kapsamlı bir şekilde açıklanacaktır. 

 

4.1. K-Ortamalar Algoritması 

 

Veri kümeleme, bir veri kümesindeki gizli yapıyı belirlemeyi hedefleyen ve benzer veri 

noktalarını, sahip oldukları içsel özellikler veya desenler doğrultusunda gruplandırmaya 

yönelik bir süreçtir [36]. Literatürde çeşitli veri analizi yaklaşımlarının geliştirilmesindeki 

üstel büyüme gözlemlenmesine rağmen K-Ortalamalar algoritması en popüler ve basit 

kümeleme tekniği olmaya devam etmektedir [37]. K-ortalamalar, veri noktalarını, önceden 

belirlenen küme sayısına göre merkezlere olan yakınlıklarına dayalı olarak gruplandıran bir 

kümeleme algoritmasıdır ve her bir merkezin konumu, kendi kümesindeki veri noktalarının 

ortalamasına göre iteratif olarak yeniden hesaplanır [36]. K-ortalamalar algoritması, kolay 

uygulanabilir olmasının yanı sıra sınırlamalarının kapsamlı bir şekilde incelenmiş ve bilinir 

olması nedeniyle ve yerel ince ayar yapma yeteneğinin yüksek etkinliği sayesinde genetik 

algoritma, rastgele değişim, parçacık sürü optimizasyonu, spektral kümeleme ve yoğunluk 

kümeleme gibi daha gelişmiş algoritmaların bir parçası olarak kullanılabilmesiyle önemli 

avantajlar sunmaktadır [38].  

 

Aşağıda k-ortalamalar algoritmasındaki temel adımları ve standart k-ortalamalar kümeleme 

algoritması sahte kodu çizelge 4.1.’de yer almaktadır [37]: 
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1. 'k' kümeli bir başlangıç bölümü seçilmesi, 

2. Her bir örüntüyü en yakın küme merkezine atayarak yeni bir bölüm oluşturulması, 

3. Yeni küme merkezlerinin hesaplanması, 

4. Küme üyeliğinde istikrar sağlanana kadar 2. ve 3. adımları tekrarlanması. 

 

Çizelge 4.1. K-ortalamalar kümele algoritması sahte kodu 

 

Standart K-ortalamalar kümeleme algoritması sahte kodu 

Girdi: Dizi // X {x1,x2,…..,xn} // Kümeleme yapılacak veri kümesi 

Çıktı: k // Gerekli küme sayısı  

 C {c1,c2,…..,ck} // Küme Merkezleri 

1: k kümeden oluşan küme 

2: //Parametreyi başlat 

3: X {x1,x2,…..,xn} 

4: C {c1,c2,…..,ck} 

5: Tekrar et 

6: //Mesafe hesaplama 

7: i için = 1'den n'ye kadar 

8: j için = 1’den k’ya kadar 

9: Bir veri nesnesinden tüm kümelere olan Öklid mesafesini hesapla 

10: j için bitir 

11: //Veri nesnesi ataması 

12: Veri nesnelerini en yakın kümeye ekle 

13: i için bitir 

14: //Küme merkezini güncelle 

15: Yeni küme merkezini hesapla 

16: İki ardışık yinelemenin küme merkezleri arasındaki fark aynı kalana kadar 

Son  
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Kümeleme, küme sayısının belirlenmesi ve kümelerin bulunması olmak üzere iki alt 

problemden oluşurken, k-ortalamalar gibi algoritmalar yalnızca kümeleri bulmaya 

odaklanır; küme sayısının ise kullanıcı tarafından belirlenmesi ya da bilinmiyorsa tahmin 

edilmesi gerekmektedir [39]. Bir veri kümesindeki gerçek küme sayısını belirlemeye yönelik 

en eski yaklaşımlardan biri olan dirsek yöntemi, görselleştirme temelli bir teknik olarak öne 

çıkmaktadır [40]. Dirsek yöntemi, küme sayısının bir fonksiyonu olarak açıklanan varyans 

yüzdesini analiz eden ve ek bir kümenin verilere anlamlı bir iyileştirme sağlamadığı noktada 

uygun küme sayısının belirlenmesine dayanan bir tekniktir [41]. Ana yaklaşım, K=2 

değeriyle başlayarak her adımda K değerini birer birer artırmak, bu sırada kümeleri 

oluşturup eğitim maliyetini hesaplamaktır; belirli bir K değerinde maliyetin kayda değer bir 

düşüş göstermesi ve sonrasında sabit bir seviyeye ulaşması, uygun K değerinin bu nokta 

olduğunu ifade eder [40]. Örneğin K=3'te maliyet hızla düştükten sonra yavaşlarsa, 3 küme 

sayısı için doğru seçim olur. Çizelge 4.2.’de K-ortalamalar metodunu kullanmak için küme 

sayısının belirlenmesinde dirsek yönteminin sahte kodu verilmiştir [41].  

 

Çizelge 4.2. Dirsek yöntemi sahte kodu 

 

K-ortalamalarının küme sayısını belirlemek için Dirsek Yöntemi 

1: Başlangıç $k=1$ 

2: //Başlat 

3: k$ değerini artırır 

4: Optimum kalite çözümünün maliyetini ölç 

5: Eğer bir noktada çözümün maliyeti önemli ölçüde düşerse 

6: Bu gerçek $k$ 

Son  

 

K-ortalamalar algoritması ve dirsek yöntemi, veri kümeleme problemlerinde yaygın olarak 

kullanılan güçlü araçlar arasında yer almaktadır. K-ortalamaların kolay uygulanabilirliği ve 

geniş kullanım alanı, onu popüler bir teknik haline getirirken, dirsek yöntemi küme sayısının 

belirlenmesi gibi temel bir sorunun çözülmesine olanak tanımaktadır. Sonuç olarak, dirsek 

yöntemi, veri kümesindeki uygun küme sayısını belirlemek için kümeleme analizinin önemli 

bir adımını oluşturmaktadır. Bu yöntemin ardından kullanılan K-ortalamalar algoritması, 
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belirlenen küme sayısına göre verileri etkin bir şekilde gruplandırarak kümeleme sürecini 

tamamlar.  

 

4.2. Autoencoder 

 

Lian ve Li’nin [9] veri seti, N finansal ürün, M kullanıcı ve Q kullanıcının finansal ürün satın 

alma ve biriktirme kayıtlarını içerirken, zaman damgası t'ye göre kullanıcı davranış dizisi 

{xi,0, xi,1, ..., xi,t} ve finansal ürün dizisi {xj,0, xj,1, ..., xj,t} olarak ifade edilmektedir. 

Transformer modeline girdi oluşturmak amacıyla, yüksek boyutlu ve seyrek verilerin 

boyutunu azaltmak için, özellik çıkarma ve doğrusal olmayan boyut azaltma süreçlerinde 

etkili olan Autoencoder modeli kullanılmıştır [9]. Autoencoder, verileri sıkıştırarak düşük 

boyutlu bir temsil oluşturan kodlayıcı ve bu temsili kullanarak orijinal veriyi yeniden 

oluşturmaya çalışan kod çözücü olmak üzere iki ana bileşenden oluşmakta olup, boyut 

azaltma işlemi bu sıkıştırma ve yeniden yapılandırma süreçleriyle gerçekleştirilmektedir [9]: 

 

Kodlama (Encoding): Yüksek boyutlu giriş verileri, katmanlar boyunca geçerek daha düşük 

boyutlu bir temsil haline getirilir. Autoencoder'ın kullanıcı vektörü ve finansal ürün vektörü 

için boyutsallık azaltma işlemi Eş. 4.1 ve 4.2’de gösterilmiştir [9].  

 

𝑦𝑖,𝑡 = 𝐸𝑛𝑐𝑜𝑑𝑒𝑟(𝑥𝑖,𝑡)                   4.1. 

𝑦𝑗,𝑡 = 𝐸𝑛𝑐𝑜𝑑𝑒𝑟(𝑥𝑗,𝑡)                   4.2. 

 

Zaman damgası t'ye göre kullanıcı davranış dizisi {xi,0, xi,1, ..., xi,t} ve finansal ürün dizisi 

{xj,0, xj,1, ..., xj,t} olarak ifade edilmektedir. 

 

Autoencoder ile gerçekleştirilen boyut azaltma işleminde, verilerin en önemli özelliklerini 

içeren düşük boyutlu bir sıkıştırılmış temsil oluşturulur ve ardından bu temsil, zaman serisi 

olarak düzenlenerek müşteri davranışları ile ürün etkileşimlerini belirli bir zaman dilimi 

içinde analiz etmek üzere yapılandırılır [9]. 

 

4.3. Transformer Modeli 

 

Vaswani ve diğerlerinin literatüre kazandırdığı transformer modeli, kodlayıcı ve kod çözücü 

arasındaki etkileşimi tamamen dikkat mekanizmalarına dayandırarak, tekrarlayıcı ve 



25 

 

 
 

evrişimsel ağlara duyulan gereksinimi ortadan kaldıran yenilikçi bir mimari ortaya 

koymaktadır [42]. Transformer mimarisi, doğal dil işleme alanında devrim yaratarak GPT 

ve BERT gibi modellerin önceki en iyi teknoloji ağlarını büyük bir farkla geride bırakmasını 

sağlamış ve günümüzün ileri düzey modellerinin temelini oluşturmuştur [43].  

 

Finansal ürün tavsiyelerinde zamanlama faktörü kritik bir öneme sahipken, geleneksel 

tavsiye algoritmalarının kullanıcılar ve finansal ürünlerin statik özelliklerine odaklanarak 

zaman faktörünü dikkate almaması, tavsiyelerin kalitesini düşürmektedir [9]. Transformer 

modelindeki öz-dikkat mekanizması, kullanıcı davranış kalıplarının daha derinlemesine 

analiz edilmesini ve anlaşılmasını mümkün kılmaktadır [8].  

 

Transformer, Şekil 4.1.’nin sol ve sağ kısımlarında sırasıyla gösterilen kodlayıcı ve kod 

çözücü bileşenlerinde, yığılmış öz-dikkat mekanizmalarını ve nokta bazlı tam bağlantılı 

katmanları kullanarak bu genel mimariyi takip etmektedir [42]. 
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Şekil 4.1. Transformer- model mimarisi [42] 

 

Kodlayıcı (Encoder): Soldaki yapı, giriş verilerini anlamak için kullanılan kodlama 

mekanizmasını temsil eder. 

 

Kod Çözücü (Decoder): Sağdaki yapı, kodlayıcı tarafından işlenmiş bilgiyi kullanarak 

çıktıları üreten mekanizmayı temsil eder. 
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Kodlayıcı, her biri çok başlı öz-dikkat mekanizması ve konum bazında tam bağlantılı ileri 

besleme ağı olmak üzere iki alt katmandan oluşan, her alt katman etrafında kalıntı 

bağlantıları ve katman normalizasyonu uygulanan altı özdeş katmandan oluşan bir yapıdır 

[42]. 

 

Kod çözücü, kodlayıcıdaki iki alt katmana ek olarak, kodlayıcı yığınının çıktısı üzerinde çok 

başlı dikkat işlemi gerçekleştiren üçüncü bir alt katman içeren ve her bir alt katmanı 

çevreleyen kalıntı bağlantılar ile katman normalizasyonu uygulanan altı özdeş katmandan 

oluşmakta olup, öz-dikkat mekanizması maskeleme ile değiştirilerek her konumun yalnızca 

kendisinden önceki konumlara bağlı tahminler üretmesi sağlanmaktadır [42]. 

 

Zaman serilerine dayalı olarak kullanıcıların ve finansal ürünlerin durumlarını çıkarmak için 

transformer modelinin kodlayıcı bölümünden faydalanılmıştır [9]. Transformer modelleri, 

öz-dikkat mekanizmaları aracılığıyla kullanıcı geçmiş davranış dizilerindeki öğeler 

arasındaki ilişkileri yakalarken, büyük ölçekli genel veri kümelerinde önceden eğitilerek 

evrensel kullanıcı davranış kalıplarını öğrenmiş ve ince ayar yapılarak kişiselleştirilmiş öneri 

görevlerine adapte edilmiş, böylece finansal alanın özel gereksinimlerine uyum sağlamıştır 

[8].  

 

4.4. Hassasiyet, Duyarlılık, F1 Skoru 

 

Hassasiyet, Duyarlılık, F1 Skoru olmak üzere üç önemli değerlendirme metriğinin 

analiziyle, kişiselleştirilmiş finansal ürün öneri sisteminin doğruluğu, kapsamı ve genel 

performansı hakkında derinlemesine bir anlayış elde edilmesi amaçlanmaktadır [8]. 

 

Hassasiyet, modelin pozitif sınıfa ait olarak tahmin ettiği verilerin ne kadarının gerçekte 

pozitif olduğunu gösteren bir ölçüttür [44]. Başka bir deyişle, modelin pozitif olarak 

işaretlediği örnekler arasında gerçekten doğru olanların oranını ifade eder. Bu ölçüt, 

özellikle yanlış pozitif durumlarının minimumda tutulmak istendiği senaryolarda büyük 

önem taşır. Hassasiyet, matematiksel olarak Eş. 4.3. tanımlanmıştır. 

 

Hassasiyet (Precision) = 
𝑇𝑃

𝑇𝑃+𝐹𝑃
                  4.3. 
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Bu eşitlikte: 

 

• TP (True Positive): Gerçekten pozitif olan ve doğru şekilde pozitif olarak sınıflandırılan 

örneklerin sayısıdır. 

• FP (False Positive): Gerçekte negatif olan ancak model tarafından yanlışlıkla pozitif 

olarak sınıflandırılan örneklerin sayısını ifade eder. 

 

Duyarlılık, modelin pozitif sınıfa ait örnekler arasından doğru bir şekilde tespit ettiği oranı 

ifade eden ve özellikle pozitif örneklerin kaçırılmasının kritik olduğu durumlarda önemli 

hale gelen bir değerlendirme metriğidir; matematiksel olarak Eş. 4.4 tanımlanmıştır [44]: 

 

Duyarlılık (Recall)= 
𝑇𝑃

𝑇𝑃+𝐹𝑁
                  4.4. 

 

Bu eşitlikte: 

 

• TP (True Positive): Gerçek pozitif olup doğru şekilde pozitif olarak sınıflandırılan 

örneklerin sayısıdır. 

• FN (False Negative): Gerçekten pozitif olan fakat model tarafından yanlış bir şekilde 

negatif olarak sınıflandırılan örneklerin sayısını ifade eder. 

 

F1 skoru, hassasiyet ve duyarlılığın harmonik ortalaması olarak, modelin yanlış pozitiflerden 

kaçınma ve gerçek pozitifleri doğru tespit etme yeteneğini dengeli bir şekilde değerlendiren 

bir ölçüt olup, duyarlılık ve hassasiyetin eşit derecede önemli olduğu durumlarda ideal bir 

metriği temsil eder; matematiksel olarak Eş. 4.5.’deki gibi hesaplanır [44]: 

 

F1 Skoru= 2 ∗
𝐻𝑎𝑠𝑠𝑎𝑠𝑖𝑦𝑒𝑡∗𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘

𝐻𝑎𝑠𝑠𝑎𝑠𝑖𝑦𝑒𝑡+𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘
                 4.5. 

 

Hassasiyet, duyarlılık ve F1 skoru gibi değerlendirme metriklerinin analizi, kişiselleştirilmiş 

finansal ürün öneri sistemlerinin doğruluğu, kapsamı ve genel performansı hakkında 

kapsamlı bir perspektif sunmaktadır. Bu metrikler, öneri sisteminin farklı boyutlardaki 

etkinliğini ortaya koyarken, kullanıcı memnuniyeti ve finansal ürünlerin doğru eşleşme 

oranlarını artırmak için kritik bir rol oynamaktadır. Özellikle bu metriklerin dengeli bir 

şekilde optimize edilmesi, öneri sistemlerinin hem teknik doğruluğunu hem de pratik 



29 

 

 
 

faydasını maksimize etmek için büyük önem taşımaktadır. 
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5. UYGULAMA 

 

Bu çalışmanın metodolojisi, kişiselleştirilmiş finansal ürün öneri sistemlerinin geliştirilmesi 

için izlenen sistematik süreci detaylı bir şekilde açıklamaktadır. Şekil 5.1’de görüldüğü 

üzere, süreç, problem tanımı ve araştırma kapsamının belirlenmesiyle başlamakta, ardından 

literatür taraması ve ürün öneri yöntemlerinin incelenmesi adımları ile devam etmektedir. 

Öneri sistemlerinde etkili olan değişkenlerin belirlenmesinin ardından, bireysel müşteri 

verileri etik kurallar çerçevesinde toplanıp anonimleştirilmekte ve demografik ile finansal 

veriler bir araya getirilmektedir. 

 

Bu aşamadan sonra, veri ön işleme adımı gerçekleştirilmekte ve K-Ortalamalar (K-Means) 

algoritması kullanılarak müşteri grupları oluşturulmaktadır. Oluşturulan bu gruplar, mevcut 

veri setine yeni bir grup sütunu olarak eklenmektedir. Daha sonra, elde edilen bu veri, 

Transformer modeli ile zaman serisi işleme aşamasında kullanılmakta ve k-NN modeli ile 

desteklenerek alternatif sonuçlar değerlendirilmektedir. Sürecin sonunda, modeller test 

edilmekte ve performanslarının karşılaştırılması ile nihai değerlendirme yapılmaktadır. 
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Şekil 5.1. Çalışmanın metodolojisi 

 

5.1. Problem Tanımı ve Veri Seti 

 

Özel bir katılım bankasına ait bireysel müşteri verileri üzerinde gerçekleştirilen analizde, 

müşterilere özelleştirilmiş finansal ürün önerileri sunma ve bu önerilerin doğruluğunu 

artırma hedeflenmiştir. Veri seti, toplamda 4998 satırdan oluşmakta olup, 357 müşterinin 

demografik bilgileri ile 2023 yılı boyunca ve 2024 yılının ilk iki ayına ait zaman bazlı 

finansal ürün sahipliği ve başvuru bilgilerini kapsamaktadır. Analiz kapsamında, 14 

periyotluk veri setinin ilk 13 periyodu modelin eğitimi için girdi olarak kullanılmakta, 14. 

periyot ise müşterilerin belirli ürünlere sahip olup olmayacağını tahmin etmek amacıyla 

değerlendirilmektedir. Bu süreç, müşterilerin finansal ürün kullanım alışkanlıklarını ve 

demografik yapılarını detaylı bir biçimde ele alarak, bankanın müşteri odaklı stratejiler 

geliştirmesine zemin hazırlamaktadır. Aynı zamanda, öneri sisteminin sunduğu tahminlerle 
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hem müşteri memnuniyetini artırmak hem de bankanın satış fırsatlarını optimize ederek gelir 

artışı ve müşteri bağlılığını güçlendirmek amaçlanmaktadır. 

 

Çizelge 5.1.’de, veri setine ait sütunların isimleri, veri tipleri, değer aralıkları, minimum, 

maksimum, ortalama değerleri ve standart sapmaları gibi temel istatistiksel özellikler 

özetlenmiştir. 

 

Çizelge 5.1. Veri setine ait sütunlar ve istatistiksel özellikler 

 

Sütun Adı 
Veri 

Tipi 
Skalası Min. Ort. Max. SD 

Periyot Nitel 1,2,…,14     

Küme Nitel 1,2,3     

BES Nitel 0,1     

Kredi Kartı Nitel 0,1     

İhtiyaç 

Finansmanı 
Nitel 

0,1 
    

Konut 

Finansmanı 
Nitel 

0,1 
    

Araç 

Finansmanı 
Nitel 

0,1 
    

Yatırım 

Ürünleri 
Nitel 

0,1 
    

İhtiyaç 

Finansmanı

Başvurusu 

Nitel 

0,1 

    

Araç 

Finansmanı 

Başvurusu 

Nitel 

0,1 

    

Konut 

Finansmanı 

Başvurusu 

Nitel 

0,1 

    

Başvuru 

Miktarı 
Nicel  

0 2500000 21589,18 115583,3 
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Çizelge 5.1. (devam) Veri setine ait sütunlar ve istatistiksel özellikler 

 

Kredi Kartı 

Başvurusu 
Nitel 

0,1 
    

BES 

Başvurusu 
Nitel 

0,1 
    

Yaş Nicel  24 74 43,6 8,5 

Cinsiyet Nitel 0,1     

Medeni 

Durum 

Nitel 
0,1,2,3,4     

Meslek Nitel 1,2,..,107     

Bölge Nitel 0,1,…,19     

Konut Tipi Nitel 0,1,2,3,4     

Çocuk Tipi Nitel 0,1,2,3,4,5     

Araba Tipi Nitel 0,1,3     

Potansiyel Nitel 0,1,…,5     

Skor Nicel  1115 1900 1651,8 172,2 

Açık Kredi 

Kartı Sayısı 
Nicel  

0 9 2,94 1,2 

Banka 

Sayısı 
Nicel  

1 15 5,48 2,4 

 

Periyot sütunu, verinin ait olduğu zaman dilimini ifade etmekte olup, 1 değeri 2023 yılının 

Ocak ayını, 14 ise 2024 yılının Şubat ayını temsil etmektedir. BES sütunu, müşterinin 

Bireysel Emeklilik Sistemi (BES) ürününe sahip olup olmadığını belirtmektedir. Kredi kartı 

sütunu, müşterinin kredi kartına sahip olup olmadığını göstermektedir. İhtiyaç finansmanı 

sütunu, müşterinin ihtiyaç finansmanına sahip olup olmadığını ifade ederken, konut 

finansmanı ve araç finansmanı sütunları sırasıyla müşterinin konut finansmanı ve araç 

finansmanı durumlarını belirtmektedir. Yatırım ürünleri sütunu, müşterinin hisse senedi, 

yatırım fonu ya da katılım hesabı gibi yatırım ürünlerine sahip olup olmadığını ifade 

etmektedir. İhtiyaç finansmanı başvurusu, araç finansmanı başvurusu ve konut finansmanı 

başvurusu sütunları, müşterinin ihtiyaç, araç ve konut finansmanı başvurusu yapma 
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durumlarını göstermektedir. Başvuru miktarı sütunu ise müşterinin finansman ürünlerine 

yaptığı başvuru miktarını belirtmektedir. Kredi kartı başvurusu sütunu, müşterinin kredi 

kartı başvurusunda bulunma durumunu, BES başvurusu sütunu ise Bireysel Emeklilik 

Sistemi'ne başvuru yapma durumunu ifade etmektedir. Bu sütunlar, zaman bazlı 

değişmektedir.  

 

Demografik bilgiler arasında yer alan Age sütunu müşterinin yaşını belirtirken, Cinsiyet 

sütunu cinsiyet bilgilerini, medeni durum sütunu ise müşterinin medeni durumunu 

göstermektedir. Meslek sütunu müşterinin meslek kodunu ifade ederken, bölge sütunu, 

müşterinin bağlı bulunduğu bölgeyi belirtmektedir. Konut tipi sütunu, müşterinin ev 

sahipliğini ifade ederken, çocuk tipi sütunu, müşterinin çocuk durumunu ve araç tipi sütunu 

ise araç sahipliğini belirtmektedir. Potansiyel sütunu müşterinin potansiyel segmentini ifade 

etmektedir. Skor sütunu müşterinin kredi skorunu, açık kredi kartı sayısı sütunu, müşterinin 

sahip olduğu aktif kredi kartı sayısını gösterir ve banka sayısı sütunu, müşterinin çalıştığı 

banka sayısını ifade eder. 

 

Bu sütunlar, müşterilerin finansal davranışlarının ve demografik özelliklerinin analiz 

edilmesine olanak sağlayarak daha kapsamlı bir değerlendirme yapılmasını mümkün 

kılmaktadır. 

 

Analiz edilen veri seti, özel bir katılım bankasına ait 357 bireysel müşterinin verilerini 

içermekte olup, bu müşteriler yaş, cinsiyet, kredi skoru, kredi kartı ve banka ilişkileri gibi 

çeşitli değişkenler üzerinden incelenmiştir. Müşteri verileri incelendiğinde, ortalama yaşın 

43,6 olduğu; en genç müşterinin 24, en yaşlı müşterinin ise 74 yaşında olduğu görülmektedir. 

Cinsiyet dağılımı ise müşterilerin %83,2'sinin erkek, %16,8'inin kadın olduğunu 

göstermekte, bu da erkek müşterilerin belirgin bir çoğunluk oluşturduğunu ortaya 

koymaktadır. 

 

Müşterilerin kredi skorları üzerine yapılan incelemede, ortalama skor 1651,8 olarak 

hesaplanmıştır. Kredi skoru en düşük müşteri 1115, en yüksek skora sahip müşteri ise 1900 

değerine sahiptir. Bu skorlar, müşteri kredi değerliliklerinin geniş bir yelpazede dağıldığını 

göstermektedir. 

Ayrıca, müşterilerin finansal ürün kullanım alışkanlıkları incelendiğinde, ortalama olarak 

her bir müşterinin yaklaşık 2,94 kredi kartına sahip olduğu ve ortalama 5,48 banka ile ilişkili 
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olduğu belirlenmiştir. Bu metrikler, müşterilerin bankacılık sistemleri ile ne derece entegre 

olduklarını ve çeşitli finansal ürünleri ne sıklıkla kullandıklarını ortaya koymaktadır. Bu tür 

bilgiler, bankanın müşteri ilişkileri yönetimi ve hedefleme stratejileri için önemli içgörüler 

sağlamaktadır. 

 

5.2. Veri Toplama ve Hazırlama 

 

Bu çalışmada kullanılan veri seti, özel bir katılım bankasının bireysel müşteri verilerini 

içermektedir. Veriler, bankanın veri tabanından etik kurallar çerçevesinde ve gerekli izinler 

alınarak anonimleştirilmiş bir şekilde sağlanmıştır. Veri toplama sürecinde yalnızca bireysel 

müşterilere ait bilgiler dikkate alınmıştır. Veri seti, müşterilerin 2023 yılı boyunca ve 2024 

yılının ilk iki ayındaki finansal ürün kullanımı ile ilgili işlem kayıtlarını içermektedir. Banka 

tarafından sağlanan veriler, etik kurallar çerçevesinde anonimleştirilmiş ve müşteri 

gizliliğini korumak adına tüm kişisel bilgiler (isim, T.C. kimlik numarası, telefon, adres vb.) 

kaldırılmıştır. Bunun yerine, her müşteriye rastgele bir ID atanmıştır. 

 

Toplanan veriler, demografik bilgileri (örneğin yaş, cinsiyet, gelir seviyesi ve eğitim 

durumu) ve finansal ürün kullanımlarını (katılım hesapları, finansman başvuruları, kredi 

kartı sahipliği gibi) kapsamaktadır. Bu bilgiler, öneri sistemi modelinin tasarımında ve 

müşteri segmentlerinin belirlenmesinde temel oluşturmuştur. 

 

5.3. Veri Ön İşleme 

 

Veri ön işleme aşamasında, her iki yıla ait veriler detaylı bir şekilde incelenmiş ve analiz 

süreci için uygun hale getirilmiştir. Bu süreçte özellikle ürün sahipliği ve başvuru bilgileri 

üzerinde durulmuş; eksik veya hatalı girişler düzeltilerek veri seti tutarlı bir yapıya 

kavuşturulmuştur. Ürün sahipliği veya başvuru bilgisi bulunmayan müşteriler için ilgili 

veriler '0' olarak işaretlenmiş ve bu düzenleme, analiz sürecinde verilerin doğru bir şekilde 

yorumlanmasını sağlamıştır. 

 

Aylık olarak yeni ürün ekleyen kullanıcıların oranı yaklaşık %9,74 olup, bu durum pozitif 

örneklerin negatif örneklere göre çok daha az olduğunu göstermektedir. Bu tür 

dengesizliklerin çözümü için aşırı örnekleme (oversampling), az örnekleme (undersampling) 

veya sınıf ağırlıklarının ayarlanması gibi stratejiler uygulanabilir [8]. SMOTE tekniği, 
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modellerin eğitimi için eşit sayıda özellik sağlayarak, modellerin performansında önemli bir 

artışa olanak tanımaktadır [45]. Bu çalışmada veri dengeleme yapmak için SMOTE yöntemi 

kullanılmıştır. 

 

Bu aşamada gerçekleştirilen işlemler, verilerin modelleme için hazır hale gelmesini 

sağlamakla kalmayıp, aynı zamanda veri setinin bütünlüğünü koruyarak analiz sonuçlarının 

doğruluğunu ve güvenilirliğini artırmıştır. Bu titiz çalışma, sonraki aşamalar olan müşteri 

segmentasyonu ve ürün tavsiye sistemi geliştirme süreçlerinin başarısına zemin 

hazırlamaktadır. 

 

5.4. Müşterilerin Gruplara Ayrılması 

 

Bu bölümde, müşterilerin belirli demografik ve davranışsal özellikleri temel alınarak 

gruplara ayrılması işlemi ele alınmaktadır. Gruplama işlemi, müşterilerin ortak özelliklerini 

belirlemek ve öneri sisteminin etkinliğini artırmak amacıyla gerçekleştirilmiştir. Bu süreçte 

yaş, cinsiyet, medeni durum, meslek kodu, müşterinin bağlı olduğu bölge, konut türü, çocuk 

durumu, araç durumu, potansiyel skor, kredi skoru, açık kredi kartı sayısı ve banka ilişkisi 

sayısı gibi sütunlardan elde edilen veriler kullanılmıştır. Kümelerin oluşturulmasında k-

ortalamalar algoritması uygulanmış ve müşteriler belirli gruplar halinde segmentlere 

ayrılmıştır. 

 

5.4.1. Dirsek yöntemi 

 

K-ortalama kümeleme algoritmasında optimal küme sayısını belirlemek için dirsek yöntemi 

kullanıldı. Bu yöntem, k-ortalama kümeleme algoritmasında optimum küme sayısını 

belirlemek için kullanılan bir teknik olup, farklı küme sayıları tarafından açıklanan varyansı 

analiz eder, bu varyansın azalma hızının grafik üzerinde belirgin bir şekilde yavaşladığı ve 

sabitlenmeye başladığı "dirsek" noktasını tespit ederek, analiz veya model eğitimi için en 

uygun küme sayısını belirlemeye olanak tanır [46]. Şekil 5.2.’de dirsek yöntemi sonucunda 

çıkan grafik gösterilmiştir. 
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Şekil 5.2. K değeri için dirsek yöntemi 

 

Grafiğe bakıldığında, x-ekseni farklı k değerlerini (küme sayısını), y-ekseni ise k-ortalama 

algoritmasında her bir küme içindeki veri noktalarının kendi küme merkezine olan 

uzaklıklarının karelerinin toplamını ifade eder. Veri noktalarının kendi küme merkezine olan 

uzaklıklarının karelerinin toplamı, k sayısı arttıkça genel olarak azalma eğilimi gösterir. 

Ancak, belirli bir k sayısından sonra veri noktalarının kendi küme merkezine olan 

uzaklıklarının karelerinin toplamı azalma oranı önemli ölçüde yavaşlar. Bu nokta genellikle 

"dirsek noktası" olarak adlandırılır ve en uygun küme sayısını belirlemede kritik bir rol 

oynar. 

 

Grafik 2’de, dirsek noktası 3 k değerinde görülmektedir. Bu, küme sayısını 3 olarak 

belirlemenin, veri setinin doğal bölünmelerini etkili bir şekilde yakaladığını ve artan 

karmaşıklığa karşın anlamlı bir iyileştirme sağlamadığını gösterir. Küme sayısını 3'ten fazla 

seçmek, veri noktalarının kendi küme merkezine olan uzaklıklarının karelerinin toplamı 

sınırlı bir düşüşle sonuçlanırken, modelin karmaşıklığını ve işlem yükünü artırır. 

Dolayısıyla, bu analiz, 3 kümeli bir modelin bu veri seti için uygun olduğunu ve en iyi 

sonuçları verebileceğini önermektedir. 
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5.4.2. K-ortalama algoritması kullanarak müşterilerin gruplara ayrılması 

 

Veri seti k-ortalama algoritması kullanılarak kümelere ayrılmıştır. Bu yöntem, veri 

içerisindeki benzer özellikleri taşıyan müşterileri gruplar halinde sınıflandırmak için tercih 

edilmiştir. Segmentasyon, müşterilerin finansal davranışlarını ve tercihlerini daha iyi 

anlamak, onlara daha uygun ürünler sunmak ve pazarlama stratejilerini kişiselleştirmek 

amacıyla yapılmıştır. Kümeleme sonuçları Şekil 5.3.’de yaş ve kredi skoruna göre 

gösterilmiştir. 

 

 
 

Şekil 5.3. Kümeleme sonuçları (yaş ve skor dağılımı) 

 

K-ortalama algoritması kullanılarak üç farklı müşteri grubu belirlenmiştir. Her bir küme, 

müşterilerin yaş, cinsiyet, medeni durum, meslek kodu, bölgesel ofis, ev tipi, çocuk durumu, 

araç tipi, potansiyel, kredi skoru, açık kredi kartı sayısı ve banka sayısına göre 

gruplandırılmıştır. Aşağıda her bir kümenin özellikleri Çizelge 5.2.’de özetlenmiştir. 
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Çizelge 5.2. Kümelerin özet bilgisi 

 

Kümeler 
Ortalama 

Yaş 

Cinsiyet 

Dağılımı 

Ortalama 

Kredi Skoru 

Ortalama 

Kredi Kartı 

Sayısı 

Ortalama 

Banka Sayısı 

1 41,7 %81,5 Erkek 1606,4 2,99 5,71 

2 41,5 %79,7 Erkek 1361,6 2,92 5,19 

3 46,2 %86,2 Erkek 1808 2,91 5,38 

 

1. Küme üyelerinin ortalama yaşı 41,7'dir ve %81,5'i erkektir. Ortalama kredi skorları 1606,4 

olan bu müşteriler, ortalama 2,99 kredi kartına ve 5,71 banka hesabına sahiptirler. Kredi 

kartı ve banka ilişkileri yoğun olan bu grup, bankanın çeşitli finansal hizmetlerini yoğun bir 

şekilde kullanma eğilimindedir. 

 

2. küme, daha düşük kredi skorlarına sahip müşterileri içerir. Grubun ortalama yaşı 41,5 ve 

%79,7'si erkektir. Ortalama kredi skoru 1361,6 olan bu müşteriler, ortalama olarak 2,92 

kredi kartı ve 5,19 banka hesabına sahiptir.  

 

3. küme genellikle yüksek kredi skorlarına sahip müşterilerden oluşur. Grubun ortalama yaşı 

46,2 ve %86,2'si erkektir. Ortalama kredi skoru 1808 olan bu müşteriler, ortalama olarak 

2,91 kredi kartı ve 5,38 banka hesabına sahiptir. Yüksek kredi skorları ve geniş finansal 

aktiviteleri sayesinde, bu grup yeni yatırım fırsatlarına hızlı tepki verebilir ve çeşitli finansal 

ürünleri etkin bir şekilde kullanabilir. 

 

Sonraki bölümde belirlenen kümeler model eğitimi sırasında kullanılacaktır. 

 

5.5. Transformer Modelinin Eğitimi 

 

Çalışmada, müşteri davranışlarını anlamak ve kişiselleştirilmiş ürün önerileri yapmak için 

kapsamlı bir model eğitimi süreci gerçekleştirdik.  

 

Model eğitimi ve analiz süreçleri, ASUS TUF Dash F15 FX516PC model bir bilgisayar 

üzerinde gerçekleştirilmiş olup, sistem 11. Nesil Intel Core i7-11370H @ 3.30GHz işlemci, 
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16 GB RAM ve Windows 11 Home Single Language 64-bit işletim sistemi kullanılarak 

çalıştırılmıştır. Eğitim ve analiz için Jupyter Notebook çalışma ortamı tercih edilmiştir. 

 

Modelin eğitimi ve ürün önerileri süreci, müşteri davranışlarını derinlemesine analiz etmek 

ve kişiselleştirilmiş ürün önerileri sağlamak için titizlikle gerçekleştirildi. İlk olarak, müşteri 

verileri demografik ve finansal özelliklerine göre üç farklı kümeye ayrıldı. Küme bilgisi de 

eklenerek model eğitimleri yapıldı.  

 

Veri setimizin boyutunu azaltmak ve modelimiz için verimli bir şekilde özellik çıkarmak 

adına bir autoencoder modeli kullanıldı. Bu model, eğitim verilerini kullanarak bir boyut 

indirgeme işlemi gerçekleştirdi. Kodlayıcı kısmı, veriyi sıkıştırırken; kod çözücü kısmı, 

sıkıştırılan bu veriyi tekrar orijinal haline çevirmeye çalıştı. Böylece model, verilerin temel 

yapılarını öğrenme fırsatı buldu. 

 

Autoencoder'dan elde edilen düşük boyutlu veriler daha sonra bir Transformer tabanlı 

modelde kullanıldı. Bu model, veri içindeki karmaşık ilişkileri ve bağımlılıkları anlamak 

için dikkat mekanizmalarını kullanır. Model, verileri segmentlere ayırarak her bir müşteri 

için en uygun ürün önerilerini belirlemeye çalıştı. Modelin eğitimi sırasında, çeşitli 

parametrelerle yapılan denemeler sonucunda eğitim ve doğrulama kayıpları dikkatle izlendi 

ve modelin doğruluğu, eğitim sürecinde belirli aralıklarla kontrol edilerek gerekli 

ayarlamalar yapıldı. Şekil 5.4.’de model eğitiminin kayıp grafiği verilmiştir. 

 

 
 

Şekil 5.4. Model eğitiminin kayıp grafiği 
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Eğitim sürecinin sonunda model, test setindeki müşterilere yönelik olarak 2024 yılı Şubat 

ayı için ürün önerileri yaptı. Bu öneriler, müşterilerin geçmiş veri ve davranışlarına 

dayanarak hazırlandı ve model, her bir müşterinin potansiyel ihtiyaçlarını dikkate alarak en 

uygun ürünleri önerdi. 

 

5.6. Sonuçların ve Bulguların Analizi 

 

Bu çalışmada, öneri sisteminin performansını kapsamlı bir şekilde değerlendirmek ve farklı 

veri işleme stratejilerinin öneri başarısı üzerindeki etkilerini analiz etmek amacıyla dört ayrı 

senaryo tasarlanmıştır. Her bir senaryoda, veri işleme adımları, kullanılan dengeleme 

teknikleri ve model bileşenleri farklılaştırılmış ve bu değişikliklerin öneri sisteminin 

doğruluk, duyarlılık, hassasiyet ve F1 skoru gibi performans ölçütleri üzerindeki etkileri 

sistematik bir şekilde incelenmiştir. 

 

Bu analizlerin temel amacı, 2023 yılının ilk 12 ayı ile 2024 yılının Ocak ayına ait müşteri 

verilerini model girdisi olarak kullanıp, 2024 yılı Şubat ayında müşterilerin sahip olabileceği 

finansal ürünleri öngörmektir. Modelin hedef çıktıları, müşterilerin Bireysel Emeklilik 

Sistemi (BES), kredi kartı, konut finansmanı, araç finansmanı, yatırım ürünleri ve ihtiyaç 

finansmanı gibi altı temel ürün kategorisinden hangilerine sahip olacağını tahmin etmektir. 

Bu tahminler, müşterilerin geçmiş finansal davranışları, demografik özellikleri ve ürün 

kullanım eğilimlerine dayanılarak yapılmaktadır. Bu bağlamda, öneri sistemi, müşterilere 

uygun finansal ürünler sunarak hem müşteri memnuniyetini artırmayı hem de bankanın satış 

ve pazarlama süreçlerini optimize etmeyi hedeflemektedir. 

 

Senaryoların her biri, farklı veri işleme stratejilerinin ve model bileşenlerinin öneri 

sisteminin performansı üzerindeki etkilerini incelemek amacıyla tasarlanmıştır. Örneğin, 

bazı senaryolarda veri seti SMOTE yöntemi ile dengelenerek modelin veri dengesizliğinden 

etkilenmesi önlenmiş, bazı senaryolarda ise Autoencoder bileşeni kullanılarak veri boyutu 

azaltılmış ve özellik çıkarımı gerçekleştirilmiştir. Her bir senaryoda, modelin performansına 

ilişkin bulgular detaylı bir şekilde analiz edilmiş ve karşılaştırılmıştır. Bu kapsamda, öneri 

sisteminin doğruluğunu artırmak için en uygun veri işleme stratejileri ve model mimarileri 

ortaya koyulmuştur. 
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Sonuçların analizinde, dört senaryo arasından en yüksek F1 skoruna ulaşan senaryo 

belirlenmiş ve bu senaryo k-en yakın komşu (k-NN) algoritmasıyla karşılaştırmalı bir 

değerlendirmeye tabi tutulmuştur.  

 

Bu bölümde, dört farklı senaryoya ilişkin elde edilen sonuçlar detaylı bir şekilde analiz 

edilmiş ve sunulmuştur. Çalışma kapsamında ele alınan dört senaryo ise şu şekildedir: 

 

Senaryo 1: Veri setinde herhangi bir dengeleme işlemi yapılmadan, önerilen modelin tüm 

bileşenleri (autoencoder ve Transformer tabanlı model) kullanılarak eğitim ve test işlemleri 

gerçekleştirilmiştir. Bu senaryoda, modelin veriyi işlemekte ve ilişkilendirmekteki temel 

yetenekleri değerlendirilmiştir. Şekil 5.5.'de, Senaryo 1 için önerilen model mimarisi 

gösterilmektedir. 

 

 
 

Şekil 5.5. Senaryo 1 model mimarisi 

 

Senaryo 2: Veri setinde dengeleme yapılmadan, autoencoder bileşeni olmaksızın yalnızca 

Transformer tabanlı model kullanılmıştır. Burada, autoencoder bileşeninin modelin genel 

başarısı üzerindeki etkisi gözlemlenmiştir. Şekil 5.6.'da, Senaryo 2 için önerilen model 

mimarisi sunulmaktadır. 
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Şekil 5.6. Senaryo 2 model mimarisi 

 

Senaryo 3: SMOTE yöntemi ile veri seti dengelenmiş ve çalışmada önerilen modelin tüm 

bileşenleri kullanılarak eğitim gerçekleştirilmiştir. Bu senaryo, dengesiz veri setinde 

dengelemenin etkisini analiz etmek amacıyla oluşturulmuştur. Şekil 5.7., Senaryo 3 

kapsamında önerilen model mimarisini göstermektedir. 

 

 
 

Şekil 5.7. Senaryo 3 model mimarisi 

 

Senaryo 4: SMOTE ile dengeleme işlemi uygulandıktan sonra, yalnızca Transformer tabanlı 

model kullanılarak eğitim yapılmıştır. Bu senaryo ile, dengeleme stratejisi ve autoencoder 

bileşeninin performans üzerindeki birleşik etkisi incelenmiştir. Şekil 5.8.'de, Senaryo 4 için 

tasarlanan model mimarisi yer almaktadır. 
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Şekil 5.8. Senaryo 4 model mimarisi 

 

Modelin performansını daha ayrıntılı incelemek amacıyla, model çıktılarında iki farklı eşik 

değeri belirlenmiştir. Eşik değeri 0.5 olarak belirlendiğinde, model, müşteri bazında elde 

edilen tahmin oranı 0.5’in üzerinde olduğunda bu tahmini pozitif (1) olarak işaretlemiştir. 

Alternatif olarak, eşik değeri 0.2 kullanıldığında, daha düşük bir oran üzerinden pozitif sınıf 

belirlemesi yapılmıştır. Bu farklı eşik değerleri, modelin pozitif tahmin yeteneği ve yanlış 

pozitifleri kontrol etme kapasitesini analiz etmek için önemlidir. 

 

Çizelge 5.3.'de, her bir senaryo için belirlenen eşik değerlerinde duyarlılık, hassasiyet ve F1 

skorları verilmiştir: 

 

Çizelge 5.3 Senaryo bazlı performans değerlendirilmesi 

 

Senaryo Eşik Değeri Duyarlılık Hassasiyet F1 Skoru 

Senaryo 1 0,5 0,0960 0,1090 0,0174 

Senaryo 1 0,2 0,9327 0,3031 0,4575 

Senaryo 2 0,5 0,3558 0,3458 0,3507 

Senaryo 2 0,2 0,4083 0,3189 0,4083 

Senaryo 3 0,5 0,1533 0,5913 0,2435 

Senaryo 3 0,2 1,0000 0,7073 0,8286 

Senaryo 4 0,5 0,9820 0,8998 0,9281 

Senaryo 4 0,2 0,9887 0,8188 0,8958 
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Çizelge 5.3.’de yer alan sonuçlar, her bir senaryoda kullanılan veri işleme stratejilerinin 

model performansı üzerindeki etkisini ortaya koymaktadır. Senaryo 3 ve Senaryo 4’te, 

SMOTE yöntemi kullanılarak veri dengesinin sağlandığı durumlarda duyarlılık ve F1 

skorlarının genel olarak daha yüksek olduğu gözlemlenmiştir. Özellikle Senaryo 4’te, 

autoencoder kullanılmamasına rağmen veri dengeleme işlemi sayesinde modelin 

performansının arttığı görülmüştür. Bu bulgu, veri dengesizliğinin giderilmesiyle birlikte, 

autoencoder bileşeni olmaksızın bile modelin etkili bir şekilde çalışabileceğini 

göstermektedir. 

 

Dört farklı senaryo arasından yapılan değerlendirme sonucunda, Senaryo 4 en yüksek F1 

skoruna sahip olarak öneri sisteminin en başarılı performansını ortaya koymuştur. Bu 

senaryoda, SMOTE yöntemi ile veri dengelenmiş ve yalnızca Transformer tabanlı model 

kullanılarak eğitim gerçekleştirilmiştir. Eşik değeri 0,5 olarak belirlenen bu senaryoda, 

modelin hem doğruluk oranları hem de diğer performans metrikleri (kesinlik, duyarlılık ve 

F1 skoru) açısından üstün sonuçlar verdiği gözlemlenmiştir. 

 

Senaryo 4’ün performansı, geleneksel yöntemlerden biri olan k-En Yakın Komşu 

algoritması ile karşılaştırmalı olarak değerlendirilmiştir. Karşılaştırma sırasında, k-NN 

algoritması finansal öneri süreçlerine uygun şekilde uyarlanmış olup aynı veri seti ile 

çalıştırılmıştır. Çizelge 5.4., Senaryo 4 ile k-En Yakın Komşu algoritmasının duyarlılık, 

hassasiyet ve F1 skoru gibi performans metrikleri açısından karşılaştırmalı sonuçlarını 

göstermektedir. 

 

Çizelge 5.4. Senaryo 4 ve k-NN algoritmasının performans karşılaştırması 

 

Model Eşik Değeri Duyarlılık Hassasiyet F1 Skoru 

Senaryo 4 0,5 0,9820 0,8998 0,9281 

k-NN Yok 0,1353 0,6250 0,2224 

 

Bu karşılaştırma sonuçlarına göre, transformer tabanlı öneri sisteminin duyarlılık, hassasiyet 

ve F1 skoru gibi tüm performans metriklerinde k-NN algoritmasına kıyasla üstün bir başarı 

sergilediği açıkça görülmektedir. Özellikle, Senaryo 4'ün 0,9281'lik F1 skoru, öneri 
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sisteminin hem pozitif tahminlerdeki doğruluğu hem de genel model dengesi açısından 

geleneksel yöntemlere kıyasla çok daha etkili olduğunu göstermektedir. 

 

Bununla birlikte, k-NN algoritmasının düşük duyarlılık oranı 0,1353 ve F1 skoru 0,2224, 

geleneksel yöntemlerin finansal öneri süreçlerinde yetersiz kaldığını ortaya koymaktadır. 

Buna karşılık, öneri sistemimizin yüksek duyarlılık oranı 0,9820 ve hassasiyet oranı 0,8998, 

müşterilerin finansal ürünlere yönelik eğilimlerini doğru bir şekilde öngörebildiğini ve bu 

doğrultuda daha etkili öneriler sunabildiğini göstermektedir. 

 

Bu sonuçlar, Transformer tabanlı modelin ne kadar başarılı bir şekilde çalıştığını 

kanıtlamaktadır. Öneri sisteminin, finansal ürün tahminlerinde yalnızca daha doğru sonuçlar 

üretmekle kalmadığı, aynı zamanda bankacılık süreçlerinde müşteri memnuniyetini artırma 

ve gelir artırıcı stratejileri destekleme konusunda önemli bir potansiyele sahip olduğu 

görülmüştür. Bu sistem, müşterilerin ihtiyaçlarına uygun ürünleri zamanında önererek 

müşteri bağlılığını artırabilir ve bankanın satış fırsatlarını daha etkili bir şekilde 

değerlendirmesini sağlayabilir. 

 

Ayrıca, öneri sistemi aracılığıyla müşterilerin ürünlere yönelik eğilimleri önceden tespit 

edilerek, özelleştirilmiş kampanyalar ve promosyonlar düzenlenebilir. Örneğin, ihtiyaç 

finansmanı talebi olan müşterilere özel kar oranları sunulabilir ya da yatırım ürünlerine ilgisi 

olan müşteriler için kişiselleştirilmiş portföy yönetimi hizmetleri önerilebilir. Bu tür hedefe 

yönelik stratejiler, sadece satışları artırmakla kalmaz, aynı zamanda müşterilere değer katan 

bir hizmet deneyimi sunarak bankanın rekabet avantajını güçlendirebilir. 

 

Sonuç olarak, transformer tabanlı öneri sistemi hem müşteri odaklı stratejiler geliştirilmesi 

hem de bankanın pazarlama süreçlerinin optimize edilmesi açısından stratejik bir araç olarak 

değerlendirilebilir. 
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6. SONUÇ VE ÖNERİLER 

 

Bu çalışmada, özel bir katılım bankasının bireysel müşterilere yönelik özelleştirilmiş 

finansal ürün önerileri sunmak amacıyla geliştirilmiş bir öneri sistemi tasarlanmış ve 

değerlendirmiştir. Veri işleme tekniklerinden model bileşenlerine kadar çeşitli yöntemlerin 

etkisi incelenmiş, dört farklı senaryo üzerinden öneri sisteminin performansı detaylı bir 

şekilde analiz edilmiştir. Senaryoların değerlendirilmesi sonucunda, SMOTE yöntemi ile 

dengelenmiş veri setinde yalnızca Transformer tabanlı modelin kullanıldığı Senaryo 4, en 

iyi sonuçları vermiş ve öneri sisteminin en başarılı yapılandırması olarak belirlenmiştir. 

 

Senaryo 4, F1 skoru %92,81, duyarlılık %98,20 ve hassasiyet %89,98 gibi performans 

metriklerinde diğer senaryolara kıyasla açık bir üstünlük sağlamıştır. Bu durum, SMOTE 

yöntemi ile veri setindeki dengesizliklerin giderilmesinin ve Transformer tabanlı modelin 

güçlü öğrenme kapasitesinin öneri sistemi performansını önemli ölçüde artırdığını 

göstermektedir. Ayrıca, bu senaryonun geleneksel bir yöntem olan k-En Yakın Komşu 

algoritması ile karşılaştırılması, öneri sistemimizin hem duyarlılık hem de F1 skoru 

açısından k-NN'ye kıyasla çok daha yüksek bir performans gösterdiğini ortaya koymuştur. 

 

k-NN algoritması ile yapılan karşılaştırmada, F1 skoru %22,24, duyarlılık %13,53 ve 

hassasiyet %62,50 gibi düşük sonuçlar elde edilmiştir. Bu durum, k-NN gibi geleneksel 

yöntemlerin, finansal öneri sistemleri için yeterince etkili olmadığını göstermektedir. Buna 

karşın, Transformer tabanlı model, verileri daha derinlemesine analiz ederek müşteri 

davranışlarını ve eğilimlerini daha iyi öğrenebilmiştir. Bu sonuçlar, öneri sistemimizin hem 

doğruluk hem de verimlilik açısından geleneksel yöntemlerin ötesine geçtiğini 

kanıtlamaktadır. 

 

Öneri sisteminin yüksek performansı, finansal ürün tahminlerinde doğru ve etkili sonuçlar 

üretebilme potansiyelini göstermektedir. Bu sistem, müşterilerin bireysel ihtiyaçlarına 

uygun ürün önerileri sunarak, müşteri memnuniyetini artırmayı hedeflemektedir. Örneğin, 

bir müşterinin geçmiş finansal davranışlarına ve demografik özelliklerine dayanarak hangi 

ürünlere ilgi gösterebileceği doğru bir şekilde öngörülebilir. Bu doğrultuda, müşteriye 

ihtiyaç finansmanı, bireysel emeklilik sistemi veya yatırım ürünleri gibi spesifik öneriler 

sunulabilir. 
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Finansal ürün öneri sistemleri, finansal hizmetlerin kalite ve standartlarını yükselterek hem 

kullanıcılar hem de finansal kurumlar için artan değer ve faydalar sağlamaktadır [8]. 

Transformer tabanlı öneri sistemi bankaların pazarlama süreçlerini optimize etme açısından 

önemli bir avantaj sağlamaktadır. Sistem, müşterilere kişiselleştirilmiş kampanyalar ve 

promosyonlar sunma imkanı tanıyarak, satış fırsatlarını daha etkili bir şekilde 

değerlendirmeye olanak tanır. Örneğin, bireysel emeklilik sistemine eğilim gösteren 

müşterilere özel avantajlar sunulabilir veya yatırım ürünleri için hedefe yönelik kampanyalar 

düzenlenebilir. Bu tür yaklaşımlar hem müşteri bağlılığını artırır hem de bankanın gelir 

potansiyelini yükseltir. 

 

Gelecekte, öneri sisteminin performansını daha da artırmak için bazı geliştirmeler 

yapılabilir. Örneğin, daha geniş ve çeşitli veri kümeleri üzerinde modelin eğitilmesi, 

sistemin genelleştirme yeteneğini artırabilir. Ayrıca, müşterilerin finansal davranışlarına 

ilişkin daha detaylı zaman serisi verilerinin kullanılması, gelecekteki eğilimlerin daha doğru 

bir şekilde tahmin edilmesine olanak tanıyabilir. Bu bağlamda, modelin zaman serisi 

verilerini daha iyi anlamasını sağlayacak ek mekanizmalar entegre edilebilir. 

 

Transformer tabanlı modelin yüksek doğruluk kapasitesine rağmen, kullanıcı geri 

bildirimlerini de dikkate alarak sürekli bir iyileştirme süreci oluşturulabilir. Bu sistem, 

müşterilerin önerilere yönelik tepkilerini analiz ederek, öneri süreçlerini dinamik bir şekilde 

güncelleyebilir. Böylece, müşteri memnuniyetini daha üst seviyelere taşıyacak daha 

kişiselleştirilmiş öneriler sunulabilir. 

 

Ayrıca, sistemin gerçek zamanlı analiz kapasitesinin artırılması, anlık öneriler sunmayı 

mümkün hale getirebilir. Özellikle finansal sektörde, müşterilere doğru zamanda doğru ürün 

önerileri sunmak büyük bir avantaj sağlamaktadır. Örneğin, bir müşterinin kredi kartı 

başvurusu yaptığı anda, sistem kredi kartının yanı sıra farklı bir ürün önerisinde bulunabilir. 

Bu tür gerçek zamanlı öneriler, müşteri deneyimini iyileştirmenin yanı sıra bankanın 

operasyonel etkinliğini artırabilir. 

 

Sonuç olarak, bu tez, transformer tabanlı bir öneri sisteminin bankacılık alanında nasıl etkili 

bir şekilde kullanılabileceğini göstermektedir. Öneri sistemi hem müşteri memnuniyetini 

artırmak hem de bankanın satış ve pazarlama stratejilerini optimize etmek için güçlü bir araç 

olarak değerlendirilmelidir. Bu bulgular, öneri sistemlerinin finansal sektörde daha geniş bir 
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uygulama alanı bulabileceğine ve müşteri odaklı stratejilerin geliştirilmesine katkı 

sağlayabileceğine işaret etmektedir. 
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