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OZET

Bu tez calismasi otomotiv sektoriinde big data uygulama potansiyelini aragtirmak amaciyla
yazilmistir. Bu amaca yonelik olarak, yakit tliketimi ve emisyon seviyesini etkileyen en
onemli ara¢ kullanim ve siiriis parametreleri belirlenmis ve veri madenciligi teknikleriyle
siiflandirilmistir. Euro 6 emisyon sertifikasyon verisi ve kisisel araclarin teknik verileri
kullanilmigtir. SPSS programinin ¢esitli araglari kullanilarak veri seti diizenlenmis ve analiz
edilmistir. Segmentasyon algoritmalar1 K-means ve Two-Step kullanilarak SPSS sonuglari
analiz edilmis ve etkili degiskenler belirlenmis ve sonraki analizlerde kullanilmak iizere
kategorize edilmistir. Her bir parametrenin Onemi, yakit tiiketimine katkisini tahmin
edilmesi amactyla veri analitik teknikleri ile degerlendirilmistir. Boylece, yakit verimliligi
icin optimal kontrol stratejileri gelistirilmesi miimkiin olacaktir. Bu calismada 6ngorii
kabiliyeti ve uygulama kolayligi acisindan siniflandirma tekniklerinden yapay sinir aglari
(neural network), bayes aglar1 ve C5.0 algoritmasi tercih edilmistir. Bu teknikler Clementine
12.0 programinda uygulandiginda genel olarak ara¢ agirliginin ve motor kapasitesinin yakit
tiiketimi, emisyon seviyesi iizerinde en etkili parametreler oldugu bulunmustur. Yontemler
Clementine’daki Evaluation Node ile degerlendirilmis ve elde edilen grafikler
incelendiginde en iyi tahmini C5.0 algoritmasinin yaptigi bulunmustur. Fakat, bazi
durumlarda yapay sinir aglar1 daha iyi ve giivenilir sonuglar vermektedir.
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ABSTRACT

This thesis is aimed to investigate application potential of big data mining in the automotive
industry. The most important usage and driving parameters, which effects fuel consumption
and emission level of passenger cars identified and classified by using data mining methods.
A dataset created by combining Euro 6 and technical specification data of passenger cars
has been analyzed using different tools of SPSS, such as, descriptive statistics, correlations,
regression and etc. The results have been compared and effecting parameters have been
derived by segmentation algorithms aiming better results by categorizing variables for
upcoming analysis. The importance of each parameter has been evaluated to predict its
contribution on fuel consumption by data analytics technics. Therefore, it will be possible to
build optimal control strategies for fuel efficiency. Adopted data mining technics in this
study are classification algorithms, such as, neural networks, Bayesian networks and C5.0
algorithm as well as segmentation algorithms (e.g. K-means and Two-step) targeting
foreseeability and simplicity. Application of those technics by Clementine 12.0 has shown
that weight and engine capacity of passenger cars were the most important parameters in
fuel consumption, respectively. Depending on the evaluation of the performance of those
methods by Evaluation Node of Clementine, it has been found that C5.0 was the most
efficient method to predict fuel consumption among others. However, the evaluation charts
(Gain, Profit, ROI, etc.) have shown that neural network could have better prediction results
in some conditions.
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SIMGELER VE KISALTMALAR

Bu calismada kullanilmis simgeler ve kisaltmalar, agiklamalar1 ile birlikte asagida

sunulmustur.

Simgeler Aciklamalar

cm?3 santimetre kiip

db desibel

km kilometre

I litre

mpg mili galon

S saniye

Kisaltmalar Aciklamalar

BN Bayes ag1

CO Karbon monoksit

CO2 Karbon dioksit

CRISP DM Veri madenciligi prosediirii (Cross-Industry
Standardization Procedure-Data Mining)

loT Seylerin interneti (Internet of Things)

NN Sinir ag1

THC Toplam hidrokarbon



1. GIRIS

Gelecek yillarda yeni trendler otomotiv sektdriindeki iireticiler, bayilikler, miisteri ve
stirliciiler iizerinde etki yaratacaktir. KPMG sirketi tarafindan 2014’te yaymlanan Global
Automotive Executive Survey’e gore sektor daha global bir hal alacak ve arag iireticileri

esnek ve modiiler platformlar kullanmak zorunda kalacaktir (King, 2007).

Pazarlarin kiiresellesmesi, kaynaklar ve bilginin artmasi ile iiriin gelistiren sirketlerinin
miigteri ihtiyaglarina ve cevresel degisimlerdeki sorumlulugu artmaktadir. Otomotiv
sektoriinde, karbondioksit emisyonlarinin smirlandirilmasindaki  giicliiklere karsin,
genisleyen daha heterojen pazarlarda daha fazla miisteriye yiiksek kalitede {irlinler
sunulmas1 beklenmektedir. Bunun ic¢in miisteri ihtiyaglarini belirlemede ve {iriin
gelistirmeye katkida bulunan performans ve istatistik degerlerinin elde edilmesinde ¢ok
verimli araglara ve metotlara ihtiyag duyulmaktadir. Telematik hizmetler kullanilan arag
filolarindan toplanan verilerin hacimce biiyiik olusu nedeniyle, sistemleri Olciilebilen ve
verimli bir sekilde tasarlamak olduk¢a 6nemlidir. Bunu otomotivde Big Data ile tarif etmek

miimkiindiir (Johanson, Belenki, Jalminger, Fant, ve Gjertz, 2015).

Bilgi ve iletisim teknolojilerindeki gelismelerden dolayr segmentasyon tekniklerinin se¢imi
onem kazanmaktadir. Ozellikle de veritaban1 yonetim sistemleri ve veri madenciligi
pazarlamanin yoniinii degistirmektedir. Yeterli 6l¢iide verinin bulunabilirligi ve geleneksel
istatistik tekniklerinin (veya istatistik tabanli segmentasyon araglarinin) boyle biiyiik veriler
iizerinde etkin olmayan performansi sebebiyle, arastirmacilar pazarlar ve miisterileri
hakkinda kullanigh bilgi elde etmek i¢in daha etkili segmentasyon araglari kullanmaya
yonelmistir. Boylece, bilgi kesfi ve veri madenciligi daha iyi bir ¢oziim olarak goriilmiistiir

(Hiziroglu, 2013).

Harvard Business Review (“Does Your Company Have a Data Science Strategy?”, 2016)’e
gore, uzmanlarin isletme problemlerini ve veri analitiklerinin etkili bir strateji yliriitebilmesi
icin hangi sorular1 yanitlayabilecegini acgikca tanimlamasi gerekmektedir. Bunun
yapilmamasi, verilerin girketi yanls yone siiriiklemesine neden olacak ve bu sirketler i¢in
risk yaratacaktir. Algoritmalari asama asama veriden 6grenen bir cesit yapay zeka cesidi
olan makine G6grenmesi, verileri nerede aramasi gerektigi programlanmadan dahi veri

hakkinda fikir elde edebilmektedir. Bu, biiyilk miktarlardaki veriler lizerinde g¢alismay1



kolaylastirmaktadir. Makine 6grenmesinin sundugu bilgi edinme hiziyla sirketler sahip
olduklar1 wverileri stratejik olarak kullanmada ve uzmanlarin daha bilingli kararlar

vermesinde yardimci olacaktir.

Otomobil, ulagim ihtiyaclarmin giderilmesi i¢in petrol ve diger yakitlar1 kullanmaktadir.
Yakita olan bu bagliliktan dolayt c¢evre ve enerji ile ilgili problemlerle dogrudan
baglantilidir. Ciinkii toplam petrol kullaniminin 2/3’i ve iilkedeki karbon emisyonunun
1/3’1 ulagim sektoriinden kaynaklanmaktadir. Bu yiizden, enerji giivenligi ve global iklim
degisikligi ile ilgili kaygilarla, sonraki yillarda yeni otomobillerin yakit tasarrufunun
gelistirilmesi igin yasal dneriler sunulmustur (Lynette, Christopher, Anup, ve John, 2007).

Akilli ve verimli ulagim sistemleri géz Oniine alindiginda arag sistemlerinde yakit verimliligi
onem kazanmakta ve otomotivde Big Data’nin kaynak olarak kullanilabilecegi bir potansiyel
gelistirme alan1 olarak ortaya g¢ikmaktadir. Giiniimiizde, taninmis otomotiv sirketleri
otonom(stiriiciisiiz) araclar, elektrikli araclar gibi daha ekonomik, daha ¢evreci, teknolojik
ve Kkisisellestirilmis otomobiller {iretmeye yoOnelmislerdir. Bu araclarin  kullanim
parametrelerinin yakit tliketimi ve emisyon iizerindeki etkisi incelendiginde ve
anlagildiginda, treticilerin belirledikleri hedeflere ulagsmasi ve siiriiciilere daha ekonomik

stiriis imkani1 saglamak miimkiin olacaktir.

Bu tezde, otomobillerin Euro 6 ve teknik 6zellik bilgilerinden olusturulan bir veri seti
hazirlanarak yakit tiiketimi ve emisyon seviyeleri iizerinde etkili parametreler analiz
edilmigtir. Yakit verimliligini arttirmak, emisyon ve ses seviyelerini diisiirmek amaciyla
otomotiv sektdriinde biiyiik veri madenciliginin uygulanma potansiyeli arastirilmistir.
Boylece, yakit verimliliginde kullanilabilecek optimal kontrol stratejileri gelistirmek

mimkin olacaktir.

Bu calismada, biiylik miktarlardaki veriye uygulanmaya elverisli olan veri analitigi ve
makine 6grenmesi teknikleri incelenmistir. Calismanin sonuglar1 kullanilarak veri analitigi
araglart c¢esitli senaryolarla karsilastirilabilir. Sonuglar araclarin ¢evresel sertifikasyonu
acisindan tasarim asamasini gelistirmeye yardimci olacaktir. Ayni zamanda, bu sonuglarin
matematiksel modellerde kullanilmasi ara¢ rotalama problemlerini ve simiilasyon bazli

degerlendirmeleri gelistirecektir.



Alt1 boliimden olusan bu tezin ilk kisminda konu tanitilmakta, 2.kisminda caligmanin
amaclarindan, otomotiv sektori ile ilgili bilgiler ve emisyon ve yakit verimliligine yonelik
yeni trendlerden bahsedilmektedir. Onceki ¢alismalarda ele alinan benzer problemlerde
kullanilan veri madenciligi yaklasimlari ve big data uygulamalarina deginilmektedir.
3.boliimde, CRISP DM prosediirii, Big Data Analitigi ve veri madenciligi tekniklerinden s6z
edilmekte ve 4.boliimde tezde kullanilan veri 6zellikleri agiklanmaktadir. Tekniklerin bu
veri tizerinde uygulanma adimlari1 5.boliimde verilmistir ve sonuglar yorumlariyla beraber

6.bolimde 6zetlenmektedir.

Otomotiv sektOri ve yeni trendler

2010 y1l1 verilerine goére diinya genelinde yaklasik olarak 1 milyar otomobil ve kamyon
bulunmaktaydi. Avrupa Birligi Arag Pazar Istatistikleri’ne gore (ICCT Europe, 2013), 2030
yil1 i¢in bu rakamin 1.7 milyara ulagmasi ve en ¢ok biiyliyecek olan pazarlarin Asya ve Orta
Dogu olacagi beklenmektedir. Bu bilyiime ve 2010 yilt verileri ile karsilagtirilmas1 Harita

1.1°de gosterilmistir.
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Harita 1.1. 2030°da hafif ara¢ stogu (ICCT Europe, 2013)

Bir simiilasyon yazilimi ile yapilan analizler gostermistir ki, gelisen arac¢ teknolojilerine
bagl olarak gelecegin araglarinin yakit tiiketimi seviyesi yiikselirken hizlanma siiresi

azalacaktir (Sekil 1.2).
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Sekil 1.1. 2035 yili igin simiilasyon sonuglar1 (Lynette ve digerleri, 2007)

2012’de Avrupa Komisyonu tarafindan hedeflenen ortalama CO2 salimimi 2020 igin 95
g/km, bunun yakit tiikketim karsiligr da 3.8 litre/100 km olarak belirlenmistir. 2025 igin
belirlenen CO> hedefi ise 68-78 g/km olmustur(ICCT Europe, 2013). Avrupa Birligi
yaptirimlar1 kapsaminda, her iiretici icin CO2 emisyon hedefleri belirli araglarin agirligina
gore uyarlanmistir (Sekil 1.2). Bu yiizden 2015 ile 2020 yillar1 arasinda gerekli olan CO2
salimimini (ve dolayist ile yakit kullanimini) diigiirme orani her iiretici i¢in esitlenmis ve %27
olarak belirlenmistir. 2014’te sinirlar1 %68 (mazot karbon monoksit) ila %96 (dizel

parcaciklar) arasinda degisen Euro 6 standard: etkili olmaya baslamigtir.
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2012 2015 2020
Daimler 143 g/km 1583 kg 140 g/km 101g/km
BMW 138 g/km 1563 kg 139 g/km 100 g/km
GM 134 g/km 1445kg 133 g/km 96 g/km
Volkswagen 133g/km  1417kg 132 9/km 96 g/km
All manufacturers (average) 132 g/km 1400 kg 131 9/km 95 g/km
Ford 129 a/km 1322kg 128 g/km 92 g/km
Renault-Nissan 128 g/km 1329kg 128 g/km 93 g/km
Fiat (incl. Chrysler) 124 g/km 1209 kg 123 9/km 89 g/km
Toyota 122 9/km 1325kg 128 g/km 92 g/km
PSA (Peugeot-Citroén) 122 g/km 1374 kg 130 g/km 94 g/km
Fiat (excl. Chrysler) N8 g/km T4lkg 19 g/km 86 g/km

Sekil 1.2. Her iireticinin ortalama ara¢ agirligina bagli CO2 emisyon hedefleri (ICCT

Europe, 2013)



Bu hedeflere ulagmak i¢in, Lynette ve digerleri (2007) halihazirda bulunan yakit tasarrufu
teknolojilerini degerlendirmis ve ilgili liretim maliyetlerini ¢ikarmiglardir. Sera gazi
emisyonu ve karbondioksit tizerindeki etkilerini yasam dongiisii bazinda degerlendirmis ve
otomobilde yakit tiiketiminin azaltilmas1 i¢in ¢esitli senaryolar canlandirmislardir. Yakit
verimliligini arttirmak i¢in kullandiklar1 yaklasimlar konvansiyonel ara¢ teknolojisi,

alternatif powertrains ve ara¢ agirliginin azaltilmasi olmustur.

Big Data analizleri de yakit maliyetlerini diisiirmede kullanilabilecek en iyi imkanlardan
biridir ve sirketlerin rekabette avantaj saglamasinda firsatlar sunmaktadir. Siirekli veriler,
bunlarin dogru analizi ve temiz dizel enerjisi ile birlikte ele alinmas1 maliyet tasarrufu
yaratacak ve karbon ayak izini azaltan bir katma deger saglayacaktir (Fleet Owner, 2009).

Otomobiller birbirine ve internete baglandiginda diger otomobil ve yol kullanicilarin
hareketlerini izleyebilecek ve gerektiginde miidahale edebilecektir. Bir trafik kazasinin
meydana gelecegini 6nceden bilen araglar, farkli bir rota ve bu rota tizerinde yakit tiiketimine
yonelik optimizasyon bile sunabilecektir (Rijmenam, n.d.). Ornegin; Mercedes me connect
icin saglanan Canli Trafik Bilgisi benzer trafik kazalarini dnlemeye yardimeci olmakta
varilacak istikamete miimkiin olan en kisa siirede ulasmaya yardimei olmaktadir. Siiriicii
hareketleri gelismis bir trafik veri sisteminde gercek zamanl olarak kaydedilmektedir. Bu

da trafik bilgisini araglara gondermeyi miimkiin kilmaktadir (Mercedes-Benz, 2016).

Burada temel diistince, bu aktivitelerin connectivity ve veri analitikleri ile kontrol edilerek
yakit kullaniminin etkin bir bigimde azaltilabilmesidir (Anand, 2014). Yakit verimliligi, arag
verimliliginin ve siiriici davraniglarinin gelistirilmesi ile arttirilabilir. Bu da veri toplanmasi
ve analiz edilmesi ile, gelistirmelerde kullanilmas1 uygun parametrelerin belirlenmesiyle ve
ara¢ sahibinin siirliy aninda SMS veya aractaki gostergeler ile bilgilendirilmesi ile

yapilabilir.

Araglari internete baglayarak bu islemleri gergeklestirebilen Automatic, Mojio ve Zubie gibi
cihazlar mevcuttur (Fowler, 2015). Bunlar motor, yakit verimliligi, aracin konumu gibi
verileri toplamaktadir. Apple CarPlay ve Android Auto’dan farkli olarak bu cihazlar, arag
icinde neler olduguna dair bilgileri de ortaya c¢ikarmaktadir. Uzun gelistirme periyotlari,
onceki teknolojilere baglilik, arizalara kars1 tedbir gereklilikleri ve teknoloji sirketlerinin
hizmet iligkilerini degistirme korkusu sebebiyle otomobil iireticileri simdiye kadar akilli

telefon tipi baglanma sekline yavas ilerlemistir. 2015 Lincoln ve Chevrolet modelleri de



dahil olmak tizere bazi yeni araglar kablosuz baglantilarla gelmeye baglamaktadir. Ford gibi

otomobil tireticileri dig uygulamalar icin araba verilerini kullanima agmaktadir.

Towers (2016)’a gore, Ford Otomotiv Sirketi daha iyi is modelleri ve bunun g¢evresindeki
potansiyel yeni igler gelistirmek icin yollardaki milyonlarca otomobilden veri elde
etmektedir. Planlar1 sadece is modellerini gelistirmekle kalmayip, araglarinin ¢evresindeki
yapiy1 (yollar, sehirler ve diger akilli otomobiller) da gelistirmek hedeflenmektedir. Bu
isleme baslamak icin Ford arag i¢i sensorlerle 200 calisaninin siiriis aliskanliklar1 iizerinde
caligmaktadir. Bunun altinda yatan diisiince ara¢ i¢inde neler oldugunu ve nasil siiriildiigiini

izlemek ve hangi metriklerin ve izlemelerin en etkili olduguna karar vermektir.

Ford’un karsilasmast muhtemel zorluk ise bulduklar1 bir¢ok goriisiin  gergekte
uygulanmasidir. Bu kadar verinin Ford’a filtrelenerek tekrar iletilmesi, ¢ok yiliksek
seviyelerde veri isleme giicii ve istedikleri etkiyi yaratacak oriintii ve trendleri bulma

yetenekleri gerektirecektir.
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Sekil 1.3. T-Systems sirketinin Big Data sistemi (T-Systems, 2013)

T-Systems International GmbH (2013) otomobil sirketlerine Big Data ¢oziimleri
sunmaktadir. Connected Car ve Diagnostics araciyla, otomobildeki bir adaptér siiriiciiniin

cep telefonunda yiiklenmis bir uygulama ile sensor degerlerini iletmektedir (Sekil 1.3).



Kablosuz baglantiyla bu degerlerin online olarak islendigi ve dagitildigi T-Systems bulut
sistemine gonderilmektedir. Boylece arag iireticileri hem iirlin gelistirmede hem de maliyetli

iirlin geri ¢gagirmalarinin 6nlenmesinde kullanilmak {izere bilgi zenginligine ulagsmaktadir.

XL Hybrid sirketi de benzer sekilde XL Link bulut tabanli biiyiik veri analitigi sistemini
duyurmustur. Bu {iriin yakit performansini da igeren anahtar performans gostergelerini
Olgmekte ve miisterilerin hibrit-elektrikli filo araglarinda diisiiriilen karbon dioksit

salinimlarini bildirmektedir (Fleet Owner, 2016).

Bilgi teknolojileri sunucusu Hewlett-Packard (HP) ve otomotiv tedarik¢isi 1AV
(Ingenieurgesellschaft Auto und Verkehr), Connected otomobilin akilli ulasim
konseptlerinin nasil optimal sekilde kullanilabilecegine dair fikir edinmek i¢in test
stirislerini kaydederek biiyiik veri analizi yapmislardir. Toplanan veriler HP Helion Bulut

sisteminde analiz edilmistir (Kielman ve Dettling, 2015).

IBM Analytics (IBM Corp., 2016) de biiyiik veri uygulamalarinda otomotiv sirketleri igin
bir ¢oziimdiir. Ornegin; Honda IBM’in Internet of Things for Automotive ¢dziimiini
kullanarak gii¢ birimlerinden iirettigi veriyi gercek zamanliya yakin analizler i¢in dogrudan
bulut sistemine gondermektedir. Honda, Formula 1 araglarinin gii¢ birimlerindeki 160°tan
fazla sensdzden aldigi veriyi yonetmek ve analiz etmek igin 2016°da ‘Seylerin Interneti’

teknolojisini uygulamaya baslamaktadir (O’Connor, 2016).

Audi biiyiik veriye dayal1 pilot projeler iizerinde ¢alismaktadir (AutomotivelT, 2013). Is
zekasi yapilar1 ve uyumlulugu zaten 6nceden duyurulmustu. Audi’nin amaci, Ford ile benzer
sekilde var olan cekirdek isi gliclendirmek ve biiyiik veriyi kullanarak yeni is modelleri

gelistirmektir.

Volvo Grup Kamyonlar1 yakit verimliligi konusuna odaklanmig ve farkli perspektiflerden
bakilmasina gerek duyuldugu fark edilmistir. Sistem yapisinin ve alternatif yakitlarin
miisteri ve hizmet saglayicilar1 gibi diger paydaslarla isbirligi yapilmasi gerektigi
goriilmiistiir (Johnsen ve Felldin, 2016). Bunun sonucunda, Volvo araglarinin kullanim ve
performans bilgilerini igeren kodlanmis arag verisi (Logged Vehicle Data-L VD) kullanilarak

yakit tiikketiminde etkisi olabilecek parametreler kiimesi analiz edilmistir.



Calismanin amaci

Bu c¢alismada, veri madenciliginin biiyiik veri {izerinde uygulama potansiyeli aragtirilmistir.
Biiytik hacimlerdeki veriye uygulanmasi amaglanan veri analizi ve makine O0grenmesi
yontemleri, ii¢ farkli siiriis tarzinin kosullarinda modellenmis ve 0zel araglarin gergek
hayattaki yakit tiiketimi {lizerinde etkili degiskenlerin énemini bulmada kullanilmistir. Bu
caligmanin sonuglart kullanilarak, cesitli veri analitigi araglarinin performanslarmin farkl

senaryolara bagli olarak karsilastirilmas1 miimkiin olacaktir.

Bu calismanin sonuglari, c¢evresel sertifikasyon agisindan araglarin tasarim agamasinin
gelistirilmesine yardimci olacaktir. Diger yandan, bu tezde elde edilen sonuglarin
matematiksel modellerde kullanilmasi ara¢ rotalama problemlerinin ve simiilasyon bazli

degerlendirmelerin daha iyi sekilde gelistirilmesini saglayacaktir



2. OTOMOTIV SEKTORUNDE BUYUK VERI

2.1. Biiyiik Veri

Biiyiik Veri (Big Data) yeni yeni popiiler olmus, veri tabani yonetimi sistemlerinde ve
geleneksel veri isleme araglarinda kullanilirken basa ¢ikilmasi zor, ¢ok biiyiik ve kompleks
veri kiimelerini temsil eden bir terimdir. Otomotiv alaninda ise, araglarin baglantili olusu
(connectivity) ve telematik hizmetlerin kullani1ldig1 araglardan genis ¢apta veri yakalanmasi

ve bu verinin analizi olarak yer almaktadir (Johanson ve digerleri, 2015).
2.1.1. Biiyiik veride 5V

2001°de onceki adi MetaGroup olan Gartner analist sirketi tarafindan {i¢c boyutlu veriler i¢in
3V; hacim (volume), hiz (velocity) ve cesitlilik (variety) olarak tanitilmistir. Sonradan iki

yeni boyut, deger (value) ve bulunurlugu (veracity) eklenmistir.

Biiyiik Veriyi anlayabilmek icin gelistirilen 5V modelinin boyutlar1 Johanson ve digerleri

(2015) tarafindan otomotiv veri uygulama senaryolarinda Sekil 2.1’deki gibi agiklanmustir.
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VERACITY [ o & £ @

Forscasting  Modeling Dusta Cantextualized
Scen, data

arias Explotation
DATA
DATA
A

Sekil 2.1. Biiyiik veride 5V (Leboeuf, 2016)

Otomotiv Verisinin Hacmi (Volume): Johanson ve digerleri (2015) tarafindan gelistirilen

cesitli senaryolarla tahmin edilen veri hacmi Cizelge 2.1’deki gibi bulunmustur.
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Cizelge 2.1. Test ve miisteri ara¢ filolarindan senaryolarla tahmin edilen veri kiimelerinin

boyutlari

Uygulama Filo Giinliik Aylk
CAN otobiis isletimi Miisteri 560 TB 206 PB
CAN otobiis isletimi Test 45TB 1.6 PB
Remote Diagnostic Read-Out Miisteri 100 GB 36 TB
Remote Diagnostic Read-Out Test 10 GB 3.6 TB
Mevcut Saghk Durumu Miisteri 1GB 365 GB
Mevcut Saghk Durumu Test 100 MB 36 GB

Google’in siiriiciisiiz araglart simdiden gercek bir veri lreticisidir. Otomobilin siiriicli
olmadan siiriilmesini saglayan tiim sensorlerle her saniye yaklasik olarak 1 gigabayt veri
uretilmektedir (Rijmenam, n.d.). Amerikalilar otomobillerini yilda 600 saat kullanmaktadir.
Bunun her bir arag i¢in yilda 2.160.000 saniye ve yaklasik 2 petabayt veriye esit oldugu ve
ara¢ sayisinin diinya ¢apinda bir milyona ulasacag diisiiniiliirse, iiretilen verinin miktar

tahmin edilemeyecek boyutlara ulasmaktadir.

Otomotiv tireticisi Audi giinde gigabaytlik boyutlarda veriyle ¢alismaktadir (AutomotivelT,
2013). Ancak bu alandaki veri miktar1 birgok faktore baghidir ve gesitlenebilir. Miisterilerin
kullanim davranist ve aragtaki hizmet portfolyosu (pazar ve modele bagli olarak) karar
etkilemektedir. Bundan dolay1 bu alanda dogru bir sekilde 6l¢iimlenmek 6nemlidir. Audi’nin

Audi Connect Center’da yaptig1 gibi 6zel bulut teknolojileri ile bu amaca ulasilabilir.

Otomotiv Verisinin Hizi (Velocity): Veri yiiksek bir hizda akmaktadir. Biiyiik veri zamana
kars1 duyarli olmasindan dolay1 kimi zaman bir dakika dahi ¢cok ge¢ olabilmektedir. Bircok
kurumun veri hiz1 en biiyiik zorluktur. Kredi kart1 transferleri ve sosyal medya mesajlari mili
saniyede yapilmakta ve buradan iiretilen veriler veri tabanlarina kaydedilmektedir (Kumar
ve Ravishankar, 2015).

Otomotiv Verisinin Cesitliligi (Variety): Ayni alanda veya farkli yerde olsa bile, veri
kaynaklar1 inanilmaz derecede heterojendir. Her tipte dosya ¢esitli formatlarda gelmekte ve
yazi, ses, log dosyalari, videolar vb. sekilde yapilandirilmis ya da yapilandirilmams olabilir.

Cesitliligin sinir1 yoktur ve veri, baglantiya sayilmadan ve nitelendirilmeden girer. Hadoop
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gibi sistemler sadece hacim ve ¢esitlilik gibi kisimlarin iistesinden gelebilir fakat gergek

zamanli biiyiik veri analitigi tamamini kapsar (Kumar ve Ravishankar, 2015).

Otomotiv Verisinin Bulunurlugu (Veracity): Bulunurluk, miisteri araglarinda ve baglantili
hizmetlerde giivenligi garantilemek i¢in otomotiv alani ile yiiksek iliskiye sahiptir. Bilgi
bazli iirlin gelistirmede faydalanilmasi i¢in yakalanan verinin alakasi ve kalitesinden emin

olmak i¢in provenance ve izlenebilirlik ¢cok 6nemlidir.

Bulunurlugun bu alandaki diger bir yonii de otomotiv sirketlerinin miithendislik verileri
konusunda gizlilige egilim gostermeleridir. Ciinkii bu veriler, halka agik ag yapilarinda
iletisim saglarken karmasik bilgi giivenligi mekanizmalar1 gerektirmektedir (Johanson ve
digerleri, 2015).

Otomotiv Verisinin Degeri (Value): Biiyiik Otomotiv Verisi hizmetleriyle miimkiin kilinan
cesitli faydalar mevcuttur. Yeni satig sonrasi hizmetler ve iiriin eklentileri, bulut tabanl veri
isleme ve yonetim servisleri kullanilarak baglantili araglardan alinan, biitiinlestirilen ve
analiz edilen bilgi kaynaklarina bagl bir bigimde tasarlanabilir. Bu hizmetler, koruyucu ve
onleyici bakim hizmetlerini, aktif glivenlik ve otonom siiriis destek hizmetlerini vb.

kapsamaktadir (Johanson ve digerleri, 2015).

2.2. Otomotiv Sektoriiniin Biiyiik Veriden Etkilendigi Alanlar

Biiylik veri, konsept tasarimi, belgelendirme, lretim, pazarlama, finans, performans
gelistirme, hizmet gelistirme ve satis sonrasi vb. ¢esitli amaglarla kullanilabilir. Biiyiik
verinin otomotiv sektorii iizerindeki etkileri detayli bir bi¢cimde alt basliklar halinde

ozetlenmistir (CSC, 2016).

Konsept Tasarimi: Otomobil iireticileri, aracin kullanim émrii buyunca toplanan verilerden
elde edilen Biiylik Veriyi gelecekteki araglarin tasarimini sekillendirmede kullanacaktir.
Milyonlarca millik siiriislerden alinan ger¢ek diinya verileri, giivenlik, aerodinamik,

performans, gii¢ algoritmalari ve aracin diger temel dzelliklerini etkileyecektir.

Belgelendirme: Biiyiik Veri ile optimize edilen tedarik zinciri yonetimi, belgelendirme

stirecinde yeni verimlilik dl¢iitlerine ulagilmasini saglayacaktir.
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Uretim: Montaj hattinda iiretim siireci boyunca elde edilen veriler, imalat simiilasyonlarini
gelistirmek ve sonraki montaj hatlarin1 daha verimli ve esnek yapan makine performansini

saglamak i¢in Ongoriicii analitiklerde kullanilacaktir.

Pazarlama: Biiyiikk Veri simdiden ara¢ pazarlamasindaki en biiyiik etkiye sahiptir. Sosyal
cevre, Ureticilerin yeni araglar tasarlama planlarinda artan bir rol oynayacaktir. Mevcut
modeller ile ilgili misteri geri bildirimleri de pazarlama uzmanlarina anahtar temalar ve yeni

kampanyalar i¢in mesajlar belirlemesinde yardimci olacaktir.

Finans: Misteri aliskanliklarin, tercihlerinin ve Pazar segmentlerindeki alis giicii,
iireticilere daha etkili finans programlari gelistirmesinde fikir vermektedir. Bu yalnizca ilk
adim olmakla birlikte, satis ve sahadaki kullanim verileri lizerinde yapilan Biiyiik Veri
Analizleri finans sirketlerinin yeni hizmetler ve yeni kazang akiglari gelistirmelerine

yardimci olacaktir.

Performans: Gerg¢ek hayattaki ara¢ performans: hem Biiyilk Veriyi etkileyecek hem de
ondan faydalanacaktir. Sahadan (ara¢ sistemleri, siirlicii girig verileri, dis sartlar vb.)
toplanan bilgi, pargalarin tasariminda ve gelecekteki araclarin karakteristikleri tizerindeki en

biiyiik etkiyi yaratacaktir.

Hizmet: Otomotiv sektoriinde, performans gibi hizmet alaninda da Biiyiikk Veriye hem
katkida bulunulacak hem de faydalanilacaktir. Milyonlarca hizmet etkinligi boyunca
toplanan bilgiler tasarimcilara degerli bir geri bildirim saglayacaktir. Diger yandan, hizmet
siireci basitlestirilecek ve siiriiciiler yoldaki kazalardan korunacaktir. Ongoriicii analizler
sayesinde aractaki problemler, pargalar ve sistemlerdeki islev bozukluklari ortaya ¢gikmadan

belirlenebilecektir.

Satig Sonrasi: Biiyiik Veri ile konum bazli 6zelliklerin kombinasyonundan kazanilan
fikirlere bagli olarak, siiriiclilere yapilan satis sonrasi hizmetlerin patlamasi beklenmektedir.
Veri islenecek ve o0zel teklif ve eklentileri isteyen siiriiciilere ulasacak isbirlikleri
gelistirilecektir. Seyahat hizmetleri, sigorta, petrol, bakim ve eglence bu endiistrilerden

yalnizca birkagidir.
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Glinlimiizde Biiyiilk Veri kullanan otomotiv sirketleri miisteri ihtiyaglarina ve kalite
konularina odaklanmaktadir. Ornegin; Porsche Biiyiik Veriyi miisteri taleplerini karsilamak
ve onlara daha iyi bir satis sonrasi hizmet sunabilmek i¢in kullanmaktadir (MHP, 2014).
Araglarin verilerini toplamak ve analiz etmek ayrica onleyici bakim, Radyasyon Terapili
Kalite Giivence (Radiation Therapy Quality Assurance) ve tedarik zincirlerinde is zekasi
alanlarinda kaliteyi arttirmaya yardimci olmaktadir. Gelecekte, saha verileri toplanarak
iireticilere siirticli profilleri ¢ikarilacak ve miisterilere mobilite ve baglantililik hizmetleri
sunulacaktir. Diger bir odak noktasi ise Endiistri 4.0’1 destekleyerek liretimi gelistirme

olacaktir. Ancak, heniiz is diinyasinda Biiylik Verinin basarili uygulamalar1 olmamistir

(MHP, 2014).

Diger yandan, giiniimiizde Biiyiik Veri potansiyelinin kullanilmasinda veri karmasikligi,
hesaplama karmagiklig1 ve sistem karmasikligi agisindan birgok zorlukla karsilagilmaktadir.
En distik seviyede isleyen sistemlerin tasarimindan, en yiiksek seviyede bilimsel
arastirmalardaki bir seri acik probleme ve analizlere kadar bu zorluklar etkisini

gostermektedir (Jin, Wah, Cheng ve Wang, 2015).

Modern otomobillerin ve yeni sistemlerin gelistirmesinde bazi giivenlik kaygilar1 ortaya
cikmistir ve bununla ilgili olarak Biiyiik Veriyi kullanan e-Call Acil Servis Sistemi (e-Call
Emergency System) gelistirilmistir (Briinglinghaus, 2014). Ayrica trafik kanununda yeni

maddelere ihtiyag vardir.






15

3. LITERATUR ARASTIRMASI

Onceki ¢alismalarda, yakit tiikketimi ve emisyon seviyelerini etkileyen faktorler madencilik
sektoriinde arastirilmistir (Dindarloo ve Siami-Irdemoosa, 2016; Wang ve digerleri 2015).
Biiyiik veri ile bir analiz de tasima sektoriinde yapilmistir (Fujitsu Laboratories Ltd, 2016).
Ahmed (2014) biiyiik veri araglarini ve tekniklerini iki veri seti (saatlik enerji kullanim verisi
ve cihaz seviyesi verisi) kullanarak binalardaki enerji verimliligi konusunda ¢alismistir. Bu

caligmada clustering ve siniflandirma teknikleri de kullanilmistir.

Dindarloo ve Siami-Irdemoosa (2016) ¢alismasinda segilen bir madencilik operasyonundaki
agir maden kamyonlarinin her bir islem dongiisiindeki yakit tiiketimini tahmin etmek
istenmistir. Caligma sonuglar1 kullanildiginda alternatif senaryolar i¢in yakit maliyetlerinin
hesaplanabilecegi, boylece yakit tiikketimi ve sera gazi emisyonunu azaltan bir senaryonun

secilebilecegini belirtmislerdir.

Hafif o6zel araglarin yakit tliketiminin modellenmesi, gercek diinyaya uyarlanma
sartlarindaki belirsizliklerden kaynaklanan kaygilar yaratmistir. Bununla ilgili olarak; Zhang
ve digerleri (2016) gercek hayattaki yakit tiikketimini ve karbon dioksit salinimini tahmin
etmek i¢in ampirik bir model gelistirmiglerdir. Yerel filo konfigiirasyonu ve islem sartlari

dikkate alinarak Macao’daki mazotlu 6zel araglarda kullanilmistir.

Zhang ve digerleri (2015) yakit tiiketimi ve karbon emisyonunu dikkate alarak bir arag
rotalama problemi {izerinde c¢alismistir. Rota ayirma metoduna bagli olarak model

coziimiinde gelistirilmis bir tabu search algoritmasi kullanmisglardir.

Johanson ve digerleri (2015) bilgiye dayanan {irlin gelistirme i¢in Biiyiik Otomotiv Verisinin
islenmesindeki firsatlar1 arastirmislardir. Connected araglardan elde edilen verileri

yakalamak ve online analizini ger¢eklestirmek icin bir teknolojik ¢er¢eve sunmuslardir.

Siirlis modlarinda yakit tiiketimi ile emisyon arasinda yakin bir iliski oldugunu iddaa eden
diger bir ¢alismada (Li ve Sun, 2014), tek ve ¢oklu araglarda numerik simiilasyonlar
gergeklestirilmistir. Burada trafik akis orani, aracin ortalama hizi, yakat tiiketimi, karbon

monoksit (CO), hidro karbon (HC) ve nitrojen bilesikleri (NOx) emisyonlar1 aragtirilmistir.
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Farkli metodolojilerle elde edilen yakit tiiketimi ve cevre kirliligine sebep olan emisyon
ongoriileri tartisilmigtir. Ayni sekilde uygun degerlendirme yapilabilmesi i¢in yerel siiriis
sartlarinin karekterize edilmesinin onemi de arastirilmistir (Zamboni ve digerleri, 2015).
Ozellikle, arag siiriis sartlarindan ¢ok fazla etkilenen nitrojen bilesikleri igin standart

sistemlerin davranisi dikkate alinmistir.

On-board siirlis destek sistemleri, siiriiciilerin davranisini ve anlik yakit tiiketimlerini analiz
etmekte ve bu davranislarin1 ekonomik bir bicimde diizenlemelerine yardimci olan bir geri
bildirim saglanmaktadir. Zeng, Miwa, ve Morikawa (2016) tarafindan yiiriitiilen bir

caligmada taktik seviyesinde benzer bir eko-rotalama stratejisi ¢alisilmigtir.

Fetene ve digerleri (2015) gercek hayattaki siiriis oriintiilerini dikkate alarak tamamen akiilii
elektrikli araclarm enerji tiiketim oranin etkileyen faktorleri aragtirmistir. Burada dikkate
alman gercek hayat kosullari; degisik hava kosullari, siiriicii karakteristikleri ve yol

karakteristikleri olup 741 siiriiciiden alinan alt1 aylik siiriis Oriintii verisini olusturmaktadir.

CGI Grubu (CGI GROUP INC., 2014), yakit tiiketimi ile siirlis davranisi arasindaki iliskiyi
arastirmak i¢in Scania’nin zengin siiriicii verilerini analiz etmistir. Bu analizde yapay sinir
aglari, CHAID ve lineer regresyon modelleri gibi istatistiksel modeller ve clustering
teknikleri kullanilmistir. Bu analizin amaci dlgiilen siirlis davranisint anlik yakat tiikketimine

baglayan bir model gelistirmektir.

Arag sertifikasyon verileri kullanilarak, Duarte ve digerleri (2015) tarafindan siiriis
esnasinda gerekli olan giice bagli ara¢ enerji karakterizasyonunu saglayan bir model
gelistirilmistir. Bu metodoloji gegerlenmis ve Portekiz’deki ¢ok satan araglarin farkl
periyotlardaki enerji etkilerini 6lgmede kullanilmistir. Bu sayede bireysel halk verileri
kullanilarak yakit kullanimi ve kirli emisyon profillerini ¢ikarabilen ara¢ teknolojisinden

bagimsiz bir yontem gelistirilmistir.

Siami-Irdemoosa ve Dindarloo (2015)’ya gore, her bir dongiideki yakit tiiketiminin tahmini
ve modellenmesi enerji maliyetlerinin degerlendirilmesinde ¢ok onemli bir aractir ve ¢oklu
regresyonun uygulanmasinda bazi 6nemli istatistiksel varsayimlar mevcuttur. Bu ¢alismada
da yapay sinir aglar1 kullanilarak her operasyon dongiisiindeki yakit tiiketimi tahmin edilmis

ve bazi1 6nemli parametreler bulunmustur.
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Martin ve digerleri (2014) Birlesik Krallik’taki 6zel araclarin yakit tiiketimini 6lgen
Cambridge Otomotiv Arastirma Modelleme Uygulamasi (the Cambridge Automotive
Research Modelling Application -CARma) adl1 yeni bir metodoloji sunmustur. Bu yontemde
0zel araglarin arag kiitlesi, motor biiylikligii ve sikistirma orani vb. temel tasarim girdileri

kullanilmistir.

Zhang ve digerleri (2014) de Cin’deki hafif 6zel araglarin gercek hayattaki yakit tiiketimi ve
karbondioksit emisyon faktorlerini degerlendirmistir. Etkili trafik dl¢iilerine bakarak yoldaki
stiriis kosullar1 ve yakit tiiketiminin azaltilmasinin 6nemini tartigmiglardir. Bu ¢alismanin
sonuclartyla, kanun koyucularin gercek hayattaki trafik sartlarinin yakit tiikketimi ve
karbondioksit emisyonu iizerindeki roliinii anlamasina yardimc1 olunacagi iddaa edilmistir.
Ayni amagla Ehsani, Ahmadi ve Fadai (2016) sicaklik, siiriis sekli, asfalt verimliligi ve yakit
verimliligi gibi yeni parametrelerin etki derecesini arastirmistir. Yergekiminin azaldigi,
hizlanma aninda, doniislere dayaniklilik, aerodinamik dayaniklilik ve kdse kayiplari

seklinde bes parcadan olusan bir model 6nermislerdir.

Wang, Zhang ve Ouyang (2015) ise ti¢ gesit elektrikli aracin siiriis ortintiilerini inceleyerek
ve bunlart konvansiyonel araclarla karsilastirarak yakit kullanimindaki azalmay1
degerlendirmistir. Diigiik hizlarin, uzun kayip zamanlarin, ani hiz degisimlerinin ve kisa
stiris araliklarinin elektrikli araglar1 konvansiyonel araclara gore yakit tiiketimi agisindan
daha avantajli yapan siiriis Oriintiileri oldugunu bulmuslardir. Ayrica, 20-50 kilometrelik
mesafelerde kullanilabilecek kiigiik akiilerin siirticti beklentilerini saglayacagin ve aracin

maliyetini diislirmeye yardime1 olacagini bulmuslardir.

Li, Wang ve Song (2016) arag takip siirecindeki yakit tiiketimini akilli elektrikli araglar i¢in
optimize etmeye calismislardir. Bir optimizasyon algoritmasi onermis ve MATLAB’da
simiilasyon yaparak sonuglar1 degerlendirmislerdir. Onerilen yontemle yakit tiiketimini
azaltmada basar elde etmislerdir.

Constantinescu, Marinoiu ve Vladoiu (2010) trafik giivenligini arttirmak igin filo yonetimi
verilerini kullanarak siiriis Oriintiilerini arastirmistir. Gelistirdikleri GPS-tabanli Gipix adli
bir cihazla sehiri¢i trafiginden siirlis parametrelerini belirlemis, verileri sunuculardan

topladiktan sonra hiyerarsik cluster analizi gibi yontemler kullanarak analiz etmislerdir.
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Siiriis ortaminin, trafik yapisinin, siiriiciiniin o anki kosullarinin ve karakteristiklerinin siiriis

davranisinda rol oynadig1 bulunmustur.

Wang ve digerleri (2015) Bayezyen Olasilik ve Kernel Yogunluk Tahmini yontemlerini
kullanarak bir istatistiksel Orlintli tanima teknigi gelistirmistir. Bu calismada, siiriis
sekillerinin belirsizligi dikkate alinmig ve siiriiciiler kategorize edilmistir. Yeni modelin
faydalar1 da ¢apraz gecerleme teknigi ile gdsterilmistir. Onerilen teknigin bulanik mantik

algoritmasindan daha sabit sonuglar verdigi gozlemlenmistir.

Bu ¢aligmalarin disinda, her bir aracin belirlenen bir yoldaki gercek zamanli yakit kullanim
verileri bir¢ok sirket tarafindan toplanmakta ve ¢esitli emisyon modelleri kullanilarak analiz
edilmektedir. Boylece yakit tiiketiminin ve karbon dioksit emisyonunun tahmininde bu
modellerin ne kadar etkili oldugu arastirilmaktadir (Bkz. OpenXC, Mercedes me connect

vb.).
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4. METODOLOJI

4.1.Veri Madenciligi

Veri madenciligi, biiyiik hacimli veri yiginlar igerisinden karar alabilmek i¢in potansiyel
olarak faydali olabilecek, uygulanabilir ve anlamli bilgilerin ¢ikarilmasina verilen addir.

Veri madenciligi genis anlamda veri analiz teknikleri biitiintidiir.

Mevcut problemleri ¢ozmek, kritik kararlari almak veya gelecege yonelik tahminleri yapmak
icin gerekli olan bilgileri elde etmeye yarayan bir aragtir. Ortaya ¢ikarilmasi hedeflenen
bilgiler; stii kapali, ¢cok net olmayan, 6nceden bilinmeyen anlamli ve kritik bilgilerdir

(Argiiden ve Ersahin, 2008).

4.1.1. Veri madenciligi prosediirii (CRISP DM)

CRISP DM (Cross-Industry Standard Process for Data Mining) veri madenciligi islemlerine
rehberlik eden endiistri onayli bir yontemdir (IBM Corp., 2011).

Metodoloji olarak, bir projenin tipik asamalarinin tanimlamalarini, her asamadaki gorevleri

ve bu gorevler arasindaki iliskilerin agiklamalarini igerir.

Stire¢ modeli olarak CRISP DM veri madenciligi yasam dongiisiiniin bir genel bakigini
saglar. Yasam dongiisii modeli, asamalar arasindaki en 6nemli bagimliliklari iceren oklarin
oldugu alt1 asamay1 i¢ermektedir (Sekil 4.1) Asamalarin siras1 degisebilmektedir. Bazi

projeler geriye gidebilmekte veya 6nemli agamalar arasinda tekrarlanabilmektedir.



20

\ - ' |

v Modzlleme

—

v T
Veri

Degzrlendinm:

-

Sekil 4.1. CRISP DM referans modelinin alt1 asamasi (Chapman ve digerleri, 2000)

Bu alt1 asama, asagidaki gibi veri madenciliginin daha genis is alistirmalarina katmay1 da

iceren tiim veri madenciligi siirecini kapsar.

Isin Anlasilmasi: Veri madenciliginin en dnemli asamasi sayilabilir. Isletme amaglarinin
tanimlanmasi, durumun degerlendirilmesi, veri madenciligi hedeflerinin konulmas1 ve bir

proje planinin ¢ikarilmasindan olusur.

Verinin Anlasilmasi: Veri, vert madenciliginin baglangi¢c malzemelerini saglar. Bu asamada
veri kaynaklarinin ne olduguna ve karakteristiklerinin anlagilmasina olan ihtiyaca isaret
edilmektedir. Bu asamada, baslangi¢ verisi toplanir, tanimlanir, arastirilir ve veri kalitesi

dogrulanir.

Veri Hazirlama: Veri kaynaklar1 tanimlandiktan sonra madencilikte kullanilmak iizere

hazirlanir. Gerekli veriler secilir, temizlenir, yapilandirilir, entegre edilir ve formatlanir.

Modelleme: Bu asama, veriden bilgi ¢ikarilmasinda analiz yontemlerinin kullanildigi, veri
madenciligin can alici pargasidir. Bu asamada modelleme tekniklerinin seg¢imi, test

tasarimlar1 ve modellerin kurulup degerlemesi yapilir. Degerleme i¢in, ¢ok kriterli karar
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verme ve veri zarflama analizlerine dayali baz1 yaklagimlar gelistirilmistir (Nakhaeizadeh ve
Schnabl, 1997).

Degerlendirme: Model segildikten sonra veri madenciligi sonuglarinin isletme amaglarina
nasil yardimci olabildigi degerlendirilebilir. Bu asamada sonuglar degerlendirilir, veri

madenciligi siireci gézden gegirilir ve sonraki agamalara karar verilir.

Uygulama: Bu asama isletme probleminin ¢6ziilmesi i¢in yeni bilginin giinlik isletme
stireclerine entegre edilmesine odaklanir. Plan uygulanmasi, yonetim ve bakim, final

raporunun iretilmesi ve projenin gézden gegirilmesini kapsar (SPSS, 2007).

4.2. Makine Ogrenmesi

Makine 6grenmesi, ornek veriler veya gegmis tecriibeler kullanarak bir performans kriterini
optimize etmek i¢in bilgisayarlar1 programlamaktir. Baz1 parametrelere gore tanimlanmais bir
model vardir ve &grenme, egitim verilerini veya geg¢mis deneyimi kullanarak model
parametrelerini optimize etmek igin bir bilgisayar programinin yiiriitilmesidir. Model,
tahminlerde bulunmak i¢in dngoriide bulunabilir veya veriden bilgi edinmek i¢in agiklayici

olarak kullanilabilir veya her ikisini birden yapabilir (Alpaydin, 2010).

< Two-Step

Sinir Agi (NN)
Sinfflandirma Bayes Agi (BN)

C5.0

Sekil 4.2. Baz1 makine 6grenmesi teknikleri
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Makine 6grenmesi, matematiksel modeller olusturmak igin istatistik teorisini kullanir, ¢linkii
temel gorev bir 6rnekten ¢ikarim yapmaktadir. Baz1 makine 6grenmesi teknikleri kiimeleme

ve smiflandirma basliklar altinda Sekil 4.2°deki gibi incelenmistir.

4.2.1. Kiimeleme (Segmentasyon)

Kiimeleme bir veri tabanini farkli gruplara boler (Edelstein, 1999). Kiimelemenin amaci
birbirinden farkli ve elemanlar1 ¢ok benzer olan gruplar bulmaktir. Gruplanan 6rnekleri sik
sik ¢ikararak kiimelemede degisiklik yapmak gerekmektedir. Ciinkii kullanic1 bunlari ilgisiz
veya anlamsiz gormektedir. Veri tabanin1 mantikli bir bicimde segmente eden kiimeleri

bulduktan sonra, bu kiimeler yeni verilerde kullanilabilir.
Boéliimleme (partition) algoritmalari ve kiimelemenin adimlart Mooi, Erik, Sarstedt (2011)
tarafindan acgiklanmustir.

Bu ¢alismada, K-ortalamalar ve iki asamali (Two-Step) algoritmalar1 kullanilmistir.

iki Asamali Kiimeleme Algoritmasi (Two-Step Algorithm)

Algoritmanin ismi, yaklasimin iki basamakta gergeklesmesinden gelmektedir: ilk asamada
k-ortalamalar algoritmasina benzer bir prosediir takip edilmektedir. Bunun sonuglarina bagh
olarak iki asamal1 algoritma, homojen kiimeler elde etmek i¢in nesneleri sirasiyla birlestirir
ve yapraklari yabanci nesneleri gosteren bir kiime agaci ¢ikartilir (Mooi, Erik; Sarstedt,
2011). Bu prosediir kategorik ve siirekli degiskenlerle ¢aligabilir ve kullaniciya kiime
numaralart ve maksimum kiime sayisin1 belirlemede veya kiime sayisin1 otomatik olarak
istatistiksel degerlendirme kriterlerine gore se¢gmesinde esneklik saglar. Dahasi, belirli bir
kiimenin olusturulmast i¢in her degiskenin 6nemini belirler. Bu ozellikler iki asamali

kiimeleme algoritmasini geleneksel yontemlere gore {istiin gelmektedir.

k-Ortalamalar Algoritmasi

Hata kareleri kriterini isleme alan en basit ve yaygin olarak kullanilan yontem k-Ortalamalar
algoritmasidir (Rokach ve Maimon, 2010). Bu algoritma veriyi merkezleri veya

ortalamalariyla gosterilen k sayida kiimeye(C;Cs,. .., C; ) bolistirir. Her kiimenin merkezi

o kiimeye ait tiim 6rneklerin ortalamasi olarak hesaplanir.
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Algoritma, rasgele segilen veya bazi sezgisel prosediirlerle secilen ilk kiime merkezleriyle
calismaya baslar. Her basamakta her bir 6rnek diger bir 6rnekle arasindaki Oklid mesafesine
bakilarak belirlenen en yakin kiime merkezine atanir. Daha sonra kiime merkezleri agagidaki

gibi hesaplanir. Burada Ny, k kiimesine ait 6rnek sayisini, p, ise k kiimesinin ortalamasini

belirtir. Her bir kiimenin merkezi o kiimeye ait 6rneklerin ortalamasidir.

Ny

1
e
Nk

=1

k-ortalamalar algoritmasinin popiiler olmasindaki nedenlerden biri dogrusal karmasikliktir.
Omek biiyiikliigii cok olsa bile, bu algoritma hesaplama agisindan etkilidir. Bu sayede k-
ortalamalar algoritmast diger kiimeleme algoritmalariyla karsilagtirildiginda avantaja

sahiptir.
4.2.2. Smiflandirma

Analizden sonra sonucglar hakkinda daha net goriise ve genel bir ¢iktiya sahip olmak
gerekmektedir. Gruplarin olmas1 tarif etmede agiklayici olacaktir. Bu da SPSS’te araliklar
ve istenilen grup sayilarina gore gruplandirma ile yapilabilir, fakat siniflandirma
algoritmalar1 daha anlamli kategoriler vermektedir. Bu ylizden bu ¢aligmada yapay sinir

aglar1 bayes aglar1 ve C5.0 gibi siniflandirma algoritmalari kullanilmistir.

Bayes Ag Modeli

Bir Bayes ag1, degiskenleri (sikga diigiim olarak ifade edilir) bir veri kiimesi i¢inde gosteren
ve bu kiimeler arasindaki olasilikli veya sartli bagimsizliklar1 gosteren grafiksel bir
modeldir. Bir SPSS uygulamas1 olarak Bayes aglar1 kategorik ¢iktilar1 tahmin etmede
kullanilir (Di Marco ve Hanlon, 2003).

Ag, Bayezyen olasilik teorisine dayanir. Bu teori, 6zellikle hedef degiskenin olmak {izere,
ilgilenilen degiskenlerin ortak dagilimlarin1 ve her bir degiskenin en iistiin dagilimlarini

kullanir.
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Degisken se¢imi degisken kiimelerini azaltmak icin yapilabilir ¢iinkii Bayes aglar1 en iyi

sekilde kiiclik tahmin gruplarinda ¢aligir.

Bayes aglar1 iki temel parcadan olusmaktadir (Tobergte ve Curtis, 2013). Ilki, diigiimlerin
tahmin degiskenlerini ifade ettigi ve arklarin stokastik bagimlilik iligkilerini ifade ettigi
dongiisel olmayan bir grafiktir. Ozellikle, agdaki a;diigiimiiyle iligkili X; degiskeninin, a;
"den Onceki digimlerle iligkili degiskenlere bagimli oldugu ve a;’den dogrudan

ulagilamayan diigiimlerle iligkili degiskenlere sartli olarak bagimsiz oldugu

varsayilmaktadir.

Bayes aglarinin ikinci pargast da her bir degisken icin atanmis sartl olasiliklarin tablosunu

igerir. Ozellikle, X; degiskeni ile iligkili tablo, C;’nin a; diigiimiinden Snceki diigiimlerle
iligkili aciklayici degiskenlerinin kiimesini ac¢ikladigi durumda, F‘[X i |C}-) sartl olasiligini

icerir. Bu da veri kiimesindeki yakin tekrarlamalara dayanarak tahmin edilir.

Sarthi olasiliklar1 tahmin etmek icin 6ngoriici degerlerin tiim olast kombinasyonlarinin
hesaplanmasinda gerekli karmagsiklik Bayes aglarinda kisithidir. Ciinkii hesaplama, agda

bulunan 6nceki baglantilarla belirlenen sart iliskilerini azaltir.
Bayes aglar1 ve Bayes metotlar1 asagidaki dort fayday saglamaktadir (Heckerman, 1996);

Bayes aglar1 tamamlanmamis veri kiimelerinin {istesinden gelebilir. Girdilerden biri
gozlenmemisse modellerin ¢ogu ancak hatali tahmin yapabilmektedir. Cilinkii onlar giris
degiskenleri arasinda korelasyonlar tanimlamamaktadir. Bayes aglar1t bu bagimliliklar

tanimlamak i¢in dogal bir yol sunar.
Bayes aglar1 nedensel iliskiler kurarak 6grenmeye izin verir.

Bayes istatistiksel teknikleriyle birlikte calisan Bayes aglar1 ¢evrimin bilgi ve verilerinin
kombinasyonuna olanak tanir. Gergek hayatta analiz gerceklestirenler dncelikli olanin veya
cevrim bilgisinin 6nemli oldugunu bilmektedir (6zellikle de veri kusurlu veya pahali ise).

bazi ticari sistemlerin (uzman sistemler gibi) tek basina Oncelikli olan bilgiden
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kurulabilmesi, oncelikli bilginin giiciiniin bir gostergesidir. Bayes aglarinin, nedensel
oncelikli bilginin tanimlanmasini apagik bir sekilde yapan nedensel bir anlami vardir. Ilave
olarak, Bayes aglar1 nedensel iliskilerin giiciinii olasiliklarla tanimlar. Sirasiyla oncelikli

bilgi ve veri Bayesyen istatistikteki iyi ¢alisilan tekniklerle kombine edilebilir.

Bayes aglar1 ve diger model tipleriyle ¢alisan Bayes yontemleri verinin asirt uyum
gostermesini dnlemek icin etkili ve temel bir yaklasim saglar. Test etmek i¢in uygun bazi
verilerin tutulmasma gerek yoktur. Bayes yaklagimi kullanilarak modeller, tim uygun

verilerin 6grenme i¢in kullanilabildigi bir sekilde diizgiinlestirilebilir.

Sinir Aglar1 Modeli

Sinir aglar1 néronlardan olusan biyolojik sistemlerin davranisini simiile etmeye yarar. En
basit modellerin sunuldugu 1950’lerden beri, sadece siniflandirma igin degil stirekli hedef

olaylarin regresyonunda da 6ngoriicii amaglarda kullanilmistir (Tobergte ve Curtis, 2013).

Bir sinir ag1, biyolojik analojide noronlar1 temsil eden ve arklarla baglanan diigiimlerin,
dendrit ve sinapslarla iliskilendirilmesine yonelik bir grafiktir. Her ark bir agirlikla
iliskilendirilmektetir. Her bir diiglimde gelen arklardaki diigiimlerle girdi olarak alinan
degerlere uygulanan bir aktivasyon fonksiyonu tanimlanmaktadir ve arklarin agirliklariyla
diizeltmeler yapilmaktadir. Ogrenme asamasi, dgrenme kiimesinde bulunan gozlemlerin
arka arkaya siras1 analiz edilerek ve arklara iliskin agirliklarin her islemde modifiye edilmesi

ile gerceklestirilir.

Hidden Layer

Sekil 4.3. Gizli katmanli bir sinir ag
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Bir sinir ag1 (Sekil 4.3) her bir diiglimiin 6ngdriicti bir degiskenle iligkili oldugu bir giris
katmaniyla baslar (Edelstein, 1999). Bu giris diigtimleri, gizli bir katmandaki belli sayidaki
diigimlere baglanir. Gizli katmandaki bu diigiimler baska bir gizli katmandaki diigltimlere
veya ¢ikis katmanina baglanabilir. Cikis katmani bir veya daha fazla yanit degiskenini igerir.
Giris katmanindan sonra, her bir diigiim bir giris kiimesi alir, onlar1 baglant1 agirligiyla
carpar (Sekil 4.4), birlikte ekler, aktivasyon fonksiyonu olarak bilinen bir fonksiyon uygular

ve ¢iktilar1 sonraki katmandaki diigiimlere aktarir.

Sekil 4.4. Agirliklandirilmis sinir ag1 (W, x diigiimiinden y diigimiine kadar olan agirlik)

Sinir agmin en basit hali Sekil 4.5°te gosterilmistir ve gelen baglantilar boyunca giris

degerini (x4,x5,...,x,) alan ve f (x) c¢iktt degeri olarak geri dénen bir néronu ifade

etmektedir (Tobergte ve Curtis, 2013). Giris degerleri agiklayict 6zelliklerin degerleriyle

cakisir. Cikis degeri de ¥ yanit degiskeninin tahminini yapar. n giris baglantilarindan her

biri w; agirhigi ile iliskilidir. Bir g aktivasyon fonksiyonu, ¢arpiklik katsayis1 ¢ de atanir.
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)

Output

Activation function

Input vector Weights vector Weighted sum

Sekil 4.5. Sinir aginda bulunan tek bir birimdeki islemler

Geri yayilim algoritmasi olarak bilinen, diigimlerdeki tiim ark ve ¢arpikliklarin agirliklarini
bulan bir yontem, tek bir algilayici i¢in tanimlanan algoritmadan ¢ok da farkli olmayan bir
mantik izler. Agirliklar keyfl secilmis bir yoldan, 6rnegin; rasgele iiretilmis sayilara esit bir
deger belirlenerek baslatilir. Bu yilizden 6grenme kiimesinin 6rnekleri, tahminin ve yanlis
siniflandirmalarin hesaplanmasi i¢in agirliklarin mevcut degerleri her bir igslemde sirayla
kullanilmastyla incelenir. Yanlis siiflandirmalar agirlik degerlerinin dogrulanmasi igin
kullanilir. Sonraki bir zamanda prosediirdeki izleyen ornekleri analiz etmede kullanilir.

Agirliklar, degisim Ol¢iisii yontemlerinin bir ¢esidi olan bir algoritma ile giincellenir.

Sinir aglarinin gii¢lii yonlerinden birisi hem siniflandirma hem de regresyon problemlerine
uygulanabilen bir 6grenme mekanizmasi olmalaridir. liskili olmayan veya gereksiz
degiskenler ise yaramayan degerlerin katsayilarina bakilarak analizden ¢ikarilabildiginden
ozellik se¢iminde otomatik olarak yer almaktadir. Ancak, sinir aglart model 6grenmesi i¢in
cok uzun zaman almaktadir ve 6rneklerin analiz edildigi siraya bagli yorumlanabilir sonuglar
sunmaktadir. Ayrica giiriiltii tarafindan etkilenen veriyle uyumlu olarak daha az dayaniklilik

gosterir.

C5.0 Algoritmasi

Karar agaclari, ayrilan gruplar arasindaki mesafeyi maksimize etmek amaclandiginda

verinin kesikli gruplara ayrilmasiyla iretilir. Kategorik degiskenleri tahmin etmede
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kullanilan karar agaglari, rnekleri yerlestirmelerinden dolay: siniflandirma agaglari olarak

tanimlanir (Edelstein, 1999). En popiiler siniflandirma agaglar1 C4.5, C5.0 ve C&RT’dir.

C5.0 algoritmasi hem ID3 hem de C4.5 algoritmalarinin genisletilmis halidir (Neelamegam
ve Ramaraj, 2013). Biiyiik veri kiimelerine uygulanabilen bir siniflandirma algoritmasidir.
Hiz, hafiza ve verim agisindan C4.5’ten daha iyi sonuglar vermektedir. C5.0 modeli
maksimum bilgi kazancini (information gain) veren bir alana dayanarak, 6rnek kiimesini

bolmesiyle calisir. C5.0 modeli en biiyiik bilgi kazang alanina sahip 6rnekleri bolebilir.

Bilgi kazanci, bir 6zelligin hedef konsepte gore 6grenme verisini ne kadar iyi ayiracagina
karar vermek i¢in kullanilir (Estabrooks, 2000). Entropi olarak bilinen ve bilgi teorisiyle

ortak olarak kullanilan bir 6lgiliye dayanir. Entropi, bir 5 kiimesinin rasgele se¢ilmis bir tiyesi

siiflandirilirken kullanilmasi gereken minimum parga sayisidir. Boolean hedef konseptine

gore 5 nin entropisi asagidaki gibi tanimlanmistir.

Entropi (S) =—P log, Py = Py log, Po

Burada p(+)5 kiimesindeki pozitif 6rneklerin, p(—) negatif 6rneklerin oranidir.

Kazang (S, A) = Entropi(S)- | MEntropi(SV)

veValues( A) | |

Kazang hesaplanirken kullanilan A degerleri, tim A 6zelliklerini temsil etmektedir. 5, A

ozelligi icin v degerini alan 5 kiimesindeki 6rneklerin kiimesidir.

Onceki ayirmadan elde edilen nek alt kiime sonradan tekrar ayrilacaktir (Neelamegam ve
Ramaraj, 2013). Ornek alt kiime ayrilamayacak hale gelene kadar bu islem tekrarlanir.
Sonunda, en alt seviyedeki ayrim incelenecek ve modele dikkate deger katkida bulunmayan
alt kiimeler reddedilecektir. C5.0, veri kiimesinden elde edilen ¢ok degerli ve eksik

ozelliklerle de galisabilmektedir.
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Bu caligmada, Arag Sertifikasyon Ajansi’ndan ve Mercedes Benz internet sayfasindan alinan

ham veri kullanilmistir. Bu veri {izerindeki uygulamalarin basamaklar1 CRISP DM

prosediirii ve Sarvari, Ustundag, ve Takci (2016) tarafindan onerilen bir metodolojinin

adimlar1 dikkate alinarak Sekil 4.6’daki gibi tasarlanmis ve uygulanmstir.

Ham Veri

Sekil 4.6. Uygulanan metodolojinin islem adimlari
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5. UYGULAMA

5.1. Veri

Sozliik ve kitaplarda verinin gesitli tanimlar1 vardir, fakat esas olarak bu tanimlarin ¢ogunun
anlattig1 sey verinin kaydedilmis vakalar, olaylar, islemler ve benzeri oldugudur (Gordon,
2007). Verinin kaydedilen vakalarin kiimesi oldugu birgok programlama kitabinda

bulunmaktadir.

5.1.1. Veri iiretimi

Internetten veri toplamak veri iiretiminde bir siirectir. Html, xml, vb. formattaki internet
sayfalar kod, stil, kodlama uygulamalarindaki istisnalar ve ihlallerin ¢esitliliginden dolay1
bi¢cimlendirilmemis veri kaynaklari olarak diistiniiliir. Bu ¢esitlilikten dolayi, internetten veri
cekme elde edilmek istenilen bilginin kaynagina dayanan biiyiik olciide kisisellestirilebilir
bir stirectir. Veri ¢ekmenin tanimi, verinin bi¢imlendirilmemis seklini alarak bu bilgiyi

bi¢imlendirilmis veri kiimesine doniistiirmektir (Gottlob, 2016).

Bu calismada, Arag Sertifikasyon Ajansi (Vehicle Certification Agency-VCA)’ndan alinan
2015 yilinda kaydedilmis ve kullanilmis otomobillerin yakit tiiketimi ve emisyon verileri
(Band, 2016) ve Mercedes Benz’in arag spesifikasyon verileri (“Technical Specification”,
2004) kullanilmigtir.

5.1.2. Betimleyici istatistikler

Baslangic veri kiimesi farkli otomobil modellerini temsil eden 2667 gbzlem ve 27 degisken
icermekteydi ve biitiin veriler Excel’in bir slitununda yer almaktaydi. Bu yiizden her bir

degisken SPSS’te kullanilabilecek sekilde siitunlara ayrildi.

Degiskenler; otomobil iireticisinin ad1, aracin modeli, aragla ilgili detayl bilgiler, sanziman
tipt (vites kutusu), motor kapasitesi, yakit tipi, elektrik enerjisi kullanimi(mil/kW saat),
(elektrikli araglar i¢in) bir sarj ile gidilebilecek maksimum mesafe (km ve mil), sehir i¢i
cesitli ortamlardaki yakit tiiketimi (litre ve galon cinsinden), liretilen karbondioksit miktari,

arag agirligi, 12000 mildeki yakit maliyeti, elektrik maliyeti, toplam maliyet, Euro standardi,
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giiriiltli seviyesi, nitrojen oksitleri emisyonu, hidrokarbon emisyonu, partikiil emisyonu gibi

parametreleri icermekteydi.

Uretici firma

Mevcut iireticiler, Avrupa M1 standardina gore otomobil iireten sirketlerdir. Biiyiik hacimli

veya 4 tekerlekli L tipi araglar iiretmemektedir (Band, 2016).

Kullanilan veri kiimesinde 38 iiretici firmaya ait ¢esitli 6zel arag modellerine dair bilgi

bulunmaktadir (Sekil 5.1).

Manufacturer
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Sekil 5.1. Ureticilerin dagilimi

Bu araglarin ¢ogu, Cizelge 5.1°de goriildiigii gibi BMW (%20.6), Mercedes (%12.8), Audi
(%12,7) markalarna aittir. ilgili histogram EK-1’de verilmistir.

Avrupa Pazar Arastirmalarina gore 2013°teki en genis pazar %?25’lik pazar payr ile
Almanya’ya aittir (ICCT Europe, 2013). Benzer bir yorum, bu g¢alismadaki 2016 veri
kiimesinden ¢ikan istatistiksel sonuglarla da yapilabilir. Bunlar, Alman iireticilerin 2020 ya

da 2030 hedeflerine yonelik analizlerde ayrica kullanilabilir.
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Siklik Oran Gegerli Oran Kiimiilatif Oran
Valid ABARTH 12 5 5 5
ALFA ROMEO 10 4 4 8
ASTON MARTIN
LAGONDA ° ? ? b
AUDI 339 12,7 12,7 13,8
BENTLEY MOTORS 18 7 7 14,4
BMW 548 20,6 20,6 35,0
CHRYSLER JEEP 29 11 11 36,1
CITROEN 93 3,5 3,5 39,6
DS 29 11 11 40,7
FERRARI 2 1 1 40,7
FIAT 27 1,0 1,0 41,7
FORD 218 8,2 8,2 49,9
HONDA 13 5 5 50,4
HYUNDAI 39 15 1,5 51,9
JAGUAR 27 1,0 1,0 52,9
KIA 29 11 11 54,0
LAMBORGHINI 2 1 1 54,1
LEXUS 26 1,0 1,0 55,0
MAZDA 31 1,2 1,2 56,2
MCLAREN 11 4 4 56,6
MERCEDES-BENZ 340 12,8 12,8 69,4
MINI 147 5,5 55 74,9
MITSUBISHI 6 2 2 75,1
NISSAN 7 3 3 75,4
PEUGEOT 96 3,6 3,6 79,0
PORSCHE 69 2,6 2,6 81,5
RENAULT 12 i) 5 82,0
Rolls Royce 7 3 3 82,3
SEAT 63 2,4 2,4 84,6
SKODA 46 1,7 1,7 86,3
SMART 5 2 2 86,5
SSANGYONG 5 2 2 86,7
SUBARU 21 8 8 87,5
SUZUKI 23 9 9 88,4
TOYOTA 31 1,2 1,2 89,5
VAUXHALL 73 2,7 2,7 92,3
VOLKSWAGEN 109 4,1 4,1 96,4
VOLVO 97 3,6 3,6 100,0
Total 2666 100,0 100,0
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Sanmman

Ureticiler vites kutusunu tarif edebilmek icin ¢esitli kisaltmalar kullanmaktadir. Tam listesi
olmamasina ragmen veri kiimesindeki araglar asagidaki vites tiplerini igermektedir (Band,
2016):

A - otomatik

A4 - otomatik 4 hiz

4Atx2 - otomatik 4 hiz, yiiksek ve diisiik aralikta vites
AV - AV otomatik degisken

A5 — otomatik 5 hiz

AT - otomatik 7 hiz

A/SATS - otomatik / yar1 otomatik sanziman 5 hiz
ASM - otomatik vites manuel

AWD - tiim teker siiriisii

CVT - siirekli degisken sanziman

D — dizel motorlu araglar

D6 — direkt vites 6 hiz

DCT7 — ¢ift debriyajli sanziman 7 hiz

M - manuel

M5 - manuel 5 hiz

SMTX2 - manuel 5 hiz, yliksek ve diisiik aralikli vites
MTA — otomatik degismenin oldugu manuel sanziman
M6 - manuel 6 hiz

M6/S6 - manuel 6 hiz / sirali 6 hiz

MULTI5 — ¢ok modlu 5 hiz

QA5 — 4 tekerli siiriis, otomatik 5 hiz

QAG - 4 tekerli siiriis, otomatik 6 hiz

QD6 - quattro direkt vites 6 hiz

QM5 - 4 tekerli siiriis, manuel 5 hiz

QMG - 4 tekerli siiriis, manuel 6 hiz

S/A6 — yar1 otomatik sanziman 6 hiz

SATS - yar1 otomatik sanziman 5 hiz

SATG6 - yar1 otomatik sanziman 6 hiz

SMG7 — sirali manuel vites kutusu 7 hiz



35

Count
v
2
3

"%

T B G T T T % T e B 2 B Yk v et % % 0 % %,
>

transmission

Sekil 5.2. Sanziman tipleri

Sekil 5.2°de goriildiigii gibi veri kiimesinde 37 tipte sanziman kullanilmaktadir ve araglarin

cogu manuel 6 hiz (M6) vites kutusuna sahiptir.

Motor kapasitesi

Motor kapasitesi santimetre kiip cinsinden hesaplanmistir. Veri kiimesinde 6zel araclarin
motor kapasitesi 395 ile 6752 cm?® arasinda degismektedir ve ortalama 2072 cm®’tiir (Cizelge
5.2).
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Cizelge 5.2. Motor kapasitesinin istatistikleri

N Valid 2658
Missing 8

Mean 2072,3849

Std. Error of Mean 17,50498

Median 1984,0000

Std. Deviation 902,48312

Variance 814475,778

Skewness 2,288

Std. Error of Skewness ,047

Kurtosis 6,695

Std. Error of Kurtosis ,095

Range 6357,00

Minimum 395,00

Maximum 6752,00

Sum 5508399,00

Percentiles 25 1560,0000
50 1984,0000
75 1999,0000

Araglarin ¢ogu 1984 cm®liik motor kapasitesine sahiptir ve bu, ortalamanin altinda oldugu
icin Cizelge 5.2 ve Sekil 5.3’teki gibi saga dogru pozitif ¢arpiklik ve basiklik gostermektedir.
Bunun sebebi Bentley, Rolls Royce, Lamborghini gibi liiks otomobillerin iist sinir degerini

yiikseltmesidir (Bkz. EK-3).
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Sekil 5.3. Motor kapasitesi dagilim1

Yakat tipi

Bu c¢alismada kullanilan veri kiimesi alternatif yakitlari kullanan belli bir sayida arag
icermesine ragmen genellikle petrol ve dizel kullanan araglar bulunmaktadir. Baslangic

verisinde bulunan araglar asagidaki yakit tiplerini kullanmaktadir:

Elektrik: Bataryalarda depolanmis elektrik enerjisini kullanan bir veya daha fazla elektrikli

motor kullanan araglar mevcuttur.

Hibrit-elektrik, petrol-elektrik veya dizel-elektrik: Geleneksel yakitlarla birlikte depolanan

elektrik enerjisini de kullanan araglar mevcuttur.

Sarj edilebilir elektrik hibrit: Depolanan elektrik ve bir icten yanmali motorla beraber

calisabilen araglar mevcuttur.

Akiiler: Motordan ve dinamolarla elektrik depolayabilen veya bir dis kaynaktan iiretilen

elektrikle ¢alisan bataryalar kullanilmaktadir.
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CNG (car that runs on Compressed Natural Gas): Sikistirilmis dogal gazla calisan araglar

mevcuttur.

LPG (car that runs on Liquified Petroleum Gas): Yogunlastirilmis petrol gaziyla ¢alisan

araclar mevcuttur.

Cizelge 5.3. Yakat tiplerinin dagilimi1

Siklik Oran Gegerli Oran Kiimiilatif Oran
Valid 1 ,0 ,0 ,0

1294 48,5 48,5 48,6
Diesel

14 5 5 49,1
Diesel E

19 7 7 49,8
Electric

1303 48,9 48,9 98,7
Petrol

10 4 4 99,1
Petrol E

25 9 9 100,0
Petrol H

2666 100,0 100,0
Total

Bu calismada kullanilan veri kiimesi sadece dizel, sadece petrol, sadece elektrik, elektrikli
dizel,elektrikli petrol ve petrol hibrit yakit tiplerini kullanmaktadir. Cizelge 5.3’teki gibi,
araglarin biiyiikk ¢ogunlugu Avrupa Pazar Arastirmalart (ICCT Europe, 2013) ile benzer
sekilde yakit olarak yalnizca dizel (%48,5) veya yalnizca petrol (%48,9) kullanmaktadir.

Bundan dolay1 analizde diger yakat tipleri dikkate alinmamaistir.

Yakat tiikketimi

Baslangi¢ verisindeki yakit tiiketim miktarlari, ¢esitli test gevrimlerinin sonuglari olarak elde

edilmistir. Bu testlerle ilgili detayl1 bilgiler tezin uygulama kisminda verilmektedir. Ayrica
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litre cinsindeki cevrimlerin Ingiliz &l¢ii birimlerine gore mili galon (mpg) seklinde

doniistimleri de mevcuttur.

Petrol ve dizel kullanan 6zel araglarin dagilimlar1 EK-4’te gosterilmistir. Histogramlara

bakilarak yakit tiiketim sekillerinin normal dagilim gosterdigi sdylenebilir.

Maksimum mesafe

Maksimum mesafe, tamamen sarj edilen bir elektrikli aracin kilometre cinsinden
gidebilecegi maksimum mesafeyi ifade etmektedir. Bu parametre, veri kiimesinde bulunan
ve elektrik enerjisi kullanan sadece 19 adet arag¢ i¢in hesaplanabilmektedir. Maksimum
mesafe 31 ile 212 kilometre arasinda degismekte ve her sarjda ortalama 103 km olarak

hesaplanmaktadir.

Istatistiklere bakildiginda, analizde kullanilacak veri kiimesi baz1 diizenlemeler yapilarak

hazirlanmstir.

e Her bir 6rnegin agiklamasinda araca dair gizlenmis bir¢ok bilgi bulunmaktadir. Bunlar
aracin serisi, tekerlek capi ve motor tipi seklinde ii¢ farkli degisken olarak siitunlara
yerlestirilmistir.

e Farkl 6l¢ti birimiyle gosterilen ayn1 yakit tiiketimlerinin galon cinsinden olanlar1 veri
kiimesinden ¢ikartilmistir.

e Veri kiimesinde sadece 19 elektrikli ara¢ olmasindan dolay1 elektrik enerjisi
kullanimlar1 ve maksimum mesafe de veri kiimesinden ¢ikartilmistir. Sadece petrol ve
sadece dizel kullanan araglar dikkate alinmistir.

e Analizde, veri kiimesindeki orneklerin cogunlugunu olusturmalarindan ve tiim verileri
temsil etmede yeterli olduklarindan Alman BMW, Mercedes ve Audi markalarina ait
araclar dikkate alinmastir.

e Araglarin agirhigl, baslangicta SPSS’te bes kategoriye ayrilmis fakat daha gilivenilir
sonuclar elde etmek icin segmentasyon algoritmalariyla elde edilen kategorilerin

kullanilmas1 daha uygun goriilmiistiir.
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5.2. Tasarim Asamasi

Euro 6 verisi analizde kullanima elverisli degildi ve islenmesi gerekmekteydi. Bunun igin,
4 kisimda belirtilen metodolojinin (Sekil 4.6) veri isleme adimlari takip edilmistir. Teknik
ozellik verisinde yeni degiskenler ve eksik veriler eklenmis, istatistiklere gore analizi
bozacak ug¢ ve slireksiz veriler silinmistir. Veri kiimesi analizde kullanilacak sekle
dontistirilmiis, sirekli degiskenler k-ortalamalar ve iki asamali kiimeleme algoritmasiyla
kategorilere ayrilmistir. Diizenlenen veri kiimesine gore segmentasyon teknikleri
karsilastirilmig, daha iyi olan secilmistir. Kategorik veri, baslangic verisiyle birlikte

kaydedilerek siniflandirmada kullanilmistir.

Analiz asamasinda, sinir ag1i, Bayes ag1 ve C5.0 algoritmasi1 gibi teknikler kullanilmus,
siiflandirma yapilarak belirlenen hedefleri (yakit tiiketimi, emisyon, giiriiltii seviyesi)
etkileyen en 6nemli faktorler bulunmustur. Her teknik ve bulunan faktorler cesitli grafikler
(fayda, kazang, yiikseltme, yanit ve ROI) yardimiyla gorsellestirilmistir. Performans
degerlendirme asamasinda ise, bu grafiklerin sonuglar1 birbiriyle karsilastirilarak sonuglar

Ozetlenmistir. Bulunan sonuclar ve 6nemli faktorler kaydedilmistir.

5.3. Analiz Asamasi

Yakat tiiketimi test prosediirleri resmi olarak 1970’lerden beri kullanimdadir. Avrupa Birligi
Direktifi (EU Directive) 80/1268/EEC’nin  692/2008 sayili diizenlemesi Euro 5
standardindan itibaren 1 Ocak 2001°den itibaren satisa sunulan tiim yeni otomobillerin
yaptirmasi gereken testleri agiklamistir (Offices et al., 2016). Konvansiyonel igten yanmali
motorla ¢alisan araglar igin mevcut test sehir i¢i, sehir i¢i ekstra ve sehir i¢i kombine olmak
iizere li¢ kistmdan olugmaktadir. Test ¢evrimi, hava kalitesini bozan (kirleten) emisyon igin
kullanilan ile aynidir. Test edilen arabalar 1sinmis olmalidir, bu ylizden test dncesinde en az

3000 kilometre stiriilmiis olmalidir.

Emisyon seviyelerini degerlendirmek icin farkli bir test ortami gereklidir. Bu sebeple,
testlerin ¢ogu Yeni Avrupa Siirli¢ Cevrimi (the New European Driving Cycle-NEDC) ne
yakindir. Bu ¢evrimde, mevcut emisyon testi onaylanacak araglar i¢indir ve buna gore

stratejiler tasarlanmaktadir. Test programi bu ¢evrimin varyasyonlar: etrafinda ve emisyon



41

laboratuvarlarinda sekillendirilir. Diger testler de kamusal yollarda araglarin gergek

hayattaki emisyon performansini 6lgmek i¢in yapilmaktadir (Sekil 5.4).

ke

Sekil 5.4. Her test aracina kurulan portatif emisyon 6l¢tim sistemi (PEMS) (Offices ve
digerleri, 2016)

Birlesmis Milletler gliniimiizde the Worldwide Harmonized Light Vehicles Test Procedure
(WLTP) adinda yeni bir test prosediirii gelistirmektedir. Bu prosediir tamamlanmak iizeredir
ve mevcut arag testlerinden bilinen bazi konulara isaret edecektir. WLTP nin 2016/2017°de

Avrupa Birligi’nde uygulanmasi beklenmektedir.

5.3.1. Sehir ici yakat tiiketimi

Sehir i¢i yakit tiketim testi 20°C-30°C sicakliktaki bir laboratuvar ortaminda soguk
baslatildiktan sonra (motorun birkag¢ saat calistirilmamasimin ardindan) donen bir yolda
gerceklestirilmektedir (Offices ve digerleri, 2016). Test ¢evrimi, bir dizi hizlanmalar, sabit
hizlar, yavaslamalar ve bosta ¢aligmalar1 i¢erir. Maksimum hiz saatte 50 kilometre, ortalama
hiz saatte 19 kilometre ve toplam mesafe 4 kilometredir. Veri kiimesinde bulunan degerler

100 kilometredeki yakit tiiketimini litre cinsinden ifade etmektedir.
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Sehir i¢i yakit tiiketimi degerleri (metric urban cold) k-ortalamalar ve iki asamal1 kiimeleme
algoritmasi kullanilarak Sekil 5.5°teki gibi gruplandirilmigtir. Her iki yontemde de 5 kategori
bulunmasina ragmen bu gruplarin merkez degerleri farklidir. k-ortalamalar ile bulunan

cluster-2’de sadece 1 6rnek bulundugu igin analizde diger 4 grup dikkate alinmistir.

E-(@) cluster-1: 552 records

: : ¢ MetricExtraUrban ( 4.01)
¢ MetricUrbanCold (5.173) S
. Standard deviation: 0.459 Standard deviation: 0.339

=28 cluster-2: 410 records 5-@ cluster-2: 2 records
E}& MetricUrbanCold { 6.596 ) B& MetricExtralUrban (11.05)
: ; ~Standard deviation: 1.061

; - Standard deviation: 0.531 EIC% HiaR9:470 recorifs

=28 cluster-3: 116 records : :
S P ¢ MetricExtraUrban ( 6.158)
g Metrcdibantalo A 127092 - Standard deviation: 0.369

- Gtandard deviation: 1.874 EIC% Hisaia a5 ravorifs

=28 cluster-4: 250 records : :
g : = MetricExtraUrban ( 5.065)
E-¢f’ MetricUrbanCold (8.716) -~ Standard deviation: 0.31

~-Standard deviation: 0.61 E}C% HstaEE T Tacnme
¢ MetricExtraUrban ( 7.677)
= Standard deviation: 0.522

@ (b)

Sekil 5.5. Sehir igi yakit tiiketimi i¢in (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmast ile belirlenen kiimeler

Eh-&F cluster-1: 441 records

Two Step
duster-1 cluster-2 | duster-4 | cluster-3 mportance
® >=005
>=0.90
M <000
Unknown
Imp ortant
Metric Urban (Cold)
R i
@
Khkans
cluster-1 duster-4 cluster-3 duster-5 cluster-2 mportance
® >=005
>=0.90
M <090
Unknown
Imp ortant
vietric Extra-Urban
E B B

Sekil 5.6. Sehir i¢i (a) iki asamali kiimeleme algoritmasi ve (b) k-ortalamalar algoritmasi
ile bulunan kiimelerin dagilimlarinin karsilastirilmasi
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Sekil 5.5a ve Sekil 5.6a’daki gibi iki asamal1 kiimeleme kullanildiginda 6rneklerin ¢gogu (475
adet) cluster-3’¢ dahil olmustur. Kiime ortalamalari sirasiyla 14.251, 11.11 1, 5.26 1, 6.68 1
ve 8.65 | olmustur. k-ortalamalar ile bulunan kategorilerden en kalabalig1 (cluster-1) 718
ornek igermektedir (Sekil 5.5b ve 5.6b). Diger kategoriler sirasiyla 20.51, 10.88 1, 8.15 1, ve
14.14 1 degerlerini almistir.

Her kiimenin eleman dagilimi Sekil 5.6’daki gibi gosterilmistir. Buna gore sehir i¢i yakit
tiketiminde en kalabalik kategoriler, k-ortalamalar ile cluster-2, two-step ile cluster-3
bulunmustur. Sekil 5.6a’da k-ortalamalar belirlenen kiimelerin yiizdeligi su siraya gore
azalmaktadir: cluster-3 cluster-4, cluster-2, cluster-1. Ayni sekilde, iki asamali kiimeleme
algoritmasiyla belirlenen kiimelerin siras1 Sekil 5.6b’deki gibi cluster-2, cluster-5, cluster-3,

cluster-4, cluster-1olmustur.

5.3.2. Sehir dis1 yakat tiiketimi

Sehir dis1 yakit tiikketim ¢evrimi (extra urban cycle) araglarin sehir i¢i ortamin disindaki
yollarda kullanimimi gostermeye yoneliktir (Offices ve digerleri, 2016). Hemen sehir igi
cevrimin ardindan gergeklestirilir ve kabaca hizlanmalardan, yavaslamalardan ve bazi bosa
almalarin disinda kalan yar1 sabit hizla siiriisii de igerir. Maksimum hiz saatte 120 kilometre,

ortalama hiz saatte 63 kilometre ve toplam mesafe 7 kilometredir.

Kiimeleme algoritmalar1 verideki sehir dis1 yakit tiiketim degerlerine (metric extra urban
cold) uygulandiginda Sekil 5.7’deki sonuglar elde edilmistir. Her iki yontemde de 5 kategori
bulunmugtur fakat bu gruplarin merkez degerleri farklidir. k-ortalamalar ile bulunan cluster-
2’de sadece 2 6rnek bulunmasina ragmen analiz sonuglarini biiyiik lgiide degistirdigi i¢in
degisiklik yapilmamis ve k 5 alinmustir. Iki asamali kiimelemede en ¢ok Ornegi iceren
cluster-5 (345) olurken, k-ortalamalarda cluster-1 (552) olmustur. Iki asamali kiimeleme
algoritmasinda bulunan sehir dis1 yakat tiiketim gruplarinin merkezleri sirasiyla 8.06 1, 6.32
1,5.261,3.79 1 ve 4.48 | olmustur. Bu degerler k-ortalamalarda sirasiyla 4.01 1, 11.05 1, 6.16
I, 5.06 1, ve 7.68 litredir.
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=28 cluster-1: 47 records =& cluster-1: 552 records
- =¢” MetricExtraUrban ( 8.062 ) . =+¢® MetricExtraUrban ( 4.01)
5 ~Standard deviation: 0.811 i “--Standard deviation: 0.339
=28 cluster-2: 161 records =-( cluster-2: 2 records
. =¢” MetricExtraUrban ( 6.324 ) . = MetricExtraUrban (11.05)
: “--Standard deviation: 0.418 i “--Standard deviation: 1.061
=t ~ cluster-3: 230 records E}C% cluster-3: 170 records
. =¢” MetricExtraUrban ( 5.256 ) . =¢” MetricExtraUrban (6.158)
5 ~-Standard deviation: 0.253 i “--Standard deviation: 0.369
=28 cluster-4: 334 records E} C% cluster-4: 432 records
. B¢ MetricExtraUrban ( 3.787 ) - B¢ MetricExtraUrban ( 5.065 )
: ~-Standard deviation: 0.237 “.-Standard deviation: 0.31
=128 cluster-5: 345 records =5 cluster-5: 71 records

=14 MetricExtralUrban ( 4.477 ) =42 MetricExtraUrban ( 7.677)

~-Standard deviation: 0.193 “--Standard deviation: 0.522
@ (®)

Sekil 5.7. Sehir dis1 yakit tiiketimi i¢in (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmast ile belirlenen kiimeler

Sehir dis1 yakit tiikketiminin kategorizasyonunda her kiimenin eleman dagilimi Sekil 5.8’de
gosterilmistir. Iki asamal1 kiimeleme algoritmasiyla bulunan en kalabalik kiime Sekil 5.8a’da
goriildiigi gibi, cluster-1 olmustur ve sirasiyla cluster-2, cluster-3, cluster-5, cluster-4 takip
etmektedir. Aynmi sekilde, k-ortalamalar algoritmasiyla belirlenen kiimelerin eleman sayisi

cluster-2, cluster-5, cluster-3, cluster-4, ve cluster-1 sirasinda azalmaktadir (Sekil 5.8b).

Two Step
cluster-5 cduster-4 cluster-3 duster-2 cluster-1 Importance
® =005
E »=0.90
M <090
Unknown
Irp ortant
Metric Extra-Urban
I
(@
Khkeans
cluster-1 duster-4 cluster-3 duster-5 cluster-2 Importance

® =005
>=0.90
M 0.0
Unknown
Imp ortant
<]
1.00

Sekil 5.8. Sehir dis1 yakit tiiketimi i¢in (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmasi ile bulunan kiimelerin = dagilimlarmin
karsilagtirilmasi

Metric Extra-Urban

* @

Cl
0

(®)

= (3
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5.3.3. Kombine yakat tiiketimi

Her 100 kilometredeki litre cinsinden yakit tiiketimi, sehir i¢i ve sehir disi ¢evrimler bir arada
dikkate alinarak hesaplanmaktadir. Verideki kombine ¢evrim degerleri de, mesafelerine gore
agirliklandirilmis sehir i¢i ¢cevrim ve sehir dist ¢evrim degerlerinin ortalamalari alinarak

hesaplanmustir.

=3 cluster-1: 463 records

=-€8 cluster-1: 683 records B¢ MetricCombined (5.479)
B¢ MetricCombined ( 4.642) ~-Standard deviation: 0.4
~-Standard deviation: 0565 =8 cluster-2: 72 records

=-€8 cluster-2: 455 records
- ¢ MetricCombined (6.476)
| ~-Standard deviation: 0.661
=-£8 cluster-3: 86 records
¢ MetticCombined ( 9.643)
- Standard deviation: 1.161

=4 MetricCombined ( 9.906)
: ~-Standard deviation: 1.088
=-(9) cluster-3: 272 records
- B¢ MetricCombined (7.017)
~-Standard deviation: 0.571
=-(§) cluster-4: 420 records

=¢” MetricCombined ( 4.307)
- Gtandard deviation: 0.449

(@ (b)

Sekil 5.9. Kombine yakit tiiketimi icin (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmasi ile belirlenen kiimeler

Kombine yakit tiiketimi i¢in iki asamali kiimeleme algoritmasiyla 3, k-ortalamalar
algoritmasiyla 4 grup elde edilmistir (Sekil 5.9). Her iki algoritmayla bulunan cluster-1, en
¢ok 6rnek igeren kiimeler olmustur. Iki asamali kiimeleme algoritmastyla bulunan kiimelerin
merkezleri sirasiyla 4.64 1, 6.48 1 ve 9.64 1 olmustur (Sekil 5.9a). k-ortalamalarda ise 5.48 |,
991 I, 7.02 I, ve 4.3litredir (Sekil 5.9b). Bu kiimelerin dagilimlari Sekil 5.10°da
gosterilmistir. Buna gore; iki asamali kiimeleme algoritmasiyla bulunan kiimelerin eleman
sayilar1 cluster-3, cluster-2, cluster-1 seklinde artmaktadir (Sekil 5.10a). k-ortalamalar

algoritmasinda bu sira cluster-2, cluster-3, cluster-1, cluster-4 olmustur (Sekil 5.10b).
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TwoStep
custer-1 | duster-2 | chster3 Importance
® =005
»=0.80
M w0
Unknown
Important
Metric Combined
D 100
(@
Khveans
clster-1 | duster-4 | clster-3 | duster-2 Importance
® =095
>=080
W 00
Unlnown

mportant

Metric Combined I:I D D |:| 1’0
(®)

Sekil 5.10. Kombine yakat tiiketimi i¢in (a) iki agamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmas: ile bulunan kiimelerin dagilimlarinin
karsilastirilmast

5.3.4. Karbon monoksit (CO) salinim

Karbon monoksit, kandaki oksijenin organlara taginma kapasitesini azaltir. Bu sebeple,
otomobiller tarafindan tretilen karbon monoksit (CO) miktar1 her 100 kilometrede gram

cinsinden degerlendirilmistir (Band, 2016).

Verideki CO salimim miktarlart iki asamali kiimeleme algoritmasi ile 4, k-ortalamalar
algoritmasiyla 5 kategoriye ayrilmistir (Sekil 5.11). En ¢ok 6rnek iki asamal1 algoritmada
cluster-1 (140 g)’e ait olmus, diger 3 kiimenin merkezleri sirasiyla 270 g, 556 g, 380 g
olmustur (Sekil 5.11a). k-ortalamalarda ise merkez degeri 284 g olan cluster-5 380 ornekle
en kalabalik grup olmustur (Sekil 5.11b). Diger kiimeler sirasiyla 183 g, 565 g, 395 g, 115
g, 284 g degerlerini almaktadir.



=28 cluster-1: 592 records
E& EmissionsCOmgkm (139.963)
~-Standard deviation: 35.055
=28 cluster-2: 426 records
E}y EmissionsCOmgkm ( 268.81)
- Standard deviation: 31.489
=28 cluster-3: 54 records
E}& EmissionsCOmgkm ( 556.741)
- Standard deviation: 84.065
=8B cluster-4: 152 records

E}&> EmissionsCOmgkm ( 379.895)

~-Standard deviation: 34.67

(@
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= cluster-1: 324 records
. ¢ EmissionsCOmgkm (183.29)
~ ~-Standard deviation: 21.796
B C% cluster-2: 49 records
- E¢P EmissionsCOmgkm ( 565.286 )
- ~-Standard deviation: 83.652
B C% cluster-3: 132 records
. ¢ EmissionsCOmgkm ( 394.496)
: ~-Standard deviation: 32.637
B (& cluster-4: 342 records
. E¢P EmissionsCOmgkm (115.52)
= ~-Standard deviation: 24.215
B (& cluster-5: 380 records
=-¢” EmissionsCOmgkm ( 283.647)
~-Standard deviation: 25.505

(®)

Sekil 5.11. Karbon monoksit (CO) salinimi i¢in (a) iki asamali kiimeleme algoritmasi
(b) k-ortalamalar algoritmast ile belirlenen kiimeler

Sekil 5.12°de, bulunan kategorilerin dagilimlar1 belirtilmektedir. ki asamali kiimeleme

algoritmasiyla bulunan kiimelerin eleman sayilar cluster-3, cluster-4, cluster-2, cluster-1

seklinde artmaktadir (Sekil 5.12a). k-ortalamalarda ise bu sira cluster-2, cluster-3, cluster-1,

cluster-4, cluster-5 seklindedir (Sekil 5.12b).

Two Step
cluster-1 duster-2 cluster-4 custer-3 Importance
® =005
>=020
M <000
Unknown
Important
Emissions CO jngkm]
m B
Kieans
cluster-5 duster-4 cluster-1 duster-3 cluster-2 mportance
® >=0095
% >=0.00
W 00
Unknown
rportant

Emissions CO jngkm]

[ O || |:|

|

1.00

®)

Sekil 5.12. Karbon monoksit (CO) salinimi i¢in (a) iki asamali kiimeleme algoritmasi ve

(b) k-ortalamalar
karsilastirilmasi

algoritmasi

ile bulunan kiimelerin dagilimlarinin
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5.3.5. Karbon dioksit (CO2) salinim

Petrol ve dizel, araglarda enerji i¢in kullanildiginda temel yan iiriinler su buhar1 ve karbon
dioksit (CO2) olmaktadir. Iklim degisikliklerine katkida bulunan en onemli sera gazi da
CO2’tir. 6000 millik mesafede bir otomobilin tirettigi CO2 miktar1 neredeyse kendi agirligina
esittir. 1 Mart 2001°den sonra kaydedilen otomobiller CO2 salinim miktarina ve kullanilan

yakait tipine bakilarak vergilendirilmektedir (Band, 2016).

Karbondioksit (CO2) salinimi i¢in belirlenen kategoriler Sekil 5.13’teki gibi iki agamali
kiimeleme algoritmasiyla 4, k-ortalamalar algoritmasiyla 5 grupta toplanmistir. En ¢ok 6rnek
her iki yontemde de cluster-1’e ait olmustur. Iki asamali kiimeleme algoritmasinda bulunan
kategorilerin merkezleri 116 g, 149 g, 240 g, 187 g, k-ortalamalarda ise 117 g, 241 g, 188 g,
37 g, 150 g olmustur.

=% cluster-1: 608 records

=@ cluster-1: 617 records - E¢P CO20km (117.255)
 E¢® CO20km (116.078) ~-Standard deviation: 10.137
: ~-Standard deviation: 14.252 E}(E cluster-2: 50 records

=P cluster-2: 443 records . E-¢® CO20km (241.22)
B¢ CO2gkm (149.09) ~-Standard deviation: 23.828
: ~-Standard deviation: 9.089 E}'(f; cluster-3: 112 records
=48 cluster-3: 53 records B¢ CO2gkm (188.000)
 E¢® CO20km (239.679) | ~-Standard deviation: 12.472
: ~-Standard deviation: 23.986 [=}- (:% cluster-4: 9 records
=t cluster-4: 113 records = 6§> CO2gkm { 36.556 )

=g CO2gkm (186.611) ~-Standard deviation: 24.936
~-Standard deviation: 12.181 g(j_?) cluster-5: 448 records

=h¢” CO2gkm (149.286)
= Standard deviation: 9.229

@ (b)

Sekil 5.13. Karbon dioksit (CO>) salinimi i¢in (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmasi ile belirlenen kiimeler

Bulunan kiimelerin eleman sayilar1 Sekil 5.14°teki gibi iki agamali kiimeleme algoritmasi
i¢in cluster-3, cluster-4, cluster-2,cluster-1ve k-ortalamalar i¢in cluster-2, cluster-3, cluster-

5, cluster-1, cluster-4 olmustur.
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TwoStep

duster-1 | chister-2 | duster-4 | chster-3 Importance

D=
s 1l |l
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Important
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Khfeans

duster-1 clster-5 duster-3 clster-2 duster-4 Importance
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Sekil 5.14. Karbon dioksit (CO2) salinimi i¢in (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmas: ile bulunan kiimelerin dagilimlarinin
karsilastirilmast

5.3.6. Hidrokarbon (THC) salinim

Hidrokarbonlar ozon tabakasinin sekillendirilmesine katkida bulunmaktadir. Bazi ¢esit
hidrokarbonlar endirekt sera gazlari olabildigi gibi, kanserojen 6zellik de gosterebilmektedir
(Band, 2016). Toplam hidrokarbon emisyonu (THC) kilometre basina gram olgiimiiyle

hesaplanmaktadir.

Veride yer alan THC emisyon degerleri iki asamali kiimeleme algoritmasiyla 4, k-
ortalamalar ile 5 kategoriye ayrilmistir (Sekil 5.15). Iki asamali algoritmada en ¢ok drnek
cluster-2’ye dahildir ve bulunan kategorilerin merkezleri sirasiyla 59 g, 44 g, 25 g, 36 g
seklinde degismektedir (Sekil 5.15a). Sekil 4.13b’de k-ortalamalar ile bulunan kiimelerde
ise hidrokarbon kategorileri 57 g, 5.5 g, 28.5 g, 73.5 g ve 42 g merkezlerinde toplanmistir.
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= (§ cluster-1: 94 records

E}y THCEmissionsmagkm (57.096 )
i Standard deviation: 3.583
= (§ cluster-2: 2 records

=l-¢” THCEmissionsmogkm {(5.5)
i Standard deviation: 2.121
= (8 cluster-3: 129 records

E}y THCEmissionsmgkm ( 28.481)
i Standard deviation: 4.618
= (§ cluster-4: 12 records

=1-¢” THCEmissionsmokm ( 73.583)
Standard deviation: 2.712
=8 cluster-5: 990 records

=1-¢” THCEmissionsmgkm { 41.69)

- Standard deviation: 1.95

@ (®)

Sekil 5.15. Hidrokarbon (THC) emisyonu i¢in (a) iki asamal1 kiimeleme algoritmasi
(b) k-ortalamalar algoritmasi ile belirlenen kiimeler

=8 cluster-1: 106 records
. E¢” THCEmissionsmgkm ( 58.962 )
5 Standard deviation: 6.3
=8 cluster-2: 217 records
i B & THCEmissionsmgkm ( 43.899)
i - Standard deviation: 2.293
=8 cluster-3: 83 records
i B & THCEmissionsmgkm ( 25.108)
j = Standard deviation: 4.456
=8 cluster-4: 132 records

=¢” THCEmissionsmokm ( 36.023)

-~ Standard deviation: 2.339

THC emisyonu i¢in bulunan bu kiimelerin dagilimlar1 Sekil 5.16°da gosterilmistir. Buna
gore iki agamali kiimeleme algoritmasiyla bulunan 4 kategorinin eleman sayilarma gore
sirast cluster-1, cluster-2, cluster-4, cluster-3’tiir (Sekil 5.16a). Bu sira, k-ortalamalar

algoritmasiyla cluster-4, cluster-1, cluster-5, cluster-3, cluster-2 seklinde bulunmustur.

Two Step
duster-2 | custer-4 | duster-1 | clster-3 Importance
® =095
>=0.90
M 00
Unknown
Important
THC Emissions fngkm]
D 100
(@)
Khvieans
clster-4 duster-2 Importance
® >=005
>=020
M <000
Unknown
Important
THC Emissions fngkm]
1.00

—

Sekil 5.16. Hidrokarbon (THC) emisyonu ig¢in (a) iki asamali kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmasi ile bulunan kiimelerin dagilimlarinin
karsilagtirilmasi
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5.3.7. Nitrojen oksit (NOx) emisyonu

Nitrojen oksitler (NOx) saglik iizerinde ciddi olumsuz etkilere neden olabilir. Ozellikle,
nitrojen dioksit (NO2) prematiire 6liimlere kadar giden 6nemli solunum problemlerine sebep

olmaktadir (Franco ve digerleri, 2014).

2014’te ¢ikan mevcut Euro 6 standardinda nitrojen oksit (NOx) limiti yaklasik olarak %90
oraninda  disiiriilmistir. Ancak, son kayitlara bakildiginda hava kalitesinin
gelistirilememesindeki temel sebep, araglarin ger¢ek hayatta test ortaminda olgiilen degerleri

gostermemesidir (The UK Department for Transport, 2016) (Sekil 5.17).

Emission limits

Diesel cars: Nitrogen oxides (NOX) emissions (in g/km)
decreased 85
% between 2000

1.0 0.8
On-road emission
levels decreased
about 40%
and 2014 between 2000 and
I S

Euro 3 Euro 4
2000 2005

0.8

g

olairy ek

Euro 5 Euro 6

Sekil 5.17. Standartlardaki emisyon limitleri ve yolda 6l¢iilen degerler arasindaki fark
(Franco ve digerleri, 2014)

Veri kiimesinde bulunan nitrojen oksit degerleri iki asamal1 kiimeleme algoritmasiyla 4, k-
ortalamalar algoritmasiyla 5 kategoriye ayrilmistir (Sekil 5.18). Sekil 5.18a’da goruldigi
gibi, iki agamali kiimeleme algoritmasiyla bulunan kiime merkezleri sirasiyla 18 g, 32 g, 45

g, 63 g olmustur ve en ¢ok Ornek cluster-4’te yer almaktadir. Ayn1 sekilde k-ortalamalar ile
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bulunan kiime merkezleri 31 g, 153 g, 66 g, 48.5 g ve 17 gramdir ve en ¢ok 6rnek Sekil
5.18b’deki gibi cluster-1’de yer almaktadir.

B cluster-1: 402 records

o S :

=& cluster-1: 311 records = & EmissionsNOxmgkm { 30.851)
=¢” EmissionsNOxmgkm (18.174) : ‘Standard deviation: 4.474
% Stanc_iard deviation: 5.073 E} @ cluster-2: 2 records

@ cluster-2: 330 records ! & EmissionsNOxmgkm {153.0)
=i-¢” EmissionsNOxmgkm ( 31.655 ) : ‘Standard deviation: 7.071
Stangard deviation: 3.652 = (% cluster-3: 254 records

E}-&” cluster-3: 238 records LB & EmissionsNOxmgkm { 65.637 )
=i-¢” EmissionsNOxmgkm ( 45.324) ‘Standard deviation: 5.231
Stangard deviation: 3.793 E} & cluster-4: 316 records

E-g&” cluster-4: 345 records =& EmissionsNOxmgkm ( 48.475)
Ei-¢” EmissionsNOxmgkm (63.275) : --Standard deviation: 5.269

- Standard deviation: 9.313 = cluster-5: 253 records

¢ EmissionsNOxmgkm (16.767 )
~-Standard deviation: 4.578

@ ®)

Sekil 5.18. Nitrojen Oksit (NOx) emisyonu i¢in (a) iki asamali kiimeleme algoritmasi
(b) k-ortalamalar algoritmasi ile belirlenen kiimeler

Nitrojen oksit (NOx) emisyonu i¢in bulunan her kiimenin dagilimi Sekil 5.19°da
gosterilmistir. Iki asamali kiimeleme algoritmasiyla bulunan kiimelerin eleman sayisina gére
azalan siras1 cluster-4, cluster-2, cluster-1, cluster-3 olmustur (Sekil 5.19a). k-ortalamalar
metodu ise kiimeler eleman sayisina gore Sekil 5.19b’deki gibi cluster-2, cluster-5, cluster-

3, cluster-4, cluster-1 seklinde siralamustir.

TwoStep

chuster-4 | duster-2 | chster-1 | duster-3 Importance

CL GG
| i

Important

Emissions NOx [mg/m]
1.00

O

(@

Kieans

clster-1 duster-4 clster-3 duster-5 chister-2 Importance

LCLGGOUT

Important
Emissions NOx [mg/km] D Rl
=) O [l - i
(b)

Sekil 5.19. Nitrojen oksit (NOx) emisyonu i¢in (a) iki asamal1 kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmasi ile bulunan kiimelerin dagilimlarinin
karsilagtirilmasi
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5.3.8. Parc¢acik emisyonu

Ince pargaciklar (6zellikle 10 mikrondan kiigiik olanlar) akcigerlere girerek gesitli solunum
ve kalp-damar rahatsizliklarina yol agmaktadir (Band, 2016). Bu yiizden otomobillerde her

100 kilometredeki parcacik emisyonu Ol¢iilmektedir.

Veri kiimesinde bulunan pargacik salinim degerleri iki asamali kiimeleme algoritmasiyla 4,
k-ortalamalar ile 5 kategoriye ayrilmistir (Sekil 5.20). ilk yontemde bulunan kiime
merkezleri 0.09 g, 0.41 g, 0.73 g ve 1.15 g olurken, k-ortalamalar ile 0.95 g, 0.09 g, 1.9 g,
0.46 g ve 1.13 g bulunmustur. Her iki yontemde de 6rneklerin ¢ogu cluster-1’e dahildir.

= cluster-1: 565 records

: L—]& PariculatesNo.mgkm (0.949)

' Standard deviation: 0.016

= (fi) cluster-2: 430 records

- ¢ PatticulatesNo.mgkm { 0.094 )
Standard deviation: 0.071

! (fﬁ cluster-3: 5 records

. B¢ PatticulatesNo.mgkm (1.9)
Standard deviation: 0.0

5 (_f?) cluster-4: 158 records

- ¢ PatticulatesNo.mgkm { 0.465 )

= cluster-1: 430 records
- ¢ PatticulatesNo.mgkm { 0.094 )
: Standard deviation: 0.071
= cluster-2: 127 records
. ¢ ParticulatesNo.mgkm ( 0.415)
f Standard deviation: 0.087
=28 cluster-3: 45 records
: E}&’ PariculatesNo.magkm (0.731)
Standard deviation: 0.106
= cluster-4: 86 records
=4 ParticulatesNo.mgkm (1.155)

Standard deviation: 0.196 Slancarc.devistian: 128

5 (1% cluster-5: B9 records
¢ ParticulatesNo.mgkm (1.128)
Standard deviation: 0.047

(@) (b)

Sekil 5.20. Pargacik emisyonu igin (a) iki agamali kiimeleme algoritmasi (b) k-ortalamalar
algoritmasi ile belirlenen kiimeler

Bulunan kiimelerdeki dagilimlar Sekil 5.21°de gosterilmistir. Igerdigi 6rnek sayisinin 5
olmasina ragmen k-ortalamalar yontemiyle bulunan cluster-3 analizde etkili bulunmasindan

dolay1 analizde yer almistir.
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Sekil 5.21.Pargacik emisyonu i¢in (a) iki asamal1 kiimeleme algoritmasi ve
(b) k-ortalamalar algoritmasi ile bulunan kiimelerin dagilimlarinin
karsilastirilmasi

5.3.9. Giiriiltii seviyesi

Kiiciik hatchbacklerden spor araglara, genis ve liikks sedanlardan 9 koltuklulara kadar biitiin
0zel otomobiller mevzuatta M1 kategorisine girmektedir. Bu kategoride de ses seviyesi ile
ilgili ¢esitli gereklilikler mevcuttur (ACEA, 2012). Mevcut durumu gelistirmek igin ¢esitli
arac ailelerinin gili¢/kiitle oranina dayanan 6zel bir otomobil siniflandirma sistemi
onerilmistir. Bu siniflandirma var olan M1 kategorisini 3 segmente bolmekte ve araglarin
%99’u yesil ‘normal’ grubunda yer almaktadir. Sekil 5.22, M1 kategorisinin 3 tipi igin

araclarin ses basinci araliklarin1 gostermektedir.
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NEW CATEGORISATION PROPOSED BY ACEA
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Sekil 5.22. M1 tip 6zel araglarinin ses seviyesi kategorileri (ACEA, 2012)

Ozel otomobillerin mevcut giiriiltii test standardi, AB 92/97 direktiflerinde detayli olarak
aciklandigr gibi, aracin test alaninda 50 km/saat hizla siiriilmesi ve tam gazla hizlanmasini
icerir. Ulagilan maksimum ses seviyesi ayarlanan mesafede bir mikrofon ile dl¢iiliir. Giiriilti
seviyeleri giiriiltii 6lgerin A dlgeginde desibel cinsinden gosterilir. A 6l¢egi, ses degerinin
okumada agirlikli olarak tasarlandigindan insan kulag: ile algilanan degere ¢ok yakindir

(Band, 2016).
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= cluster-1: 333 records
= & MNoiseleveldBA (69.511 )
i - Standard deviation: 0.501
= cluster-2: 140 records
= & MNoiseleveldBA (B7.793 )
i - Standard deviation: 0.472
= cluster-3: 400 records
| = NoiseleveldBA (71.56)
: - Standard deviation: 0.497
= cluster-4: 194 records
| ¢ MNoiselLeveldBA (73.0)
: ~~Standard deviation: 0.0
E}-v cluster-5: 159 records

=« MNoiseleveldBA(74.119)

Standard deviation: 0.325

@

Sekil 5.23. Giiriiltii seviyesi igin (a) iki asamali kiimeleme algoritmasi (b) k-ortalamalar

= cluster-1: 278 records
=t & MNoiselLeveldBA ( 68.586 )
: - Standard deviation: 0.493
E) @ cluster-2: 159 records
. ¢ NoiselLeveldBA(74.119)
: Standard deviation: 0.325
D CS_) cluster-3: 418 records
. ¢ NoiselLeveldBA ( 72.464 )
- Standard deviation: 0.499
= C% cluster-4: 25 records
. ¢ NoiselLeveldBA ( 66.84)
Standard deviation: 0.374
= cluster-5: 347 records
=14 MNoiselLeveldBA { 70.509)
Standard deviation: 0.5

®)

algoritmasi ile belirlenen kiimeler

Mevcut giiriiltii seviyeleri verisi, her iki kiimeleme algoritmasiyla da 5 kategoriye ayrilmigtir
(Sekil 5.23). iki asamal1 kiimeleme algoritmasiyla belirlenen kiimelerden en kalabalik olant
400 o6rnekle cluster-3 olmustur. Kiime merkezleri sirasiyla 69.5 dB[A], 67.8 dB[A], 71.6
dB[A], 73 dB[A] ve 74. dB[A] olmustur. K-ortalamalar ile bulunan kiimelerden en ¢ok
ornege sahip olani ayni sekilde cluster-3’tiir. Elde edilen kiimelerin merkezi 68.6 dB[A],
74.1 dB[A], 72.5 dB[A], 66.8 dB[A],

and 70.5 dB[A] olmustur. Giiriiltii seviyesi i¢in

belirlenen kiimelerin dagilimi Sekil 5.24°te gosterilmistir.
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Sekil 5.24. Giiriiltii seviyesi igin (a) iki asamali kiimeleme algoritmasi ve (b) k-ortalamalar
algoritmasi ile bulunan kiimelerin dagilimlarinin karsilagtirilmasi
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En iyi kiimeleme algoritmasinin se¢cimi

Kiimeleme asamasinda, k-ortalamalar algoritmasindaki kiimelerin ¢iktilar1 ve kalitesi dogru
sayida kiimenin segimine baglidir. Optimal kiime sayis1 da Davies-Bouldin Index, Silhouette

genisligi veya Dunn Index gibi gostergelere bakilarak belirlenir.

Dunn Index, sikilig1 (kiimelerin veri noktalar1 arasindaki maksimum mesafe) ve ayrilmay1
(kiimeler arasindaki minimum mesafe) dlger. Bu 6l¢iim yardimiyla veri kiimesinde dogru
sayida kiime elde edilir ve indexin maksimum degeri dogru ayirmanin yapildigini gosterir

(Pakhira, Bandyopadhyay ve Maulik, 2004).

Bu tezde kullanilan Dunn Index Matlab kodlar1 asagidaki gibidir:

function DI=dunns(clusters_number, distM,ind)
%%%Dunn’s index for clustering compactness and separation measurement
% dunns(clusters_number, distM,ind)
% clusters_number = Number of clusters
% distM = Dissimilarity matrix
% ind = Indexes for each data point aka cluster to which each data point
% belongs
i=clusters_number;
denominator= [];
fori2=1:i
indi=find(ind==i2);
indj=find(ind~=i2);
x=indi;
y=indj;
temp=distM(X, y);
denominator=[denominator;temp(:)];
end
num=min(min(denominator));
neg_obs=zeros(size(distM, 1), size(distM,2));
for ix= 1:i

indxs=find(ind==ix);
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neg_obs(indxs, indxs)=1;
end
dem=neg_obs.*distM;
dem=max(max(dem));
Dl=num/dem;

end

Bu gostergelerin kullanilmasinin sebebi; bir kiimedeki elemanlarin birbirine benzer, diger
kiimelerdekilerden farkli olmasi i¢in daha anlamli kiimeler elde etmektir. Bu yiizden optimal

kiime sayilar1, Dunn Indexin k-ortalamalar algoritmasinda kullanilmasiyla belirlenmistir.

5.4. Algoritma Performanslarinin Degerlendirilme Asamasi

Calismada incelenen ti¢ farkli siniflandirma yonteminin (sinir aglari, bayes aglari ve C5.0)
yakit tliketimi, emisyon ve giiriiltii seviyesine gore performansimin degerlendirilmesinde
Clementine’da Evaluation Node kullanilmistir. Evaluation Node sayesinde 6ngorii modelleri
degerlendirilerek karsilagtirilabilmekte ve uygulama icin en 1iyisi segilebilmektedir.
Degerlendirme grafikleri, olasi ¢iktilarin tahmininde modellerin nasil bir yol izledigini
gostermektedir. Bunlar, tahmin degerleri ve tahmin giivenilirligine dayanarak kayitlar
siralar, kayitlar esit biiyiikliikteki gruplara (quantiles) ayirir. Daha sonra her nicelige gore is
kriterlerinin degerini en yiiksekten en diisiige dogru ¢izer. Farkli modeller ayni grafikteki

bagimsiz ¢izgilerle gosterilir.

Ciktilar elde edilen belirli degerin veya deger araliginin isabetli olarak tanimlanmasiyla
islenir. Isabetli degerler genellikle bazi alanlarda basariyr (miisteriye satis gibi) veya
ilgilenilen bir olayin basarisim (8rnegin; tipta bir tani) belirtir. Isabet kriteri diyalog

kutusunun Secenekler kisminda tanimlanabilir veya varsayilan kriter segilerek kullanilabilir.

Her biri farkli degerlendirme kriterlerini belirten 5 tipte degerlendirme grafigi
bulunmaktadir.
Kazang¢ Grafigi (Gain Chart): Kazanglar, her nicelikte ortaya ¢ikan toplam isabet oranidir.

Nicelikteki isabet sayisinin toplam isabet sayisina boliiniip 100 ile ¢arpilmasiyla hesaplanir.
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Yiikseltme Grafigi (Lift Chart): Isabetli olan kayitlarin oraniyla 6grenme verisindeki toplam
isabet oranini karsilastirir. Nicelikteki isabet sayisinin, nicelikteki tiim kayitlarin sayisina

boliintip 100 ile ¢arpilmasiyla bulunur.

Tepki Grafigi (Response Chart): Basitce, nicelikteki isabetli olan kayitlarin oranini ifade
eder. Nicelikteki isabet sayisinin nicelikteki kayit sayisina boliintip 100 ile carpilmasi ile

elde edilir.

Fayda Grafigi (Profit Chart): Fayda (ya da kar), her kaydin getirisinden maliyetinin
cikartilmasi ile bulunur. Bir nicelikteki fayda basitce nicelikteki tiim kayitlarin karlari
toplamudir. Getirilerin sadece isabetlere uygulandigi, maliyetlerin tiim kayitlara uygulandig:
varsayilir. Karlar ve maliyetler sabit olabilir veya verideki alanlarla tanimlanabilir.
Nicelikteki kayitlarin  getiri  toplamiin nicelikteki kayitlarin  maliyet toplamina

boliinmesiyle bulunur.

Yatirvmin Getirisi Grafigi (ROI Chart): ROl (return on investment) getiri ve maliyetleri
gostermesi acisindan kara benzer. ROI bir nicelik i¢in kari maliyetlerle karsilastirir.

Nicelikteki karlarin nicelikteki maliyetlere boliiniip 100 ile ¢carpilmastyla bulunur.

5.4.1. Sehir ici yakit tiiketimi

Clementine’in ayirma aracinda, verinin %80°1 O6grenme i¢in secilmis ve analizde test
verisiyle karsilastirilmigtir. Sehir i¢i yakit tiikketimi igin Ogrenme ve test sonuglari,

ogrenmenin kullanilan segmentasyon tekniklerinin bagarisini arttirdigini géstermistir.

Kazang grafigine gore (Sekil 5.25a) tekniklerin 6grenme verisinin %40’ 1indan itibaren %100
kazan¢ vermesi beklenmektedir (ideal sonug). Tekniklerin verdigi gercek sonuglar ile ideal
sonuclar karsilastirilmaktadir. Buna gore; C5.0 algoritmasi verinin %0-20 ve %50-80’1i
arasinda, sinir aglar1 verinin %20-45’1 arasinda ve Bayes aglar1 %45-60’1 ve %80-100’i
arasinda ideale en yakin sonuglar1 vermektedir. Ogrenme ile birlikte tiim tekniklerin kazang
degerleri yiikselmistir. Ozellikle C5.0 algoritmas1 diger tekniklerden daha iyi sonuglar

gostermistir.
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Sekil 5.25b’de de goriildiigl gibi, 6grenme sonrasinda C5.0 algoritmasi verinin %0-22 ve
%53-78 dilimleri arasinda, sinir ag1 %22-45 ve %82-100 arasinda ve Bayes ag1 %45-53 ve

%87-100 arasinda en iyi sonucu vermektedir. Bu da 2260’tan fazla sehir i¢i yakit tiiketimi

degerinin analizinde C5.0 algoritmasimin daha faydali oldugunu gostermektedir. Ayrica,

%82-87 araliginda sinir ag1 ve Bayes ag1 ayni tahmin sonuglarini vermistir. Ogrenme

sonrasinda, algoritmalarin fayda egrileri birbirine yaklastigindan daha homojen bir grafik

elde edilmistir. Beklenen ideal ¢6ziim ve gerceklesen sonuglar da ayni sekilde birbirine

yaklagmistir. Analizin genelinde en ¢ok kazanci ve faydayr vermesinden dolay1 (%0-35 ve

%53-82) sehir i¢i yakit tiiketimi i¢in kullanilmasi en mantikli yontem C5.0 algoritmasidir.

$BEST-Metric Cold-K-Means

"1~ C5.0 Prediction-Metric
! |~—NN Prediction Metric Cold

% Gain
E 2

'Metric Cold-K-Means' = "cluster-1"

(a)
Sekil 5.25. Sehir i¢i yakat tiikketimi i¢in (a) kazang (b) kar grafigi

I~ Bayes Prediction-Metric Cold
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$BEST-Metric Cold-k-Means
[~ C3.0 Predicti etric

= NN Predictiof tric Cold
|—Bayes Prediction-Metric Cold

V4

2 40 [ 8 100 20 4 0 8 100

"Metric Cold-K-Means' = "cluster-1"

(b)

Sekil 5.25. (devam) Sehir i¢i yakit tiikketimi i¢in (a) kazang (b) kar grafigi

Tepki, yiikseltme ve ROI grafiklerinde ise neredeyse birbirinin aynisi olan sonuglar elde

edilmistir (Sekil 5.26). Ogrenme esnasinda ilk %20’lik veride ve %53-78 arasinda ideal

¢ozlime en yakin sonucu veren teknik C5.0 algoritmasi olmustur. Sinir ag1 %23-45 ve %83-

100 arasinda, Bayes ag1 %45-53 ve %82’den itibaren en iyi teknik olmustur.

% Response
5
E

100

$BEST-Metric Cold-K-Means
—C5.0 Prediction-Metric
—HN Prediction Metric Cold
—Bayes Prediction-Metric Cold

|E——

2 4 6 @ 100 2 4 0 0

'Metric Cold-K-Means' = "cluster-1"

(@)

Sekil 5.26. Sehir i¢i yakat tiikketimi i¢in (a) tepki, (b) yiikseltme ve (c) ROI grafikleri
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Sekil 5.26. (devam) Sehir i¢i yakat tiikketimi i¢in (a) tepki, (b) yiikseltme ve (c) ROI
grafikleri

Ogrenme sonrasinda, C5.0 algoritmasi ilk %35’lik veride ve %53-78 arasinda daha iyi tepki
vermektedir. Sinir aginin elde ettigi sonuglar C5.0 algoritmasina yakin olmasi hatta
o0grenmeden sonra %35-45 araliginda daha iyi olmasina ragmen, parametre tahmininde C5.0
algoritmas1 daha gii¢lii olmustur. Bayes ag1 sadece %45-53 ve %82-100 araliginda daha iyi

sonuglar vermis fakat ayni sekilde C5.0 algoritmasinin gerisinde kalmstir.
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Genel olarak, sehir i¢i yakit tiiketimi i¢in ideal ¢dziime en yakin sonucu veren teknik C5.0
algoritmas1 olmustur. Sekil 5.27°de goriildiigii gibi, C5.0 algoritmasi, sinir ag1 ve Bayes

aginin en 6nemli degiskenleri belirlemedeki basarilart sirasiyla %87, %82 ve %72 olmustur.

L'i_l---C_Dmparing MM-Metric Cold with Metric Cold-k-Means

'Partition’ 1_Training 2_Testing
Correct a0 a3.35% 194 82455%
""" Wirong 160  16.65% 11 17.45%
Total H61 234
EF-Comparing Ca.0-Metric Cold with Metric Cold-k-Means
'Partition’ 1_Training 2_Testing
Correct a35 BAE.8Y9% 208 BT.23%
""" Wirong 126 13.11% an 1277%
Total HE1 234
EF-Comparing Bayes-Metric Colds with Metric Cold-K-Means
'Partition’ 1_Training 2_Testing
Correct Td4a Tr.E4% 170 72.34%
""" Wirong 213 2216% G5 27.BE%
Total HE1 234

Sekil 5.27. Sehir ici yakat tiikketimi verilerine uygulanan tekniklerin analiz sonuglari

Tim teknikler, sehir i¢i yakit tiiketimi iizerinde otomobil agirliginin en etkili degisken
oldugunu gostermektedir (Sekil 5.28). Bayes ag1 ve C5.0 algoritmasi ikinci ve iiglincii en
onemli degiskenleri sirastyla motor kapasitesi ve yakit tipi olarak bulmustur. Ancak sinir
agmin verdigi tahminde motor kapasitesi yer almamaktadir. Ayni sekilde C5.0 algoritmasi
da sinir ag1 ve Bayes agmin aksine vites kutusunu onemli degiskenlerden biri olarak

bulmamaistir. C5.0 algoritmasiyla bulunan diger bir etkili parametre ise motor tipi olmustur.

Variable Importance Variable Importance

Targets: Metric Cold-K-Means Targets: Metric Cold-K-Means

weight-K-Means m weight-K-Means

EngineCapacity

FuelType—]| ! :

FuelType]

Transmission| ! ¢ 3
: g Transmission| H

WheelSize_Inches— A : ;

WheelSize_Inches—
T T T T ; ; ;
0.0 0.1 0.2 0.3 0.4 0.5 0.0 0.1 0.2 0.3 0.4
Size_Inched [reightihe
! ! r 1 1 1

Sekil 5.28. Sehir i¢i yakit tiiketimini etkileyen (a) sinir ag1 (b) Bayes agi (¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler
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Variable Importance

Targets: Metric Cold-K-Means

weight-K-Means

EngineCapacity—|

FuelType—
MotorType—i
0.0 0.2 0.4 0.6 0.8
torType [ueight i
r ] ]

(©)

Sekil 5.28. (devam) Sehir igi yakit tiikketimini etkileyen (a) sinir ag1 (b) Bayes ag1 (¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler

5.4.2. Sehir dis1 yakat tiiketimi

Sehir dis1 yakat tiiketimi verileriyle yapilan analizde ideal ¢oziimiin, verilerin %45’inden
itibaren %100 kazang ve fayda verebilecegi bulunmustur. Sekil 5.29°da gortildiigi gibi %35-
88 arasinda ideal ¢oziime en yakin kazang ve fayday1 veren teknik Bayes agi olmustur.
Ancak, 6grenme sonrasinda kazang ve fayda acisindan sinir agr daha iyi bir tahmin
vermektedir. Coziim kalitesinin diisiik olmasindan dolayr C5.0 algoritmasi analizde

goriinmemektedir.

H ; H i $BEST-Metric Extra-K-Means
,,,,,, “-|——-eayes Prediction_Extra
[N Prediction_Extra

% Gain

'Metric Extra-K-Means’ = "cluster-1"

(a)
Sekil 5.29. Sehir dis1 yakat tiikketimi i¢in (a) kazang (b) kar grafigi
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'Metric Extra-K-Means' = "cluster-1"

(b)
Sekil 5.29. (devam) Sehir dis1 yakit tiiketimi i¢in (a) kazang (b) kar grafigi

Ogrenmeyle birlikte, yiikseltme, tepki ve ROI grafiklerinde ideal ¢oziimiin basaris1 Sekil
5.30 ve Ek-5teki gibi diismiistiir. Ogrenme esnasinda (8zellikle verinin %35-88°lik kism1
arasinda) sinir ag1 diger tekniklerden daha iyi bir performans sergilemistir. Ogrenmeden
sonra da sinir ag1 sehir dig1 yakit tiiketiminin etkileyen en 6nemli faktorlerin tahmininde

belirgin bir artis géstermis ve daha iyi sonuglar alinmistir.

oo i N =F i i $BEST-Metric ExtraK-Msans
—Bayes Pradiction_Extra
|— NI Pradiction_ExEra

% Response

o 2 4 6 8 100

s
IS
@
g
"

'Metric Extra-K-Means' = "cluster-1"

Sekil 5.30. Sehir dis1 yakat tiiketimi igin tepki grafigi
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Sehir dis1 yakat tiikketimi verileri lizerinde etkili faktorlerin belirlenmesinde sinir ag1 %99,

Bayes ag1 %68 basar1 gostermistir (Sekil 5.31).

EF Comparing Baves with Metric Extra-k-Means
- ['Partition’ 1_Training 2_Testing
Zorrect 637 TFE.2% 245  GB3.06%
| Wrong 199 23.8% 116 31.94%
Total 236 360
= Campating MM with Metric Extra-k-Means
'Partition’ 1_Training 2_Testing
| Correct 835 99.88% 58 997I%
| Wrong 1 0.12% 1 0.28%
Total 236 360

Sekil 5.31. Sehir dis1 yakat tiikketimi verilerine uygulanan tekniklerin analiz sonuglari

Sinir ag1 ve Bayes ag1 sehir dis1 yakit tiiketimini etkileyen Sekil 5.32’deki dort parametreyi
tahmin etmistir. Sinir agina gore vites kutusu, Bayes agina gore ise motor kapasitesi en
onemli degiskendir. Sinir agina gore yakit tipi ve tekerlek boyutu hemen hemen ayni1 6nemi
gostermistir ve ardindan arag¢ agirligi gelmektedir. C5.0 algoritmasi ise sadece arag¢ agirligini
onemli bulmugtur. Cozliimiin fizibilitesi diisiik oldugundan C5.0 algoritmasi i¢in tahmin

sonuclar1 dikkate alinmamastir.

Variable Importance

Targets: Metric Extra-K-Means

Variable Importance
Targets: Metric Extra-K-Means

Transmission

EngineCapacity

FuelType-] it i
Transmission—| ' :

WheelSize_Inches—

0.5

EngineCap

0.0 0.1 0.2 0.3 04

(@)

Sekil 5.32. Sehir dis1 yakat tiikketimini etkileye
algoritmasi ile bulunan en 6nemli

at-K-Means

FuelType-]

WheelSize_Inches—]

weight-K-Means

0.0 0.1 0.2 0.3

04

Transmise

(b)

n (a) sinir ag1 (b) Bayes agi1 (c) C5.0
faktorler
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Variable Importance

Targets: Metric Extra-K-Means

]

-

weight-K-Means—

[

0.0 0.2 04 0.6 0.8 1.0

(©)

Sekil 5.32. (devam) Sehir dis1 yakit tiiketimini etkileyen (a) sinir ag1 (b) Bayes ag1 (¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler

5.4.3. Kombine yakait tiiketimi

Kombine yakit tiiketimi igin belirlenecek en dnemli faktorler verinin %30’undan itibaren
%100 kazang ve fayda ile tahmin edilebilmektedir (Sekil 5.33). Bu ideal ¢oziime en yakin
sonucu veren teknik Bayes ag1 olmustur. Ancak 6zellikle %50°den itibaren sinir ag1 ile
Bayes ag1 hemen hemen aym sonucu vermektedir Ogrenme, elde edilen sonuglari ideal

coziime yaklastirsa da teknikler lizerinde biiyiik bir degisiklik yaratmamuistir.

% Gain

‘Metric_combined-K-Means’ = "cluster-1"

(a)
Sekil 5.33. Kombine yakit tiiketimi i¢in (a) kazang (b) kar grafigi
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$BEST-Metric_combined-k-Means
——C5.0 Prediction-Metric_combined
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*Metric_combined-K-Means' = "cluster-1"

(b)
Sekil 5.33. (devam) Kombine yakit tiiketimi i¢in (a)kazang (b) kar grafigi

Kombine yakit tiikketimi verilerine uygulanan tekniklerin performans: yiikseltme, tepki ve
ROI grafiklerinde genellikle azalmistir (Sekil 5.34 ve EK-6). Tahminde ideal ¢6ziime en
yakin sonuglar1 veren teknik Bayes agi olmustur ve diger tekniklerden daha iyi bir

performans gostermistir.

100

"""" $BEST-Metric_combined-K-Mzans

! |——C5.0 Prediction-Metric_combined

| |—Bayes Prediction-Metric_combined
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2 |
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i |
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7 T T T T 7 T T T T
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‘Metric_combined-K-Means' = "cluster-1"

Sekil 5.34. Kombine yakit tiiketimi i¢in tepki grafigi
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Onceki grafiklerde gosterildigi gibi analiz sonuglarinda da Bayes ag1 ve sinir aginmn
gosterdigi basar1 dismiistiir (Sekil 5.35). Grafiklerde en iyi ¢ozliimii Bayes ag1 vermesine

ragmen analiz sonuglaria gore C5.0 algoritmasi daha giivenilir sonuglar vermektedir.

= Cnmparmg Erl-metric_combined-k-mMeans with Metric_combined-k-Means

‘FPadition’ 1_Training 2_Testing
| Correct BE3  TO.3M1% 285 TO17%
""" WWrong 173 2069% e 2083%
Total 236 360
EHComparing Ca.0-Metric_caombined with Metric_combined-k-Means
- ['Partition’ 1_Training 2_Testing
| Correct 701 23.85% 00 83.33%
""" Wrong 135 16.15% B0 16BT%
Total 236 360
- Comparing Bayves-Metric_combined with Metric_combined-k-Means
- ['Partition’ 1_Training 2_Testing
| Correct 626 T4.88% 246 BEE3%
""" Wrang 210 2512% 114 31E67%
Total 236 260

Sekil 5.35. Kombine yakit tiiketimi verilerine uygulanan tekniklerin analiz sonuglar

Her teknikle bulunan 6nemli faktorler ve sayilari birbirinden farklidir. Sinir ag1 kombine
yakaut tiiketimi tizerindeki en 6nemli faktorleri arag agirlhigy, yakat tipi, vites kutusu ve tekerlek
boyutu olarak bulmustur (Sekil 5.36a). Bayes agiyla bulunan faktorler ise sirasiyla motor
kapasitesi, vites kutusu ve tekerlek boyutudur (Sekil 5.36b). C5.0 algoritmasi diger
tekniklerden biraz daha farkli sonug¢ gostermistir (Sekil 5.36¢). C5.0 algoritmasina gore
kombine yakit tiiketimini etkileyen 7 6nemli faktor vardir ve bunlardan en etkilisi otomobilin
serisidir. Bunun diginda; motor tipi, motor kapasitesi, ara¢ agirligi, tekerlek ¢api, yakat tipi

ve vites kutusu da ¢ok diisiik oranlarda etkilidir.
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Variable Importance Variable Importance
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Variable Importance
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Sekil 5.36. Kombine yakit tiikketimini etkileyen (a) sinir ag1 (b) Bayes agi (¢) C5.0

algoritmasi ile bulunan en 6nemli faktorler

5.4.4. Karbon monoksit (CO) salinim

Maksimum kazang ve fayda karbon monoksit verisinin %25’inden itibaren elde
edilebilmektedir. Sekil 5.37°de, C5.0 algoritmasinin sinir ag1 ve Bayes agindan daha iyi
tahmin yaptig1, ideal ¢oziime yakinligindan anlagiimaktadir. Ogrenme sonrasinda ise durum

degiserek, sinir ag1 karbon monoksiti etkileyen faktdrler konusunda diger tekniklerden daha

1y bir tahminde bulunmustur.
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Sekil 5.37. Karbon monoksit salinimi igin (a) kazang (b) kar (C) yanit grafigi
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Benzer sekilde, karbon monoksit emisyonu i¢in olusturulan yiikseltme, tepki ve ROI
grafiklerinde C5.0 algoritmasinin performansi 6grenmeden Once diger tekniklerden daha
iistiindiir (Sekil 5.37 ve EK-7). Ogrenen sinir aglar1 daha sonradan ideal ¢dziime C5.0

algoritmasi ve Bayes agindan daha yakin tahmin sonucu vermistir.

Grafiklerde sinir aginin performansi yaniltict olmus, analizde en giivenilir yontem C5.0
algoritmasi olarak bulunmustur (Sekil 5.38). Tekniklerin karbon monoksit saliniminda en
etkili faktorleri bulmadaki basarisi sirasiyla C5.0 algoritmasi i¢in %72, sinir ag1 i¢in %53 ve

Bayes ag1 i¢in %48 olmustur.

E}---Qnmparing MM SO with CO-k-Means

'FParition' 1_Training Z_Testing
Correct 835 A56T% 124 4319%
""" Wrong 426 44.33% 110 4681%
Total Y61 235
E--Comparting C5.0_COwith CO-K-Means
- ['Partition’ 1_Training 2_Testing
Correct 14 T4.3% 169 71.91%
""" Wirong 247 2AT% A  28.09%
Total HET 235
E-Compating Bayes_C0 with CO-K-Means
- ['Partition’ 1_Training 2_Testing
o | Correct 996 57 .86% 113 48.09%
""" Wirong 05 4214% 122 5191 %
Tatal H61 235

Sekil 5.38. Karbon monoksit (CO) verilerine uygulanan tekniklerin analiz sonuglari

Tiim tekniklerde araclarin yakat tipi ve tekerlek boyutu 6nemli faktorler arasinda yer almistir
(Sekil 5.39). Bayes ag1 ve C5.0, karbon monoksit salinimi tizerinde motor kapasitesinin en
onemli parametre oldugunu bulmustur. Sinir agina gore ise en Onemli parametre vites
kutusudur. Belirlenen en 6nemli faktorler sinir ag1 icin vites kutusu, tekerlek ¢api, yakat tipi
ve arag agirhigidir (Sekil 5.39a). Bayes aginda motor kapasitesi, yakit tipi, tekerlek ¢ap1 ve
vites kutusu etkili bulunmustur (Sekil 5.39b). C5.0 algoritmasi ise en 6nemli faktorleri motor
kapasitesi, motor tipi, vites kutusu, yakit tipi, tekerlek ¢ap1 ve ara¢ agirlig1 olarak tahmin

etmistir (Sekil 5.39c).
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Sekil 5.39. Karbon monoksit (CO) salinimini etkileyen (a) sinir ag1 (b) Bayes ag1 (c¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler

5.4.5. Karbondioksit (CO2) salinim

Karbondioksit verileri iizerinde yapilan analizde ideal ¢6ziim verinin %50’sinden itibaren
%100 kazang ve fayda saglamaktadir. Sekil 5.40°ta gortldiigi gibi, %2-45 ve %85-100
araliginda sinir ag1 ile CS5.0 algoritmasi hemen hemen ayni tahminleri yapmustir.
Ogrenmenin ardindan Bayes agmin kazang ve fayda degerleri C5.0 algoritmasini geride
birakmustir.
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Sekil 5.40. Karbondioksit (CO2) salinimi igin (a)kazang (b) kar (c¢) yanit grafigi
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Ayni sekilde tepki, yiikseltme ve ROI grafiklerinde de Bayes ag1 ile C5.0 algoritmasi benzer
tahmin gostermistir (Sekil 5.40 ve EK-8). Ogrenme sonrasinda sinir aginmn performansi da
artmistir. Yine de karbon dioksit salinimi tizerinde etkili faktorleri belirlemede en 1yi yontem

Bayes ag1 olmustur.

Analiz sonuglarinda da Bayes ag1 %91.5 basar1 gostererek karbon dioksit iizerinde etkili

parametreleri belirlemede en iyi performansi gostermistir (Sekil 5.41).

= Cnmparlng FH-CO2 Kmeans with CO2_Kmeans

‘Partition' 1_Training 2 Testing
o Correct arg 80.a3% 212 8901 %
""" Wrang E) Q.47 % 23 9.79%
Tatal 461 235
= Camparing Ch.0_CO02 with C0O2_Kmeans
- ["Partition’ 1_Training 2_Testing
Zorrect ar3  H0.84% 22 401 %
""" Wirong aa 916% 23 9.T9%
Taotal HE1 235
- Caomparing Bayes_C02 with COZ2_Kmeans
- ['Partition’ 1_Training 2_Testing
Zorrect aa1 91 6E% 218 891.49%
""" Wirang a0 3.32% 20 3.81%
Total Y61 235

Sekil 5.41. Karbon dioksit (CO) salinim1 verilerine uygulanan tekniklerin analiz sonuglari

Hem sinir ag1 hem de C5.0 algoritmasi, arag¢ agirligini karbon dioksit salinimini etkileyen en
Oonemli faktor olarak bulmustur (Sekil 5.42). Sinir agina gore sirasiyla tekerlek boyutu, vites
kutusu ve yakit tipi en onemli diger faktorlerdir (Sekil 5.42a). Bayes ag1 bu siray1 motor
kapasitesi, vites kutusu, yakit tipi ve tekerlek boyutu olarak bulmustur (Sekil 5.42b). C5.0
algoritmasina gore en Onemli faktorler agirlik, motor kapasitesi ve motor tipidir (Sekil

5.42c).
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Variable Importance Variable Importance
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Sekil 5.42. Karbon dioksit (CO2) salinimini etkileyen (a) sinir ag1 (b) Bayes ag1 (¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler

5.4.6. Hidrokarbon (THC) emisyonu

Analizlerde ideal olarak verinin %10’undan itibaren %100 kazang¢ elde etmek miimkiindiir
(Sekil 5.43). Ancak, benzer fayda gdstermelerine ragmen tekniklerin kazanglari farklilik
gostermektedir. Genel olarak Bayes ag1 kazang agisindan en 1yi performansi gostermektedir.

Fayda grafiklerinde ii¢ teknik de hemen hemen ayni1 sonuglar1 vermistir.
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Sekil 5.43. Hidrokarbon (THC) salinimi i¢in (a) kazang (b) kar (c) yanit grafigi
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Sekil 5.43 ve EK-9’da goriildiigii gibi, Bayes ag1 tepki, yiikseltme ve ROI grafiklerinde de

diger tekniklerden daha iyi bir tahminde bulunmustur. Ogrenme bu sonucu degistirmemistir.

Ancak analiz sonuglar1 sinir aginin yiiksek performans gostermesine ragmen C5.0

algoritmasinin diger tekniklerden daha iyi tahminde bulundugunu gostermistir (Sekil 5.44).

=" Cnmparlng FM-THC-K-Means with THC-K-Means

'Padition’ 1_Training Z_Testing
.| Correct B85 281.94% 2498 82.78%
""" WYrong 151 18.06% 62 17.22%
Total 2836 360
- Comparing SA.0_THC with THC-kK-Means
- ['Partition’ 1_Training 2 _Testing
© | Correct 733 87 6a% 316 8r.ra%
""" WYrong 103 12.32% 44 12.22%
Total 236 360
- Caomparing Baves_THC with THC-k-Means
- ['Partition’ 1_Training 2_Testing
Correct 23 81.7% 302 22.89%
""" WYrong 153 18.3% a8 16.11%
Total 2836 360

Sekil 5.44. Hidrokarbon (THC) emisyon verilerine uygulanan tekniklerin analiz sonuglari

Sinir aglar1 ve C5.0 algoritmasi, hidrokarbon emisyonu iizerinde en etkili faktortii yakit tipi,
Bayes ag1 ise motor kapasitesi olarak bulmustur (Sekil 5.45). Sinir agiyla bulunan diger en
onemli faktorler sirasiyla vites kutusu, agirlik ve tekerlek boyutu olmustur. C5.0 algoritmasi

ise bundan farkli olarak motor tipini de 6nemli bulmustur.
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Targets: THC-K-Means

Fuempe EngineCapacity

Targets: THC-K-Means

weight-K-Means] i : : FuelType | 3
Transmission-| : ; ; weight-K-Means| . : '
WheelSize_Inches—| i 0 3 Transmission-| E 3
T T T T T T f
0.0 0.1 0.2 0.3 0.4 0.0 0.1 0.z 0.3 0.4 0.5
Size_Inched @ nemission] EngineCap
r 1 | r 1

(a) (b)

Variable Importance

Targets: THC-K-Means

MotorTyp e~ S —
EngineCapacity—:]
weight-K-Means—]

Transmission—|

0.0 0.1 0.2 0.3 04 0.5

nsmission

0.6

e I I I
(©

Sekil 5.45. Hidrokarbon (THC) emisyonunu etkileyen (a) sinir ag1 (b) Bayes ag1
(c) C5.0 algoritmasi ile bulunan en 6nemli faktorler

5.4.7. Nitrojen oksit (NOx) emisyonu

FuelTyp

Nitrojen oksitler lizerinde etkili faktorlerin belirlenmesinde, teknikler verinin %35’inden

itibaren kazang ve fayda agisindan %100 performans gosterebilmektedir (Sekil 5.46). C5.0

algoritmas1 ve sinir ag1 Bayes agindan daha iyi performans gostermektedir. Ogrenme

sonrasinda da sinir aginin kazang degeri yiikselmis ve tiim tekniklerin fayda degerleri

birbirine yaklagmustir.
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Sekil 5.46. Nitrojen oksit (NOx) salinimi igin (a) kazang (b) kar grafigi

Nitrojen oksit verilerinin %0-8 ve %96-97 araliklarinda Bayes ag1 en iyi teknik olmustur
(Sekil 5.47). Ogrenmeden sonra, sinir ag1 verinin %8-48 ve ve C5.0 algoritmasi %48-96
araliklarinda ideal ¢6ziime benzer sonuglar vermektedir. %97-100 araliginda ise hem Bayes

hem sinir ag1 tepki, yiikseltme ve ROI agisindan nispeten daha iyi sonuglar vermistir.
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Sekil 5.47. Nitrojen oksit (NOx) emisyonu i¢in (a) tepki, (b) yiikseltme ve (c) ROI
grafikleri
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Nitrojen oksit verilerine uygulanan tekniklerin en dnemli faktorleri tahmin etme oranlart

analizde sirasiyla C5.0 algoritmasi i¢in %73, Bayes ag1 icin %66 ve sinir ag1 i¢in %53

bulunmustur (Sekil 5.48). Cok yiiksek bir performans gozlenmese de NOx i¢in en iyi tahmini

C5.0 algoritmasi yapmaktadir.

E---Qnmparing B-MO-K-Means with MO-K-hMeans

'Partition’ 1_Training Z_Testing
i | Correct 463 55.38% 192 A3.33%
""" Wirang vl d462% 168  46.67%
Total a36 360
Eh-Comparing Ca.0_MNOx with MO-E-Means
- ["Partition’ 1_Training 2_Testing
i | Correct 22 T4.4% 263 T3.06%
""" Wirang 24 256% 97 26.94%
Total a36 360
EF-Comparing Bayes_MNOx with MO-E-Means
- ["Partition’ 1_Training 2_Testing
Correct 49  B5ET% 237 B5.E3%
""" Wirang 287 34.33% 123 3417%
Total a36 360

Sekil 5.48. Nitrojen oksit (NOx) emisyon verilerine uygulanan tekniklerin analiz sonuglari

Sinir agi, nitrojen oksit emisyonu iizerinde en etkili faktdrleri vites kutusu, yakat tipi, agirhik

ve tekerlek boyutu olarak bulmustur (Sekil 5.49a). Bayes agina gore en 6nemli faktorler

araglarin motor kapasitesi, yakit tipi ve vites kutusudur (Sekil 5.49b). Ayn1 sekilde yakit tipi,

vites kutusu ve tekerlek boyutu C5.0 algoritmasi ile de 6nemli bulunmustur (Sekil 5.49c).
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Variable Importance
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Sekil 5.49. Nitrojen Oksit (NOx) emisyonunu etkileyen (a) sinir ag1 (b) Bayes ag1 (¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler
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Variable Importance
Targets: NO-K-Means
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Sekil 5.49. (devam) Nitrojen Oksit (NOXx) emisyonunu etkileyen (a) sinir ag1 (b) Bayes ag1
(c) C5.0 algoritmast ile bulunan en 6nemli faktorler

5.4.8. Parc¢acik emisyonu

Parcacik emisyonu iizerinde etkili olan faktdrlerin belirlenmesinde verinin %45’inden
itibaren %100 kazang ve fayda elde edilebilmektedir. Oncesinde, Sekil 5.50°de goriildiigii
gibi, C5.0 algoritmas1 ve sinir ag1 kazang ve fayda acgisindan ideal ¢dziime en yakin
tahminleri yapmaktadir. Ogrenmeden sonra biitiin tekniklerin kazan¢ ve fayda degerleri

yiikselmistir.

% Gain

(a)
Sekil 5.50. Par¢acik emisyonu i¢in (a) kazang (b) kar (c) yanit grafigi
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Sekil 5.50. (devam) Parcacik emisyonu i¢in (a) kazang (b) kar (c) yanit grafigi

Tepki, yilikseltme ve ROI grafiklerinde tiim teknikler ideal ¢oziime yakin bir tahminde
bulunmustur (Sekil 5.50 ve EK-10). Ogrenme ile biitiin tekniklerin performans: artmis ve

sinir ag1 ile C5.0 algoritmasi Bayes agindan daha iyi bir tahminde bulunmustur.

Analiz sonuglarma gore pargacik emisyonunu etkileyen en 6nemli faktorlerin tahmininde
C5.0 algoritmasi digerlerinden daha iyi bir performans gostermistir (Sekil 5.51). Tekniklerin
performans degerleri sirasiyla C5.0 algoritmasi i¢in %96, Bayes agi1 i¢in %95 ve sinir ag1

icin %90 olmustur.
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=} Cnmparmg Fr-Particles-k-Means with Paricles-k-Means

‘Partition’ 1_Training 2_Testing
¢ | Correct 47 39.35% 324 90%
""" Wirong 29 10.65% 6 10%
Tatal 336 360
- Caomparing C5.0_Pariculates with Paricles-k-Means
- ["Partition’ 1_Training 2_Testing
.| Correct T8 94.26% 346 9611%
""" Wirong 48 A.74% 14 3.89%
Total 336 360
= Comparing Bayves_Pariculates with Paricles-k-Means
- ["Partition’ 1_Training 2_Testing
icorrect Fr9 0 9318% 342 95%
""" Wrong 57 B.B2% 18 5%
Tatal a36 360

Sekil 5.51. Parcacik emisyonu verilerine uygulanan tekniklerin analiz sonuglari

Pargacik emisyonunu en ¢ok etkileyen faktor sinir agina goére yakit tipidir (Sekil 5.52a).
Diger onemli faktorler sirasiyla vites kutusu, tekerlek boyutu ve ara¢ agirligi olmustur.
Bayes agiyla ise en 6nemli faktorler sirasiyla motor kapasitesi, vites kutusu, yakit tipi ve
tekerlek capidir (Sekil 5.52b). C5.0 algoritmasi da sinir agina benzer bir sonug vererek en

onemli faktorleri sirasiyla yakit tipi, vites kutusu ve agirlik olarak bulmustur (Sekil 5.52c).
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Sekil 5.52. Parcacik emisyonunu etkileyen (a) sinir ag1 (b) Bayes ag1 (c) C5.0 algoritmasi
ile bulunan en 6nemli faktorler
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Variable Importance
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Sekil 5.52. (devam) Parcacik emisyonunu etkileyen (a) sinir ag1 (b) Bayes agi1 (c) C5.0
algoritmasi ile bulunan en 6nemli faktorler

5.4.9. Giiriiltii seviyesi

Yaklasik olarak giiriiltli seviyesi verilerinin %22’sinden itibaren ideal ¢6ziim %100 kazang
saglayabilmektedir (Sekil 5.53a). %0-28 ve %78-100 araliklarinda Bayes ag1 ideal ¢oziime
daha yakin sonuglar vererek diger tekniklerden daha iyi bir tahmin yapmistir. %28-78
arasinda sinir ag1, kazan¢ ve fayda agisindan diger tekniklerden daha iyi bir performans
gostermektedir. Sekil 5.53b, 6grenme sonrasinda tiim tekniklerin performansinin yiikselerek

homojen sonuglar elde edildigini géstermektedir.

%% Gain

Sekil 5.53. Giiriiltli seviyesi i¢in (a) kazang (b) kar (c) yanit grafigi
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Sekil 5.53. (devam) Giiriiltii seviyesi i¢in (a) kazang (b) kar (¢) yanit grafigi

$BEST-Noise-K-Means
——Bayes Prediction_Noise
——C5.0 Prediction_Roise
I~ ParticulatesNo.mgkm

Giriiltii seviyesini etkileyen faktorlerin tahmininde tiim teknikler tepki, yiikseltme ve ROI

grafiklerinde benzer sonuglar gostermistir (Sekil 5.53 ve EK-11).

Analiz sonuglarinda giiriiltii seviyesini etkileyen en Onemli faktorler sirasiyla C5.0

algoritmasiyla 65,5, sinir agiyla 61,2 ve Bayes agiyla %54 performans gostermistir (Sekil

5.54). Ogrenme sadece sinir agmin tahmin kabiliyetini arttrrmistir.
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E}---Qumparing Bayes_Moise with Moise-k-Means

‘Partition’ 1_Training 2_Testing
Correct a5 A7.75% 127 54.04%
""" Wrang 06 42.25% 108 4596%
Total HE1 235
EH-Comparing Ch.0_Maise with Moise-k-Means
- ['Partition’ 1_Training 2 Testing
correct 694 T2122% 154  B5.53%
""" Wirong 267 IT.TE% a1 34.47%
Total HE1 234
El-Comparing FM-Moise-k-Means with Moise-k-Means
- ['Partition’ 1_Training 2_Testing
i | Correct a14  53.49% 144 B1.28%
""" Wrong 447 46.51% 1 28.T72%
Total HE1 235

Sekil 5.54. Giiriiltii seviyesi verilerine uygulanan tekniklerin analiz sonuglari

Sinir ag1 ve Bayes ag1 ile bulunan en 6nemli faktorler sirasiyla vites kutusu, ara¢ agirligi,
yakat tipi ve tekerlek boyutudur (Sekil 5.55a ve Sekil 5.55b). Agirlik disinda ayni faktorler
C5.0 algoritmasiyla da 6nemli bulunmustur ancak C5.0 algoritmasinin verdigi sonuglara

gore motor kapasitesi bu degiskenlerden daha 6nemlidir (Sekil 5.55c).
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Sekil 5.55. Giiriiltii seviyesini etkileyen (a) sinir ag1 (b) Bayes ag1 (c) C5.0 algoritmasi ile
bulunan en 6nemli faktorler
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Sekil 5.55. (devam) Giiriiltii seviyesini etkileyen (a) sinir ag1 (b) Bayes ag1 (¢) C5.0
algoritmasi ile bulunan en 6nemli faktorler
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6. SONUCLAR

6.1. Faktorlerin Degerlendirilmesi

Uygulanan analizlerden sonra, Bayes agi, sinir ag1i ve C5.0 algoritmasinin tahmin

performanslar1 Cizelge 6.1°de her bir faktor i¢in karsilagtirilarak degerlendirilmistir.

Faktorlerden yedisi (sehir i¢i yakit tiiketimi, kombine yakit tiikketimi, karbon monoksit
emisyonu, hidrokarbon emisyonu, nitrojen oksit emisyonu, par¢acik emisyonu ve giiriiltii
seviyesi) lizerinde en etkili yontem C5.0 algoritmasi olmustur. Ancak C5.0 algoritmasi sehir
dis1 yakat tiiketimi verileri iizerinde en etkili faktorleri bulmada yaniltict sonuglar vermistir.
Bunun yerine sinir aginin kullanim1 hemen hemen %100 performans saglamaktadir. Karbon
dioksit salinimi {izerinde etkili olan faktorler ise Bayes agi ile daha dogru bir bicimde tahmin

edilebilmektedir.
Kullanilan tekniklerin tahmindeki genel basarisi sirasiyla Bayes agi icin %72, C5.0
algoritmasi i¢in %82 ve sinir ag1 i¢in %77 olmustur. Bu da C5.0 algoritmasinin diger iki

yontemden daha iyi sonug verdigini gdstermektedir.

Cizelge 6.1. Smiflandirma tekniklerinin tahmin basarisi

Fue.l (?on51n.111')t10ns= BN C5.0 NN
Emissions/Noise

Metric Urban Cold 72.34 87.23 82.55
Metric Extra Urban | 68.06 - 99.72

Metric Combined 68.33 83.33 79.17

CO Emission 48.09 71.91 53.19%
CO2 Emission 91.49 90.21 90.21
THC Emission 83.89 87.78 82.78
NO Emission 65.83 73.06 53.33
Particle Emission 95 96.11 90

Noise Level 54.04 65.53 61.28

Benzer bir kargilastirma her bir parametre i¢in de yapilmistir. Cizelge 6.2°de goriildugii gibi,
yakit tiiketimi cesitleri, emisyonlar ve giiriiltii seviyesini etkileyen en 6dnemli faktorler de

karsilagtirilmistir. Buna gore sinir ag1, yakat tiiketimlerini etkileyen en onemli faktorleri
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sirastyla otomobillerin agirligl, vites kutusu ve yakit tipi olarak bulmustur. Emisyonlar
izerinde etkili faktorler ise sirasiyla vites kutusu, tekerlek boyutu ve arag agirhigidir. Giiriilti

seviyesi de benzer sekilde en fazla vites kutusu, tekerlek cap1 ve agirliktan etkilenmektedir.

Cizelge 6.2. Sinir ag1 ile bulunan parametre agirliklar

Engine
NN Capgacity Transmission WheelSize  Fuel Type Weight Motor Type  Series
Metric Urban - 19.4% 12.9% 23.5% 44.2%
Metric Extra Urban - 33.4% 24.5% 24.7% 17.4%
Metric Combined - 13.9% 13.3% 15.2% 57.6%
CO Emission - 42.6% 28.2% 21.7% 7.5%
CO2 Emission - 12.5% 17.3% 10.4% 59.8%
THC Emission - 22.4% 13.9% 39.9% 23.8%
NO Emission - 35.8% 13.1% 28.1% 22.9%
Particle Emission - 31.7% 14.4% 43.1% 10.8%
Noise Level - 43.3% 23.2% 12.7% 20.2%

C5.0 algoritmasiyla elde edilen sonuglara gore agirlik cok dnemli bir faktordiir (Cizelge 6.3)
ve Ozellikle de yakat tiiketimini biiyiik 6l¢iide etkilemektedir. Araglarin serisi, kombine yakit
tiketimi i¢in 6nemli bulunmustur. Emisyonlar ise dnem sirasina gore yakit tipi, motor
kapasitesi, ara¢ agirligi, vites kutusu ve motor tipinden etkilenmektedir. Gerek yakat tiikketimi
ve emisyonlar, gerekse giiriiltii seviyesi lizerinde tekerlek boyutlari ¢ok fazla etkili degildir.
Sinir aginin verdigi sonuglara benzer sekilde vites kutusu giiriiltii seviyesini diger

parametrelerden daha c¢ok etkilemektedir.

Cizelge 6.3. C5.0 algoritmasi ile bulunan parametre agirliklar

C5.0 Engm.e Transmission WheelSize  Fuel Type Weight ~ MotorType = Series
Capacity

Metric Urban 11.6% - - 10.7% 77.5% 0.2%

Metric Extra Urban - - - - 100,0%

Metric Combined 2.1% 0.0% 0.3% 0.2% 0.6% 2.3% 94.5%

CO Emission 82.6% 5.2% 0.5% 5.0% 0.0% 7.5%

CO2 Emission 3.4% - - - 96.1% 0.4%

THC Emission 1.4% 0.0% - 52.4% 0.6% 45.6%

NO Emission - 34.1% 0.3% 59.8% 5.8%

Particle Emission - 34.5% - 62.5% 2.9%

Noise Level - 73.33% 0.0% 12.6% 14.2%
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Bayes aginin verdigi sonuglara goére motor kapasitesi ve vites kutusu tim metrikleri
etkilemektedir (Cizelge 6.4). Yakit tiiketiminin tahmininde motor kapasitesi ve agirlik en
onemli faktorlerdir. Motor kapasitesi giiriiltii seviyesini de diger parametrelerden daha fazla
etkilemektedir. Emisyon seviyeleri ise en fazla motor kapasitesi, yakit tipi, ara¢ agirligi ve

vites kutusundan etkilenmektedir.

Cizelge 6.4. Bayes agi1 ile bulunan parametre agirliklari

BN Engm.e Transmission WheelSize  Fuel Type Weight ~ Motor Type  Series
Capacity
Metric Urban 28.5% 7.9% 6.1% 22.4% 35.1%
Metric Extra Urban 40.9% 22.3% 13.8% 22.9%
Metric Combined 49.7% 28.7% 21.7% - -
CO Emission 72.8% 0.0% 0.0% 12.5% 14.7%
€02 Emission 35.4% 11.4% 0.0% 20.4% 32.9%
THC Emission 45.8% 4.6% - 31.6% 17.9%
NO Emission 46.4% 20.8% - 22.8% 9.9%
Particle Emission 30.2% 19.6% 8.2% 19.8% 22.2%
Noise Level 4.1% 29.7% 7.6% 10.7% 7.9%

6.2. Benchmarking

Calismanin kalitesini arttirmak amaciyla bu calismada onerilen metodolojik teknikler, daha
son zamanlarda yapilmis benzer ¢aligmalardaki tekniklerle karsilastirilmistir. Mevcut veri
kiimesine, diger ¢alismalardaki farkli algoritmalar (Support Vector Machine, CHAID,
CveRT) uygulanmistir. Onerilen metodoloji ve benchmark sonuglar1 Sekil 6.1°de

Ozetlenmistir.
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=N Cnmparmg Ch O-Metric Cold with Metric Cold-k-Means
i | 'Partition’ 1_Training 2 Testing
¢ [ Correct 435 86.39% 205 87.23%
""" Wirono 126 1311% I 12T %
Tatal 961 238
- Camparing Bayves-Metric Caolds with Metric Cold-k-Means
- ["Partition’ 1_Training 2 Testing
¢ [ Correct 748 TTV.84% 170 F2.34%
""" Wirong M3 2216% 65 2V BE%
Total 461 235
EF-Comparing S¥h-mMetric Cold-K-Means with Metric Cold-K-Means
- ["Partition’ 1_Training 2 Testing
¢ [ Correct ard 59.31% 150  B3.83%
""" Wirong 391 40 69% g5 ABATH
Total 961 235
EH-Camparing CGHAID-Metric Cold-K-Means with Metric Cold-K-Means
- ['Partition’ 1_Training 2_Testing
Carrect 435 86.39% 195 82.98%
""" Wirong 126 13.11% a0 1v.02%
Total 961 235
- Comparing CER Tree-Metric Cold-k-Means with Metric Cold-k-Means
- ['Partition’ 1_Training 2_Testing
Carrect are 59.94% 144  B1.28%
""" Wirong 385 40.06% 91 38.7%
Total 961 235

Sekil 6.1. Tekniklerin karsilastirma sonuglari

Grafiksel gosterimlerde tiim teknikler sehir 1i¢i yakit tiiketimine uygulanarak
karsilastirilmistir ve sonuglar1 Sekil 6.2°de gosterilmistir. Onerdigimiz metodolojide C5.0

algoritmasi net bir bi¢imde diger yaklasimlardan daha iyi bir performans gostermistir.

Bu ¢alismada kullanilan C.5 algoritmas: ve Bayes ag1 destek vektér makinesi (Support
Vector Machine-SVM), CHAID ve C&R agaglari ile karsilastirilmistir. Sonuglar C5.0
algoritmasinin tahminde %87’°lik performansla diger tekniklerden daha {istiin oldugunu
kanitlamistir. Ancak c¢alismada kullanilan Bayes agi yerine CHAID agaclarinin tercih

edilebilecegi gozlemlenmistir.
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Sekil 6.2. Sehir igi yakit tiiketimi i¢in (a)kazang (b) kar (c¢) yanit grafigi
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Sekil 6.2a’da goriildiigii gibi, sehir ici yakit tiiketimi verilerinin %39’undan itibaren %100
kazang saglanabilmektedir. %0-22 ve %53-68 araliklarinda C5.0 algoritmasi, %22-45
arasinda C&R agaci, %45-52 arasinda Bayes ag1 ve %52°den itibaren CHAID ideale en
yakin kazang ve fayday1 vermektedir. Diger yandan C5.0 algoritmasi veride %0-16 arasinda
ideal ¢oziime esit sonuglar vermistir. Ogrenme en cok C5.0 algoritmasini, CHAID ve C&R
agaclarin etkilemis ve C5.0 algoritmasinin basarisinda belirgin bir artisa sebep olmustur.

Ayrica fayda egrileri Sekil 6.2b’deki gibi birbirlerine ve ideal ¢6ziime yaklasmuistir.

Sehir i¢i yakit tiikketimi verilerine uygulanan bes teknik i¢in yanit, yiikseltme ve ROI
grafikleri Sekil 6.2 ve EK-12’de gosterilmistir. %0-5 araliginda CHAID ve C5.0 algoritmasi
ideale en yakin tahminleri yapmaktadir. Verinin %18’inden itibaren C5.0 algoritmasinin
performansi yiikselmis ancak %18-35 ve %52-81 araliklarinda diger tekniklerden daha iyi
sonug vermistir. C&RT verinin %35-44 arasinda, Bayes ag1 ise %44-52 arasinda tii¢ grafikte

de ideale en yakin tahmini vermistir.
Onceki analizlerdeki gibi, benchmarking kisminda da tiim tekniklerin yakit tiiketimi,
emisyon seviyeleri ve giiriiltii seviyesini etkileyen faktorleri belirlemedeki performanslari

karsilastirtlmistir (Cizelge 6.5).

Cizelge 6.5. Ozetlenmis benchmarking sonuglari

Sehir i¢i | Sehir dis1 .
Kombine Parga- Giirilti
Calisma Metot yakit yakit CcO CO, NOx THC o
gevrim cik Seviyesi
tiiketimi tiiketimi

Onerilen Sinir Ag1 | 82.5 99.7* 79.1 53.1 90.2 53.3 90 82.7 61.2
Onerilen C5.0 87.2* - 83.3* 71.9* 90.2 73.0 96.1* | 87.7* 65.5
N Bayes
Onerilen A5 72.3 68.6 68.3 48.0 91.4* 65.8 95 83.8 54.0

gl
Haifeng,
Wang ve

SVM 63.8 73.2 61.7 53.6 74.2 80.1* 74.6 70.3 70.3
Chen
(2015)
Cal
GROUP
INC CHAID 82.9 725 65.4 60.1 64.7 72.2 74.5 70.8 80.2*
(2014)
Viswanath

C&RT 61.2 49.9 53.2 54.2 68.4 72.4 63.4 77.2 58.5
an (2013)
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6.3. Tartisma

Bu tezde, farkli sirketlerin otomobilleri i¢in yakit tiiketimi ve emisyon seviyeleri baz
almarak biiyiik veri madenciliginin otomotiv sektoriinde nasil uygulanabilecegini anlamak
icin bir strateji gelistirmeye calisilmistir. Bilgi boyutlarinin genis ve igerik acisindan ¢ok
genis bir yelpazeye sahip olmasi nedeniyle, biiyiik verinin daha gelismis veri madenciligi
teknikleri uygulamayr gerektirdiginin farkinda olmak gerekmektedir. Biiylik veri
kiimeleriyle ¢alisildiginda, sistem disindan basit ve diizgiin istatistikleri almak artik yeterli

degildir.

Tezin veri toplama asamasindaki kisitlar diistintildiigiinde, 6nerilen metodolojiyi gegerlemek
acisindan gesitli veri madenciligi yaklagimlari ve teknikleri test etmek i¢in nispeten ortalama
boyutta bir veri kiimesi elde edilmistir. Temel olarak veri madenciligi zaten veriyi islemek
ve bu verideki Oriintii ve trendleri tespit etmek ile ilgili oldugundan, karar verme veya
yargiya varma bu c¢alisma ic¢in de s6z konusudur. Diger yandan, veri madenciligi sadece
bilgisayar araglari, 6zel olarak iiretilen yazilim paketleri veya veri tabani sistemleri ile ilgili
degildir. Karmasik veri madenciligi farkl tekniklerden destek alan araclarin oldugu yazilim
paketlerinde tanimlanmis ge¢mis olaylardan ve algoritmalardan faydalanmaktadir.
Otomobillerin tasarim ve iiretiminde, veri madenciligi prensiplerinin 6nceden de kullanildig:
diisiiniilebilir fakat biiyiilk verinin ortaya ¢ikmasiyla daha yaygilasmis ve baglantili

(connected) otomobillere zemin hazirlamistir.

Bu tezin sonuglari, veri madenciligi araglarinin otomotive sektoriindeki tasarim ve diger
genigletilmis asamalardaki kabiliyetlerini gostermektedir. Dahasi, toplanan verilerle
baglantili araglar arasindaki baglantiyla bir yol haritast olusturmaktadir. Biiyiik 6l¢ekte veri
islenmesiyle de daha karmagik verilerin korelasyonlar1 ve gruplar hakkinda karsilagtirma
yapmak ve sonuglar elde etmek miimkiindiir. Veri madenciligi araglarinin kullanilmasi, veri
depolariin ve isleme sistemleri de dahil olmak tizere, otomotiv sektoriindeki ara¢ ve

sistemlerin farkli sekillerde kullanilabilmesine imkan tanimaktadir.
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6.4. Sonuclarin Degerlendirilmesi

Bu tez, biliyiik veri madenciliginin uygulama potansiyelinin arastirilmasinda 6zel
otomobillerin yakit tiiketimleri, emisyon seviyeleri ve giirliltii seviyesinin ampirik bir
analizidir. Euro 6 ve Mercedes Benz, BMW, Audi araglarina dair teknik 6zellik verileri
birlestirilerek elde edilen bir veri kiimesi kullanilarak uygulama yapilmistir. Betimleyici
istatistikler ve veri hakkindaki bilgiler, istatistiksel araglar ve c¢esitli veri madenciligi
araclariyla elde edilmistir. Verilerden elde edilen bilgiler karsilastirilmis ve (analizin sonraki
asamalarinda kullanilmak {izere) kiimeleme algoritmalariyla parametreler elde edilmistir.
Tim veri madenciligi uygulamalart CRISP DM adimlart izlenerek tasarlanmis ve

yiirlitiilmiistiir.

Cesitli makine 6grenmesi araclarinin kullanilmasiyla elde edilen sonuglar ve uygulamalar,
en onemli parametrelerin uygulanan teknige gore degisebilecegini gostermistir. Genel olarak
(5.0 algoritmasi en iyi tahmini vermistir. Her parametrenin 6nem derecesi, yakit tiiketimine,
emisyon seviyelerine ve giiriiltii seviyesine katkisiyla, veri analitigi teknikleri kullanilarak
degerlendirilmistir. C5.0 algoritmasi faktorlerden ara¢ agirligini yakat tiiketimi {izerinde,
yakit tipini emisyonlar iizerinde ve vites kutusunu giiriiltii seviyesi iizerinde ¢cok 6nemli
bulmustur. Bayes ag1 icin en 6nemli faktdrler motor kapasitesi ve arag agirligidir. Bayes
agmin verdigi sonuglara gore motor kapasitesi giiriiltii seviyesini de diger parametrelerden
daha ¢ok etkilemektedir. Sinir aginin verdigi sonuglara gore, araglarin agirhigs, vites kutusu
ve yakit tipi yakit tiilketimi ve emisyon tlizerinde en etkili faktorlerdir. Gliriiltii seviyesini
sirastyla en ¢ok vites kutusu, tekerlek c¢apir ve agirlik etkilemektedir. Benchmarking
sonuglari, bu tezin metodoloji ve uygulanan teknikler agisindan dogru yolda oldugunu

ispatlamistir.

Bu calismanin sonuglarinin kullanilmasi veri analitigi araglarinin farkli senaryo tiplerine
dayanarak karsilastirilabilmesine imkan tanimaktadir. Bu ¢alismadan elde edilen ¢ikarimlar
otomobillerin test tasarimlarinda dikkate alinabilir. Ayrica, araglarin ¢evresel sertifikasyon
stireci acisindan arag¢ tasarim agamasinin gelistirilmesine yardimci olacaktir. Diger yandan,
bu tez sonuclarinin matematiksel modellerde yer almasi arag rotalama problemleri ve

simiilasyon bazli degerlendirmeleri gelistirecektir.
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EK-5. Sehir dis1 yakat tiiket

w1

$BEST-Metric Extra-K-Means
[~ Bayes Prediction_Extra
= NN Prediction_Extra

(a)

"cluster-1"

Means'

K-

'Metric Extra

Percentile
1_Trainin

Percentile
2_Testing

()

'Metric Extra-K-Means'

9

Percentile

1_Trainin




111

icin () yiikseltme (b) ROI grafigi

1m1

EK-6. Kombine yakit tiiket
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EK-7. Karbon monoksit emisyonu i¢in (a) yiikseltme (b) ROI grafigi
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Percentile
1_Training

Percentile
2_Testing

C02_Kmeans = "cluster-1"

(@)

60

% ROL
3

Percentile
1_Training

(b)

Percentile
2_Testing

C02_Kmeans = "cluster-1"

113

$BEST-CO2_Kmeans
C5.0 Prediction_C02
I——Bayes Prediction_C02
——$NC-CO2_Kmeans

$BEST-CO2_Kmeans

= C5.0 Prediction_C02
——Bayes Prediction_C02
—$NC-COZ_Kmeans



114

EK-9 Hidrokarbon emisyonu i¢in (a) yiikseltme (b) ROI grafigi
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EK-10 Parcacik emisyonu i¢in (a) yiikseltme (b) ROI grafigi
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EK-12 Sehir i¢i yakat tiiketimi i¢in (a) yiikseltme (b) ROI grafigi (Benchmarking)
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