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OZET

Makine 6grenmesi, son yillarda artan veri hacmiyle birlikte siniflandirma, regresyon ve
ongoriilemeyen desenleri kesfetme gibi gorevlerde yaygin olarak kullanilmaktadir. Ancak
tekil O0grenme algoritmalari, genellikle sinirli genelleme yetenekleri ve belirli veri
yapilarindaki performans diisiikligii nedeniyle yetersiz kalabilmektedir. Bu kapsamda,
bireysel modellerin zayifliklarin1 dengeleyerek daha saglam kararlar {iretmeyi amaglayan
kolektif 6grenme yaklagimlart 6ne ¢ikmaktadir. Bu tezde, kolektif 6grenmenin etkinligini
artirmaya yonelik olarak literatiirde yaygin bicimde kullanilan 6rnek tabanli alt kiimeleme
yontemlerine alternatif bir ¢oziim olarak, 6znitelik tabanli alt kiimeleme temelli yeni bir
yontem &nerilmistir. Onerilen yaklasimda, veri kiimesi Ozniteliklerine gore parcalara
ayrilarak, her bir alt kiime {lizerinde farkli 6grenme algoritmalar1 egitilmis ve sonrasinda bu
modeller kolektif bir yap1 i¢cinde birlestirilmistir. Boylece her model farkli bilgi alanlarina
odaklanmis, sistemin ¢esitliligi artirilmis ve genel performansi iyilestirilmistir. Yontem, iki
asamali1 bir yapida kurgulanmas; ilk asamada dikey alt kiimeleme yoluyla 6n isleme yapilmais,
ikinci asamada ise heterojen siniflayicilardan olusan kolektif model egitilmistir. Deneysel
caligmalar sonucunda, Onerilen yontemin 06zellikle Fl-skoru ve zaman karmasikligi
acisindan klasik kolektif yontemlere gore iistiin performans gosterdigi gozlemlenmistir.
Calisma, kolektif 6grenme sistemlerine yeni bir bakis agis1 kazandirmakta ve disiplinler arasi
uygulamalarda degerlendirilebilecek giiglii bir yontem ortaya koymaktadir.
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ABSTRACT

Machine learning has been widely adopted in recent years for tasks such as classification,
regression, and the discovery of complex, unforeseen patterns, especially due to the rapid
increase in data volume. However, individual learning algorithms often fall short in terms of
generalization capability and performance across diverse data structures. To address these
limitations, ensemble learning approaches have gained prominence by combining multiple
models to produce more robust and accurate predictions. This thesis proposes a novel
ensemble learning method aimed at improving performance by introducing an alternative to
the commonly used sample-based sub-setting techniques in the literature. Instead, it utilizes
a feature-based subsetting approach, in which the dataset is partitioned according to feature
groups. Separate learning algorithms are then trained on each subset and later integrated into
a collective model. This strategy allows each base learner to specialize in different feature
spaces, thereby increasing model diversity and overall predictive performance. The proposed
method is structured in two stages: a preprocessing phase involving vertical subsetting,
followed by a training phase utilizing heterogeneous classifiers within an ensemble
framework. Experimental results demonstrate that the proposed approach outperforms
traditional ensemble techniques, particularly in terms of F1-score and time complexity. The
findings suggest that the method provides a new perspective to ensemble learning and
introduces a powerful and adaptable approach that can be evaluated across a wide range of
interdisciplinary smart system applications.
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Bu calismada kullanilmis simgeler ve kisaltmalar, aciklamalar1 ile birlikte asagida

sunulmustur.
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1. GIRIS

Makine 6grenimi, siirekli olarak gelisen bir alan olarak, tahmine dayali model performansini
artirma ¢abastyla pek ¢ok yenilik¢i metodolojiyi glindeme getirmistir. Bu ¢abalarin baginda,
bireysel 6grenme algoritmalarinin giiclii yonlerinden yararlanarak daha saglam ve dogru
tahminler yapmayir amaglayan kolektif 6grenme (ensemble learning) yer almaktadir.
Kolektif 6grenme, temel modellerin bir araya getirilerek daha gii¢lii bir model olusturulmasi
fikrini benimser. Bireysel modellerin sinirlamalari asilmakta ve bunun sonucunda gelismis
genelleme yetenegi ve tahmin dogrulugu saglanmaktadir. Dietterich (2000) tarafindan
vurgulandig1 gibi, kolektif yontemleri, tek bir modelin yetersiz kalabilecegi karmasik
problemler icin ¢éziimler sunarak genis bir basar1 alan1 yaratmistir [1]. Ancak, kolektif
ogrenmenin temel zorluklari arasinda, modellerin dogru bir sekilde birlestirilmesi ve
verilerin etkili sekilde boliimlendirilmesi bulunmaktadir. Bu tezde, kolektif 6grenme iginde

veri boliimlendirme siirecine yonelik yeni bir yaklagim onerilmektedir.

Kolektif 6grenme ve alt kiime bdliimlendirmesi, makine 6grenmesinde biiyiik bir 6neme
sahiptir. Ozellikle, kolektif grenmenin giiclii yonlerinden faydalanarak, tek bir modelin
hatalarin1 minimize etmek ve model cesitliligini artirmak amaglanmaktadir. Bununla
birlikte, kolektif 6grenme yontemlerinde veri boliimlendirme ve alt kiimeleme siireci,
modellerin basarisin1 dogrudan etkileyen kritik bir asamadir. Mevcut yaklagimlar, 6rnegin
Bagging ve Boosting gibi tekniklerle bu siireci optimize etmeye ¢aligsmaktadir. Breiman’in
rastgele orman algoritmas1 (Random Forest) [2], Boosting ve AdaBoost gibi yontemler [3,
4], kolektif 6grenmenin temellerini atmis ve pek ¢ok uygulama alaninda basarili sonuglar
elde edilmistir. Bununla birlikte, mevcut tekniklerin veri alt kiimelerinin yapilandirilmasi

konusunda daha fazla iyilestirmeye ihtiya¢ duydugu, deneysel calismalarla gosterilmistir.

Bu tezde, kolektif 6grenmede veri boliimlendirme siirecini iyilestirmek amaciyla "dikey alt
kiimeleme" ad1 verilen yeni bir yaklagim sunulmaktadir. Bu yenilik¢i yontem, geleneksel
kolektif 6grenimi yoOntemlerinden daha iyi sonuglar elde edilmesini saglamaktadir.
Yiiriitiilen deneysel testler, onerilen yontemin geleneksel yaklasimlardan daha yliksek
dogruluklar sundugunu gostermektedir ve bu bulgular Bolim 4°te detayli olarak

incelenmistir.



Bu tezin sonraki boliimleri su sekilde yapilandirilmistir: Boliim 2°de kolektif 6grenme
yontemlerinden Bagging, Boosting, Stacking ve Blending gibi 6ne ¢ikan teknikler ele
almmuastir ve her birinin benzersiz 6zellikleri ile uygulamalar tartisilmistir. Boliim 2.2°de,
veri boliimlendirme siiregleri ve mevcut kolektif 6greniminde kullanilan yaklagimlar
tizerinde durarak, bu alandaki temel sorunlara ¢éziim Onerileri sunmak iizere "dikey alt
kiimeleme" yOnteminin teorik temelleri ve uygulamasi agiklanmistir. Yontemin gelistirme
siireci, kullanilan araglar1 ve veri kiimelerini Boliim 3’te detaylandirmistir. Boliim 4’te,
yapilan deneylerin sonuglar1 sunulmus, Onerilen yontem ile geleneksel yontemlerin
karsilastirmali analizini gergeklestirmistir. Son olarak, Boliim 5’te, ¢alismanin sonucu ve

oneriler hakkinda bilgiler verilmistir.



2. LITERATUR TARAMASI

Kolektif 6grenme yontemleri, makine O6grenmedeki bir¢ok zorlugun ¢oéziimiinde Oncii
yaklagimlar1 temsil etmektedir. Bu yaklasimlar, birden fazla modeli kullanarak ve onlarin
tahminlerini birlestirerek, bireysel modellerin tahmin dogrulugunu artirir. Bu bdliimde,
kolektif 6grenimin genel bir bakis1 sunulmustur, geleneksel ve yenilik¢i kolektif yontemleri

incelenmistir ve bu alandaki giincel zorluklar ve gelisen yonelim kesfedilmistir.

Kolektif yontemler, artik makine 6grenimi gorevlerinin genis bir yelpazesinde 6nde gelen
bir yaklasim olarak kabul edilmektedir. Bu kabul, UCI'den alinan 121 veri seti iizerinde
gerceklestirilen ve 17 aileden 179 smiflayiciyr igeren kapsamli bir degerlendirmeden

kaynaklanmaktadir [5].

Son yillarda, kolektif 6grenme iizerine yapilan ¢ok sayida kapsamli inceleme akademik
literatiirde yer almistir. Veri akis1 siniflandirmasi i¢in kolektif temelli yontemler, iistiin
performanslari, kolay uygulama siiregleri ve dinamik giincellemelere uyum saglama
yetenekleri ile taninmaktadir. Bu alandaki en kapsamli caligmalar arasinda yer alan Gomes
ve arkadaslarinin (2017) calismasi, 60’tan fazla kolektif 6grenme algoritmasini analiz ederek
detayli bir taksonomi sunmaktadir. Bu taksonomi; algoritmalarin kullandig1 kombinasyon
stratejileri (6rnegin oylama, agirlikli ortalama), ¢esitlilik 6l¢iitleri (6rnegin hata korelasyonu,
dogruluk cesitliligi), yaygin kullanilan agik kaynak yazilimlar (6zellikle MOA, scikit-
multiflow gibi) ve halen ¢6ziilmeyi bekleyen arastirma zorluklar1 (6rnegin sinif dengesizligi,

gercek zamanli uyarlama) gibi temel basliklar1 kapsamli bir sekilde ele almaktadir [6].

2.1. Mevcut Yaklasimlar

Random Forest, veri madenciligi uygulamalarinda giiclii bir kolektif denetimli makine
ogrenimi teknigi olarak, Bagging ve Boosting yontemleriyle karsilastirilabilir performansi
ile gelecekteki bir smiflayici olarak biiyiik bir potansiyele sahiptir. Bu ¢alisma, Random
Forest iizerine mevcut arastirmalar1 sistematik bir sekilde gézden gegirmekte. Random
Forest siniflayicisinin taksonomisini, mevcut siniflayicilarin karsilastirma ¢izelgesini
sunmakta ve dogruluk ile performansi artirmaya yonelik firsatlar1 belirlemektedir. Ayrica

akis verisi, dengesiz veri simiflandirmasi ve yar1 denetimli 6grenme i¢in yenilik¢i fikirleri



kesfetmektedir, boylece makine 6grenimi alanindaki gelecekteki arastirmalar icin degerli

icgdriiler sunmaktadir [7].

Karar agaglari, siniflandirma, regresyon ve hayatta kalma analizi gorevlerindeki tahmin
yetenekleri ile taninir ve veri biliminde énemli bir yer edinmistir; bu calisma, tekil karar
agaclarinin bir gelistirmesi olarak karar ormanlarini tanitmakta, bunlarin olusturulmasini,

degerini ve iiretim, ¢ikt1 birlestirme ve orman inceltme yontemlerini agiklamaktadir [8].

Desen smiflandirma arastirmalarinda, geleneksel tekil siniflayict yaklagimlarmin
sinirlamalarin1 agmak amaciyla farkli modeller ve veri setleri kullanilarak olusturulan ¢oklu
siniflayict sistemlerine olan ilgi artmaktadir. Bu calisma, Hibrid Akilli Sistemler
cercevesinde coklu siniflayict sistemleri (MCS) iizerine giincel bir inceleme sunmakta,
cesitlilik ve karar birlestirme yontemleri gibi temel konulari ele almakta ve gelisen bir dizi

uygulama hakkinda i¢goriiler saglamaktadir [9].

Ancak, yukarida bahsedilen her bir inceleme [6-9], kolektif yontemlerin belirli alt alanlarina
odaklanmigken, hicbiri tiim kolektif tekniklerin kapsamli bir genel goriiniimiini
sunmamaktadir. Kolektif modellerin genis bir bakis acist saglayan diger 6nemli ¢alismalara

asagida yer verilmistir.

Kolektif temelli sistemlerin, yani ¢oklu smiflayici sistemleri veya simiflayicilar
komitelerinin kesfi, bireysel goriislerin birlestirilmesiyle otomatik karar verme siireglerini
gelistirme yetenekleri nedeniyle dikkat ¢ekmistir. Polikar’in ¢aligmasinda [10], kolektif
sistemlerin tekil siiflayicilara gore tercih edilmesini saglayan kosullar, kolektif bilesenler
iretmek icin kullanilan algoritmalar, farkli birlestirme prosediirleri, popiiler kolektif
algoritmalar (6rnegin Bagging, Boosting, ve AdaBoost) ve yaygin birlestirme kurallar
incelenmekte ve artan 6grenme, veri fiizyonu, Oznitelik se¢imi, giiven tahmini ve hata
diizeltme ¢ikt1 kodlar1 gibi uygulamalar icin mevcut ve gelecekteki arastirma yonleri

tartisilmaktadir.

Birden fazla modeli kullanarak performansi artiran kolektif yontemler, hesaplamali zeka,
istatistik ve makine 6grenmesi gibi ¢esitli arastirma alanlarinda uygulanmaktadir. Ren ve
arkadaslarinin ¢alismasi [11], hem geleneksel kolektif teknikleri (6r. Bagging, Boosting)

hem de derin 6grenmeye dayali modern yaklasimlart inceleyen kapsamli bir derleme



sunmaktadir. Calismada; bu yontemlerin varyasyonlari, performans iyilestirmeleri, tipik

uygulama alanlar1 ve gelecek arastirmalar i¢in Oneriler detayli bigimde ele alinmaktadir.

Literatiirde, kolektif metodolojinin etkinligi genis bir sekilde kabul edilmektedir. Bu
metodoloji, birden fazla modeli birlestirerek tahmin performansini artirir ve istatistik ve
yapay zeka gibi farkli disiplinlerden ilgi gérmektedir. Rokach’in ¢aligmasi [12], mevcut
kolektif teknikleri gozden gecirmekte ve kolektif temelli sistemler gelistirmeyi amaglayanlar

i¢in bir kilavuz sunmaktadir.

Ancak, bu caligmalar [10-12], yakin zamanda sunulan ve dikkat c¢ceken bazi Onemli

gelismeleri ve bulgular1 icermemektedir.

Son yillarda yayimlanan ¢alismalar arasinda, kolektif 6grenme alanina yon veren kapsamli
bir derleme Sagi ve Rokach tarafindan sunulmustur [13]. Bu ¢alisma, geleneksel, yenilik¢i
ve son teknoloji kolektif teknikleri tanitmakta ve bunlar sistematik sekilde incelemektedir.
Ayrica, makine 6grenimi, siniflandirma algoritmalari, algoritma gelistirme, giincel aragtirma
egilimleri ve karsilasilan zorluklar gibi bagliklar altinda alandaki gelismeleri kapsamli

bicimde analiz ederek arastirmacilara giincel bilgiler saglamaktadir.

Ayrica, yukarida belirtilen yeni yontemlerin yani sira, bu tez kapsaminda gercgeklestirilen
calismada yaygin olarak kullanilan bagging, stacking, blending ve voting gibi temel kolektif
tekniklere de kisaca deginilmektedir. Bu yontemlerin 6zet bir sekilde karsilastirildig: gorsel,
Sekil 2.1°de Kolektif Ogrenmenin Literatiirdeki En Yaygin Yaklasimlar: bashg: altinda

sunulmaktadir.



Mevcut Yaklasimiar

Torbalama ; _ Istifleme
(Bagging) = Oyléma Y (Stacking)
turdes modeller rastgele veri alt 4 (Voting) N farkl modellerden gelen tahminler
kUmeleri Gzerinde paralel egitilir \ kullanilarak meta model egitilir
Arn: RF farkli modeller ayni veri GUzerinde

bagimsiz egitilir, tahmin verileri
Uzerinde oylama yapilir

Glglendirme Karigtirma
(Boosting) (Blending)
dogru ve tahmin edilen veriler egitim verisi Uzerinden egitilen
kargilagtirilarak hatalar tespit edilir, modelin tahminleri ve dogrulama
dizi seklinde tirdes modeller egitilir, (holdout) veriler karistirilir, Gzerinde
yanlis tahmin edilen gbzlemler daha meta model egitilir

ylUksek agiriliklandirihir.
Orn: AdaBoost, GBM

Sekil 2.1. Kolektif 6grenmenin literatiirdeki en yaygin yaklagimlar

Kolektif 6grenme yontemleri arasinda yer alan Bagging (Bootstrap Aggregation) [14], ayn1
ogrenme algoritmasinin farkli alt kiime ve setlerde egitilmis birden fazla 6rnegini olusturur
ve bu modellerin tahminlerini birlestirerek genel dogrulugu artirmay1 hedefler. Bu yontem,
ozellikle varyansi azaltmak ve asir1 6grenmeyi onlemek i¢in etkilidir. Boosting [15] ise,
temel modelleri art arda egiterek her yeni modelin, 6nceki modellerin hatalarini diizeltmeye
odaklandig1 ardisik bir 6grenme yaklasimidir; bu sayede modelin genel hatasi azaltilir ve
dogruluk artirilir. Stacking [16], birden fazla modelin tahminlerini birlestirmek amaciyla bu
tahminleri girdi olarak kullanan bir meta-model egitir. Iki katmandan olusan stacking
yapisinda, birinci seviye temel modellerden, ikinci seviye ise bu modellerin ¢iktilari
tizerinden 6grenen bir meta-algoritmadan olusur. Blending [17] yOntemi de stacking ile
benzerlik gosterir; ancak genellikle farkli model tiirleri yerine ayni algoritmanin farkli
hiperparametre kombinasyonlariyla egitilmis versiyonlarinin ¢iktilart birlestirilir. Blending,
yapisal olarak daha basit bir dogrulama stratejisi kullanir ve 6zellikle kiigiik veri setlerinde

daha pratik bir ¢6zlim sunabilir.

Voting yontemi [ 18], birden fazla modelin tahminlerini birlestirir ve nihai tahmin genellikle
cogunluk oyu ile belirlenir. Farklt model tiirleri ayn1 veri iizerinde bagimsiz olarak egitilir
ve ardindan tahminler birlestirilir, cogunlukla en sik tahmin edilen smnif, keskin

siiflandirma yerine bir olasilik dagilimi yaratir ve en yiiksek deger secilir, agirlikli oylama



teknigi kullanilir. Eger bir model, diger modellere gore daha iyi sonug veriyorsa, bu modelin
daha onemli olmasini saglamak i¢in bir agirlik degeri belirlenir ve nihai karar, agirlikli

ortalama ile yapilir.

Bu kesif yoluyla, okuyuculara kolektif 6grenimi daha derinlemesine bir sekilde anlamalarina
yardimci olmak, bunun gergek diinyadaki makine 6grenimi zorluklarini ¢6zme konusundaki

cok yonliiliigiinii ve faydasini takdir etmelerini saglamak amaglanmistir.

2.2. Kolektif Ogrenmede Alt Kiimelendirme

Giliniimiiz kolektif 6grenme algoritmalarinda bazi yontemler, veriyi degistirmeden tiim
temel modelleri ayn1 veri kiimesi ile egitirken, diger yontemler veri kiimesini rastgele alt
kiimelere ayirarak her alt kiimeyi farkli temel modellerin egitimi igin kullanmaktadur. Tkinci
yontemde, tim modellerde ayni Oznitelik kiimesi korunurken, kullanilan 6rnek sayisi
degismektedir. Her iki yaklagimda da verinin tamami kullanilabilir. Sonraki béliimlerde,
deneysel calisma sirasinda kesfedilen ve temel modelin/modellerin en iyi sekilde bir meta-

modele entegre edilmesini amaglayan yenilik¢i bir fikir paylagilmaktadir.

2.2.1. Literatiirde kullanilan standart veri alt kiimeleme teknikleri

Bu c¢alisma, veri manipiilasyonu siirecinde kullanilan yeni bir veri bdlme teknigi
sunmaktadir. Ayrica, temel modellerin olusturulmast siirecinde farkli G&grenme
algoritmalarmin kullanimini da icermektedir. Bu yaklagimin, literatiirde mevcut kullanilan
senaryolarmin Sert Oylama (Hard Voting) ve Bagging (Bootstrap Aggregation)
yontemleriyle iliskili oldugu go6zlemlenebilir. Ayni zamanda, kolektif O6grenme
yontemlerinden giiclendirme (boosting) yontemine ait XGBoost metodu [19] ile alt

kiimeleme disinda kalan faktorler incelenebilir.

Sert oyama yontemi

Sert oylama (hard voting) yontemi, kolektif (ensemble) 6grenme kapsaminda farkli
siniflandiricilarin tahminlerine dayali olarak karar vermeyi amaglar. Bu yontemde birden
fazla model, genellikle farkli algoritmalara sahip olacak sekilde egitilir ve her model test

ornegi i¢in bir sinif tahmininde bulunur. Nihai ¢ikt1 ise bu tahminlerin ¢ogunluk oyu



(majority voting) ile belirlenir. Bu teknik, farkli 6grenme algoritmalarimin giiclii ve zayif

yonlerini birlestirerek genelleme basarisini artirmay1 hedefler.

Bu yoOntemin hesaplama maliyeti, her modelin farkli bir 6grenme algoritmasi
kullanmasindan 6tiirii homojen kolektif modellere kiyasla daha degiskendir. Her modelin
egitim siiresi birbirinden farkli olabilecegi icin, toplam egitim siiresi su sekilde ifade

edilebilir:

m
Thardvoting = Z L (2.1

i=1
Burada:

¢ m: toplam model sayis1 (farkli algoritma sayisi),

e t;:i. modelin egitim siiresi (algoritma ve veri yapisina bagli olarak degisken).
Eger her model ayn1 6znitelik seti ile egitiliyorsa ve model sayisi sabitse, toplam egitim
maliyeti lineer olarak artar. Her model icin farkli egitim algoritmalar1 kullanilsa da her biri

ayni sayida n 6zelligi kullaniyorsa, ortalama egitim siiresi « ile ifade edilirse, toplam egitim

siiresi,

Tharavoting = M " a (2.2)
seklinde ifade edilir.
Sert oylama yonteminde her model farkli algoritmalara sahip oldugundan, hesaplama

karmasiklig1 en yavas modele bagli olarak degisir. Ancak ortalama bir analizde her modelin

egitim maliyeti O(f(n)) seklinde kabul edilirse, toplam karmasiklik:

Ohardvoting = Z 0(fi(n)) = O(m f(n)) (2.3)



Bu analizde:

e f:(n): i algoritmanin 6znitelik sayisina bagl asimptotik karmasikligidir.

e Eger modellerin karmasikliklari benzerse, bu ifade O(m - f(n)) seklinde sadelesir.
Ornegin:

e SVC:0(n?),

e Lojistik Regresyon: O(n),

e Rastgele Orman: O(n - logn).

Bu durumda, en yavas algoritma belirleyici olur.

XGBoost yontemi

XGBoost (Extreme Gradient Boosting), gradyan artirmali karar agaglarina (GBDT) dayal,
optimize edilmis ve yiiksek performansl bir kolektif 6grenme yontemidir. XGBoost, her
agac yapisini Onceki agaclarin hatalarint minimize edecek sekilde art arda insa eder ve bu
siireci ikinci dereceden Taylor acilimi ve diizenlilestirme terimleriyle destekler. Bu yap1 hem

hata azaltim1 hem de model karmasiklig1 kontroliinii bir arada saglamaktadir.
XGBoost algoritmasinda her bir agag olusturulurken veri seti cok sayida bolme noktasi (split

point) lizerinde taranir. Agac derinligi d, 0znitelik sayis1 n, 6rnek sayisi m ve toplam agag

sayis1 T olmak {izere, her bir agacin olusturma maliyeti su sekilde yaklasik ifade edilir:
TxGpoost =T - O(n-m-logm) (2.4)

Bu analizde,

e O(n-m): Her split i¢in tiim 6rnekler ve tiim 6znitelikler tizerinden tarama,

e logm: Histogram temelli bolme optimizasyonlarinda orneklerin siralamasi ve bolme

noktasi se¢imi i¢in gereken zaman.
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Eger histogram tabanli XGBoost kullaniliyorsa, bu karmasiklik siralama iglemlerinin
azaltilmasi ile O (n - m) seviyelerine diisiiriilebilir. Bu tiir optimizasyonlarla paralellestirme
ve bellek kullanimi azaltilarak daha hizli model egitimi elde edilir. XGBoost’un toplam

hesaplama karmasikligi:
O(T-n-m-logm) (2.5)

seklindedir. Bu, agag¢ sayis1 7, Oznitelik sayis1 n ve veri biiyiikliigiine m bagli olarak

logaritmik olarak artar.

Bootstrap ornekleme yontemi

Bootstrap yontemi, istatistik ve makine 6grenmesinde, sinirli bir 6rneklem iizerinden daha
fazla bilgi elde etmek amaciyla gelistirilen bir yeniden 6rnekleme (resampling) teknigidir.
Bu yontem, orijinal veri kiimesinden geri koymali1 (with replacement) sekilde ¢ok sayida alt
orneklem (bootstrap Orneklemi) tiretir. Bu Orneklemler ayni boyutta olup, modelin
varyansini azaltmak ve genelleme kabiliyetini artirmak amaciyla her biri iizerinde bir model
egitilmesini miimkiin kilar. Ozellikle Bagging (Bootstrap Aggregating) gibi kolektif

O0grenme yontemlerinin temelini olusturur.

Her bir model tiim 6zellik setini kullanarak egitildigi i¢in, toplam egitim maliyeti tiim
modeller i¢in 6zellik sayisinin toplamina baglidir. Eger n toplam 6zellik sayisini, m ise
egitim yapilan model sayisini (ensemble boyutu) temsil ederse, her bir model yaklasik olarak

n adet 6zelligi isler.

Dolayisiyla tek bir modelin egitim siiresi yaklasik n - T kadardir (burada 7 bir modelin tek
bir 6zelligi islemesi i¢in gereken sabit zamani ifade eder). Tiim m modelin egitimi i¢in zaman

maliyeti bu degerin m ile ¢arpimidir. Bootstrap yontemi i¢in toplam egitim siiresi:
Tgootstrap =T "n-m (2.6)
Denklem 2.6, her modelin tim #» 6zelligi isledigini ve bu islemin m kez tekrarlandigini

gosterir. Bagging yonteminde her model tam 6zellik kiimesiyle egitildiginden, 6zellik isleme

sayis1 n'nin m ile carpimina esittir. Bu, bagging yonteminin hesaplama ytkiiniin model
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sayisiyla dogru orantili olarak arttigini1 gdsterir (yani modeller paralel de egitilse toplam is
yikii m katina c¢ikar). Nitekim genel olarak kolektif modelin egitimi, tek bir modelle
karsilastirildiginda daha fazla hesaplama gerektirir; bu, daha yiiksek dogruluk elde etmek

icin ekstra islem yiikii iistlenmek anlamina gelir.
Dolayisiyla asimptotik hesaplama karmasikligt:

O(T-m-n) 2.7)
seklindedir. Denklem 2.7’de, her bir modelin egitim siiresi (7), veri biiyiikligii (n) ve model
sayis1 (m) arttikca dogrudan dogruya islem sayisinin artmasi anlamina gelir. Ancak bu siire¢

paralellestirilebildiginden (6rnegin her alt kiime ayni anda {iretilebilir), pratikte olduk¢a

verimli bir yontemdir.

acf::iels :ocl:;::; c;tcr:: ressi:;:: chlorides fre:isot:(lif:er mm;;‘;'::; density pH sulphates alcohol quality
0 74 070 0.0 1.9 0.076 11.0 340 09978 351 0.56 94 5
1 78 088 0.0 26 0.098 250 67.0 09968 3.20 0.68 98 5
2 78 076  0.04 23 0.092 15.0 540 09970 3.26 0.65 98 5
3 1.2 0.28 0.56 19 0.075 17.0 60.0 0.9980 3.16 0.58 98 6

acfii;?t: v;l:;ii:; c;tcr:: ressi:::: chlorides "e;;‘::::; to";;‘;':z density pH sulphates alcohol quality
3 1.2 0.28 0.56 19 0.075 17.0 60.0 09980 3.16 0.58 98 6
4 74 070 0.0 1.9 0.076 11.0 340 09978 351 0.56 94 5
5 74 066  0.00 18 0.075 13.0 400 09978 351 0.56 94 5
6 79 0.60 0.06 16 0.069 15.0 59.0 09964 3.30 0.46 94 5

ac':;?tg :‘:::‘:;ii:; c:t;i; reii:;:rl chlorides "t;‘;’i'z lota;isol;lif:: density pH sulphates alcohol quality
6 79 0.60 0.06 16 0.069 15.0 590 09964 3.30 046 94 5
7 73 065  0.00 12 0.065 15.0 210 09946 3.39 047 10.0 7
8 78 058  0.02 20 0.073 90 18.0 0.9968 3.36 0.57 95 7
9 75 0.50 0.36 6.1 0.071 17.0 1020 09978 3.35 0.80 10.5 5

Sekil 2.2. Ornek tabanli veri bolme (yatay alt kiimeleme)

Bootstrap yontemi, mevcut kolektif 6grenme siireglerinde kullanilan yatay (6rnek tabanli)
alt kiimelemeyi temsil etmektedir [ 14]. Kavrami agiklamak i¢in Sekil 2.2°de gosterilen 6rnek
veri kiimesini ele alalim. Bu veri kiimesi, 11 6znitelik, 12. “quality” hedef degisken ve 10

ornek icermektedir. Veri, yatay olarak 3 alt kiimeye boliinerek her birinde 11 6znitelik ve 4
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ornek bulunan 3 homojen modelin egitimi saglanmaktadir. Ancak, rastgele drneklemeye

dayali alt kiimeleme yontemi, bazi temel problemlere neden olabilir.

Bagging yonteminin temeli ve problemleri

Bagging yonteminde, orijinal veri kiimesinden geri koymal1 (with replacement) 6rnekleme
ile ¢cok sayida alt kiime (bootstrap 6rneklemesi) olusturulur. Her bir alt kiime, orijinal veri

kiimesi ile ayn1 boyutta olur ve her alt kiime {lizerinde bir model egitilir.

Ancak, rastgele bolme yontemi kullanildiginda her alt kiimenin ayn1 boyutta tutulmasi bazi

problemlere yol agabilir:

1. Anomali igeren Ornekler birden fazla kez birden fazla kiimede bulunarak modellerin
egitimine zarar verebilir.

2. Onemli olan baz1 6rnekler bazi kiimede bulunmayabilir.

3. Ayrica, rastlantisal veya belirlenen hiperparametre ayarlarina baglh olarak alt kiimeler
arasinda sistematik Ortlismeler meydana gelebilir. Bu durum, modeller aras1 varyansi
azaltarak kolektif 6grenme avantajlarindan yararlanilmasini engeller.

4. Aynm zamanda, alt kiimelerin esit biiyiikliikte olmas1 her zaman islem siiresi agisindan

bir avantaj saglamayabilir.

Bu nedenle, siralanan problemlerin {iistesinden gelen alternatif veri bdlme yontemi
gelistirilerek daha etkin bir kolektif 6grenme yapisi olusturulmasi hedeflenmistir. Onerilen

¢Oziim Boliim 3.4’te detaylandiriimagtir.
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3. METODOLOJI

Bu calismada onerilen metodoloji, kolektif 6grenme siirecinde alt kiimelere ayirmanin
giiciinden yararlanarak meta-model performansini artirmay1 hedefleyen dikey bir is akigina
dayanir. Dikey alt kiimelendirme yaklagiminin adaptif yapisi, farkli 6grenme algoritmalarin
farkli 6znitelik kiimelerinde dinamik bir sekilde modeller gelistirmek i¢in kullanilmis ve
hiperparametre optimizasyonuyla desteklenmistir. Genel siireg, ham verilerin dikey
(0znitelik tabanli) ayirma, model egitimi ve performans degerlendirmesi gibi bir dizi
asamay1 icgerir. Bu boliimde, metodolojinin tiim asamalar1 ayrintili olarak agiklanmis,

sekillerle desteklenmis ve onerilen yontemin faydalar1 kapsamli bir sekilde ele alinmustir.

Kolektif 0grenme, veri kiimesinde yapilan degisiklikler veya cesitli Ogrenme
algoritmalarmin kullanilmasiyla uygulanabilir. Bolim 2.2°de agiklandig iizere, mevcut
yaklagimlar yalnizca yatay alt kiimeleme yontemini kullanmakta ve verideki degisiklikler
satir bazinda yapilmaktadir. Farkli kolektif 6grenme yontemlerinde gergeklestirilen yatay alt
kiimeleme (O6rnekler) nedeniyle, alt kiimeler arasindaki varyans yeni farkliliklar
yaratmaktadir. Bu deneysel calisma, alt kiimeler arasindaki farkin dikey alt kiimeleme
(6znitelikler) yoOntemi uygulanarak olusturulmasi durumunda ne kadar fayda

saglayabilecegini test etmeyi amaglamistir.

Tez ¢alismasi kapsaminda, dnerilen yontem, “Dikey Alt Kiimeleme” ile “Sert Oylama (Hard
Voting)” yontemlerinin bir kombinasyonu kullanilarak uygulanmistir. Onerilen
metodolojiyi ger¢eklestirmek i¢in, 6znitelik mithendisligi, veri hazirlama, model egitimi ve
yeni dikey oylama modelinin uygulanmasini i¢eren bir gelistirme prosediirii uygulanmaistir.
Bu prosediir, genel olarak tiim testleri ve optimizasyonlar1 temsil etmekte olup, farkli veri

hazirlama tiirlerini ve karsilastirma amaciyla farkli model egitim tiirlerini igermektedir.

Metodolojinin genel akis semasi, Sekil 3.1'de gosterilmektedir. Siire¢, Oznitelik
miihendisligi ile baslayip, dikey alt kiimelendirme, kolektif modelinin egitimi ve performans
degerlendirmesi ile devam eder. Bu sistematik akis diyagrami, Onerilen yontemin tiim

adimlarini 6zetlemektedir.
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5 » MinMaxScaler W . > = ey
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Sekil 3.1. Gelistirme siirecinin akis semasi

3.1. Kolektif Ogrenme Fayda Analizi

Kolektif 6grenme yontemleri, ¢esitli nedenlerden dolay1 tahmin performansini siklikla artirir

[10,20]. Performans artirma nedenleri agagida 6zetlenmistir.

Asir1 68renmenin Onlenmesi

Verinin sinirl oldugu durumlarda, 6grenme algoritmalari egitim verilerini miikemmel bir
sekilde tahmin eden ancak goriilmemis 6rneklerde diisiik performans gosteren ¢ok sayida
hipotez tiretebilir. Birden fazla hipotezin ortalamasini1 almak, yanlis bir hipotez se¢gme riskini

azaltir ve boylece genel tahmin dogrulugunu artirir.

Hesaplama avantaji

Tekil modeller, yerel arama gergeklestirirken yerel optimumlara takilip kalabilir. Kolektif

ogrenme yoOntemleri, birden fazla modeli birlestirerek bu riski azaltir ve yerel minimuma
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ulagma olasiligin1 diisiiriir.

Temsiliyet

Optimum hipotez, tek bir modelin kapsama alaninin 6tesinde olabilir. Cesitli modellerin bir
araya getirilmesiyle, kolektif 6grenme yOntemleri arama alanini genigletir ve veri alan ile
daha iyi bir uyum saglar. Sekil 3.2°de, yesil renk dogru tahmin edilen veriyi, sar1 renk ise
yanlis tahmin edilen veriyi gostermektedir. 11k {ic modele bakildiginda, yanlis tahmin edilen
verilerin bazi yerlerde ¢akistig1 goriilmektedir. Kirmizi renk, ¢cakisan yanlis tahminleri ifade
eder. Cakisan bolgeler, iki temel modelin ayni o6rneklerde veriyi yanlis tahmin etmesi
nedeniyle meta-modelin veriyi yanlis tahmin ettigi 6rnekleri temsil eder. Kolektif 6grenme,
bu prensipte istiinlilk saglar. Eger temel modeller, birbirlerinden farkli bir sekilde
egitilirlerse, meta-model, temel modellerin farkli Orneklerde yaptigi hatalardan

faydalanabilir.

I 1

Sekil 3.2. Kolektif 6grenmenin fayda analizi

Bununla birlikte, Sekil 3.2, tiim modellerin birlestirilmesiyle egitim oOrnekleri icin

miikemmel bir uyum elde edildigini géstermektedir.

3.2. Donamim, Gelistirme Ortami ve Arag¢larin Belirlenmesi

Bu tezde, kodlama platformlari, veri hazirlama, 6znitelik ¢ikarimi, 6znitelik se¢cimi ve model

egitimi igin gesitli acik kaynakli araglar ve kiitiiphaneler kullanilmistir. Cizelge 3.1°de, bu

caligmada kullanilan arag ve kiitliphaneleri 6zetlemektedir.
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Cizelge 3.1. Kullanilan donanim, arag, kiitiiphane ve algoritmalar

No | Arag¢/Kiitiiphane Aciklama

1 | Python Programlama dili

2 | Jupyter Notebook Etkilesimli kodlama ortami

3 | Anaconda Gelistirme ve bagimlilik yonetimi
4 | Scikit-learn Makine 6grenimi algoritmalari ve

araglari

MinMaxScaler, StandardScaler,

Kullanilan Oznitelik Cikarma

5 RobustScaler? QuantileTransformer, Yéntemleri
KbinsDiscretizer, PCA, TruncatedSVD
6 | Pandas, NumPy Veri isleme ve manipiilasyon
7 | Feature Union Oznitelik Birlestirme Algoritmasi
8 | Fisher Score Oznitelik Secimi Algoritmasi
9 | Bootstrap Data Splitting Veri Boliimleme Teknigi
Lojistik Regresyon Siniflandirici, )
10 | Destek Vektor Siniflandirici, Rastgele | Baz Makine Ogrenimi Algoritmalari
Orman Siniflandirict
11 | Voting CLassifier Kolektif Ogrenme Algoritmast
12 | GridSearch Parametre Optimizasyon Metodu
13 | Wine Quality-Red, Heart Desease Acik Kaynakli Veri Setleri
14 | Intel i7-10875H CPU (2.3 Ghz) Egitimin Gergeklestirildigi Islemci
15 | 16x2 GB DDR4 RAM Egitimin Gergeklestirdigi RAM

Python [21] programlama dili, ¢ok yonliiliigii, genis kiitliphane yelpazesi ve giiclii topluluk
destegi nedeniyle tercih edilmistir.
Jupyter Notebook [22] kullanilmistir. Proje bagimliliklarii1 yonetmek ve uygun bir
gelistirme ortami olusturmak i¢in Anaconda [23] tercih edilmistir. Veri manipiilasyonu
Pandas [24] ve NumPy [25] kiitiiphaneleri ile gerceklestirilmis, makine 6grenimi goérevleri
icin, siniflandirma, regresyon ve kiimeleme gibi ¢esitli algoritmalar ve araglar sunan, giiclii

ve kullanict dostu bir kiitliphane olan Scikit-learn [26] kiitiiphanesi tercih edilmistir. Sekil

Etkilesimli veri analizi ve model prototipleme i¢in

3.3, calismada kullanilan araglar1 ifade etmektedir.
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Kullanilan Araclar

o _
Jupyte
e’

Kodlama Dili Kodlama Programi

+ ¥

ANACONDA ‘ learn

Geligtirme Ortamu Makine Ogrenme Kiitiiphanesi

+ +

Sekil 3.3. Calismada kullanilan araglar

Oznitelik ¢ikarma siirecinde, MinMaxScaler [27], StandardScaler [28], RobustScaler [29],
QuantileTransformer [30], KBinsDiscretizer [31], PCA (Principal Component Analysis)
[32] ve TruncatedSVD (Singular Value Decomposition) [33] teknikleri uygulanmstir.
Birden fazla 6znitelik ¢ikarma yontemini veya ardigik islem hattin1 tek bir doniistiiriiciide
birlestirmek ve farkli 6znitelik gruplarin1 eszamanli olarak islemek amaciyla Feature Union
[34] yontemi kullanilmistir. Oznitelik segimi igin, farkli smiflar1 ayirmada bireysel
Ozniteliklerin ayrim giiciinii degerlendiren istatistiksel bir 6l¢iit olan Fisher Skoru [35], tiim

ogrenme algoritmalarinda kullanilacak en degerli 6znitelikleri belirlemek i¢in kullanilmistir.

Onerilen yeni dikey veri bdlme tekniginin gecerliligini karsilastirmak ve test etmek igin
mevcut bir yatay veri bolme teknigi olan Bootstrap Aggregation kullanilmistir [14]. Sonug
olarak, farkli egitim ve dogrulama veri alt kiimeleri olusturmak amaciyla iki farkli veri alt
kiimeleme teknigi kullanilmis ve bu alt kiimeler temel modellerin girdisi olarak

degerlendirilmistir.

Temel model olusturma asamasinda, cesitli denetimli 6grenme algoritmalar1 iizerinde

calisilmistir. Bu algoritmalar arasinda, ikili siniflandirma gorevleri i¢in uygun bir lineer
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model olan Lojistik Regresyon [36], dogrusal olmayan siniflandirma igin Destek Vektor
Smiflandiricisi (SVC) [37] ve topluluk tabanli siniflandirma yetenekleriyle bilinen Random
Forest Classifier [38] bulunmaktadir.

Meta-model olusturma asamasinda, birden fazla siniflandiricinin toplu bilgeliginden
faydalanmak ve ¢iktilar1 birlestirmek i¢in Voting Classifier algoritmasi temel modeller

arasinda kullanilmistir.

Egitilen modeller ve yapilan tiim alt kiimelere ayirma islemleri i¢in parametrelerin

optimizasyonu GridSearch [39] metotu kullanilarak ger¢eklestirilmistir.

Gelistirme siireci boyunca, makine 6grenimi siniflandirma gorevlerinde sik¢a kullanilan
acik kaynakli bir veri kiimesi olan Wine Quality-Red veri kiimesi [40] kullanilmistir. Bu veri
kiimesi, kirmiz1 saraplarin gesitli kimyasal 6zelliklerini igererek bu 6zelliklere dayali olarak
sarap kalitesinin tahmin edilmesi i¢in uygun bir ortam sunmaktadir. Ayrica, Onerilen
yontemin genel giivenilirligini degerlendirmek amaciyla Heart Disease veri kiimesine [41]
de uygulanmistir. Bu veri kiimesi, her biri hastanin sagligi hakkinda bilgi veren ¢ok sayida

ozellige sahip hasta kayitlarindan olugmaktadir.

Modelin egitimi, 10. nesil bir Intel 17-10875H islemci [42] iizerinde ger¢eklestirilmistir. Bu
islemci, 8 fiziksel ¢ekirdek ve 16 is parcacigi (thread) ile yiiksek diizeyde ¢oklu gorev isleme
kapasitesine sahiptir. Temel saat hiz1 2.3 GHz olmakla birlikte, Turbo Boost teknolojisi
sayesinde daha yiiksek frekanslara ¢ikabilmektedir. Model egitimi sirasinda herhangi bir
derin 6grenme veya yiiksek hacimli goriintii isleme yapilmadigi i¢in GPU hizlandirmasina
ihtiyac duyulmamistir. Bu nedenle CUDA destegi gerektiren NVIDIA grafik karti
kullanilmamistir. Egitim siireci, CPU {izerinden verimli bir sekilde tamamlanmistir. Bu
tercih, islemcinin ¢ok ¢ekirdekli yapisinin sagladig: yeterli performans ile birlikte kaynak

kullaniminin sade tutulmasina olanak saglamstir.

Model egitimi sirasinda kullanilan sistemde 16 GB x 2 olmak iizere toplam 32 GB DDR4
SODIMM bellek [43] bulunmaktadir. ikili kanal (dual-channel) yapidaki bu bellek
konfigiirasyonu, bellek bant genisligini artirarak veri aktarim hizin1 optimize etmektedir. Bu
sayede bliyiik veri kiimelerinin bellege dogrudan yiiklenmesi ve egitim sirasinda ortaya

c¢ikan ara verilerin hizli islenmesi miimkiin olmustur. Yeterli bellek kapasitesi, disk tabanl
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yavag erisim ihtiyacini en aza indirerek CPU {iizerinde gerceklestirilen model egitiminin

kesintisiz ve verimli ilerlemesini saglamistir.

Her bir arag, gorevle olan uyumlulugu, makine 6grenimi toplulugundaki popiilaritesi ve is
akisina kolay entegrasyonu temel alinarak secilmistir. Bu araglar topluca, problem alani i¢in
makine O6grenimi modellerinin gelistirilmesini, degerlendirilmesini ve yorumlanmasini

kolaylastirmistir.

3.3. Veri Setinin Belirlenmesi ve Hazirlanmasi

Bu calismada, klasik modellerin bu veri kiimelerinde diisiik egitim ve tahmin dogruluklari
gostermesi nedeniyle “Wine Quality-Red” [40] ve “Heart Disease” [41] veri kiimeleri
secilmistir.

Wine Quality-Red veri kiimesine ait detaylar Cizelge 3.2 ve Cizelge 3.3'te gosterilmektedir.
Bu veri kiimesi, fizikokimyasal testlere dayali 11 giris degiskeni ve 1 hedef degisken ile

toplamda 1599 6rnek igermektedir.

Cizelge 3.2. Wine Quality-Red veri kiimesinin hedef degiskeninin sinif dagilimi

Wine Quality-Red Veri Seti Hedef Degisken Histogram Grafigi
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Cizelge 3.2°de Wine Quality-Red veri kiimesinin hedef degiskeninin sinif dagilimi temsil
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etmektedir. Hedef degiskeni, 0-5 kadar kalite puanlarini belirtmekte olup toplamda 6 sinif

icermektedir. Ayn1 zamanda, veri kiimesinin hedef degiskeni dengesizdir (0: 10, 1: 53, 2:

681, 3: 638, 4: 199, 5: 18).

Cizelge 3.3. Sarap kalitesi-kirmizi veri setinin igerigi

No | Oznitelik Adi Aciklama

1 Sabit Asitlik Sqrapta ?be%skm‘olar'l tartarik, siiksinik, sitrik ve malik
asitler gibi sabit asitler.

) Ucucu Asitlik Sarapta bulunan yiiksek asetik asit, hos olmayan sirke
tadina neden olur.

3 Sitrik Asit S?rapta tgzehl; ve lezzeti artirmak i¢in kullanilan zay1f
bir organik asit.

4 Kalint1 Seker Fermentasyon sonrasi kalan seker miktari.

5 Kloriirler Saraptakl tu; miktar1. Diisiik kloriir orani, daha kaliteli
saraplar tiretir.

6 Serbest Kiikiirtdioksit §qrab1 oksidasyon ve mikrobiyal bozulmadan korumak
icin kullanilan (SO)2.

7 Toplam Kiikiirtdioksit Serbest ve bagli (SO)2 formlarinin toplam miktari.

- Alkol ve seker icerigine baglidir. Daha iyi saraplar

8 Yogunluk genellikle daha diisiik yogunluga sahiptir.
Sarabin asitlik veya alkalilik seviyesini kontrol etmek

9 pH D
icin kullanilir.

10 | Siilfatlar Saraba eklenen antibakteriyel ve antioksidan bir ajan.

11 | Alkol Saraptaki alkol yiizdesi. Daha yiiksek alkol
konsantrasyonu, genellikle daha iyi kaliteye isaret eder.

12 | Kalite (Cikis Degiskeni) | Sarabin kalite derecesi. (Hedef Degisken)

Heart Disease veri kiimesine ait detaylar Cizelge 3.4 ve Cizelge 3.5'te gosterilmektedir. Bu

veri kiimesi, her biri hastalarin saglik durumlarina iligkin gesitli bilgileri igeren toplamda

303 ornek ve 13 giris degiskeni ile 1 hedef degisken barindirmaktadir. Bu degiskenler,

hastalik riskinin belirlenmesinde 6nemli olan demografik, klinik ve laboratuvar 6l¢timlerini

kapsamaktadir.
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Cizelge 3.4. Heart Disease veri kiimesinin hedef degiskeninin sinifi dagilin

Ornek Sayis

Heart Disease Veri Seti Hedef Dedisken Histogram Grafigi
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Cizelge 3.4, Heart Disease verisi sinif dagiliminin 0: 138, 1: 165 oldugunu gostermektedir.

Cizelge 3.5. Kalp Hastalig1 Veri Setinin Igerigi

No | Oznitelik Ad Agiklama

1 Yas Hastanin yas1 (y1l olarak).

2 Cinsiyet Hastanin cinsiyeti (1: Erkek, 0: Kadin).

3 Gogiis Agrist Tiirl Angina tipi (0: Yok, 1-3: Belirli tiirde gogiis agrisi).
4 Kan Basinci Dinlenme sirasinda dlgiilen kan basinc1 (mmHg).

5 Kolesterol Serum kolesterol seviyesi (mg/dl).

6 | Kan Sekeri rﬁzl/ﬁ(l)lfan sekeri seviyesi (1: 2120 mg/dl, 0: <120

7 Elektrokardiyografi ](Zi)li?ifrrlllr;lre) .51rasmda EKG sonuglar (0-2: Belirli

] Maksimum Nabiz lligzjersm sirasinda elde edilen maksimum kalp atis

9 Egzersiz Anjinasi Egzersiz sirasinda anjina (1: Var, 0: Yok).

10 | ST Depresyonu dEegg:;silz sonras1 dinlenme ile ilgili ST depresyonu
11 | ST Egimi dEfrzueIlslljr;lrasmda ST segmentinin egimi (0-2: Farkli
12 | Major Damar Sayisi Floroskopi ile gdzlemlenen major damar sayisi (0-3).
13 | Talasemi Tiirii Talasemi tiirti (0-3: Farkli siniflamalar).

14 | Hedef (Cikis) Kalp hastalig1 durumu (1: Hastalik var, 0: Hastalik

yok).
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3.4. Onerilen Oznitelik Tabanh Veri Alt Kiimeleme Teknigi
Bu calismada, Boliim 2.2.1°de agiklanan problemleri azaltmak amaciyla temel modellerin
egitimi i¢in verinin gruplara ayrilmasina yonelik yeni bir strateji olan dikey oylama tabanl

bir alt kiimeleme yontemi onerilmektedir. Bu yontemde, veri yatay olarak 6rnekler bazinda

degil, 6znitelik bazinda dikey sekilde boliinmektedir.

Oncelikle tiim dznitelikler Fisher Skoru kullanilarak énem sirasia gore siralanir.

En 6nemli 6znitelikler, tiim alt kiime modellerde ortak olacak sekilde segilir.

- En 6nemsiz Oznitelikler veri kiimesinden ¢ikartilir.

Geriye kalan 6znitelikler, modeller arasinda rastgele dagitilir.

Bu sayede:

1. Modellerin farkli 6znitelik kiimesi iizerinde egitilmesi saglanarak cesitlilik artirilir.
2. Asin ortiisen 6rnekleme probleminin dniine gegilir.

3. Her model, veri kiimesinin farkli boyutlarina duyarl hale gelir.

Bu iyilestirmeleri incelemek i¢in Sekil 2.2 ve Sekil 3.4 baz alinirsa, orijinal veri kiimesi 11
oznitelik, 1 hedef degiskeni ve 10 drnek igermektedir. U¢ modelin egitimi igin, veri 5
Oznitelik ve 10 6rnek icerecek sekilde 3 gruba boliinmiistiir. Bu yontem, her bir alt kiime 5
Oznitelik, toplamda da 15 6znitelik igeren bir veri yapist olusturmaktadir. Bazi 6znitelikler,
ornegin “alcohol”, dnemli bir 6znitelik oldugu i¢in her ii¢ alt kiimeye dahil edilip ortiisen
Oznitelik olarak kullanilmistir. Aynmi sebeple, “residual sugar” ve “total sulfur dioxide”

Oznitelikleri toplamda iki alt kiimeye dahil edilerek ortiisen 6znitelik olarak kullanilmistir.



23

fixed acidity volatile acidity citric acid residual sugar alcohol

0 74 0.70 0.00 1.9 94
1 7.8 0.88 0.00 26 98
2 78 0.76 0.04 23 98
3 1.2 0.28 0.56 19 9.8

residual sugar chlorides free sulfur dioxide total sulfur dioxide alcohol

.0 19 0.076 1.0 34.0 94
1 26 0.098 250 67.0 98
2 23 0.092 15.0 54.0 98
3 19 0.075 17.0 60.0 98

total sulfur dioxide density pH sulphates alcohol
0o 340 09978 3.51 0.56 9.4
1 67.0 0.9968 3.20 0.68 9.8
2 54.0 0.9970 3.26 0.65 9.8
3 60.0 09980 3.16 0.58 9.8

Sekil 3.4. Oznitelik tabanli veri bolme (dikey alt kiimeleme)

Sekil 3.4, dikey alt kiimeleme ydntemine bir 6rnek sunmaktadir. Onerilen veri bélme
yontemi i¢in gerekli olan Oznitelik segme yoOntemi olarak, Fisher Skoru kullanilarak
Ozniteliklerin degerlendirilmesiyle gerceklestirilmistir. En iyi Ozniteliklerin modeller
arasinda Ortiismesini saglamak icin (her alt kiimede yer almasi i¢in), 6znitelik kiimesi Fisher
Skor teknigi ile 5nem siralamasina gore dizilir ve en anlamlilari tiim alt kiimelere dahil edilir.
En 6nemsiz 6znitelikler veri kiimesinden ¢ikartilir. Kalan 6znitelikler, alt kiimeler arasinda
rastgele dagitilir. Bu yapilandirma, modellerin etiketlerle farkli seviyelerde iliski kurmasina
olanak tanir ve temel modellerde kullanilan verinin ayn1 anomalilerine maruz kalmak yerine
farkli boliimlerinde egitilmesini saglar. Ayrica, veri kiimesini daha kiigiik boyutlu dikey alt
kiimelere bolerek ve temel modelleri bu daha kiigiik kiimeler iizerinde paralel olarak

egiterek, standart kolektif 6grenme yapilandirmasina kiyasla egitim is yiikii azaltilir.

Onerilen veri bélme yontemin matematiksel ifadesi ve hesaplama maliyeti

Bu calismada, onerilen 6znitelik tabanli dikey alt kiimeleme yontemi, klasik bootstrap
(bagging) yaklasimi ile karsilastirmali olarak degerlendirilmistir. Kullanilan sistem: Intel 17-
10875H CPU (2.3 GHz) ve 32 GB DDR4 RAM (16x2) yapisindadir. Veri setleri olarak UCI
Wine Quality [40] ve UCI Heart Disease [41] kullanilmistir.
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Bu yapida, dikey alt kiimeleme yonteminin toplam egitim maliyeti denklemi:

n—c—d)
Tverticat = C+T ‘T -m (3.1)

seklinde ifade edilir. Burada,

n: toplam Oznitelik sayis1 (birlestirilmis ve genisletilmis veriyle birlikte),

c¢: her modelde ortak bulunan 6znitelik sayisi,

d: ¢ikarilan, egitimde kullanilmayan 6znitelik sayisi,

m: model sayisi,

T: tek bir ozellik i¢in egitim siireci.

Bu denklem, ¢ adet ortak 6zelligin her bir modelde tekrarlandigini ve geri kalan n-c-d
ozelligin tekil olarak paylastirildigini yansitmaktadir. Ornegin, ¢ = 0 (ortak dzellik yok) ve
d = 0ise Tyerticaa = M * T olur; bu, her 6zelligin tam olarak bir modelde kullanildigi ve
toplam islem yiikiiniin sadece n 6zellik kadar oldugu en u¢ durumdur. Diger yandan ¢ degeri
biiylidiik¢e formiilde ¢ - m terimi 6ne ¢ikacak, c tiim 6zelliklere esit oldugunda (c = n, d=0)
denklem Tyepticar = m - m - T ile bagging maliyetine geri doner (yani her 6zellik her

modelde kullanilir hale gelir).

Dikey alt kimeleme tabanli oylamanin asimptotik karmasiklik analizleri (Big-O)

Onerilen dikey alt kiimeleme y&nteminin toplam egitim karmasikligi, her modelin ¢ adet

ortak ve =% adet benzersiz Ozniteligi islemesine bagl olarak yaklasik su sekilde ifade
edilebilir:
0 y DN pteom)
m c m = n+—c-m (3_2)

Bu denklem, (n —d) adet diisiiriilmeyen toplam Ozniteligi ve ortak Ozniteliklerin m
modelde tekrar islenmesini igeren iki temel bileseni yansitir. Tim egitimin karmasiklik

analizi Denklem 3.2’nin T (tek bir 6zellik i¢in egitim siireci) ile carpilmis halidir. Eger ¢
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(ortak Oznitelik sayis1) n'ye kiyasla ¢ok kiiciik bir sabit ise, bu terim ihmal edilebilir ve
karmasiklik yaklasik olarak O(n + m) seklinde sadelesir. Bu durumda, model sayist ve
oznitelik sayis1 ayri ayr1 dogrusal etkiler iiretir. Ote yandan, en kotii durumda ¢ = 0(n)
oldugunda, ifade O(n + n-m) = O(n-m) seviyesine ¢ikarak Bagging yontemi ile ayni
asimptotik karmasikliga ulasir (Denklem 3.4). Bu nedenle, dikey alt kiimeleme yonteminin
teorik karmagikligi O(n + ¢ - m) olup, pratikte ortak 6znitelik sayisinin kiigiik tutulmasi

durumunda Bagging’e kiyasla daha iyi 6l¢eklenme saglayabilir (Denklem 3.5).

Bu model, 6zellikle veri yapilarinda egitim maliyetini azaltmak ve model ¢esitliligini
artirmak i¢in tasarlanmistir. Ayrica bu yontem, klasik Bagging'de goriilen problemlerin
online gecmektedir (Bkz. Bolim 2.2.1). Bu sorunlar, 6znitelik bazli ayrim sayesinde

azaltilmis ve her modelin veriye farkl bir gozle bakmasi saglanmistir.

Cizelge 3.6. Bootstrap yontemi ve dikey boliimleme yontemi veri boliimleme

karsilagtirmasi
Kategori / Yontem Bootstrap Y ontemi Dikey Boliimleme Yontemi
Alt Kiimeleme Tipi Ornek bazli, rastgele Oznitchii bvazh,
anlamli dagitim
Cesitlilik Diisiik (sik ortiisme) Yiiksek (6znitelik farkliligt)

olr n—c—-d)
Hesaplama Maliyeti O(T - m - n) (Denklem 2.7) mefet m
(Denklem 3.3)

Paralellestirme

Uyeunlugu Uygun Cok Uygun

Asir1 Ornekleme Riski | Var Yok

Performans (F1-

Skoru, Kesinlik, Orta Daha Yiiksek (Boliim 4)
Duyarlilik)

Boliim 2.2.1°de aciklanan 6rnek bazli bolimleme ile 6nerilen yontemde kullanilan
Oznitelik bazli bolimlemenin hesaplama maliyetleri incelendiginde T - m ifadelerinin ayni

oldugu gozlemlenebilir. Geriye kalan yatay boliimleme i¢in # ile dikey boliimleme i¢in

(C + (n_—:l_d)) ifadeleri arasinda karsilastirma yapildiginda,
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n—c—d)
(O Sc+T Sn) (3.3)
(n—n-0) _
<O£n+TSn>=OSnSn (3.4)
(OSO-}_(n_ril;d) gn>zos(n;d)s n (3.5)

iliskisi gozlemlenmektedir.

Sonug olarak, Onerilen dikey oylama yontemi; egitim verisinin daha dengeli ve bilgi
acisindan anlamli sekilde boliinmesini saglarken, hesaplama ylikiinii azaltmakta ve model

cesitliligini artirmak yoluyla genelleme basarisini ylikseltmektedir.

3.4.1. Oznitelik miihendisligi adimlarimin uygulanmasi

Oznitelik tabanli alt kiimeler olusturmak igin, her alt kiimenin yeterli sayida anlaml 6zellige
sahip olmasi gerektiginden, mevcut verilerden daha fazla 6znitelik ¢ikarmak gerekmektedir.
Bu amagla MinMaxScaler, StandardScaler, RobustScaler, QuantileTransformer,
KBinsDiscretizer, PCA (Principal Component Analysis) ve TruncatedSVD (Singular Value
Decomposition) yontemleri uygulanmis ve Sarap Kalitesi-Kirmizi veri kiimesinden 69, Kalp

Hastalig1 veri kiimesinden 77 ek 6znitelik ¢ikarilmistir.

Onerilen yontemin gecerliligini karsilastirmak ve test etmek icin bes farkli senaryo

olusturulmustur ve Cizelge 3.7 de 6zetlenmistir.

Ik senaryoda, orijinal veri kullanilmistir. fkinci senaryoda, ¢ikarilmis veri kullanilmustir.

Ucgiincii senaryoda, birlestirilmis veri kullanilmistir. Bu senaryoda, orijinal veri ile
cikartilmis veri, veri birlestirme islemi olan Feature Union yontemiyle gergeklestirilmistir.
Sonug olarak, Sarap Kalitesi-Kirmiz1 veri kiimesi i¢in birinci senaryoda 11, ikinci senaryoda
69, l¢iincii senaryoda ise 80 Oznitelik kullanilmistir. Benzer sekilde, Kalp Hastalig1 veri
kiimesi i¢in birinci senaryoda 13, ikinci senaryoda 77 ve {g¢iincii senaryoda 90 6znitelik

kullanilmastir.

Onerilen modelin test edilmesi igin, birlestirilmis veri ii¢ alt kiimeye boliinerek dérdiincii bir
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veri kiimesi olusturulmustur. Sarap Kalitesi-Kirmizi veri kiimesi i¢in, Fisher Skoru
kullanilarak 80 6znitelik icinden en 6nemli 32 6znitelik secilmis ve bu 6znitelikler her {i¢ alt
kiimeye eklenmistir. Kalan 48 6znitelik, tli¢ alt kiimeye rastgele dagitilmistir. Kalp Hastalig1
veri kiimesi i¢in ise Fisher Skoru ile 90 6znitelikten en 6nemli 69 6znitelik se¢ilmis ve her
iic alt kiimeye eklenmistir. Kalan 21 6znitelik, {i¢ alt kiimeye rastgele dagitilmistir. Bu
sekilde, her iki veri kiimesi i¢in dordiincii senaryo, kolektif 6grenme siireci igin tiger alt kiime
(sarap kalitesi-kirmiz1 i¢in 48 ve kalp hastaligi i¢in 76 6znitelik iceren alt kiimeler) olarak

olusturulmustur.

Cizelge 3.7. Veri senaryolar1

Senaryo | , o Veri (Oznitelik * Ornek)

Numarast Sarap Kalitesi-Kirmizi | Kalp Hastaligi
1 Orijinal Veri 11*1599 13*303

2 Cikarilmis Veri 69*1599 77*303

3 Birlestirilmis Veri 80*1599 90*303

4 Dikey Alt Kiimeler (3x) 48*1599 76*303

5 Rastgele Yatay Alt Kiimeler (3x) | 80*1599 90*303

Ilgili alt kiime parametreleri, GridSearch kullanilarak optimize edilmistir. Calismada en iyi
sonug alinan kiime parametreleri kullanilarak hem 6n 6znitelik miithendisligi hem de model

egitimi iglemleri gerceklestirilmistir.

Onerilen modelin mevcut Bootstrap Aggregation teknigi ile karsilastirilmasi igin
birlestirilmis veri kiimesi rastgele yatay alt kiimelere boliinerek test edilmistir. Olusturulan
veri senaryolar1 Cizelge 3.7°de 5. sirada sunulmaktadir. Cizelge 4.3’te yapilan tiim testlere
kiyasla birlestirilmis veri daha iyi sonug¢ vermistir. Dolayisiyla, kiimeleme islemini

uygulamak iizere birlestirilmis veri se¢ilmistir.
3.5. Meta Modelin Egitimi ve Mevcut Yaklasimlarla Kiyaslama Senaryolari
Bu asamada, veriler hazirlanmis olup, bir¢ok farkli kombinasyon ile uygulanabilecek

kolektif 6grenme ve oylama mekanizmalarinin gerceklestirilmesi gerekmektedir. Ornegin,

ic modelin hazirlanmig verilerle egitilecegi bir sert oylama ortami segilmistir.
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Hazirlanan {i¢ model, senaryolar1 Cizelge 3.7°de gosterilen verilerle ayr ayr1 egitildikten
sonra, degerlendirme sonuglar1 bir sert oylama mekanizmasi ile birlestirilmis ve nihai tahmin

elde edilmistir.

Kolektif Ogrenme i¢in Destek Vektor Siniflandiricis1 (SVC), Lojistik Regresyon ve Rastgele
Orman (Random Forest) olmak {izere {i¢ temel model secilmistir. Bu modeller oncelikle,
herhangi bir bolme yapilmadan hazirlanan tiim veri setinde ayri ayr egitilmistir (Bkz.
Cizelge 3.8°de orijinal, ¢ikartilmis ve birlestirilmis verileri). Daha sonra, meta-modeller,
birlestirilmis veriden hazirlanmis alt kiimeler {izerinde yatay oylama ve dikey oylama

mekanizmalar ile egitilmis ve test verisi kullanilarak degerlendirilmistir.

Bu modellerin ¢iktilari, bir sert oylama algoritmasi kullanilarak birlestirilmis ve her bir
ornek i¢in karsilastirmaya hazir nihai bir tahmin elde edilmistir. Ayrica, boosting yontemine

ait XGBoost algoritmasi kullanarak da veri seti basina 3 toplam 6 test gergeklestirilmistir.

Cizelge 3.8°de ilk ti¢ satirda (SVC, LR, RF) yer alan ve “Orijinal veri”, “Cikartilmis veri”
ve “Birlestirilmis veri” seklinde siralanan hiicreler, kiimeleme yapilmamis tam veriler
tizerinden gergeklestirilen 9 tekil egitim senaryolarini, dort ve besinci satirda (Sert Oylama
ve XGBoost) 6 kolektif egitim senaryolarini géstermektedir. SVC, LR ve RF modellerinin
“Alt Kiimelenmis Birlestirilmis Veri” siitununda, dikey ve yatay alt kiimeleme yapilmis
boliik veriler tlizerinden 6 homojen ve 2 heterojen kolektif egitim senaryolarini
gostermektedir. Cizelge 3.8’in en alt satirinda yer alan “Sert Oylama (SVC+LR+RF)”
modelinin “Dikey Alt Kiimeleme” altindaki hiicresi ise en iyi sonuglari veren Onerilen

metodolojiye ait dikey alt kiimelenmis ve kolektif 6gretim yapilan egitim senaryosuna aittir.

Ozetlemek gerekirse, segilen her bir agik kaynakli veri kiimesi ve bunlarm tiirevleri
(cikarilmis, Dbirlestirilmis ve bdliinmiis varyasyonlar1) icin toplamda 23 test
gerceklestirilmistir. Bu testlerin 15 (3 adeti sert oylama 6grenme icin, 3 adeti XGBoost
algoritmasi i¢in ve geriye kalan 9 adeti temel modeller i¢in) adeti alt kiime kullanmayan
egitimlerin gergeklestirilmesi i¢cin olusturulmustur. Geriye kalan 8 (4 tanesi Bootstrap
yontemiyle rastgele alt kiimelere boliinmiis, 4 tanesi ise Onerilen dikey alt kiime yontemiyle
alt kiimelere boliinmiistiir) adeti ise alt kiime kullanan egitimlerin gerceklestirilmesi igin

olusturulmustur.
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Boliim 4’te bu testlerin her biri detayl bir sekilde incelenmis ve sonuglar hem tablo hem de

grafik seklinde paylagilmistir.

Cizelge 3.8. Uygulanan Test Senaryolar1

Veri Senaryolarinda Yapilan Testler

Modeller Alt Kiimelenmemis Alt Kiimelenmis Birlestirilmis Veri
Veri Rastgele Yatay Alt Dikey Alt

Kiimeleme Kiimeleme

Orijinal veri Homojen Homojen

SVC Cikartilmis veri 3 SVC meta-model 3 SVC meta-model
iy fielliets worl (3 Alt Kiime) (3 Alt Kiime)
Orijinal veri Homojen Homojen

LR Cikartilmis veri 3 LR meta-model 3 LR meta-model
iy fielliets worl (3 Alt Kiime) (3 Alt Kiime)
Orijinal veri Homojen Homojen

RF Cikartilmis veri 3 RF meta-model 3 RF meta-model
iy fielliets worl (3 Alt Kiime) (3 Alt Kiime)
Orijinal veri SVC+LR+RF SVC+LR+RF

Sert Oylama .

(SVCALR+RF) Cikartilmis veri meta-model meta-model

} . ; (3 Alt Kiime) (3 Alt Kiime)

Birlestirilmis veri
Orijinal veri

XGBoost Cikartilmis veri - -
Birlestirilmis veri

Ilgili test senaryolart olusturulurken hem homojen hem de heterojen model sistemleri ayni

zamanda farkli boyutlarda olusturulmus veri setleri ¢apraz olarak kullanilmistir. Bu sayede,

Boliim 3.3’te agiklandig1 iizere, onerilen yontemin ¢ok sinifli veri kiimeleri, az 6rnekli veri

kiimeleri, hedef degiskeni dengesiz olan veri kiimeleri ve az Oznitelikli veri kiimeleri

tizerindeki yetkinligi genis bir yelpazede test edilebilmistir.
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4. BULGULAR VE DEGERLENDIRME
Egitilmek izere olan tiim modelleri Cizelge 3.8 de listelenen farkli model egitim senaryolari

kullanarak karsilastirmak amaciyla, her model Kesinlik (Denklem 4.1), Duyarlilik (Denklem
4.2) ve F1-Skoru (Denklem 4.3) ile degerlendirilmistir.

TP
Kesinlik (Precission) = TP+ FP (4.1)
TP
Duyarlilik (Recall) = TP+ FN (4.2)
Kesinlik * Duyarlilik
F; — Skoru = 2 * (4.3)

Kesinlik + Duyarlilik

Degerlendirme iki agsamali olup, ilk test, onerilen modelin Sert Oylama yontemi ve XGBoost
yontemi ile karsilastirilmasini amaglamistir ve detaylar1 Cizelge 4.1, Cizelge 4.2, Cizelge
4.3’te paylasilmustir. Ikinci test ise, onerilen modelin Bootstrap Aggregation yontemi ile

karsilastirilmasini hedeflemistir, detaylar1 da Cizelge 4.4°te sunulmustur.

Cizelge 4.1. Sert oylama ve XGBoost ile dnerilen dikey oylama yonteminin
karsilastirilmasinin kesinlik sonuclari

Farkl1 Veri Senaryolarindan Elde Edilen Kesinlik Sonuglar1
Model Adi Orijinal Cikartilmis | Birlestirilmis | 3 Dikey Alt
Veri Veri Veri Kiimelenmis
SVC 0,5308 0,6138 0,6229 -
_ LR 0,6008 0,6092 0,6133 -
é RF 0,6283 0,6429 0,6262 -
% XGBoost 0,6374 0,6393 0,6418 -
<
5} Sert Oylama 0,6512 0,6368 0,6533 0,6673
SVC 0,9016 0,8857 0,9034 -
_ |LR 0,9032 0,9185 0,9224 -
%ﬂ RF 0,9016 0,9032 0,8888 -
cmc@ XGBoost 0,8438 0,8484 0,8750 -
é‘; Sert Oylama 0,9032 0,9185 0,9185 0,9344
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Cizelge 4.1 ve Cizelge 4.2°de verilen kesinlik ve duyarlilik degerleri Denklem 4.1 ve 4.2°de
verilen formiillere gore deneysel ¢alismalarda elde edilen sonuclardan hesaplanmistir. Ilgili
cizelgelerde oOnerilen dikey oylama yontemi ile mevcut sert oylama (Hard Voting) ve
XGboost teknigini her iki veri kiimesi lizerinde karsilastirmak amaciyla gergeklestirilen test

sonuglari, degerlendirme metrigi F1-Skor degerleriyle dl¢tilmustiir.

Cizelge 4.2. Sert oylama ve XGBoost ile onerilen dikey oylama yonteminin
karsilastirilmasiin duyarlilik sonuglari

Farkl1 Veri Senaryolarindan Elde Edilen Duyarlilik Sonuglari
Model Adi Orijinal Cikartilmis | Birlestirilmis 3 Dikey Alt
Veri Veri Veri Kiimelenmis
SvVC 0,6312 0,6343 0,6437 -
_ LR 0,6218 0,6281 0,6312 -
£ rr 0,6583 0,6587 0,6562 i
% XGBoost 0,6562 0,6562 0,6644 -
(% Sert Oylama 0,6281 0,6500 0,6687 0,66739
SvVC 0,9016 0,8852 0,9016 -
_ LR 0,9016 0,9180 0,9180 -
%ﬁ RF 0,9016 0,9016 0,8852 -
cm% XGBoost 0,8709 0,9032 0,9333 -
E Sert Oylama 0,9016 0,9180 0,9180 0,9344

Cizelge 4.3’te verilen F1-Skor degerleri Denklem 4.3’te verilen formiile gore
hesaplanmistir. Calismanin biitiiniinde yapilan karsilastirmalar bu F1-Skorlar {izerinden
yapilmistir. Cizelge 4.3, 6nerilen dikey oylama yontemi ile mevcut sert oylama ve XGBoost
teknigini her iki veri kiimesi iizerinde karsilastirmak amaciyla gerceklestirilen test sonuglari,

degerlendirme metrigi F1-Skor degerlerini i¢ermektedir.

Kolektif 6grenmenin performansini gostermek i¢in, meta-modeller (Heterojen Sert Oylama,
yani SVC+LR+RF) ile temel modelleri (SVC, LR, RF- ayr1 ayr) karsilastirilmistir. Ayrica
onerilen yontemin bahsedilen standart yontemler olan Heterojen Sert Oylama, temel
modeller ve XGBoost artirma tabanl kolektif 6grenme yontemi ile karsilastirilmasi igin elde

edilen sonuglar paylasilmistir. Bu modeller, orijinal, 6znitelik ¢ikarimi uygulanmis ve
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birlestirilmis veri lizerinde egitilmistir.

Cizelge 4.3. Sert oylama ve XGBoost ile dnerilen dikey oylama yonteminin
karsilastirilmasinin f1-skor sonuglari

Farkl1 Veri Senaryolarindan Elde Edilen F1-Skor Sonuglar1
Model Adi Orijinal Cikartilmis Birlestirilmis 3 Dikey Alt
Veri Veri Veri Kiimelenmis
SVC 0,5764 0,6174 0,6264 -
_ LR 0,5818 0,6060 0,6104 -
g RF 0,6404 0,6418 0,6380 -
% XGBoost 0,6450 0,6452 0,6521 -
(% Sert Oylama 0,5773 0,6316 0,6492 0,66739
SVC 0,9016 0,8852 0,9015 -
. |LR 0,9014 0,9180 0,9180 -
%ﬁ RF 0,9016 0,9014 0,8848 -
é XGBoost 0,8571 0,8750 0,9032 -
5‘; Sert Oylama 0,9014 0,9180 0,9180 0,9344

Ardindan, heterojen sert oylama modeli, birlestirilmis verinin ii¢ dikey alt kiimeye
boliinmesiyle olusturulan yeni veri setleri ile tekrar egitilmistir. Wine Quality-Red veri
kiimesi i¢in, 32 Oznitelik alt kiimeler arasinda ortak kullanilmis, kalan 48 Oznitelik ise
rastgele dagitilmistir. Heart Disease veri kiimesi i¢in ise 69 Oznitelik alt kiimeler arasinda
ortak kullanilmis, kalan 21 6znitelik ise rastgele dagitilmistir (6nerilen dikey alt kiimeleme

teknigi).

Sekil 4.1 ve Cizelge 4.3'te gosterilen sonuglar, onerilen dikey alt kiimeleme tabanl kolektif
o0grenme modelinin, mevcut sert oylama yontemi ve XGBoost yontemine kiyasla F1-Skoru,

Kesinlik ve Duyarlilik agisindan daha yiiksek bir performans sagladigini gostermektedir.
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Sekil 4.1. Sarap Kalitesi-Kirmizi veri seti kullanilarak sert oylama ve XGBoost’un onerilen
dikey oylama yontemiyle karsilagtirilmasi sonuglarini agiklayan grafik

F1-Skoru, kesinlik ve duyarlilik metrikleri disinda alinan sonuglarinin efektifligini

anlayabilmek i¢in karmasiklik matrislerinin de incelenmesine gerek duyulmustur.

Sekil 4.2, Sekil 4.3 ve Sekil 4.4 Sarap Kalitesi-Kirmiz1 veri seti iizerinde farkli veri
senaryolart ile yapilan egitimlerin karmagiklik matrisleri ve bu matrisler iizerinden yapilan

cikarimlar incelenmistir.
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Sekil 4.2. SVC tekil modelinin farkli veri senaryolardaki karmasiklik matrisi

Sekil 4.2°de, verinin dengesiz dagilimi sebebiyle az sayida 6rnek bulunan siniflarda hatalar

gozlemlenmektedir. Bu inceleme sirasinda, gosterilen iic karmasiklik matrisleri arasinda

birlestirilmis veri lizerinde yapilan SVC modelinin egitimi sonucu elde edilen karmasiklik

matrisi, onceki metrik ¢izelgelerinde alinan sonuglar gibi, daha iyi sonug¢ vererek hedef

degiskeni siniflarmi daha iyi ayirt edebilmistir ve detaylar Cizelge 4.1, Cizelge 4.2 ve

Cizelge 4.3’te sunulmustur. Ayni durum, diger LR ve RF tekil modeller i¢in de

gozlemlenmistir.
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Sekil 4.3. Heterojen (SVC+LR+RF) kolektif modelinin farkli veri senaryolardaki
karmasiklik matrisi

Sekil 4.2 ile Sekil 4.3 karsilastirildiginda, 6znitelikle birlestirilmis veri iizerinde kiimeleme

yonteminin az sayida 6rnege sahip hedef degisken siniflarinda daha yakin sonuglar elde

edilmistir.
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Sekil 4.4. Onerilen dikey alt kiimeleme ydnteminin heterojen (SVC+LR+RF) kolektif
modelinin birlestirilmis veri senaryosundaki karmasiklik matrisi

Sekil 4.4’te gosterilen karmasiklik matrisi incelendiginde, heterojen kolektif modelinin
sonuglarina gére hem genel olarak hem de az 6rnege sahip smiflar 6zelinde daha basaril

sonuglar elde edildigi gozlemlenmistir.

Ikinci degerlendirme asamasi, Onerilen modelin Bootstrap Aggregation yontemi ile
karsilastirilmasini amaglamaktadir. Cizelge 4.4, her iki veri kiimesi iizerinde gergeklestirilen
testlerin sonuclarini paylasarak, Onerilen dikey oylama yontemi ile mevcut Bootstrap

Aggregation teknigini karsilagtirmaktadir.

Bootstrap Aggregation tekniginde, veri bdlme islemi yatay alt kiimeler kullanilarak
gerceklestirilmekte ve egitim siireci homojen 6grenme algoritmalari ile yiiriitiilmektedir.
Boliim 2.2.1°te incelendigi gibi, yatay alt kiimeleme rastgele bolmelere ayrilmakta olup, bu

yontemin bazi dezavantajlar1 bulunmaktadir.

Bootstrap Aggregation yonteminin performansini degerlendirmek icin, dikey alt kiimeleme
yontemi ile karsilastirilmistir. Bu amagla, homojen meta-modeller (SVC+SVC+SVC,
LR+LR+LR, RF+RF+RF) rastgele boliinmiis ii¢ yatay alt kiime ve birlestirilmis veriden
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olusturulan ii¢ dikey alt kiime lizerinde egitilmistir. Ardindan, heterojen meta-modeller
(SVC+LR+RF) ayni1 sekilde ii¢ rastgele boliinmiis yatay alt kiime ve ti¢ dikey alt kiime ile

egitilerek test edilmistir.

Cizelge 4.4. Bootstrap Aggregation yonteminin onerilen dikey oylama yontemiyle
karsilastirilmasinin deneysel sonuglari

Birlestirilmis Veriden Olusturulmus
Alt Kiimeler (F1-Skor)
Model Adu 3 Rastgele Yatay Alt | 3 Dikey Alt
Kiimeleri Kiimeleri
SVC+SVC+SVC | 0,5954 0,6172
‘= | Homojen
é) Modeller LR+LR+LR 0,5845 0,6215
v RF+RF+RF 0,7119 0.7377
Q .
g | Heterojen
3| Modeller SVC+LR+RF 0,3914 0,66739
SVC+SVC+SVC | 0,8195 0,8848
g | Homojen by pirR 0,8687 0,9016
s | Modeller
é’ RF+RF+RF 0,8848 0,9014
£ | Heterojen | g0y 1 R4RF 0,4692 0,9344
v | Modeller

Hem Sekil 4.1'de hem de Cizelge 4.4'te gosterildigi gibi, onerilen modelin sonuglar1 F1-Skor

metrigi acisindan her iki alternatiften daha 1yi performans gostermektedir.
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Sekil 4.5. Bootstrap Aggregation yonteminin Sarap Kalitesi-Kirmizi kullanilarak 6nerilen
dikey oylama yontemiyle karsilagtirilmasi sonuglarini agiklayan grafik

m 3 Yatay Alt Kiimeler m 3 Dikey Alt Kiimeler

Sekil 4.5 incelendiginde hem tekil hem de kolektif 6grenimlerde dikey alt kiimeleme
yontemi ile elde edilen sonuglar daha yiiksektir. Bunun disinda 6zellikle kolektif 6grenme
sonuglarinda gozlemlenen fark yatay alt kiimeleme yonteminin heterojen modeller ile
uyumlulugunun dikey alt kiimeleme kadar yiiksek olmamasindan kaynaklanmakta oldugu

gozlemlenmistir.

Dikey alt kiimeleme teknigi, farkli veri tiirleri ve modellerle uyumlulugu saglamak icin

cesitli hiperparametrelere sahiptir. Bu hiperparametreler asagida listelenmistir:

1. num_subsets: Alt kiime sayisini belirler.
overlap ratio: Alt kiimeler arasinda ortiisen 6zniteliklerin oranini temsil eder.

prepared data: Alt kiimelerin olusturulacagi hazirlanmis veri kiimesini belirtir.

Eal e

random_state: Rastgelelik kontrolii saglayarak tekrarlanabilir sonuglar elde edilmesini
saglar.

5. drop ratio: Veri kiimesinden belirli bir oranla Ozniteliklerin ¢ikarilmasimi (drop
edilmesini) kontrol eder.

6. fisher score: En 6nemli 6znitelikleri segcmek i¢in Fisher Skoru kullanilir.
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Bu hiperparametreler sayesinde, istenen alt kiime sayisini belirleme, alt kiimeler arasindaki
ortak Ozniteliklerin miktarin1 ayarlama, hangi veri kiimesinin kullanilacagini se¢me ve
ortiismeyen Ozniteliklerin alt kiimeler arasinda nasil dagitilacagini yonetme esnekligi

saglanmaktadir.
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5. SONUC VE ONERILER

Bu calismada, makine 6grenimi tekniklerinden biri olan kolektif 6grenme incelenmis ve
mevcut yaklasimlarin 6tesine gegerek yeni bir yontem Onerilmistir. Onerilen ydntemde
temel modellerin egitimi i¢in alt kiimeler olusturma siirecinde 6rnek tabanli alt kiimeleme
(sample-based subsetting) yaklagimi yerine, 6znitelik tabanl alt kiimeleme (feature-based

subsetting) tekniginin kullanilmasi tezin yenilik¢i yonii olarak ¢ikmaktadir.

Ozniteliklere dayal alt kiimeleme yaklasimi, her temel modelin farkli 6znitelik gruplarina
odaklanarak egitilmesini saglamaktadir. Boylece modeller, birbirinden bagimsiz desenleri
ogrenebilmekte ve kolektif yapimin genel degerlendirme giicli artmaktadir. Bu siiregte,
Oznitelik tabanli 6n isleme adimi ile birlikte birden fazla 6grenme algoritmasi kullanilarak

olusturulan egitim adimi bir arada degerlendirilmistir.

Deneysel calismalar sonucunda, 6nerilen yaklasimin hem tahmin dogrulugunu artirdig1 hem
de islem siiresi agisindan maliyeti azalttig1 gézlemlenmistir. Bununla birlikte, yontemin

gelistirilmesine yonelik baz1 gelecek ¢aligmalara dair 6neriler de sunulmustur.

Bu oOnerilerden ilki, Ozniteliklerin alt kiimelere ayrilmasi siirecinde korelasyon matrisi,
kovaryans analizi veya Fisher skorlar1 gibi istatistiksel tekniklerden yararlanilarak veriye

katkisi diisiik veya gereksiz 6zniteliklerin elimine edilmesidir.

Ayrica, biiyiik 6l¢ekli veri kiimeleriyle ¢alisilirken, 6znitelik se¢imi sirasinda tiim veri yerine
kiigtik bir drneklem alinarak siralama yapilabilir ve bu siralama sonuglar1 tiim veri setine
genellenebilir. Onerilen yéntem, bu ¢alismada Wine Quality — Red ve Heart Disease veri
setleri ile sitnanmis olmakla birlikte, ileride farkli alanlardan veri kiimeleriyle test edilerek

literatiirdeki diger yontemlerle karsilastirmali analizler yapilabilir.

Buna ek olarak, onerilen sistem paralel programlama olanaklariyla daha da hizlandirilabilir.
Ornegin, veri kiimesi alt kiimelere ayrilarak farkli algoritma tabanli modellerle multi-
threading tabanli paralel egitim yapilabilir, zaman karmasikligin1 olumlu yonde etkileyerek

sistemin 6l¢eklenebilirligini artirabilir.
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Son olarak, kolektif yapinin siniflandirma problemlerinin dtesine taginmast da miimkiindiir.
Ozellikle, bu tez kapsaminda kullamlan veri kiimesi i¢in ve gelecekteki ¢alismalarda,
siniflandirma yerine regresyon tabanli modellerin entegrasyonu degerlendirilebilir. Bu
iyilestirme Onerisi, sunulan yontemin kullanim yelpazesini genisletmekle birlikte probleme

bagli olarak daha iyi sonuglar sergileyebilir.
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