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1. GiRi$

Buglnin is diinyasinda sirketler, musteri verilerinden bilgi tiretmenin rekabet
avantaji saglayan énemli bir yetenek oldugunu kesfetmislerdir. Bir karar verici
icin verilen kararin dogrulugu, onun yeteneklerine, deneyimine ve bilgi
birikimine oldugu kadar sahip oldugu veri kimesinin yeterliligine de baglidir.
iste bu noktada devreye giren veri madenciligi, dnceden bilinmeyen iligki ve
trendlerin bulunmasi igin karar vericiye yardimci olan ve blyik miktarlardaki

veriyi analiz eden bir alan olarak karsimiza ¢ikmaktadir.

GUnimUzde ham veri eksikligi yasanmamaktadir. Tek sorun rekabet avantaji
saglayacak ve drlUnleri daha cazip kilacak sekilde ham verinin nasil
kullanilacagidir. Ayrica sirket icin ham verilerin tam zamaninda elde
edilebilmesi de bir o kadar énemlidir. Ornegin; bir Grinin Gretiminin bir
haftada tamamlandigini disdnelim. Bu Grinin kalite kontroll bu bir hafta
icinde yapilmahdir. Uriin dretildikten, nakledildikten ve raflardaki yerini
aldiktan sonra ortaya cikan bir kalite kontrol bilgisi yararsiz olacaktir. Bir
istatistikcinin bu verideki edilimleri bir haftadan daha uzun slrede kesfetmesi,
sirketi muhtemel bir felaketle karsi karsiya birakir. Oysa ki, veri madenciligi
stre¢ boyunca veriyi izler ve hatall Grlnlere neden olan benzer egilimleri
ortaya cikararak gelir kaybini énledigi gibi miUsteri sadakatini de korur. Ayrica
dreticiler icin énemli olan bilgilerin elde edilmesinde ve dogru kararin
alinmasinin yaninda, verilerin dogru depolanmasi, dogru siniflanmasi, dogru

aylklanmasi, dogru islenmesi ve dogru yorumlanmasi da cok énemlidir.

Veri madenciligi calismalarinda basarili olmanin ilk sarti, uygulamanin hangi
amag icin yapilacaginin acik bir sekilde tanimlanmasidir. Uygulamanin
amacl, sorun Uzerine odaklanmig ve acik bir dille ifade edilmis olmalidir.
Sorunu tanimlayamayan bir veri madenciligi ¢alismasi, sorunu c¢cézmeye
yetmeyecegdi gibi sonucgta baska problemlerin de ortaya c¢ikmasina neden

olabilecek ve bu da cesitli maliyetlere sebep olacaktir.



Uygulama amaci belirlendikten sonra verilerin hazirlanmasi gerekir. Verilerin
hazirlanmasi asamasi kendi igerisinde toplama ve uyumlastirma, birlestirme

ve temizleme ile se¢im adimlarindan meydana gelmektedir.

Toplama ve uyumlastirma, tanimlanan sorun igin gerekli oldugu dasUndlen
verilerin ve bu verilerin toplanacagdi veri kaynaklarinin belirlenmesi adimidir.
Hangi veri kaynaklarindan vyararlanilacagi 6énemli bir karardir. Gunki
gereginden az veri kaynagi veri madenciligi calismasini eksik birakacagi gibi,
gereginden fazla veri kaynagi sirecin uzamasina neden olabilecek veri

kirliligine yol agabilecektir.

Birlestirme ve temizleme adiminda, farkli kaynaklardan toplanan veriler

dlizenlenerek tek bir veri tabaninda toplanir.

Secim adiminda, kurulacak modele bagh olarak veri segimi yaplilir.

Veri madenciliginde verilerin, farkli kaynaklardan toplanmasi durumunda
kullanilacak verilerin farkli zamanlara ait olabilmeleri, veri formatlarinin farkl
olmasi, farkli kodlama sistemlerinin kullanilmasi, glncelleme hatalari vb.
bircok problem ortaya cikabilecektir. Givenilir olmayan veri kaynaklarinin
kullanimi tim veri madenciligi strecinin de guvenilirliligini etkileyecektir. Bu
nedenlerle, iyi sonu¢ alinacak veri madenciligi ¢galismalari ancak iyi verilerin
Uzerine kurulabilecegi igin, toplanan verilerin ne 6lcide uyumlu olduklari

verilerin hazirlanmasi agamasinda incelenerek degerlendiriimelidir.

Veri madenciligi calismasinda gelistirilen modelde kullanilan veri tabaninin
cok blylk olmasi durumunda, rastgeleligi bozmayacak sekilde drnekleme
yapilmasi uygun olabilir. Ayrica burada secilen érneklem kimesinin tim
populasyonu temsil edip etmedigi de kontrol edilmelidir.

Tanimlanan problem i¢in en uygun modelin bulunabilmesi, olabildigince ¢ok

sayida modelin kurularak denenmesi ile mimkindir. Bu nedenle veri



hazirlama ve model kurma asamalari, en iyi oldugu dusunitlen modele

varilincaya kadar yinelenen bir slrectir.

Model kurulus sureci, denetimsiz ve denetimli 6grenmenin kullanildigi
modellere goére farklilik gdstermektedir.

Denetimsiz 6grenmede, ilgili érneklerin gdzlemlenmesi ve bu &rneklerin
Ozellikleri arasindaki benzerliklerden hareket edilerek siniflarin tanimlanmasi

amaclanmaktadir.

Ornekten d3renme olarak da isimlendirilen denetimli grenmede, bir denetci
tarafindan ilgili siniflar 6nceden belirlenen bir kritere gbre ayrilarak, her sinif
icin cesitli 6rnekler verilir. Sistemin amaci verilen érneklerden hareket ederek
her bir sinifa iligkin 6zelliklerin bulunmasi ve bu ézelliklerin kural cimleleri ile
ifade edilmesidir. Ogrenme sireci tamamlandiginda, tanimlanan kural
cumleleri verilen yeni drneklere uygulanir ve yeni érneklerin hangi sinifa ait

oldugu kurulan model tarafindan belirlenir [Han, 2001].

Tezde gelistirilen algoritmada bir denetimli 6grenme algoritmasidir.

Denetimli 6grenmede segilen algoritmaya uygun olarak ilgili veriler
hazirlandiktan sonra, ilk asamada verinin bir kismi modelin &grenilmesi,
diger kismi ise modelin gecerliliginin test edilmesi igin ayrlir. Modelin
O6grenilmesi, 6grenim kimesi kullanilarak gerceklestirildikten sonra, test
kimesi ile modelin dogruluk derecesi belirlenir.

Veri madenciligi strecinde énemli olan bir diger unsur modelin izlenmesidir.
Zaman igerisinde b0tin sistemlerin Ozelliklerinde ve dolayisiyla Urettikleri
verilerde ortaya c¢ikan degisiklikler, kurulan modellerin slrekli olarak
izlenmesini ve gerekiyorsa yeniden dizenlenmesini gerektirecektir. Tahmin
edilen ve gb6zlenen degdiskenler arasindaki farkliligi gésteren grafikler model

sonuglarinin izlenmesinde kullanilan yararh bir ydntemdir.



Yukarida bahsedilen bilgiler 1siginda siniflandirma problemleri icin kural
dreten yeni bir veri madenciligi algoritmasi gelistiriimis ve etkinligi literattirde

bulunan test problemleri Gzerinde sinanmistir.

Tezin ikinci bdliminde; veri madenciliginin literatirdeki c¢esitli tanimlari,

amagclari, adimlari, gereksinimleri ve kullanim alanlari anlatiimistir.

Ucgiinct béliimde, kaba kiime teorisinin temel kavramlarindan bahsedilmis ve

literatGr taramasi verilmigtir.

Dordinct bdlimde, kaba kime yaklasimi kullanarak nitelik indirgemesi
yapan ve genetik algoritma ve genetik programlama tabanli kural cikarim

mekanizmasina sahip yeni bir evrimsel algoritma: “Rough-Mep algoritmasr’
gelistiriimis ve anlatiimistir.

Sonug¢ béliml olan besinci bélimde, gelistirilen Rough-Mep algoritmasinin
siniflandirma  performansi, klasik makine &grenimi algoritmalar ve
literatUrdeki iyi sonu¢ vermis bulunan cesitli algoritmalarla karsilastiriimis,

sekiz veri Gzerinde yapilan deneysel ¢alisma ve sonuglari sunulmustur.



2. VERi MADENCILIGI

Bilgi kesfi; dnceden bilinmeyen, kapall ve potansiyel olarak yararh bilginin
veriden ¢ekilmesidir. Bilgi kesfi strecinin adimlar Sekil 2.1’de verilmektedir.

Bilgi kesfi sUrecinin bir parcasi olan veri madenciligi, 6zellikle yararli
Orlntdlerin ve iligkilerin bulunmasi igin istatistiksel analizler ve modelleme

tekniklerinin uygulandigi alandir.

Veri madenciligi, genis veritabanlarindan prediktif bilginin otomatik olarak
cekilme sdrecidir. Gelecek trendlerini tahmin eder ve uzmanlarin gdzden

kacirdigl davraniglari bulur [Han, 2001].

Onislenmis

Veri
- Déniistiiriimis
I I Veri

Hedef Veri

Sekil 2.1. Bilgi kesfi sureci

Fayyad’a gore veri tabanlarindan bilgi kesfi strecinde yer alan adimlar su
sekilde siralanmaktadir [Fayyad ve ark., 1996]:

e Veri se¢cimi: Bu adim, veri kimelerinden, kesfin gerceklestirilecegi
uygulama alanina uygun érneklem kiimesinin segilmesidir.
e Veri temizleme ve 6n isleme: Secilen érneklem kiimesinde yer alan hatali

tutanaklarin ¢ikarildigr ve eksik nitelik degerlerinin nasil ele alinacaginin



belirlenerek, degistirildigi asamadir. Bu asama kesfedilen bilginin kalitesini
arttirir.

e Veri indirgeme: Secilen 6rneklemden ilgisiz niteliklerin atildigi ve tekrarli
kayitlarin ayiklandigi adimdir. Bu agsama secilen veri madenciligi sorgusunun
calisma zamanini iyilestirir.

e Veri madenciligi: Kullanilacak  veri  madenciligi  algoritmasinin
(siniflandirma, kiimeleme vb.) belirlenerek uygulanmasidir.

e Degerlendirme: Veri madenciligi sonucunda kesfedilen &érantllerin
gecerlilik, yenilik, yararlilik ve basitlik kistaslarina gére degerlendiriimesi

asamasidir.

Veri madenciligi, verideki bilgi érintltlerinin arandigi karar destek slrecidir.
“Oriintd” ile anlatimak istenen “Verideki lligkiler” dir. Veri madenciliginin

sureci Sekil 2.2'de verilmektedir.

Kosullu Mantik

Kesif Birliktelikler

Trend ve
Varyasyonlar

Tahmin edici —
Modelleme Cikti Tahmini
Veri Madenciligi <
Tahmin
Trend ve
Varyasyonlar
Adli Analiz
Link Analizi

Sekil 2.2. Veri madenciligi sureci

Veri madenciligi; trendleri, iligkileri ve profilleri belirlemek igin veriyi
siniflandiran bir analitik ara¢ ve bilgisayar yazilm paketidir [SAS web site,
2007].



Veri madenciligi, pazarda sirkete rekabetci bir yapi kazandirmak icin veri
analizine gerek duyar, bu yldzden; kolaylastirici bir faktér olarak géralebilir
[Cabena, 1998]. “Bugdin bircok igletme igcin musgterilerinin istek ve ihtiyaglarini
bilmek en énemli énceliktir’ [LaMonica, 1997]. Bu nedenle; veri madenciligi
bir sirketin rekabetci yapilya kavusabilmesi icin son derece 6nemlidir.
Bugunin is dinyasinda; veri miktarindaki énemli artisa paralel olarak veri
madenciligi de cok daha ®nemli hale gelmistir. insanlar (¢ bes boyutla
ilgilenebilmektedirler fakat 10 boyutdan fazla oldugu zaman bu is
zorlagsmaktadir. Bu durum veri toplanmasinda yeni teknolojilerin

gelistiriimesinde énemlidir [Fayyad, 2001].

Asagida veri madencilidi ile ilgili cesitli tanimlar yer almaktadir:

e Solid State Technology’e gore veri madenciligi, bir ya da daha fazla cevap
degiskeninin davranisini aciklamak igin veritabanlarinda mevcut genis
kimelerdeki gizli iligkileri bulan bir metedolojidir [Solid State Technology,
1999].

e Jacobs veri madenciligini, ham verinin tek basina sunamadigi bilgiyi
cikaran veri analizi sUreci olarak tanimlamistir [Jacobs, 1999].

e Davis, veri madenciliginin blyldk hacimli verilerdeki 6rtntlleri arastiran
matematiksel algoritmalari kullandigini sdylemistir. Davis’ e gbre veri
madenciligi  hipotezleri kesfeder, sonuclari birlestirmek icin insan
yeteneklerini de kullanir. Davis’e g6re veri madenciligi sadece bir bilim dedil,
ayni zamanda bir sanattir [Davis, 1999].

e DuMouchel, veri madenciliginin genis veritabanlarindaki birliktelikleri
arastirdigini séylemistir [DuMouchel, 1999].

e Hand, veri madenciligini, istatistik, veritabani teknolojisi, 6rinti tanima,
makine 6grenme ile etkilesimli yeni bir disiplin ve genis veritabanlarinda
Onceden tahmin edilemeyen iligkilerin ikincil analizi olarak tanimlamistir
[Hand, 1998].



e Kittler, veri madenciligini tahmin edici anahtar degiskenlerin binlerce
potansiyel degiskenden izole edilmesi olarak tanimlamigtir [Kittler, 1999].

e SAS Sirketi ise veri madenciligini, isletme avantajina yoénelik olarak
O6nceden bilinmeyen o6rantlleri kesfetmek icin blyUk miktarlarda verinin
secilmesi, incelenmesi ve modellenmesi sireci olarak tanimlamistir [SAS
web site, 2007].

e Birmingham Universitesi Bilgisayar Bilimleri web sitesinde veri
madenciligini, 6nceden bilinmeyen, tam ve yarali bilginin veriden g¢ekilmesi
olarak tanimlamig; veri madenciliginin insanlarin kolayca anlayabilecegi bir
formda veriyi kesfeden ve sunan makine 6grenme, istatistik ve goérsellestirme
teknikleri gibi teknikleri kullandigini belirtmigtir [School of Computer
Science, 2007].

e Bransten’a gb6re veri madenciligi, insanin asla bulmayl hayal bile
edemeyecegi trendlerin kesfedilmesini saglar [Bransten, 1999].

e Applied Technology Group’a gére veri madenciligi, misteri odakli blyuk
veritabanlarindan bilgi érintllerini ¢gikaran uygun teknoloji kiimelerini kullanir.
Bununla birlikte, veri madenciligi tek bir teknoloji degildir. Tam tersine veriden
bilgi cekmekte kullanilan araclarin bir kimesidir [Applied Technology
Group, 1997].

Spesifik veri madenciligi araglari; kimeleme, dogrusal regresyon, sinir aglari,
bayesian agi, goérsellestirme ve aga¢ tabanh modeller gibi pek ¢ok modeli
icerir. Veri madenciligi uygulamalarinda yillar boyu istatistiksel yéntemler
kullaniimigtir. Bununla birlikte, buginin veri madenciligi teknolojisinde eski
yontemlerin tersine blyUk veri kiimelerindeki trend ve iligkileri kisa zamanda
saptayabilmek icin ylUksek hizli bilgisayarlar kullaniimaktadir. Veri madenciligi
gizli trendleri en az ¢caba ve emekle ortaya c¢ikarir [Giudici, 2003].

Veri ambari, organizasyonun ihtiyaclari ile uyumlu blyUk miktarlardaki verinin
kolay erigilebilir bir yapida tutulmasini saglayan bilgisayar tabanli depolama
sistemleridir. 1990’ yillarda ortaya c¢ikmistir. Veri ambarlan veriyi



kullanilabilir trend, iligki ve profillerde siniflandirmaziar, sadece potansiyel
bilgiye sahip veritabanlaridirlar. Veride sakli bilgiyi kesfetmeyi saglayan ise
“veri madenciligi” gibi tekniklerdir. Veri ambarindan veriyi ¢ekebilmek igin
hangi verinin gerekli oldugunu ve bu verinin nerede oldugunu tespit etmek
6nemlidir. Cogunlukla gerekli veri, farkh sistemler Uzerinde ve farkl
formatlardadir. Bu nedenle, ilk asamada veri temizleme ve dizenleme islemi
gerceklestiriimelidir. Veri ambarinin yaraticist W.H.Inmon’a gbére veri ambari
“verinin temizlendigi, birlestirildigi ve yeniden dlUzenlendidi, merkezi ve

entegre bir depodur” [Inmon, 2002].

Sonu¢ olarak veri madenciligi, dnceden bilinmeyen iliski ve trendlerin
bulunmasi igin buglinin endustrisinde yaratilan blyUk miktarlardaki veriyi
analiz eden bir yoldur. Yuksek glgli bilgisayarlara ve gereken yazilimlara
kolay ve dusuk fiyatlarla ulasilabilmesi bu teknolojinin islemesini olanakli
kilmistir. Internet ise birgok noktadaki verinin toplanmasini saglamaktadir.
“World wide web” sayesinde cok blUylk miktarlarda verinin elde edilmesi
saglanmistir. Bilgisayar lzerinde calisma ayni zamanda emek ve zaman
tasarrufunu  saglamistir.  Veri  madenciliginde  kullanilan  yazihm

saglayicilardan bazilari Cizelge 2.1°de verilmistir [Han, 2001]:

Cizelge 2.1. Veri madenciligi’'nde kullanilan yazilim saglayicilardan érnekler

URUN ADI IBM Oracle SAS Angoss NCR
Intelligent Darwin Enterprise Knowledge Teraminer
Miner Miner Seeker Stats
Platform AIX 4.1, Windows Masintosh, Windows, Windows NT,
NVS, Windows NT Windows Windows Unix
AS/400, NT, NT,
Windows Unix Unix
NT
Karar Agaci X X X X
Sinir Aglari X X X X
Zaman Serileri X X
Tahmin X X X X
Kimeleme X X
Birliktelik X X
Bayesian Aglar
Gorsellestirme X X X X X
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2.1. Neden Veri Madenciligi?

Veri madenciligi asagidaki 3 teknoloji tarafindan desteklenir:

o Kitlesel veri toplama,
e Gucli cok islemcili bilgisayarlar,

¢ Veri madenciligi algoritmalari.

Ticari veritabanlari 6ézellikle perakendecilik sektdrinde hizla gelismektedir.
Sayisal makinelere olan ihtiyag, disik maliyetli ve paralel ¢ok islemcili
bilgisayar teknolojisindeki gelismeler sayesinde karsilanmistir.

Veri madenciligi teknolojisi, istatistik, yapay zeka ve makine &grenimi gibi
tekniklerdeki arastirmalar ile uzun bir siredir gelisme igerisindedir.
GUnimuzde bu tekniklerin olgunlagsmasi, ylksek performansli veritabani
araclari ve veri entegrasyon calismalari sayesindedir. Bunlar ayni zamanda
bu teknolojileri veri madenciligine uygun hale getirmistir [Buntine, 1996]. Bilgi
teknolojilerindeki gelismelere bagli olarak hesaplama glict 6énemli élclide

artmis, veri toplama ve veri ydnetimi daha kolay hale gelmistir.

Sekil 2.3’de veri madenciligine katki saglayan alanlar gésterilmektedir.

Veritabani | istatistik |
Taknnlaniici \ /
| Makine Odrenimi | VERI MADENCILIGI Gorsellestirme |

| Bilai Teknoloiileri / \ Didaer Disiplinler |

Sekil 2.3. Veri madenciligi sirecine katki saglayan alanlar
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2.2. Veri Madenciliginin Gereksinimleri

Genel olarak veri madenciligi, bir veri ambarina ve bir yazilim paketine

gereksinim duyar. Diger temel gereksinimleri asagidadir:

e Veriye erigilebilirlik,

e Etkin erisim ydntemleri,

e Veri problemlerinde dinamiklik,

e Etkin algoritmalar,

e Yiksek performansli uygulama sunucusu (server),
e Sonug dagitiminda esneklik,

e Verinin temizlenmesi.

Bir veri ambarini etkin olarak kurmadan 6énce verinin ne igin kullanilacagi
planlanmalidir. Dogru veri bulunmaz ve verinin sinirlari bilinmezse, veri

madenciligi analiz iglemleri zorlagir [Han, 2001].

2.3. Veri Madenciliginin Adimlari

Veri madenciliginin bagarili olabilmesi icin bir araglar kiimesinden ziyade bir
sure¢ olarak kabul edilmelidir. Bu sUrecte basarilh olabilmek icin asagidaki

adimlar izlenmelidir:

Adim 1: Hem istatistiksel hem de gbérsel olarak incelenebilecek bir veri

O6rnegdi olmalidir. Yani; toplanacak ve islenecek veri tanimlanmalidir.

Adim 2: En anlaml tahmin edici Olgltlerin segimi ve ddnistirtimesi igin

istatistik ve gdrsellestirme teknikleri kullaniimalidir.

Adim 3: Ciktilari tahmin etmek icin 6lcitler modellenmelidir. Bu adimda

egilimler icin hem gdrsel hem de nimerik olarak incelenir.
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Adim 4: Modelin dogrulugundan emin olmak i¢in sonuglar test edilmelidir.

Adim 5: Gerektiginde secgilen / toplanan veri model sec¢im silrecine
odaklanmayi kolaylastirmak icin dedistirilebilir. Bazi durumlarda, bos

alanlarin doldurulmasi ya da silinmesi s6z konusu olabilir.

Veri madenciliginin iteratif bir sire¢ oldugu unutulmamah ve bu adimlar
surekli tekrarlanmahdir [Han, 2001].

2.4. Veri Madenciligi’nin Amaclari ve Veri Madenciliginde Karsilasilan
Problemler

Veri madenciliginin amagclari éng6ru, tanima, siniflandirma ve en iyileme

olarak doért baslk altinda toplanabilir [Yarimagan, 2000].

Ongérii, hangi Urinlerin  hangi dénemlerde, hangi kosullarda, hangi
miktarlarda satilacagina iliskin 6ngérilerde bulunmak gibi tanimlanabilir.

Tanima, aldigr Grlnlerden bir mdsterinin taninmasi veya kullanildigi
programlar ve vyaptigl islemlerden bir kullanicinin taninmasi gibi ifade
edilebilir.

Siniflandirma, bir ¢cok parametrenin birlesimi kullanilarak, érnegin Grdnlerin,

masterilerin ya da égrencilerin siniflandiriimasi olarak tanimlanabilir.
En iyileme, belirli kisittamalar gergcevesinde zaman, yer, para ya da ham
madde gibi sinirh kaynaklarin kullanimini en iyileme ve Gretim miktari, satis

miktari ya da kazang gibi degerleri blyltme olarak tanimlanabilir.

Veri madenciliginde karsilasilan problemleri ise su sekilde siralayabiliriz:
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e Veri tabani boyutu: Orneklemin biiyik olmasi, ériintllerin gercekten var
oldugunu géstermesi acgisindan bir avantajdir, ancak bu durumda elde edilen
orintl sayisi ¢cok blylumektedir. Bu ylzden veri tabani boyutu veri
madenciligi sistemleri icin dnemli problemlerden biridir. Bu sorunu ¢6zmek
icin uygulanabilecek ybéntemlerden bazilari: veri madenciligi sisteminin
sezgisel/bulugsal bir yaklagsimla arama uzayini taramasi, érneklemin yatay ve
dikey boyutta indirgenmesi olarak sayilabilir [Oguz, 2000].

e Gdrdaltdali veri: Veri girigi ya da veri toplanmasi sirasinda olusan sistem disi
hatalara guralta adi verilir. Eger veri kimesi grltali ise sistem bozuk veriyi
tanimali ve ihmal etmelidir. Quinlan’in girdltinin siniflama Gzerindeki etkisini
arastirmak icin yapmis oldugu calisma sonucunda, etiketli 6grenmede etiket
Uzerindeki gOrdltd, &grenme algoritmasinin  performansini  dogrudan
etkileyerek diismesine neden olmustur [Quinlan, 1986].

e Eksik veri: Orneklem kiimesindeki kayitlarin eksik olmasi ya da bazi
kayitlar igin bazi niteliklerin veya nitelik degerlerinin olmamasidir. Bu eksiklik;
hatali 6lcim araclarindan, veri toplama slrecinde deneyin tasariminda
yapilan degisiklikten ya da birbirine benzer ancak 6zdes olmayan veri
kimelerinin birlestiriimesinden kaynaklaniyor olabilir.

e Artik veri: Orneklem kiimesi, eldeki probleme uygun olmayan, gereksiz
nitelikler igerebilir, bunlara artik veri denir. Artik nitelikleri elemek igin
gelistirilmis algoritmalar 6zellik secimi olarak adlandirilir. Ozellik secimi,
hedef baglami tanimlamak igin yeterli ve gerekli olan niteliklerin kiglk bir alt
kiimesinin secilmesidir. Ozellik secimi yalnizca arama uzayini kiicliltmekle
kalmayip, siniflama isleminin kalitesini de arttinr  [Almuallim ve
Dietterich, 1991].

e Null degerler: Niteligin bilinmeyen ve uygulanamaz bir degere sahip
oldugunu gdbsterir. Veri kimelerinde yer alan null degerleri igin ¢esitli
¢bzimler s6z konusudur. Bunlar; null degerli kayitlar tamamiyla ihmal
edilebilir, null degerler yerine olasi bir deger atanabilir. Bu degerler o
nitelikteki en fazla frekansa sahip bir deger veya ortalama bir deger olabilir,
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varsayllan bir deger olabilir, null degerin kendisine en yakin deger olabilir
[Quinlan, 1986].

e Dinamik veri: igerigi slrekli olarak degisen veri tabanlarina dinamik veri
tabanlari denir. Bu veri tabanlarinda veri madenciligi 6riintileri elde edildikten
sonra degisen verilerin érlntllere yansimasi gerekmektedir. Bu islem, veri
madenciligi uygulamasinin Urettigi érintlleri degisen veriye goére, gereken

yerlerini giinleme yetenegdine sahip olmasini gerektirir.

2.5. Veri Madenciligi Faaliyetleri ve Kullanicilari

Veri madenciligi faaliyetleri, asagida tanimlanan 3 farkli kullanici sinifi

tarafindan yaratalar;

e Uzmanlar; Ust dizey kavrayisa gereksinim duyarlar ve bilgisayarda diger
gruplardan daha az zaman gegirirler.

e Son kullanicilar; satis elemanlari, pazar arastirmacilari, bilim adamlari,
muhendisler, doktorlar vb. dir.

e Analistler; finansal analistler, istatistikciler, danismanlar ve veritabani

tasarimcilaridir.

Tanimlanan kullanicilar; bolumla, stratejik ve sirekli veri madenciligi olmak

Uzere 3 ¢esit veri madenciligi faaliyeti gerceklegtirirler.

BolumlU veri madenciliginde, veriye spesifik bir agidan bakilir. Amag; bu veri
kimesini anlamak ve yeni karar destek sistemine yo6nelik tahmin igin
kullanmaktir. Analistler genellikle bélimli veri madenciligi c¢alismalarini
yuratar.

Stratejik veri madenciliginde; spesifik dlcltleri anlamak icin daha genis veri
kiimeleri incelenir. Stratejik veri madenciliginde, “destek nereden geliyor?” ya
da “insanlar nasil gruplandirilabilir?” sorulari cevaplandirilmaya caligilir.
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Sarekli veri madenciliginde, verilen bir zaman diliminde dinyanin nasil

degistigi ve bu degisimi etkileyen faktérlerin neler oldugu arastirilir [Yuarn,
2003].

2.6. Veri Madenciliginin Kullanim Alanlari

Veri madenciliginin ana kullanim alanlari,

e Sigortacilik,

e Saglik,

e Finans,

e Kredi karti sirketleri,
e Telefon sirketleri,

e Perakende ve pazarlama surecleridir.

Veri madenciliginin kullanimina otellerde, kataloglarda, stpermarketlerde,
kirallk araba, Internet ve E-Ticaret uygulamalarinda ve havayolu
endustrisinde de rastlanmaktadir. Bu endustriler veri madenciligini, musteri,
reklam ya da kredi karti yoluyla musteri tercihlerini belirlemek icin kullanirlar.
Bu veri ile belirli mUsterilere hangi promosyon reklamlarinin génderilecegine
karar verilir. Bu endustrilerin veri madenciligini kullanma nedeni, misteri,
arin ve iglem bazinda bUyUk miktarlardaki veriyi anlama ve bu bilgiyi
kullanma ihtiyacidir. Davranis o&runtdlerini, tercih 6rintllerini ve verinin
coklugundan dolaylr insan beyni tarafindan algilanamayacak iligkileri
belirlemek igin kullanirlar.

Yeni bir teknoloji ortaya ¢iktiginda bu teknolojinin belirli bir ortama uygun olup
olmadidi sUpheleri her zaman ortaya c¢ikar. Her sirket problemini cevaplayan
bir teknoloji olmadigindan, veri madenciligi de bazi durumlar igin yararlidir.
Veri madenciligi asagidaki karakteristiklere sahip problemlerin ¢6ziminde
daha cok tercih edilir:

e Buylk miktarlarda veriye erigilebildigi zaman,
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Veri birgok degiskene sahipse,

Veri karmagsik, ¢cok degiskenli ve dogrusal degil ise,

Ciktilar1 ya da davranisi tahmin etmek gerekiyorsa,

Henlz anlagiimayan birliktelik ve iligkileri bulmak gerekiyorsa.

Veri madenciliginin kullanildigi alanlarda basarili ¢6zime ulastigi 6rnek

problemler asagidadir;

e Benzer satin alma oérintlleri gdsteren musterilerin dogru segmentlerde
ifade edilmesi,

e Bireysel iliski Yénetimi icin etkin bir sekilde misteri profillerinin ¢ikariimasi,
e Maillere gelen yanit oranin arttiriimasi,

e Hangi misterilerin daha sadik ve hangilerinin belirli promosyonlara cevap
verme olasiliginin daha yiksek oldugunu tanimlayacak musteri profillerinin
olusturulmasi,

e Bir mugteriyi rakip sirketi tercinh etmeye iten faktérlerin neler oldugunu
anlamak,

e Satin alma 6runtllerini, 6demeleri ve tepki oranlarini etkileyen faktorleri
kesfetmek,

e Bir kredi karti igleminin ya da sigorta talebinin sahtekarlikla sonuglanip
sonuglanmayacagini tahmin etmek,

e Kredi karti mUsterilerinin verilen bir zaman cercevesinde hesaplarini baska
bir bankaya nakledip nakletmeyeceklerini tahmin etmek,

e Gecmislerine ve karakteristiklerine bakarak mdisterilerin gelecekteki
davraniglarini tahmin etmek,

e Tip merkezlerine ve sigorta sirketlerine hangi proseduirlerin birlesiminin en
¢cok istenen ciktilar Uretecedini belirleyerek maliyet ydnetiminde yardim
etmek [Han, 2001].
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2.7. Veri Madenciliginin Faktorleri

Veri madenciligi teknolojisinin temel bilesenleri; istatistik, yapay zeka ve
makine 6gdrenimi gibi alanlardaki arastirmalar ile uzun bir slredir gelisme
icerisindedir. GUnUmuzde, yUksek performansli iligkisel veritabani araclari ve
veri entegrasyon g¢alismalari bu teknolojileri veri madenciligine uygun hale

getirmistir.
Veri madenciliginin farkh faktorlerini anlamak igin, veri madenciligi
uygulamalar ile operasyon, teknik ve algoritmalari ayirmak gerekir. Bunlarin

ayirimi Cizelge 2.2’de verilmistir.

Cizelge 2.2. Veri madenciliginin faktérleri

Musteri Segmantasyonu
Musteri Tutma
UYGULAMALAR | Sahtekarlik Tespiti
Kredi Kontrol

Web Sitesi Analizi

Siniflama ve Tahmin
OPERASYONLAR | Kiimeleme
Birliktelik Analizi

Sinir Aglan

Karar Agaclari
TEKNIKLER k- En Yakin Komsu
Bayesien

Kimeleme Analizi

Veri madenciligi teknolojisini kullanan bir uygulama bir ya da daha fazla veri
madenciligi operasyonunu ydritir. Her operasyon; kompleks bir veri
kimesindeki 6rintl ve trendleri ayirmak icin farkh bir yolu yansitir [Han,
2001].
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2.8. Veri Madenciliginde Kullanilan Yaklagimlar

Veri madenciliginde siniflandirma ve tahmin, kiimeleme, birliktelik analizi ve

ardisik analiz olmak Gzere Ug tir yaklagim kullaniimaktadir.
2.8.1. Siniflandirma ve tahmin

Siniflandirma, énceden belirlenen veri siniflarina gére model gelistirilip bu

modelin siniflandirma igin kullanildigi iki adimli bir stregtir.

Veri kiimeleri 6nceden tanimlanmis bir sinifa gére etiketlenmistir. Bu veri
kimeleri egitim ve test veri kimesini olusturmak UGzere ikiye ayrilir. Egitim
veri kiimesinden hareket edilerek test veri kimesindeki verilerin hangi sinifa

ait oldugu bulunur.

Siniflandirma ve tahmin ydntemlerinde asagidaki karsilastirma kriterleri
6nerilmigtir [Han, 2001]:

e Tahmin dogrulugu (Predictive Accuracy): Modelin yeni ya da daha
6nceden bilinmeyen bir verinin sinif etiketinin dogru olarak tahmin edilme
yetenegidir.

e Hiz (speed): Modelin genellestiriimesindeki hesaplama maliyetine karsilik
gelir.

e Saglamlik (Robustness): Modelin, gurlltili ya da kayip veri verildiginde
dogru tahmin yapma yetenegidir.

o Olgeklendirilebilirlik (Scalability): Blyik miktarlarda veri verildiginde,
modeli etkin bir sekilde kurma yetenegidir.

e Yorumlanabilirlik (Interpretability): Model tarafindan saglanan anlasiima

seviyesidir.
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2.8.2. Kiimeleme

Kimeleme, nesneleri, benzer nesne siniflarina gruplandirma islemidir.
Kimeleme algoritmasi, birbirine benzer nesnelerin ayni kiimede, birbirinden
farkli nesnelerin ayri kimelerde yer almasiyla gerceklestirilir [Chen, 2001].
Siniflamanin tersine kimeleme énceden tanimlanacak hedef bir degiskene

gereksinim duymaz. Sekil 2.4’de érnek bir kiimeleme gértlmektedir.

’ X X X N X X X
’ \ !
\ 1
1
| X ' /’ X ’
\ X I’ [ X )/
A} 1
\ X L/ \\ X
-
~o g \ -7
S~a PSS R N g
- -~ T~< S~ o= -7
- ~.
/ \\
! X X X
1
\ X \
\ \
\ X 1

v

Sekil 2.4. Veri kimeleme

2.8.3. Birliktelik analizi ve ardisik analiz

Birliktelik analizi, bir veri kiimesindeki kayitlar arasindaki baglantilari arayan
ybnlendiriimemis veri madenciligi seklidir. Nitelikler arasindaki butin
kombinasyonlar c¢ikarilarak, her niteligin  b0tin degerleri  batln
kombinasyonlarda denenerek orintller kesfedilmeye calisilir [Agrawal ve
ark., 1993]. Birliktelik analizi, pazar sepet analizi, katalog tasarimi, magaza

artin yerlesim plani vb. alanlarda yaygin olarak kullanilir.

Ardisik analiz ise birbirleri ile iligkisi olan ancak birbirini izleyen dénemlerde
gerceklesen iligkilerin tanimlanmasinda kullanilir [Akpinar, 2000]. Bazen ayri

bir veri madenciligi operasyonu olarak degerlendirilebilir.



20

2.9. Veri Madenciligi’nde Siniflandirma Problemleri icin Kullanilan

Yontemler

Veri madenciliginde siniflandirma operasyonlari bir dizi teknik ya da yéntem
kullanilarak gercgeklestirilir. Her teknik icin ¢esitli algoritmalar kullaniimaktadir.
Bunlardan bazilari asagida tanimlanmigtir.

2.9.1. Karar agaci ile siniflandirma yéontemi

Karar agaci, her i¢c digumun (internal node) bir nitelik Gzerindeki testini ve
her dalin bu testin ciktisini gésterdigi, her yaprak digumundn (leaf node) ise
siniflari ya da sinif dagihmlarini temsil ettigi agag¢ yapili akis semasidir. En
ustteki digum ise kék diigum (root node) olarak adlandirilir [Han, 2001].

Tahmin edici ve tanimlayici 6zelliklere sahip olan karar agaclari, veri
madenciliginde asagidaki sebeplerden dolayl yaygin olarak kullaniimaktadir
[Han, 2001] :

e Kuruluslarinin ucuz olmasi,

e Yorumlanmalarinin kolay olmasi,

e Veri tabani sistemleri ile kolayca entegre edilebilmeleri,

e Guvenilirliliklerinin daha iyi olmasi vb.

nedenleri ile siniflandirma modelleri igerisinde en yaygin kullanima sahiptir.

2.9.2. Bayes ile siniflandirma yontemi

Bayes siniflandiricilar istatistikseldir. Verilen bir Gyeligin belli bir sinifa ait olup

olmamasi gibi sinif Gyeligi olasiliklarini tahmin ederler.
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2.9.3. Naive Bayes ile siniflandirma yontemi

Naive Bayes; hem tahmin edici hem de tanimlayici bir siniflama teknigidir.
Her iliskide kosullu bir olasilik tiretmek igin bagiml ve bagimsiz degiskenler

arasindaki iliskiyi analiz eder.

2.9.4. k- en yakin komsuluk ile siniflandirma yéntemi

En yakin komsuluk (k-NN), siniflama modelleri igin uygun olan tahmin edici
tekniklerden biridir.

Modelde yeni bir vaka ortaya ciktiginda; algoritmanin tim veriyi inceleyerek
buna en ¢ok benzeyen vakalarin bir altkiimesini olusturdugu ve onlari ¢iktiy!
tahmin etmek icin kullandigi benzerlik ile 6grenmeye dayanan bir ydntemdir.

2.9.5. Vaka tabanli nedenlesme ile siniflandirma yéntemi

Siniflandirmak igin yeni bir vaka verildiginde, vaka tabanli nedenleyici benzer
bir egitim vakasinin olup olmadigini kontrol eden, buldugunda ayni ¢ézim
uygulayan, bdyle bir vaka bulunamazsa, yeni vakanin bilesenlerine benzeyen
egitim vakalarini arastiran bir ydéntemdir [Han, 2001].

2.9.6. Genetik algoritma ile sinflandirma yéntemi

Genetik ortamin, programlama teknikleri kullanilarak kodlanmasi genetik
algoritma olarak adlandirilir. En iyinin korunumu ve dogal secilim ilkesinin
benzetim yoluyla bilgisayarlara uygulanmasi ile elde edilen bir arama
yontemidir. Genetik algoritmalarin  buginkli bi¢imi ilk olarak Holland
tarafindan 1975 yilinda ortaya konulmustur [Nabiyev, 2003].

Genetik algoritma (GA), bir problemin olasi c¢c6éziimlerinden olusan sabit
blayUkllkte bir ¢6zim grubu icinde tekrarlanarak yUratilen igslemlerden olusan
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bir yontemdir. Cézim grubu popullasyon, c¢ézimlerin kodlar kromozom,

tekrarlanan her basamaga ise jenerasyon adi verilir.

Basit bir genetik algoritma su adimlardan olusur:

e Olasi ¢dzimlerin kodlandi§i bir populasyon olusturulur. Popllasyonda
bulunacak birey sayisi igin bir standart yoktur. Birey sayisi belirlendikten
sonra probleme bagl olarak kromozomlarin kodlanmasi gerekir.

e Populasyondaki her kromozomun ne kadar iyi oldugunu bulmak amaciyla
kullanilan fonksiyona uygunluk fonksiyonu denir. Uygunluk fonksiyonu,
kromozomlari problemin parametreleri haline getirerek bu parametreler
yardimiyla hesaplama yapmaktadir. Cogu zaman genetik algoritmalarin
basarisi bu fonksiyona baghdir.

e Uygunluk fonksiyonu hesaplandiktan sonra en iyi kromozomlarin secim
islemi yapilir. Bunun igin rulet tekeri segimi, siralama segimi, sabit durum
secimi gibi birgok ydntem vardir. Yeniden kopyalama genlerindeki genetik
bilginin birinden digerine gegmesi islemine benzedidi icin caprazlama olarak
adlandirihr. Gaprazlama populasyonda gesitliligi yani, iyi 6zelliklerin bir araya
gelmesini kolaylastirarak en iyiye yaklasmayi saglar. Mutasyon kromozomun
bir parcasinin disaridan degistiriimesidir.

e Yeni kromozomlara yer agmak icin eski kromozomlar gikartilarak sabit bir
blyUklUkte popllasyon saglanir.

e TUm kromozomlarin uygunluklari tekrar hesaplanir ve yeni populasyonun
basarisi bulunur.

e islemler tekrarlanarak verilmis zaman icerisinde daha iyi olan yeni
kusaklarin olusturulmasi gerceklestirilir.

e Sonucta popllasyonlarin  hesaplanmasi sirasinda en iyi bireyler
bulundugundan ¢ézim elde edilmis olur [Erglnes, 2004].

Genetik algoritmalar, siniflandirma problemlerinde oldugu kadar diger
optimizasyon problemlerinde de sik kullanilir [Gen ve Cheng, 2000].
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2.9.7. Kaba kiime teorisi ile siniflandirma yontemi

Kaba kime teorisi sinflandirmada, kesin olmayan ya da guraltali veri igindeki
yapisal iligkileri kesfetmek icin kullaniimaktadir. Kesikli degerli niteliklere
uygulanir. Sdrekli degerli nitelikler, kaba kime uygulanmadan &nce
kesiklilestiriimelidir [Pawlak, 1982]..

Bu tezde, kaba kiime teorisi kullanilarak nitelik indirgemesi yapiimistir.

2.9.8. Genetik programlama ile siniflandirma yontemi

Genetik programlama (GP), zor problemlerin ¢6ziiminde kullanilan evrimsel
bir ¢d6zim teknigidir. GP bireyleri genellikle aga¢ yapilari ile dogrusal
olmayan bir sekilde gbsterilir ve iglem gérurler. Yakin zamanda GP’nin bir
cok dogrusal gdOsterime sahip bicimleri icin farkli yapilar &nerilmistir.
Bunlardan bazilari gramere dayali evrim, dogrusal genetik programlama ve
gen denklem programlamadir (GEP). Bu farkli yapilardaki gd&sterimlerin
amaci GP’nin performansini artirmak, ayni zamanda da programlanmasini
kolaylastirmaktir. Bu GP yaklasimlarinin ortak 6zelligi, dogrusal olmayan GP
yapisinin, dogrusal bireyler olarak ifade edilmesidir.

Genetik algoritmadan en énemli farkhligi, ¢6zim dizisinin degisken uzunlukta
olma ozelligini tasimasidir. Genetik algoritma, sayilardan olusan diziler
Uzerinde iglerken genetik programlama bilgisayar programlarini bireyler
olarak ele almaktadir. Bireylerin aga¢ yapisindaki gdsterimleriyle birlikte
caprazlama ve mutasyon operatérleri genetik algoritmadan farkli olarak
uygulamaya gecirilir. ikisi arasindaki temel fark, bireylerin gdsterimi ve
uygunluk fonksiyonunun hesaplanmasidir. Genetik programlamada, genetik
operatérlerle yeni programlarin  olusturulmasini  kolaylastirmak igin
programlar agac yapisi ile ifade edilirler. Genetik programlamanin genel
isleyis dongust Sekil 2.5'de gdsterilmigtir.
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Sekil 2.5. Genetik Programlama Déngust

Genetik programlamada, bir popllasyon bireyi hiyerarsik olarak
yapilandiriimis fonksiyonlardan ve terminallerden olusan bir programdir.
Fonksiyonlar ve terminaller, édnceden belirlenmis fonksiyon ve terminaller
kiimesinden secili. Ornegin, bir fonksiyon kiimesi temel aritmetik
operatdrlerden (F= {+,-,*,/}) olusabilir. Fonksiyon kimesi probleme bagli
olarak farkl mantiksal operatérleri de igerebilir. Terminal kimesi ise,

fonksiyonlarin argimanlarini olusturacak elemanlari igerir.

Genetik programlamada fonksiyon ve terminal kiimelerinin iki énemli 6zelligi

saglamalari gerekmektedir.

e Kapalilik 6zelligi: Fonksiyon kimesindeki her bir fonksiyon diger
fonksiyonlar tarafindan tlretiimis olmali ya da terminaller kimesindeki
argiimanlarin tamamini isleyebilmelidir. Ornegin matematiksel fonksiyonlar,
0’a bélinmeden, negatif logaritmadan, negatif karekékten korunmalidir.

e Yeterlilik 6zelligi: Fonksiyon ve terminal kimesinden secilen elemanlar, ele
alinan problemin ¢6zimu igin yeterli olmaldir. Yani elde edilen sonug,

problemin ¢6zimu icin uygun ve problemi ifade edebilir nitelikte olmalidir.
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Ayrica, elde edilen programlarin uygunluk fonksiyonlarinin kolaylikla

degerlendirilebilecek bicimde belirlenmesi de gerekmektedir.

GP’ye uygulanan operatérler temelde genetik algoritma operatdrlerinin
aynisidir. Ancak uygulamada, birey yapisi farkli oldugu igin bazi farkhliklar
gOstermektedir.

e Ureme: Uremenin farkli uygulamalari s6z konusudur:
a. Uygunluk oranli Greme yéntemi,

b. Sira segim yéntemi,

c. Turnuva sec¢im yontemi.

e Caprazlama: Uygunluk fonksiyonuna bagli olarak segilen iki program
rasgele belirlenmis caprazlama noktalarindan caprazlanirlar.

e Mutasyon: Mutasyon iki farkh bigcimde gergeklestiriimektedir:

d. Rasgele bir terminal veya fonksiyon secilir ve yine rasgele segcilmis bir
baska fonksiyon ya da terminalle degistirilir.

e. Rasgele secilmis bir dal, yine rasgele olusturulmus bir dalla yer degistirilir
[Ozbakir, 2004].

2.10. Literatirde Evrimsel Algoritmalar Kullanilarak Siniflandirma
Amach Yapilmig Olan Calismalar

Evrimsel algoritmalar dogal se¢im ve genetik mekanizmasiyla ¢aligsan rasgele
arama prosedurleri olarak tanimlanir. Evrimsel algoritmalarin genetik
algoritma, genetik programlama, evrimsel stratejiler (ES) ve evrimsel
programlama (EP) gibi farkh tipleri vardir. Bu algoritmalar ayni kavramlara
dayanir fakat ¢ézUmler ve bir sonraki jenerasyonu olusturmak igin kullanilan
operatdrler farkli yollardan gdsterilir.
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Genetik programlama, bireyleri programlardan olusan bir popllasyona
genetik algoritma operasyonlarinin uygulanmasidir [Koza, 1992]. GP, GA'nin
bir uzantisidir. Aralarindaki temel farklilik bireylerin gésterimi ve uygunluk
fonksiyonunun hesaplanmasidir. Yapay zeka tabanli teknikler altinda
siniflandirimig  genetik programlama temelli yaklasimlar, kompleks veri
madenciligi yaklagimlarinda oldukga popuUlerlesmistir. Bunlar genellikle
tahmin problemlerine uygulanmistir. Fakat siniflandirma problemleri iginde
oldukca uygundur. Clnki GP veri siniflandirmada iki u¢c nokta arasinda bir
¢6zim yapisi saglamaya oldukga elveriglidir. Bu u¢ noktalardan biri yapay
sinir aglaridir. Yapay sinir aglar dogru siniflandirmalar saglar, fakat kapali
kutu olarak cahgirlar. Bir diger ekstrem nokta C4.5 gibi olduk¢ca kompleks

karar agaclari tGreten siniflandirma algoritmalaridir.

GP niteliklerin  bir ¢ok farkli kombinasyonlarini  Uretebildigi igin

siniflandirmada oldukc¢a kullaniglidir.

Freitas, veri madenciliginde genetik programlama ve genetik algoritma gibi
evrimsel algoritmalarin  bir literatGrinG  sunmus, siniflandirmatipli

problemlerde odaklanmigtir [Freitas, 2002].

Freitas, siniflandirma igin bir GP yapisi 6nermis ve kural indirgemede
genellestirmistir [Freitas, 1997].

Carvalho ve Freitas, siniflandirma kurallarinin  kesfi icin hibrit karar
agacli/genetik algoritma yaklasimi édnermislerdir [Carvalho ve Freitas, 2002].

Takac, genetik algoritmalarin hiicresel paralel modeliyle GP algortimasini
birlestirmistir [Takac, 2003].

Zhou ve arkadaslari, Ferreira tarafindan bir lineer genetik programlama

yaklasimi olarak 6nerilen Gen Programlama (GEP) ya gére siniflandirma
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kurallarini iceren yeni bir yaklasim sunmuslardir. Literatlrden alinmis 12 veri

kimesi Gzerinde yaklagimlarini test etmislerdir [Zhou ve ark., 2003].

De Falco ve arkadaglari, siniflandirma kurallarinin otomatik kegfini yapabilen
bir genetik programlama yapisi gelistirmiglerdir [De Falco ve ark., 2002].

Veri madenciliginin ana uygulama alanlarindan biri veri miktarinin oldukca
fazla olmasi nedeniyle klinik tip alanindadir [Kusiak ve ark., 2005; Alonso ve
ark., 2002; Chen ve ark., 1996]. Yapay sinir aglari [Pendharkar ve ark., 1999;
Santos ve ark., 2000; Pendharkar, 2001], karinca kolonisi optimizasyonu
[Parpinelli ve ark., 2001; Parpinelli ve ark., 2002 ], yapay bagisiklik sistemleri
[Goodman ve ark.,, 2002], genetik programlamanin degisik bicimleri
[Eggermont ve ark., 1999] gibi bir cok farkli teknikler medikal siniflandirma
problemlerine uygulanmistir. Lavrac tipta uygulanabilecek bazi veri

madenciligi tekniklerinin analizlerini sunmustur [Lavrac, 1999].

Siniflandirmada uygulanan diger teknikler arasinda evrimsel algoritmalar
medikal alanda oldukga Umit verici bir yaklasim olarak ortaya c¢ikmaktadir.
Arastirma alaninda, medikal veri kimeleri icin GA ve GP nin bazi son
uygulamalart  vardir. Fidelis ve arkadaslari medikal alanlardan
karsilastirilabilir IF-THEN kurallarinin  kesfi icin  GA ya dayali esnek
kromozom kodlama yapisi dnermislerdir [Fidelis ve ark., 2000].

Bojarczuk ve arkadaslari, g6gis hastaliginin teshisi icin bir GP yaklasimi
gelistirmislerdir ve 2004 yilinda da medikal veri kiimelerinde siniflandirma
kurallarinin kesfi icin yeni bir kisitlandiriimis sentaks (constrained-syntax)
genetik programlama algoritmasi 6nermislerdir [Bojarczuk ve ark., 2000;
Bojarczuk ve ark., 2004].

Hassan ve Tazaki, medikal veri tabanlarindan bilgi kurallari ¢ikarimi igin kaba
kime vyaklasimi ve genetik programlama algoritmasini birlestirmiglerdir
[Hassan ve Tazaki, 2001].
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Bramier ve Banzhaf, yeni bir lineer genetik programlama yaklagimi
6nermigler ve performansini GP ile karsilastirmislardir [Bramier ve Banzhaf,
2001].

Ngan ve arkadaslari, Bayesian aglarini kullanan &grenen bir sistem
gelistirmislerdir [Ngan ve ark., 1999].

Tan ve arkadaslari, medikal teshiste kullanilabilmesi igin siniflandirma
kurallan c¢ikaran iki asamal hibrit bir evrimsel siniflandirma teknigi
gelistirmislerdir. ilk asamada, GP ve GA evrimsel algoritmalari kullanilarak iyi
aday kurallari belirlenmisg, ikinci asamada dogru ve karsilastirilabilir kural
kimeleri yapisi elde etmek i¢cin bu aday kurallarin sayisi ve farkli siralari
birlestiriimistir [Tan ve ark., 2002].

Mugambi ve arkadaslari, bulanik ve karar agaci yapilarindan polinomial
olusturarak ¢ok degiskenli karar agaci gelistirmiglerdir [Mugambi ve ark.,
2004].

Baykasoglu ve Ozbakir 2007 yilinda veri madenciligi problemleri icin yeni bir
siniflandirma teknigi olarak MEPAR-miner algoritmasini gelistirmiglerdir
[Baykasoglu ve Ozbakir, 2006]. MEPAR-miner algoritmasi, siniflandirma
kurallarinin kesfi icin orijinal MEP Algoritmasr’’nin [Oltean ve Dumitrescu,
2002; Oltean ve Grosan, 2004] modifiye edilmesiyle olusturulmustur. Orjinal
MEP kromozom gdsteriminde, fonksiyon ve terminal kimeleri yeniden
dizenlenerek tekrar tasarlanmis ve siniflandirma kurallarini gdsteren
mantiksal ifadeler olusturulmustur. Kural kiimesinin ana yapisi asagidaki
gibidir:
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IF antecedent { THEN class ;
ELSE IF antecedent - THEN class »

ELSE class gefault

e Varsayllan sinif yapisi (Default class structure): Kural listesinin
degerlendiriimesine en Ustteki kuraldan baslanir ve kuralla eslesen érnekler
belirlenir. Yeni érnek kural listesindeki kurallarin hicbirisiyle eslesmiyorsa
varsaylilan sinif olarak yapilandirilir. MEPAR-miner algoritmasinda varsayilan
sinif veri kimesinde en ¢ok kullanilan sinif olarak etiketlenmisgtir.

e Fonksiyon ve terminal kiimeleri: MEPAR-miner algoritmasinda kromozom
yapisi, terminal kimesinden ve mantiksal fonksiyonlari iceren fonksiyon
kimesinden olugur. Terminal kiimesi, nitelikleri, iliskisel operatérleri ve nitelik
degerlerini igerir. Verilen bir siniflandirma probleminde terminal genlerin
uzunlugu nitelik sayisina esittir. Herbir terminal gene, rasgele bir nitelik
atanir. Nitelik atanmasindan sonra niteligin tipine gére (kategorik ya da
surekli) iligkisel operatérler atanir.

Mantiksal operatérler tarafindan yapilandiriimig  fonksiyon  kimesi
kromozomun ikinci pargasini olusturur. AND, OR operatérleri iki argument

isaretciye sahipken, NOT operatdri tek bir argument isaretciye sahiptir.

Kromozom yapisinda kullanilan fonksiyon ve terminal kimelerinin yapisi

asagidaki gibidir.

Xi i" nitelik

iliskisel Operator Niteligin Tipi

= Kategorik Nitelikler

<, 2 Surekli Nitelikler

Vi i" niteligin degeri

Terminal Kiimesi {Xo— RO - V4o, Xi—RO - Vi1, .., Xp— RO - Vy}

Fonksiyon Kiimesi {AND, OR, NOT}
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e Algoritma tipi: Basit genetik algoritma kullanilmigtir. Bu algoritmaya gore,
populasyondaki en iyi mantiksal ifadeli kromozom bir sonraki jenerasyona
degismeksizin kopyalanmigtir (elitizasyon).

e Caprazlama: Tek nokta ¢aprazlama kullaniimistir.

e Mutasyon: Kromozomdaki herbir sembol (terminal isaret¢i, fonksiyon,
fonksiyon isaretci) mutasyon operatérinin hedefi olabilir. Kromozomdaki
bazi semboller mutasyonla énceden tanimlanmis mutasyon olasiligina gére
degisiklige ugrarlar. Kromozom igerisinde rasgele mutasyon noktasi ya da
noktalari belirlenir. Eger mutasyona ugrayacak nokta terminal gen ise
terminal isaretgiler bir bagka iliskisel operatérle yer degistirir ve nitelik degeri
de nitelik deger kiimesi iginde bir baska degerin degerini alir. E§er mutasyon
noktas! bir fonksiyon gen ise mantiksal fonksiyon bir bagka mantiksal

fonksiyonla yer degistirir.

Bu tezde gelistirilen algoritma, MEPAR-miner algoritmasinin kromozom
yapisini dikkate almaktadir. Bu ylzden bu algoritma daha ayrintili

anlatiimistir.

Veri madenciliginde siniflandirmada yukarida belirtilen ¢alismalarin yanisira

karma olarak yapilan diger ¢alismalarda asagida kisaca belirtilmigtir.

e Kaba kiime teorisi-Yapay sinir aglar [Stepaniuk ve Kierzkowska, 2003].
e Ken yakin komsu-C4.5 algoritmasi [Yahia ve lbrahim, 2003].

¢ Bilgi teorisi-Kime teorisi [Liu ve Lu, 2001].

¢ Naive bayes-Karar agaci [Zhipeng ve ark., 2003].

e Kimeleme-Yapay sinir aglari [Hsieh, 2005].

e Kaba kime teorisi- Bulanik kiime [Pal ve Pabitra, 2004].

e Genetik programlama-Karar agaci [Marmelstein ve Lamont, 1998].

e Genetik algoritma-Tabu arama [Zhong ve ark., 2004].

e Yapay sinir aglari-Genetik algoritma [Sumathi ve ark., 2001].

e K en yakin komsu-Genetik algoritma [Anand ve Hughes, 1998].
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e Karar agaci-Yapay sinir aglari [Feng ve Mcclean, 2001; Paprzycki ve ark.,
2004; Pan ve ark., 2003].

e Naive Bayes-Karar agaci [Ali, 2004].

e Uzman Sistemler-Yapay sinir aglari [Ciesielski ve Palstra, 1996].

e Bulanik Kiime-Karar agaci [Chen ve ark., 2003].

e Kaba kime teorisi-Yapay sinir aglari-Genetik algoritma [Bhaskar ve
Kamath, 2004].

Bu tezde de evrimsel algoritmalar kullaniimistir.

2.11. Veri Madenciligi’nde Nitelik indirgeme Yaklagimi

Veri madenciligi uygulamalarinin en énemli noktalarindan biri toplanan verinin
ilgilenilen konu ile ilgili olmasi durumudur. Milyonlarca kaydi tagiyan niteliklerin
cok azinin karar kural olarak kargimiza ¢cikmasi, veri madenciligi uygulamasi
yapllmadan 6nce verinin hazirlanmasinin gerekililigini ortaya koymaktadir.
Dolayisi ile gereksiz veya fazlalik olarak belirlenen niteliklerin atiimasi ile
siniflandirmaalgoritmalarinin performanslari kolaylikla arttirilabilmektedir. Bu
yUzden veri azaltilmasi, oldukga gerekli bir adimdir.

Nitelik ¢ikartma, nitelik sec¢imi ve nitelik kurulumu veri azaltiimasinda etkin
yaklagimlardir.

Nitelik c¢ikartma yeni nitelik kOmesinin, orijinal nitelik kimesinden bazi
fonksiyonel islemlerle cikartilmasi iglemidir.

Nitelik secimi, nitelik alt kimesinin orijinal nitelik kimesinden segimi iglemidir.
Nitelik kurulumu ise, nitelikler arasi iliskiler hakkinda kayip bilgiyi kesfetme ve

ek nitelikler yaratma ile nitelik uzayini arttirma iglemidir. Veri azaltiimasinda

kullanilan bu etkin yaklasimlarin temel hedefleri: veri boyutunu azaltmak, ilgili
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veri (Ozerine yogunlasarak veri kalitesinin ve bdylece 6grenme zamani ve

tahmin kesinliginin arttirilmasini saglamaktir [Huan ve Yu, 2003].
2.11.1. Boyut indirgeme yontemleri

Bazi durumlarda ylUksek boyutlu karmasik olgular ¢ok az ve basit
degiskenlerle ifade edilebilmektedir. Dolayisi ile modelleme yapilirken
indirgeme isleminin yapiimasi, gereksiz nitelikler ile siniflandirma yapiimasini

engelleyecektir.

Boyut indirgemede, matematiksel olarak durum su sekilde 6zetlenebilir; p-
boyutlu rassal degisken x=(x,,...x,)" olsun. Bunun icin orijinal verinin
icerigini koruyacak sekilde s=(s,,....s,)" (k<p) dUsUk boyutlu gosterimini
herhangi bir kritere gbére bulmaya boyut indirgeme denilmektedir. s’nin
bilesenlerine bazen gizli bilesen denir. p’nin ise birgok ismi oldugu gibi
genelde “degisken” ya da “nitelik” de denilmektedir [Fodor, 2002].

Boyut indirgeme problemleri 3 kategoride degerlendirilebilir.

Yiksek boyut indirgeme metotlari, binlerce bilesenden olusan boyutlarin
azaltiimasi icin kullanilir. Tipik metotlar: temel bilesen analizi (PCA- Principal
Component Analysis) ve kaba kiime yaklasimlaridir [Chouchoulas ve Shen,
2001; Dong ve ark., 1999].

DUsuUk boyut indirgeme problemleri icin tipik metot faktdr analizidir [Fodor,
2002].

Gorsellestirme problemleri, burada yapilacak sey verinin ¢ikartiimasi ve bir
veri kimesi icerisinde iligkilerin tanimlanmasidir. Bunu yapabilecek metotlar
projeksiyon izleme (Projection Pursuit) ve c¢ok boyutlu oélcekleme
(Multidimensional Scaling) dir. Bu metotlar igerigi disik boyutlara indirir ve
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grafik sunumu gibi gérsellestirme araglarindan faydalanarak etkin bir sekilde
kullanilabilir [Fodor, 2002].

Yiksek boyut indirgeme metotlari genelde bir veri kimesi igerisinde niteligin
temsil ettigi anlami bozar. Bu birgok uygulama icin istenmeyen bir durumdur.
Dolayisi ile verinin tasidigi anlamin bozulmamasi ¢odu problem igin kritik
6neme sahiptir. Kaba kime yaklasiminin kullanimi bu sebepten dolayi
faydali olarak degerlendiriimektedir.

Sekil 2.6’da anlamsal korumali, yani verinin icerdigi bilginin bozulmadigi
sadece niteliklerin arasindan en ise yarar olanlarin secildigi boyut indirgeme
ybntemlerinin  bir siniflandirmasi  gd6steriimektedir. Buradaki tekniklerin
kullanimi problemde kullanilan verinin tipine ve uygulanan problem sahasina

gbre de degisebilmektedir.

Boyut indirgeme

Dénlislim Tabanli Segim Tabanh

Dogrusal Dogrusal Nitelik indirgeme Diger
Olmayan Yoéntemler

Sekil 2.6. Boyut indirgeme ydntemlerinin siniflandiriimasi

Boyut indirgeme metotlari dénisim tabanh yéntemler ve segim tabanli

yéntemler olmak Gzere ikiye ayrilr.

Doénlisiim tabanl ydntemler

Déntsim tabanli yontemler Sekil 2.7°de géruldaga gibi kendi icinde dogrusal
ve dogrusal olmayan seklinde ikiye ayrilir.
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Dénlsiim Tabanli

U

Dogrusal Dogrusal
Olmayan
PP PCA MDS

Sekil 2.7. Dontsim tabanh yontemler

Dogrusal Yéntemler

Dogrusal yéntemler, temel bilesen analizleri (Principal Component Analysis-
PCA), projeksiyon izleme (Projection Pursuit-PP) ve ¢ok boyutlu dlcekleme
yontemlerini  (Multidimensional Scaling-MDS) igeren tekniklerdir. Veri
kimesinin i¢sel iligkilerinin 6klit yapisini belirlemek igin kullanilirlar. Bununla
beraber ylksek boyutlu veriler icin bu ydntemler iligkileri bulmakta basarisiz
olabilirler.

PCA [Jolliffe, 1986]; bir veri uzayindan daha ktg¢uk bir veri uzayina en iliskili
niteliklerin dénisiminl saglayan istatistiksel bir tekniktir. Amaci p’<p ve
verideki varyansin p’-boyutlu uzayda en maksimal acgiklanabilecegi sekilde p-
boyutlu uzayl p’-boyutlu uzaya doénUstirmektir. Kiclk varyansa sahip
nitelikler atihr. Veri kimesinin prensipsel bilesenleri veri kaliplari matrisinin
kovaryansini ve kovaryans matris uzayina dagilan orthogonal vektorleri
hesaplayarak bulunabilir. Orthogonal vektérler bilindiginde, uzaydaki
herhangi bir vektor 6zvektorlerin lineer kombinasyonu ile kurulabilir, klglik
6zvektodrll degerler atilir [Engelbrecht, 2002; Wang, 2006].
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PP [Friedman ve Tukey, 1974]; disuk boyutlu projeksiyonlar kullanarak
yUksek boyutlu verinin analizi igin dizayn edilmigtir. Amaci yiksek boyutlu

veri igcerisinde olasi lineer olmayan ve ilging yapilari ortaya ¢ikarmaktir.

MDS [Torgerson, 1952], veri icerisindeki gizli yapilarin agiga ¢ikariimasini
saglayan bir yéntemdir. Psikoloji, sosyoloji, antropoloji, ekonomi ve egitimsel
arastirmalarda kullanilir.

Dogrusal olmayan yéntemler

Yukarida belirtilen yéntemlerin en blylk dezavantaji dogrusal olmayan veri
ile boyut indirgeme yapamamalaridir. Dogrusal olmayan iligkilere sahip veri
kimesinde bu yéntemler sadece Oklit yapisini bulabilirler. Bu yéntem ise
dogrusal olmama durumu ile basa ¢cikmaya calisan tekniklerin gelismesine
yol agcmisgtir.

Secim tabanl yéntemler

Secim tabanli ydntemleri nitelik secimi ve diger yontemler olarak ikiye ayrilir.

Nitelik segimi

Nitelik secimi islemlerinin bir siniflandirmasi Sekil 2.8.’de gérilmektedir. n
boyutlu bir nitelik kimesi verildiginde nitelik secimi 2" aday alt kime
icerisinden optimal nitelik alt kimeyi se¢me islemidir. Optimal alt kime tanimi

cbdzllecek probleme gbére degisir.



36

Nitelik secimi
Filtre yaklagimi Sarma yaklagimi
ileri secim Geri segim ileri-geri Rassal Ornek tabanli
segim segim secim

Sekil 2.8. Nitelik secim stratejileri

Uretme islemi, degerlendirme igin nitelik alt kiimelerini Greten bir arastirma
metodu igerir. 0 nitelikle, tim niteliklerle ya da belirli bir nitelik alt kimesi ile
baslayabilir. Bu metotlar nitelikleri sezgisel olarak birer birer segerler.
Nitelikler her asamada eklenebilir ya da cikarilabilir. Son durumda ise
nitelikler her bir asamada eklenip ¢ikarilabilir ya da ondan sonra rassal olarak
dretilebilir.  Alternatif bir seg¢im stratejisi nitelikler arasi farkhliklarin
bulunmasidir. Degerlendirme fonksiyonu bir nitelik alt kimesinin
uygunlugunu, dretim iglemi ile hesaplar, bunu en son en iyi aday ile
karsilastirir ve eger en iyi olarak bulunmussa yer degistirir. Bu durum S$ekil

2.9.da gosterilmisgtir.

Nitelik . Alt
kiimesi Uretim kiime Degerlendirme
—> >
7'}
Alt kime
uygunlugu
v
Durdurma Kriteri R Gegerlilik
Devam

Dur

Sekil 2.9. Nitelik Secgimi
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Durdurma Olcitl, her bir asamada nitelik secimi isleminin devam edip
etmeyeceg@ine karar verir. Tipik bir durdurma kriteri optimal alt kimeye
ulasildiginda degerlendirme isleminin durdurulmasidir. Durdurma &lciti
saglandiginda déngl yok edilir. Kullanim igin sonuctaki nitelik alt kiimesi
dogrulanabilir. Alt kime optimalitesini belirlemek zor bir problemdir. Alt kime

minimalitesi ve alt kiime uygunlugu arasinda devaml bir degis tokus vardir.

Nitelik secim algoritmalari degerlendirme &lcitine gbre iki kategoriye
ayrilabilirler. Eger nitelik seg¢imini herhangi bir é6grenme algoritmasindan
bagimsiz olarak yaparlarsa buna “Filtre yaklasimi” denmektedir. Burada
ilgisiz nitelikler kural ¢ikarimindan 6nce ayiklanmaktadir. Filtreler 6zel bir
kural c¢ikarim algoritmasinin  bir kismi olmadiklarindan bir¢ok alanda
kullanilabilmektedir [John ve ark., 1994].

Eger &drenme algoritmasinin  degerlendirme islemi bir gdreve (yani
siniflandirmaya) bagl ise nitelik seg¢im algoritmasi sarma yaklasimi
kullanmaktadir. Bu metot bir kural ¢gikarim algoritmasindan élgtlen kesinligi
bir uygunluk élcitl olarak kullanmak suretiyle nitelik altkiime uzayini arastirir.
Sarmalar daha iyi sonuglar ¢ikarmalarina ragmen ¢ok fazla sayida nitelikle
basa c¢ikamamalari, pahali olmalari nedeniyle genelde daha az tercih
edilirler.

Filtre yaklagimi yéntemleri

RELIEF; filtre yaklagsimina dayanan ilk nitelik segimi algoritmasidir. RELIEF
algoritmasinda her bir nitelige karar sinif etiketleri arasinda ayirt edilebilme
kabiliyetini gbsteren “ilgililik agirh@r” verilir [Kira ve Rendell, 1992].

FOCUS; diger bir filtreleme metodudur. Oncelikle genislik stratejisi kullanir ve
bltln nitelik alt kiimelerinde egitim verisinin tutarli etiketlenmesini saglayan

minimal nitelik kimesini arastirir [Almuallim ve Dietterich, 1991].
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SCRAP (Selection, construction ranking using attribute pattern), bir érnek
uzay! igerisinde sirasal arastirma yaparak nitelik alakaliligini hesaplayan
ornek tabanh bir fitredir. SCRAP, diger ileri ve geri arastirma tekniklerinin
aksine nesneleri bir kerede ele alir. Buradaki ana fikir veri tablosunda karar
sinirlarini degistiren niteliklerin tespit edilmesidir. Bu nitelikler en ¢ok bilgi

verici olarak kabul edilirler [Raman ve Loerger, 2002] .

EBR (Entropy-based reduction); diger bir filtre tabanl nitelik indirgeme
teknigidir. Bu yaklasim C4.5 gibi makine &grenimi teknikleri ile uygulanan
entropi sezgiseline dayanir. Bir veri kiimesi igerisinde en ¢ok bilgi kazancini

saglayan niteliklerin bulunmasini saglar [Jensen ve Shen, 2001] .

FDR (Fractal dimension reduction); degisik 06lceklerde veri tarafindan
sergilenen kendine benzerlik kavramina dayanan bir nitelik segimi

yaklagimidir [Traina ve ark., 2000] .

FG (Feature grouping); genelde nitelik segiminde Uretim islemi artan oranda
tek tek nitelikleri ekler veya c¢ikarir. Son zamanlarda her asamada nitelikler
gruplandirilarak arastirmalar yapilmaktadir. Bu strateji ayni anda cesitli
nitelikleri secerek optimal alt kimeleri bulmak suretiyle hesap zamanini
azaltir. Sekil 2.10.’da filtre yaklasimi yéntemi gésterilmistir [Yao, 2001] .



Veri

i
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Optimizasyon
algoritmasi

Nitelik alt kimesi

S

A

Degerlendirme
fonksiyonu

En iyi
alt kime

Verinin
Segcilen
Niteliklerle
Temsili

\&

Nitelik alt kiime skoru

/

Model Uretimi

A 4

Sekil 2.10. Filtre yaklasimi [Miadenic, 2006]

Sarma yaklasimi ydntemleri
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Sarma yaklasimi yéntemleri rassal se¢im ve 6rnek tabanh sec¢im olarak ikiye

ayrilir. Bu yéntemlerin dezavantaji hesaplama zamani agisindan pek uygun

olmamalari, avantaji ise durdurma kriterinin bir kural gikarim mekanizmasina

bagll olmasi nedeniyle daha kesin sonuglar verebilmeleridir. Sekil 2.11.de

sarma yaklasimi gosterilmigstir.
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Veri
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Sekil 2.11. Sarma yaklasimi

A 4

Diger yaklasimlar

Genetik algoritmalar

Genelde genis, lineer olmayan ve az anlasilabilen uzaylarin hizli bir sekilde
arastiriimasi igin oldukga etkili bir yéntemdir. Tek bir ¢ézimin optimize
edildigi klasik nitelik secimi stratejilerinin tersine, ¢ézim toplulugu ayni anda
degistirilebilir. Bu c¢ikti olarak optimale yakin nitelik alt kimeleri CGretir
[Holland, 1975].

Tavlama benzetimi tabanl nitelik segimi
Tavlama maddenin kolay kirilganhgini azaltmak ve sertlestirmek icin yavasca

Isitilma ve sogutulma iglemlidir. Bu islem bir metalin minimum ener;ji ile belli

bir yapilanmaya ulasabilmesi i¢in yapilir. Eger metal ¢cok hizh sekilde
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tavlanirsa bu mikemmel organizasyonun basariya ulasmasi miamkan degildir
[Kirkpatrick ve ark., 1983].
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3. KABA KUME TEORISI

Kaba kime (KK) teorisi 1980 lerin basinda Pawlak tarafindan dénerilmigtir
[Pawlak, 1982]. Diger yéntemlerin aksine kaba kime yaklasimi sadece veri
icerisindeki  bilgiyi kullanir ve istatistiksel parametrelere veya belirli

varsayimlara dayanmaz.

Kaba kime kurami, kimenin tek olarak elemanlarn ile tanimlandigi ve
kimenin elemanlar hakkinda ilave higbir bilginin bulunmadigi klasik kime
kuraminin aksine, bir kimenin tanimlanmasi icin baslangigta evrenin
elemanlar hakkinda bazi bilgilere gereksinim oldugu varsayimina dayanan
yaklasimdir. Nesneler, ayni bilgi ile nitelendiriliyorlarsa aynidirlar veya ayirt
edilemezlerdir. Ortaya konulan ayirt edilememe iligkisi, KK kuraminin temelini
olusturur. BUtlin ayni nesnelerin kiimesine elemanter kime denir ve bilginin
temel tasini olustururlar. Elemanter kiimelerin herhangibir birlesimine kesin
(crisp) kiime adi verilir, aksi takdirde bir kiime kabadir (rough, imprecise). Her
KK’nin kesinlikle kiimenin kendisinin ya da timleyen kimesinin elemanlari

olarak siniflandirilamayan elemanlari (sinir hatti elemanlari) vardir.

KK vyaklagimi kullanilarak ¢6zulebilen ana problemler; 6zellik degerleri
cinsinden nesnelerin kimesinin tanimi, 6zellikler arasindaki tam veya kismi
bagimliliklarin belirlenmesi, 6zelliklerin indirgenmesi, 6zelliklerin éneminin

ortaya konulmasi ve karar kurallarinin olusturulmasidir [Pawlak, 1991].

KK kuraminin kullanilabilecedi ana problemler; verilerin indirgenmesi,
bagimliliklarinin kesfi, verilerin dneminin tahmini, verilerden karar (kontrol)
algoritmalarinin  olusturulmasi, verilerin yaklasik siniflamasi, verilerdeki
benzerlik ve farkliliklarin kesfi, verilerdeki &6rantllerin kesfi, neden-sonug
iliskilerinin kesfini kapsamaktadir [Pawlak, 1994].

Kaba kiime yaklasimiyla ilgili incelenebilecek kavramlar;

e Verideki gizli kaliplarin bulunmasi igin etkili algoritmalara girig,
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e Verinin optimal kiimelerinin hesaplanmasi (veri indirgeme),
e Verinin 6neminin belirlenmesi,

e Veriden karar kurallarinin kiimelerinin olusturulmasi,

e Formulasyonunun anlasilabilmesinde kolaylik,

e incelenen sonuclarin dosdogru yorumlanabilmesi,

¢ Bir ¢cok algoritmalarla paralel islem igin uygunlugu.

Nesnelerin mevcut enformasyon ile gérilebilecegdi varsayimi bilginin taneli bir
yapisi oldugu gérisind ortaya koyar. KK yaklagsiminda herhangi bir muglak
kavram, bir kesin kavramlar cifti ile karakterize edilir ve bunlara muglak
kavramin alt ve Gst yaklagsimlar denir. Alt yaklasim (lower approximation)
kesin olarak kavrama ait olan biitiin nesnelerden olusur. Ust yaklasim (upper
approximation) ise kavrama ait olmasi muhtemel btin nesneleri icerir. Alt ve

st yaklagimlar arasindaki fark sinir bélgesini olusturur [Pawlak, 1994].

Kaba kime yaklasimi muglaklik ile ilgilenir. Bulanik kiime teorisine benzer
olarak klasik kiime teorisine bir alternatif degil onun icine gdmulmus ya da
adapte edilmis sekildedir [Pawlak, 2004].

S=(U,A) bir bilgi sistemi,

U, S’nin evreni adi verilen nesnelerin bos olmayan sonlu kiimesi,
A, niteliklerin bos olmayan sonlu kiimesi,

RcA ve XcU olsun.

X kimesinin R’ye gobre alt yaklagimi; R’ye gore kesinlikle X olarak

siniflandirilan nesnelerin kiimesine,

X kiumesinin R'ye gbére Ust yaklasimi; R'ye gbére muhtemelen X olarak

siniflandirilabilen nesnelerin kiimesine,
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X kiimesinin R’ye gbére sinir bélgesi; R’ye gbére ne X de ne de X de olmayan
nesnelerin kiimesine denir.

Bu bilgilere gbre kaba kiimenin tanimi yapilacak olursa;

e Eger X’in sinir bélgesi bos ise, X kiimesi R’ye gbére kesindir.

e Eger X’in sinir bélgesi bos degil ise X kimesi R'ye gbre kabadir.

R(x); x elemanit ile belirlenen R esdegerlik sinifini ifade etsin. Ayirtedilemezlik
iliskisi evren hakkindaki bilgi eksikligini ifade eder. AyirtedilemezIik iligkisinin
esdegerlik siniflari R tarafindan Uretilen grandller diye adlandinlirlar ve

bilginin temel kismini ifade ederler.

Xin R'ye gbre alt, Ust yaklasim ve sinir bdlgesinin fonksiyonel tanimlari
asagidadir;
e X’in R Alt yaklasimi
R.(X)=|J{Rx):R(x)c X} (3.1)
xeU
e X’in R lst yaklagimi
R (X)=J{R®):R(x)n X = B} (3.2)
xelU

e X’in R sinir bélgesi

BN, (X)=R (X)—R.(X) (3.3)

daha 6éncede tanimlandigi gibi alt yaklasim, kiimeye kesin olarak ait tim
elemanlardan; Gst yaklasim, kimeye ait olmasi muhtemel batin
elemanlardan; sinir bdlgesi, kiimeye ait olarak ya da onun timleyeni olarak
siniflandinlamayacak elemanlardan olusur. Bdylece kaba kime, klasik
kimenin tersi olarak bos olmayan sinir bélgesine sahiptir.

Alt ve Ust yaklasimlarin 6zellikleri asagida verilmektedir:
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RS-1. R(X)c X c R (X), (3.4)
RS-2. R.(@D)=R (@)=;R.(U)=R (U)=U, (3.5)
RS-3. R(XUY)=R (X)UR'(Y), (3.6)
RS-4. R.(X NY)=R.(X)NR.(Y), (3.7)
RS-5. R.(X UY)2R.(X)UR.(Y), (3.8)
RS-6. RI(XNY)S R (X)UR'(Y), (3.9)
RS.7 XcY—>RX)CRM&R (X)CSR(Y), (3.10)
RS-8. R.(=X)=-R'(X), (3.11)
RS-9. R (-X)=-R.(X), (3.12)
RS-10. RR.(X)=RR.(X)=R.(X), (3.13)
RS-11. R'R(X)=R.R (X)=R (X), (3.14)

(Burada —X, U-X’ i géstermektedir.)

Kaba kiime, iyelik fonksiyonlari ile de tanimlanabilir [Pawlak, 2004]. Uyelik
fonksiyonu;

s U —[0]], (3.15)
Burada,
iy 5 Xin X kimesine R iligkisi igerisinde aitligini ifade eder.
card(X N R(x))

card(R(x)) ~°

Ly (x)= (3.16)

Card(x), X’in kardinalitesi yani kiime icindeki eleman sayisidir. Kaba Uyelik
fonksiyonu R bilindiginde, x'in X’e aitliginin kosullu olasiligini ifade eder.

Alt, Ust yaklasimlar ve sinir bélgelerinin kaba Uyelik fonksiyonu kullanilarak

yapilan tanimlamalari asagidadir;
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R(X)={xeU:ul(x)=1}, (3.17)
R*(X)z{er:y§(x)>0}, (3.18)
BN (X)={xe U:0<u®(x)<1} (3.19)

Kaba Uyelik fonksiyonunun alt, Gst yaklasim ve sinir bdlgesine gére

Ozellikleri ise asagidadir;

RS-1. Uy (x) =1 eger x€ R.(X) (3.20)
RS-2. U5 (x)=0 eger xe U —R" (X) (3.21)
RS™-3. 0< /5 (x) <1 eger X€ BN (X) (3.22)

3.1. Kaba Kiime Analizinin Temel Kavramlari

3.1.1. Bilgi sistemleri

U ve A diye iki sonlu, bos olmayan evren ele alam. Burada U evren, A ise
nitelik kiimesidir. S=(U,A) ciftine bilgi sistemi denir. Her bir ae A igin a’nin
yayilim alani denilen V, deger kimesi bulunur. A’'nin herhangi bir B altkimesi
U 0Ozerinde ikili iligki 1(B)’yi belirler, buna ayirt edilemezlik iliskisi denilir.

Gosterimi denklem 3. 23'de verilmistir.

x [(B)y eder a(x)=a(y) her bir ae A igin. (3.23)

Burada,
a(x) : x elemani icin a niteliginin degerini,

[(B) : bir esdegerlik iligkisini ifade eder.

U/I(B) ya da basitce U/B; I(B) nin blatin esdegerlik siniflar ailesini, yani B
tarafindan belirlenen partisyonunu gésterir. [(B) esdegerlik sinifi, yani U/B
partisyon blogu B(x) ile gdsterilir. Eger (x,y), (B) ye aitse buna x ve y, B-ayirt
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edilemez denilir. 1(B) iligkisinin esdegerlik iligkisine de B-elemanter kiime
denilir. Kisaca I(B) iligkisi ile birbirinden ayirt edilen siniflara B(x), eger ayirt

edilen nitelik yoksa da bu duruma B-ayirt edilemez denilir.

3.1.2. Karar tablolari

icindeki niteliklerin durum ve karar seklinde iki sinifa ayrildigi bilgi sistemine
karar tablosu denilir. Durum ve karar nitelikleri ile olusturulan karar tablosu
evreninin partisyonlarini ifade eder. Partisyon yaklasimlarinin durum
nitelikleri yardimiyla karar nitelikleri ile tanimlanmasi amaglanir. Bir karar
tablosu S; durum nitelikleri C ve karar nitelikleri D ile ifade edildiginde;
S=(U,C,D) seklinde gosterilir. Karar tablosunun her bir satiri ilgili durumlar
saglandiginda alinacak kararlari belirleyen bir karar kuralini ifade eder.

Karar kurallari tutarh ve tutarsiz olabilir. Buna bazen kesin ve olasi kurallar
da denilebilmektedir. Karar tablosundaki tutarli kurallarin tom kurallara orani
tutarlihk faktorl olarak tanimlanir ve y(C,D) olarak goésterilir. Eger y(C,D) =1

ise karar tablosu tutarlidir.

3.1.3. Nitelik Bagimhhigi

Veri analizinde diger 6nemli bir husus nitelikler arasi bagimliliklarin
bulunmasidir. Eger D deki butin nitelikler C deki nitelik degerleri ile
belirleniyorsa, yani D nitelikleri tamamen C niteliklerine dayaniyorsa bu C=>D
ile gosterilir. Eger D, C ye tamamen bagll ise I(C)c I(D)dir. Bu C ile

yaratilan partisyonun D den daha iyi oldugu anlamina gelir.

Eger D, C ye bir k derecesi ile bagimli ise, O<k<1;

_ Card(POS (D))
y(C,D) = Card ) (3.24)
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Burada POS.(D)= | JC.(X)

XeU/I1(D)

POS . (D) ifadesine U/D partisyonunun C’ye gbre pozitif alani denir ve bu

ifade C yardimiyla U/D partisyonu bloklarina kesinlikle siniflandirlabilecek

U’'nun elemanlarini igerir.
3.1.4. Nitelik indirgeme

“Bir veri tablosunda bazi veriler, veri tablosunun temel &zellikleri

kaybedilmeden atilabilir mi?” sorusu nitelik se¢imi kavramini ifade eder.

Kaguk nitelik kimeleri kullanilarak ayni badimlilik derecesi ve yaklasim
kesinligi bulunabilir. Bu fikri daha iyi ifade etmek icin B, A kimesinin bir alt
kimesi ve a niteligi B'ye ait olsun; eder I(B)=1(B-{a})ise a niteligi B’'de
gereksizdir aksi halde a niteligi B'de gereklidir. B buttn nitelikleri gerekli ise

bagimsizdir denir.

Eger B’ bagimsiz ve |(B’)=I(B) ise B’nin indirgenmisi B’ altkimesidir.

Diger  6nemli bir  6zelik ise  c¢ekirdek  (core) 6zelligidir.
Core(B) =(Red(B) seklinde ifade edilir. Red(B); B’nin tim indirgenmis
kimeleridir.

3.1.5. Ayirt edilebilirlik matrisi ve fonksiyonlar

indirgemeleri ve kor'u kolayca hesaplamak icin Skowron tarafindan ayirt
edilebilirlik matrisi énerilmistir [Skowron ve Rauszer, 1991].

Bc A pin ayirt edilebilirlik matrisi, M(B) ile gosterilir. Matrisin girdileri su
sekilde hesaplanir.
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c; ={ae B:a(x;)) #a(x;),ij=1,2,.n. (3.25)

Buradaki c¢; girdisi x ile x;nesnelerini ayirt eden butin nitelikler

o(x,y)c B

anlamindadir. M(B) ile x ve y nesne giftini nitelik alt kimesine

eslestirir. Bu durum su 6zelliklere sahiptir;

M(B)-1d(x,y) =0, (3.26)
M(B)-2 6(x, y) = 6(y,x), (3.27)
M(B)-3(x,z) < 6(x,y)Ud(y,2) (3.28)

Burada indirgeleri bulmak igin nitelik kimesi tarafindan bitin nesnelerin ayirt
edilebildigi minimal nitelik kiimesi bulunmalidir. Her bir M(B) matrisi bir boole

ayirt edilebilirlik fonksiyonu f(B) ile tanimlanir. Her bir ae Bicin bir a boole

degiskeni tanimlansin. Z5(x,y), o(x,y) nitelik kiimesine atanan bole

degiskenlerin toplami olsun. Ayirt edilebilirlik matrisinin matematiksel ifadesi;

FB)= [T 0(x.y):(x,y)€ Uved(x, y) #0}. (3.29)

(x,y)eU?
3.1.6 Niteliklerin 6nemi

Bir niteligin 6nemi; nitelik bilgi tablosundan ¢ikarildigindaki etki ile Sl¢hllr.

y(C, D) karar tablosunun tutarlilik derecesini ve C ile D arasindaki bagimlilik
derecesini gdsterir. a niteliginin énemi y(C,D)ile y(C —a, D) arasindaki farkla

ifade edilir. Bir niteligin dnemi;

(V(C.D)=y(C—{a},D)) _,_7(C—-{a},D)
7(C.D) y(C.D)

HC.D)=y(C=B.D)) _, rC-B,D)
7(C.,D) 7(C,D)

Ocpy(@)= veya (3.30)

Ocp)(B)= veya (8.31)



50

(V(C.D)-y(B.D)) _,_7(B,D)

fem B =" 6 D) ¥(C. D)

(3.32)

Olchtlerinden biri ile dlctlebilir [Geng ve Zhu, 2006]. 0<o <1 dir.
3.1.7. Degisken duyarl kaba kiimeler

Degisken duyarli kaba kime (VPRS) [40]; veri kaliplarini fonksiyonelden
ziyade istatistiksel egilimlerle ifade etmeye calisir. VPRSin ana amaci
O6nceden belirlenen belli bir seviyede kiglk bir hata orani ile nesnelerin

siniflandiriimasinin saglanmasidir.

X,Y c U olsun, gbreceli siniflandirma hatasi;

c(X,Y)=1—‘XmY‘ dir. 3.33
‘X‘ (3.33)

c(X,Y)=0 ise X,YcU oldugu gbézlemlenebilir. Siniflandirmada kapsama

derecesi i¢in belli bir hata orani g ile izin verilebilir.

XcsYiie(X,Y)SB, 0<B<05 (3.34)

Bu sekilde X kiimesinin £ alt ve Ust yaklagimlar sirasiyla;

RpX = U{[X]R € U/RHX]R Cp X} (3.35)

RpX =U{[x], € U/R|c(x],.X)<1- B} (3.36)

olarak ifade edilebilir.

Bdylece pozitif, negatif ve sinir alanlari sirasiyla;
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POS, ;(X)=R,X (3.37)
NEG, ;(X)=U —RsX (3.38)
BND, ;(X)=RsX —R,X dur. (3.39)

Dolayisi ile belirli bir g orani ile nitelik indirgemeleri bulunabilir. £ oraninin

yerine 0</<u<1 ile alt ve Ust sinirtanimlanarak alt ve Ust yaklasimlar;

R,X =U{[x],e U/R|c(x],.X)<1-u} (3.40)

RpX =U{[x], € U/R|c([x],. X)<1-1] (3.41)

olarak ifade edilir [Katzberg ve Ziarko, 1996].
3.2. Literatlirdeki Caligmalar

Pawlak, kaba siniflandirma adinda yaptigi ¢calismada [Pawlak, 1983] yine
kendisi tarafindan tanimlanan kaba kime temelinde nesnelerin yaklasik

siniflandirmasiyla ilgilenmistir.

Chan, veri madenciliginde nitelik olusturmak icin kaba kime yaklasimi
Onermigtir. Yapilan calismada yeni bir niteligin eklenmesi ve c¢ikariimasi
durumunda alt yaklagsimlarin ve Ust yaklasimlarin glincellenmesi sonuglari
temelinde, veriden 6gdrenen siniflandirma kurallari (learning clasification
rules) icin yukari-asagi (top-down) algoritmasi gelistirmistir. Algoritma kurallar
olusturmak icin LERS &grenen algoritmalari kullanir, bu yizden 6grenilen
kurallar hedef siniflarin minimal diskriminantina ayiran aciklamalaridir. Tablo
tutarsiz oldugunda algoritma alt yaklasimlardan kesin kurallari, Ust
yaklasimlardan da muhtemel kurallar 6égrenir.Tablolar tutarli ise yalnizca tek
bir kurallar kiimesi vardir. Yaklasim dinamik nitelik olusturmak icin etkili bir
ara¢ olarak kullanilabilir. Onerilen yéntem ve LERS endiktif 6grenme
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algoritmasinin  birlesimiyle veri tabanlarindan siniflandirma  kurallar

6grenmek icin “quasi incremental” algoritmasi verilmigtir [Chan, 1997].

Joseph ve arkadaslari tarafindan, diyabetik veri tabanlarinda veri madenciligi
yaklasiminda kaba kUmeler incelenmis ve ROSETTA paket programi
tanitilmistir. Kaba kiimeler diyabetik veri tabanlarinin analizinde oldukga etkili

cikmistir [Joseph ve ark., 1998].

Felix ve Ushio, kaba kiimeleri kullanarak tamamlanmamis ve tutarsiz veriden
kural indirgeme yaklasimi énermislerdir. Bu calismada kaba kime teorisi
temelinde tutarsiz ve eksik bir bilgi sisteminde minimal kurallar igeren iki
yéntem Onerilmistir. Her iki ydntemde ikili ayirt edilebilirlik matrisinin
tanimlamasini  kullanarak  minimal  &érlntllerin -~ (minimal  coverings)
aramasinda bit-wise operasyonlar kullanmiglar ve kUmelerdeki iglemler
yeniden dizenlenmigtir. ik yoéntem 6rlntilerin genis bir aramasidir
(exhaustive search of coverings) ve ikincisi genetik algoritma tabanli bir
arama kullanir. Tutarsizliklar alt ve st yaklagimlarla ¢ézilir ve
tamamlanmamis problem kaba ayirt edilebilir durumdaki 6rnek ciftleri
arasindaki ayirt edilebilirligin taniminin modifiye edilmesiyle ¢6zulir [Felix ve
Ushio, 1999].

Kusiak ve arkadaslari, veri madenciligi yaklasiminda kaba kime teorisi,
kiimeleme analizi, 6I¢l teorisi temelinde bagimsiz karar alma igin bir galisma
yapmiglardir. Egitim kimesinden karar kurallarinin c¢ikartilmasi igin iki
algoritma 6nermiglerdir. Nitelik c¢ikarim algoritmasi (feature extraction
algorithm) coklu nitelik kiimeleri olusturabilir. Bu nitelik kiimeleri primer ve
dogrulama algoritmalariyla (primary and confirmation algorithms) bir
nesnenin ¢iktisini tahmin etmek i¢in kullanilabilir. Primer karar alma
algoritmasi karar kurallarinin nitelikleriyle yeni bir nesnenin nitelik degerlerini
karsilastirir. Eslestirme kriteri ile karsilasildigi zaman nesnenin karari
eslestirme karar kuralina esit atanir ve dogrulama algoritmasina yardim igin
basvurulur. Ozdes iki algoritmayla kararlara ulasildi§i zaman son kararada
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ulasiimis olur. YlUksek dogruluklu kararlara ulasmada bu iki yaklagimin
birlesimi etkilidir. Klinik verilerine uygulandiginda cok iyi dogruluk derecesi
elde edilmistir. Yiksek dogruluklu bagimsiz tani igin niteliklerin sayisinin
orjinal veri kimesindekinden kiguik olmasi dnemlidir. Niteliklerin indirgenmis
sayisi test etme maliyetlerini azaltir. Noninvasif testlerdeki veri teshis icin
kullanildigindan hastalarin mortalite ve morbidite riskleri 6nemli derecede
azalir [Kusiak ve ark., 2000].

Pawlak, karar algoritmalarinda kaba kimeler ve bayes teoremi arasindaki
iliskiyi incelemistir. Bayes teoremine dayanan kaba kime teoremi Onceki
veya sonraki (prior or posterior) olasiliklara bagvurmaksizin karar
kurallarindan sartlar ve kararlar arasindaki iliskiyi aciklar. Klasik Bayes
nedenleme (classical Bayesian reasoning)’nin tersine karar
algoritmalarindaki sartlar ve kararlar arasindaki probabilistik iligskiyi tanimlar.
Bu iki yaklasimin tek basina kullaniimasindan daha iyi sonuc¢ vermistir
[Pawlak, 2000].

Pawlak, tarafindan 2000 yilinda yine kendisi tarafindan yapilan galisma
temelinde bunun uzanti versiyonu sunulmustur. Bayes kuralinin anlami
istatistiksel cikarimdan farkli anlamda kullaniimistir. istatistiksel ¢ikarim
Bayes kurali temelinde veri hakkinda bilgi olmaksizin bazi parametreler
hakkinda &éncelikli bilgi yani éncelikli olasilik (prior probability) sunar. Daha
sonra veri, mevcut oldugu zaman sonralikli (posterior) olasilik hesaplanir.
Sonralikli olasilik, éncelikli olasihidr dogrulamak igin kullanilir. Kaba kiimede
kesinlik (certainty) ve kapsam (coverage) faktérleri olarak isimlendirilen iki
sart olasiligi her karar kuraliyla atanir. Bu iki faktér kaba kime teorisi
temelinde bir kiimenin alt ve st yaklagimlariyla yakindan iligkilidir. Oncelikli
ve sonralikh olasiliklara bagvurulmaksizin Bayes kurali uygulanarak karar
kurali tersine (invert) cevrilir [Pawlak, 2001].

Zhong ve Skowron, veri tabanlarindan siniflandirma kurallarinin kesfi icin
kaba kime yaklasimi temelinde kural kesif prosesi énermiglerdir. Prosesin
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cekirdegini belirsiz ve tamamlanmamis veriyi iceren veri tabanlarindan
siniflandirma kurallarinin  kesgfi icin  genellestiriimis  dagilim  tablosu
(generalized distribution table, GDT) ve kaba kiime sistemlerinden olusan
soft hibrit indirgeme sistemi (GDT-RS) olusturur. Yapilan calismada slope-
collapse veri tabani kullaniimigtir. Sonuglar diskriminant analizi kullanarak
ayni veri (Ozerinde ayni isi yapan bir uzman tarafindan hesaplanmstir.
Ongbriilen yaklasim kullanilarak secilen nitelikler uzman tarafindan segilen
cok 6énemli niteliklerle ayni ¢ikmistir [Zhong ve Skowron, 2001].

Ananthanarayana ve arkadaslari tarafindan kaba kimeler kullanilarak etkili
bir veri madenciligi igin “kaba PC aga¢ (rough PC tree)” yapisi énerilmistir.
Bu yaklasimla islem zamani ve hafiza gereksinimleri siniflandirma dogrulugu

degismeksizin azalmigtir [Ananthanarayana ve ark., 2002].

Hua ve Yuan, kaba kime teorisi temelinde karar sisteminde minimal
indirgeme icin sezgisel bir genetik algoritma 6nermistir. Gelistirilen
algoritmada yeni bir operatér, degistirme (modify) operatdri eklenmigtir.
Poplilasyon caprazlama, mutasyona tabi tutulduktan sonra degistirme
operatérine de tabi tutulmaktadir. Bu yeni operatér sart nitelikleriyle ayni
karar kabiliyetine sahip her bir kromozomu garanti eder [Hua ve Yuan, 2002].

Hassan ve arkadaslari, kaba kiime ve sinir aglarini birlestirerek kaba néral
siniflandirma adi altinda bir yapi gelistirmislerdir. Kaba kimeler veri analizi
ve sinir aglariyla nitelik secimi icin kullaniimaktadir. Kaba kiime teorisi veri
icindeki dogru olmayan bagimhliklarin agiklanmasi icin araglar saglar. Verinin
on islenmesi adiminda kullanilimaktadir. indirgenmis 6zelliklerin kiimesi
hesaplandiktan sonra girdi vektdr degerlerinin ¢ikartilmasiyla indirgenmis veri
kimesine gb6re kaba ndéronlar kullanilarak sinir agr modelinin yapisi
yapilandirilir. Geligtirilen algoritma prostat kanseri veri setine ve biyopsi veri
setine uygulanmigtir. Agin 6grenme zamanini ve siniflandirma hata oranini
oldukca azaltmigtir. Kaba kimeler kullanilarak standart sinir agi yapisindan
farkli bir yapi gelistiriimistir [Hassan ve ark., 2002].
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Zhong ve arkadaslari, genellestiriimis dagilm tablosu ve kaba kime
(generalized distribution table and rough set, GDT-RS), Boolean
nedenlemesiyle kaba kiimeler (rough sets with Boolean reasoning, RSBR)
olarak isimlandirilen iki kaba kime temelli hibrit sistemin uygulamasini
menenjit veri kimesinde gerceklestirmislerdir [Zhong ve ark., 2002]. RSBR,
GDT-RS baglamadan énce verinin 6n islenmesi adiminda gercek degerli
niteliklerin kesiklestiriimesi icin kullaniimistir. RSBR yalnizca kesiklestirilmis
nitelik degerlerinin etkisini incelemekle kalmaz GDT-RS’ninde performansini
etkiler. GDT-RS belirsiz ve tamamlanmamis veri tabanlarindan siniflandirma
kurallarinin kesfi icin kullanilan soft hibrit bir indirgeme sistemidir. Genis
gerilimli (large strength) kurallar kiimesinin Uretilmesinde etkilidir. Sonuglar
gostermektedir ki RSBR ve GDT-RS hibrit sisteminin kullaniimasi 6zellikle
niteliklerin karisik tipte bulundugu veri tabanlarindan kural kesfinde iyi bir
yéntemdir.

Hassan ve Tazaki, yapmis olduklari calismada karar tablosuna kaba kime
teorisi kullanarak veriyi analiz etmig, C4.5 algoritmasi kullanarak baglangi¢
populasyonu olusturmus daha sonra tekrar kaba kiime yaklasimi kullanarak
degerlendirme yapmiglar ve genetik programlama operatérleri kullanarak
modifikasyonlar olusturup en etkin kurallar kimesi elde etmeye
calismiglardir. Elde edilen sonuglar C4.5 ve standart kaba kiime yaklasimiyla
karsilastirimis ve bu yaklasimlardan daha iyi sonuglar elde edilmistir
[Hassan ve Tazaki, 2003].

Renpu ve Wang, kaba kime ve sinir aglar yaklasimlarinin avantajlarini
birlestirerek karar tablolarindan etkin siniflandirma kurallari ¢eken bir hibrit
sistem sunmuslardir. Kaba kimeler daha 6nceki ¢alismalarda sadece veri
madenciliginde sinir aglarinin kullanim strecini basitlestirmek ya da
hizlandirmak igin kullanilirken; bu ¢alismada karar tablolarini indirgemek ve
egitilmis bir sinir agindan kural cekme esnasinda gurUlttleri sizmek igin
kullanilmigtir. Karar tablosundaki nitelikler iki adimda indirgenmektedir.

Birinci adimda, siniflama bilgisi kaybi olmadan kaba kime yaklagimi ile
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tablodan fazla ve gereksiz nitelikler uzaklastiriir. ikinci adimda istenen
siniflama dogrulugu korunurken; tablodan gurGltald nitelikleri silmek icin sinir
aglan yaklasimi kullanilir. Hibrit sistemde sinir aglari sadece karar tablosunu
indirgemek ve glriiltliyl siizmek icin bir arag olarak kullanilir. indirgenmis
karar tablosundan siniflama kurallari Gretilirken kaba kime teorisi
kullaniimaktadir. Hem yapay problemleri hem de gergek diinya problemlerini
iceren bir dizi deney yapilmistir. Geleneksel yontemlerle karsilastirmak igin
dc veri madenciligi problemine uygulanmis, dért adet standart veri tabani
kullaniimistir. ikinci olarak, sistemi gurlltili kosullarda test etmek icin veriye
farkli dizeylerdeki gurilti rassal olarak eklenerek MONKS3 veri kiimesi
Uzerinde deneyler yapimistir. Karsilastirma deneylerinin  sonuclari
geleneksel sinir aglar ve kaba kime yaklasimindan daha 6zli ve dogru
kurallar Uretilmigtir. Deney sonugclar farkli gurilti seviyeleri altinda bu
yaklasimin iyi bir sekilde ¢alistigini géstermektedir [Renpu ve Wang, 2003].

Jaroslaw ve Katarzyna, tarafindan Onerilen kaba kiime ve yapay sinir aglari
temelinde hibrit siniflandirma yaklagiminda sistem iki parcaya bolinmustar:
karar tablosunun dénlisumi ve yapay sinir aglarinin uygulamasi. Egitim
tablosu olarak isimlendirilen karar tablosu ikiye bélinmustir DTy=(U+,AU{d})

ve DTo=(U,AU{d}). Kural kiimesini iceren kurallar DT1’den Gretilmigtir. DT>

tablosu ConRes programi kullanilarak yeni tablo DT, =(Uz,Axural kimesiU {d})
elde edilir, niteliklerin degerleri déntsim esnasinda hesaplanir. Yapay sinir
aglarinin yapilandiriimasi igin egitim tablosu DT, =(Uz,Axural kimesiU {d})’dir.

ConRes programiyla siniflandirma sonuglari sunulmustur. Iris, diyabet ve
Australian verileri  kullaniimistir.  Siniflandirmadan 6nce Rosetta paket
programi kullanilarak kimeler ikiye bdlinmuastir. Boolean nedenleme
algoritmas! kullanilarak kesiklestirme islemi yapilmistir. Alt kimelerden
birisiyle kurallar olusturulmus ve bu alt kime agin 6grenmesinde
kullaniimigtir, ikinci alt kime siniflandirmayi test etmek icin kullaniimistir.
Hibrit sistem yapay sinir aglarinin tek basina kullaniimasindan ¢ok daha iyi
sonug¢ vermigtir [Jaroslaw ve Katarzyna, 2003].
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Hassanien, medikal veri kiimelerinin bir kimesinden nitelik indirgeme ve
siniflandirma kurallarinin  olusturulmasi igin bir kaba kime yaklagimi
O6nermistir. Bu amagla siniflandirma igin bir sinif etiketine atanan niteliklerin
minimal alt kiimesini iceren verinin t0m indirgemelerini (reduct) bulan kaba
kime indirgeme teknigi kullanmistir. Hassanien’in indirgeme algoritmasi
(reduct algorithm)olarak kullandigi algoritma aslinda Jensen ve arkadaslar
tarafindan yapilan SAT ile kaba kime indirgemelerinin bulunmasi
calismasinda gecgen hizli indirgeme algoritmasiyla (Quick reduct algorithm)
aynidir.  Niteliklerin  yaklasim kalitesi temelinde kurallarin  gecerliligi
hesaplanmigtir. Sonuglar ID3 siniflandirma algoritmasiyla karsilastirilmis ve

oldukga iyi cikmigtir [Hassanien, 2004].

Busse ve Siddhaye, eksik veriden kural indirgemek icin kaba kime
yaklagimini énermistir. Karar tablolarinda bazi nitelik degerleri eksik oldugu
zaman karar tablolari tamamlanmamis durumda olur. Eksik nitelik
degerlerinin iki ana durumu incelenmistir: kayip (orijinal deder silinmig) ve
ilgisiz (orijinal deger ilgisiz). Nitelik-deger cifti bloklari karakteristik kimelerin
yapilandiriimasinda, karakteristik iligkiler ve eksik nitelik degerli karar
tablolarl icin alt ve Ust yaklasimlar kullanmistir. LEM2 kural indirgeme
algoritmasinin modifiye versiyonu kullanilmistir. Sonuclar gdstermektedir ki
eksik nitelik degerleri kayip olarak degerlendirmeye alindiginda
siniflandirmada ki hata orani olduk¢a azalmaktadir [Busse ve Siddhaye,
2004].

Wang, kaba kime temelinde gurdltili veriden siniflandirma bilgisi elde
etmek adl ¢galismasinda gur0ltdli bilgi sistemlerini analiz etmek icin yalnizca
kaba kime teorisinin kullanilmasinin iyi olmadigini vurgulamistir. Bulanik alt
yaklagim (fuzzy lower approximation) temelinde toleransl yaklagim (tolerant
approximation) guraltalt veriden etkili kurallarin kesfiyle ilgili bir kavramdir.
Toleransli alt yaklasim temelinde etkili bir kural indirgeme algoritmasi
Onerilmistir. Gelistirilen algoritma promoters, nursery, lenses, TicTacToe, car
veri tabanlarinda denenmis IBM Intelligent Miner ‘dan deneysel (empirical)
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siniflandirma algoritmasi kullanilarak karsilastirmalar yapilmistir. Etkinlik
Olchtleri tahmin dogrulugu, maliyet orani, ve randomizasyon analizi temelinde
kural gecerlilik oranini icermektedir. Sonugclar gdstermektedir ki gelistirilen
algoritma oldukca iyi sonuclar Gretmistir [Wang, 2005].

Kaba kime teorisi ve genetik algoritmanin avantaji temelinde, hata tespiti
cikarim modeli éneren bir yaklasim Huang ve arkadaslar tarafindan ortaya
konulmustur [Huang ve ark., 2005]. Entegre yaklasim ¢ ana modull icerir:
Onigleme ve kesiklestirme, GA tabanl indirgeme ve indirgenmis &zellik
secimi, kural olusturucu-secici. Kaba kiime tabanh paket program ROSETTA,

girdi nitelik kimesinin indirgenmesinde ve GA ‘nin optimizasyon
operasyonunun yuarutilmesinde calistinlmistir. Bu yaklagim temelinde,
minimal sart degisken alt kiimeleri ve atama kurallari kurulmus ve hata tanisi
test eden anakart elektromagnetik girisim (motherboard electromagnetic
interference-EMI) igin bir uygulama kullanilarak érneklendirilmistir. Sonuglar
gOstermektedir ki 6nerilen metod anakart EMI hata tanisinda kullanilan sart
niteliklerinin sayisini azaltmakta ve kabul edilebilir bir siniflandirma dogrulugu
%80 gostermektedir ki hibrit model EMI tani destek sistemleri igin Gmit verici
bir yaklagimdir. Bu ¢calismada yeni bir algoritma gelistiriimemis; bir uygulama
calismasi yapilmistir. Direk olarak ROSETTA paket programini kullanmakta
olup genetik algoritma tabanh nitelik indirgeme islemi de paket program

yardimiyla yapilmaktadir.

4. VERI MADENCILIGINDE SINIFLANDIRMA PROBLEMLERI iCiN YENI
BiR YAKLASIM: ROUGH-MEP ALGORITMASI

Literatlrdeki evrimsel algoritmalara dayanan c¢alismalar incelendiginde
(Bélim 2) bu algoritmalarin arama uzayini genis tutmasi sebebiyle avantajli
olduklan fakat olusturduklarn kurallarin daha karmasik yapida olmasi
nedeniyle cogunun daha sonradan kural budama algoritmalarida kullandiklari
g6rilmektedir. Bu dezavantaji gidermek ve evrimsel algoritmalarin

avantajlarindan da faydalanabilmek icin kural budama vyerine nitelik
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indirgeme yaklasimi kulllanma fikri dogmustur. Bu sekilde bir entegre calisma
literatirde mevcut degildir.

Bu amac dogrultusunda tezde, veri madenciliginde siniflandirma kurallarinin
kesfi icin yeni bir algoritma — Rough-Mep Algoritmasi - Onerilmigtir.
Algoritmada verilen niteliklerin indirgenmesinde genetik algoritma tabanli
kaba kime yaklasimi kullaniimistir. Daha sonra bu indirgenmis nitelikler
kullanilarak evrimsel algoritma tabanh bir yapiyla siniflandirma kurallan
kesfedilmeye calisiimistir. Gelistirilen algoritmanin performansi, literatlirde
mevcut olan ikili (binary) ve ¢oklu (n-ary) sinifli veri kimelerinde test edilerek

karsilastirimistir.

4.1. Rough-Mep Algoritmasi

Rough-Mep Algoritmasi Gic ana adimdan olusmaktadir. ilk adimda, veri
kimelerindeki sdrekli nitelikler kesiklestiriimekte; ikinci adimda, kaba kime
yaklasimi kullanilarak ROSETTA paket programi yardimiyla genetik
algoritma tabanli nitelik indirgeme gerceklestirimekte ve son adimda,
indirgenen nitelikler temel alinarak algoritmamizda girdi olarak kullanilip,
siniflandirma kurallar kesfedilmektedir.

4.1.1. Rough-Mep algoritmasinda surekli niteliklerin kesiklestirilmesi

Veri kiimelerindeki strekli nitelikler Irani ve Fayyad tarafindan 1993 yilinda
gelistirilen entropi tabanli kesiklestirme metodu (MDLP) kullanilarak
kesiklestirilmistir [Fayyad ve Irani, 1993].

Fayyad ve lIrani kesikli hale getirmek icin bir 6zyineli (recursive) entropi
minimizasyonu sezgisel ydntemi kullanmiglar ve surekli uzayda dretilen
araliklarin sayisini kontrol etmek i¢in Rissanen’in En Kigik Tanim Uzunlugu
ilkesini (Minimum Description Length Principle-MDLP) kullanmiglardir. Bir U
Ornekler kimesi, bir A 06zelligi ve bir T béluntileme siniri verilirse, T
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tarafindan time varilan bélintinin sinif enformasyonu entropisi asagidaki

bicimde tanimlanir:

E(A,T;U)—‘ ‘E (U, )+T‘E tU,) (4.1)

Burada n, U’'daki nesnelerin sayisi ve Uy ile Uz, ¢ ayriminin sol tarafindaki

nesnelerin kimesidir.

Verilen bir A 6zelligi igin butin ayrimlardan entropi fonksiyonunu minimize
eden Tnin sinirt ikili bir kesikli hale getirme siniri olarak segilir. Bu yéntem bir
durdurma kosulu elde edilinceye kadar Tm, tarafindan time varilan
bolintilenmis kimelerinin her ikisine tekrar uygulanabilir ve bdylece A

6zelligine gbre coklu araliklar olusturulur.

Fayyad ve Irani tarafindan énerilen yéntemde kesikli hale getirme isleminde
MDLP su sekilde kullanilir: Sistem her ikisi de egitme durumlarinin ayni
kopyalari olan bir alici ve bir géndericiye béltndr. Fakat alicinin, siniflama
bilgisi yoktur. Gonderici aliciya bu eksik bilgiyi géndermelidir. MDL ilkesi,
blylk sayida istisnalari olan basit bir kuram ile az sayida istisnalari olan
karmasik bir kuram arasindaki optimum bdélmenin hem kuram hem de
istisnalan gifrelemek igin gerekli bit sayisinin minimize edildigi durum
oldugunu ifade etmektedir. MDL ilkesi sadece bir durdurma kriteri olarak

kullanilir.

Entropi yontemi dnce butin érnekleri kesikli hale getirilen 6zellige gbére
siralar. Algoritma asagidaki adimlarla tanimlanabilir:

1. Entropi kriterine (T,) gbre en iyi ayirma noktasi segilir.

2. Ayirma noktasinin MDL ilkesine gére anlamli olup olmadidi degderlendirilir,
anlamh degilse geriye dénulir. Aksi takdirde (T,) ayirma noktasi tarafindan
ayrilan araliklarin her biri i¢in kesikli hale getirme algoritmasi tekrarlanir.
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Bu algoritmanin temel kismi birinci adimdir. Entropi Orneklerin pozitif ve
negatif sinirlara dagiliminin rassallik derecesinin bir élcistdur. Cizelge 4.1.
‘de verilen olumsallik tablosunda Cy kriteri igin iki muhtemel araligi gosteren

iki situn (V4 ve V) vardir. C, kriteri karar 6zelligidir. Her D+_. D, karari igin

tabloda bir satir vardir. nj, gbzlenen V; 6zellikli ve D;j simifli durumlarin

sayisidir.

Gizelge 4.1. Olumsallik tablosu

i/j V4 V,

D+ N1 Ni2 ni

D, Nr Nr2 N2
n4 No N

Gizelge 4.1°deki satir ve sttun toplamlari asagidaki gibi tanimlanir:

2
n; = Z nij (42)
j=l1
k
n, =2 (4.3)
i=1
1
py=—- (4.4)
_Nn
P; N (4.5)
n;
pP;= W (4.6)

pij, Pi ve p; karar sisteminden yaklagik olasiliklardir. Bu tanimlari kullanarak
asagidaki entropileri tanimlayabiliriz:
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H, :_Zpi log, p, (4.7)

i=1

Hp karar siniflarinin entropisidir. Karar siniflarinin  dagiliminin  rassallik

derecesinin bir élgtsudar.

2

H, ==Y p,log, p, (4.8)

Jj=1

Hc 6zelligin kendisinin entropisidir. He 6zelligin enformasyon igeriginin bir

Olctsadar.

2

HDC :_Z sz] logz Pij (49)

i=1 =1
Hoc bilesik olaylarin sinif-6zellik degerinin entropisidir.

Hp/c= Hpc- He (4.10)
Hp,c verilen 6zellik degeri icin siniflarin entropisidir.

Kullanilan basit bir 6lgt Hc olabilir. Ayirma noktasi olumsallk tablosunu her
tablo ayirma noktasi tarafindan tanimlanan iki arahdin her biri icin yeni bir
karar sistemini gosteren tek sttunlu iki yeni tabloya béltnttlenebilir. O zaman
kesikli hale getirme algoritmasi olumsallik tablolari igin entropilerin toplamini
minimize eden ayirma noktasini segecektir. Sik¢ca asagidaki 6lglyt veren bir

oran 6lcusu kullanilir.

E(Ta)=MHC(U1)+‘U2‘HC(U2) (4.11)
U] U]
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Burada |U,|,|U,| ve |U| sirasiyla iki araligin her birindeki nesnelerin sayisini

ve nesnelerin toplam kimesinin sayisini géstermektedir. Fayyad ve lIrani

tarafindan kullanilan MDLP’ ye gére durdurma kriteri asagidaki gibi bulunur:

log, (N =) _ A(A,T:U)

K AT;U
azang ( )< N N

(4.12)

Burada N, U kimesindeki 6rneklerin sayisidir.

Kazang(A,T;U)=E(U)-E(A,T;U)

ve

A(A,T;U) = 10g2(3k -2)—(kE(U)-k,EU,)-k,EU,)) (4.13)
ki ve ko, sirasiyla U ve Uzo’de bulunan karar siniflarini géstermektedir.

4.1.2. Rough-Mep algoritmasinda kaba kiime yaklagimiyla GA-tabanli
nitelik indirgemesi

Kesiklestirme igleminden sonra, bilgi tablosu GA-tabanh indirgeme ve seg¢im
islemi icin entegre bir sisteme génderilir. Entegre sistem olarak kaba kime
tabanh bir yazihm olan ROSETTA paket programi kullaniimistir. Norveg
Universitesi Bilim ve Teknoloji'deki takim tarafindan gelistirimis olan yazilim
girdi nitelik kiimesinin indirgenmesinde ve GA'nin optimizasyon igleminin
yUritilmesinde kullaniimistir. Rosetta paket programinda GA tabanh nitelik

indirgemesinin paket program igerisinde nasil yapildigr asagida anlatiimistir.

Vinterbo ve @hrn tarafindan minimal uygun kiimelerin (minimal hitting sets)

hesaplanmasi i¢in bir GA tanimlanmistir [Vinterbo ve @hrn, 2000]. Algoritma
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hem maliyet bilgisini hem de yaklasik ¢dzimleri destekler. Algoritmanin

uygunluk fonksiyonu asagidaki sekilde tanimlanabilir:

cost (A)—cost (B)

f(B)=(1-a)x cost (&)

(4.14)

s in SlSﬂB¢®]|}
]

+ X min {e,

Burada,

S : ayirtedilebilirlik fonksiyonuna uyan kiimelerin kiimesi,

a : parametresi alt kime maliyeti ve uygun bdlge (hitting fraction) arasindaki
agirhgi,

e :yaklasik ¢cbzimlerin durumuyla alakahdir.

A’ nin B alt kiimeleri evrimsel aramaya gére bulunur. En distk &’na sahip
olanlar bir sakli listede (keep list) toplanir. Sakli listenin genisligi k olarak
tanimlanir. Yaklasik ¢ozimler iki parametre ¢ ve k ‘ya gére kontrol edilir. TUm
uygunluk fonksiyonu hesaplama iterasyonlarindan sonra, hedef nesneye

g6re indirgemelerin minimum alt kimesi veri kimesinden bulunur.

4.1.3. Rough-Mep algoritmasiyla siniflandirma kurallarinin ¢ikarimi

Kural ¢ikarim adiminda indirgenmis nitelikler, Rough-Mep Algoritmasi’na girdi
teskil eder. Rough-Mep algoritmasinda, MEPAR-miner'in kromozom
gb6sterimi modifiye edilmis, algoritmik yapiya yeni operatérler eklenmis ve

varsayllan sinif yapisi igin de, yeni bir formalasyon énerilmistir.

Rough-Mep algoritmasindaki varsayilan sinif yapisi (Default class structure)

Literatlirdeki bircok calismada varsayillan sinif, veri kimesinde en c¢ok
kullanilan sinif olarak etiketlenmistir. Bu sekilde etiketleme higbir kurala
uymayan test verilerinin dogru siniflandirma performansini

dUsirebilmektedir.
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Egitim verisi kullanilarak her bir sinif i¢in yanhs olarak tanimlanmig pargalar
varsaylilan sinif olarak belirlersek mimkin oldugunca fazla sayida test verisi
dogru olarak siniflandinlabilir fikrinden yola ¢ikilarak geligtirilen algoritmada,
yeni bir de varsayilan sinif yapisi nerilmistir. Onerilen varsayilan sinif

yapisinin formalasyonu asagidadir;

Varsayilan sinif=max(FN,) i=sinif sayisi dir.

FN, kural tarafindan kapsanmayan, sinifi egitim hedef sinifiyla eslesen

Orneklerin sayisini gdsterir.

Onerilen varsayilan sinif yapisinin etkinligini gdstermek icin, Rough-Mep
algoritmasinda tim parametreler ayni birakilip, varsayilan sinif yapimiz bir
6nerdigimiz formulasyonla bir de veri kimesinde en ¢ok kullanilan sinif yapisi
kullanilarak  etiketlenmis elde edilen tahmini dogruluk  degerleri
karsilastirimistir. Sayfa 90’da géralduga gibi énerilen formilasyon, tahmini
dogruluk degerimizi arttirmaktadir.

Rough-Mep algoritmasindaki fonksiyon ve terminal kiimeleri

Kromozomun ilk pargasini olusturan herbir terminal gene rasgele bir nitelik
atanir. Nitelikler atandiktan sonra niteligin tipine (kategorik veya surekli
olmasina) go6re iliskisel operatérler belirlenir.  Terminal  genler
yapilandirildiktan sonra, GA tabanli indirgenmis nitelik kiimelerinden rasgele
bir indirgenmis nitelik kimesi segilir ve bu segilen nitelikler kromozom yapisi
Uzerinde isaretlenir. Literatirden farkli olarak bu islemin yapilmasindaki
amag, siniflandirma performansini  daslren niteligin  karar kurallarinda
kullaniimasini énleyerek, gereksiz kurallardan kaginiimasini ve siniflandirma
dogrulugumuzun arttirlmasinin  saglanmasidir. $ekil 4.1’de  Rough-Mep

algoritmasindaki 6rnek kromozom yapisi verilmistir.
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Sekil 4.1. Rough-Mep algoritmasindaki 6rnek kromozom yapisi

Kromozomdaki her bir genin uygunluk degeri tim farkli siniflar icin
hesaplanir. En ylUksek uygunluk degerine sahip sinif o genin sinif etiketi
olarak atanir. Kromozomdaki tim genler icin bu islem tekrarlanir. En ylksek
uygunluk degerine sahip genin uygunluk degeri ve sinifi kromozomun
uygunluk degerini ve sinifini temsil eder.

Kural siniflandirici sistemlerde birey veya parca gosterimi icin iki farkli
yaklagim mevcuttur: Michigan ve Pittsburgh yaklagimlar [Freitas, 2001].
Michigan yaklasiminda, her bir birey yalnizca bir kuralla kodlanirken;
Pittsburgh yaklasiminda, her bir birey kurallarin bir kiimesiyle kodlanir.

Yapmis oldugumuz calismada Michigan kodlama yaklasimi kullaniimistir.

Rough-Mep algoritmasindaki uygunluk fonksiyonu

Kural hesaplama fonksiyonu, yalnizca dogru olarak siniflandirilanlari degil
ayni zamanda yanhls olarak siniflandirilanlant da degerlendirmelidir. Bu
yUzden dért muhtemel kavram tanimlanmistir [Parpinelli ve ark., 2001]:

e Pozitif dogru (True Positive-TP), hem kural tarafindan kapsanmis hem de
dogru olarak siniflandirilmis érneklerin sayisi (yani sinifi egitim hedef sinifiyla
eslesiyor).
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e Pozitif yanlis (False Positive-FP), kural tarafindan kapsanan ancak yanlis
olarak siniflandirilan &rneklerin sayisi (yani sinifi egitim hedef sinifindan
farkl).

e Negatif dogru (True Negative-TN), kural tarafindan kapsanmayan
Orneklerin sayisi, editim hedef sinifindan sinifi farkli.

e Negatif yanhs (False Negative-FN), kural tarafindan kapsanmayan
Orneklerin sayisi, sinifi egitim hedef sinifiyla eslesiyor.

Duyarlilik (sensitivity-Se) dlcttl gercekten dogru olarak siniflandirilan pozitif
orneklerin bir kesitidir. S, asagidaki gibi hesaplanir.

S, =TP/(TP+ FN) (4.15)

Belirlilik (specificity-Sp) 6lcitt dogru olarak siniflandirilan negatif érneklerin
bir kesitidir. Sy, asagidaki gibi hesaplanir.

S, =TN /(TN + FP) (4.16)

Bu kavramlar kullanilarak, uygunluk fonksiyonu su sekilde tanimlanmigtir
[Parpinelli ve ark., 2001];
Uygunluk=S, XS, (4.17)

Uygunluk fonksiyonunun degeri 0-1 arasindadir. Eger kural tarafindan tim
6rnekler dogru olarak siniflandiriimigsa uygunluk degeri 1°dir.

Rough-Mep algoritmasinin tipi

Rough-Mep algoritmasinda, durgun durum (steady state) genetik algoritma
kullanmlmistir  [Whitley ve Kauth, 1988]. Basit genetik algoritmada,
populasyondaki en iyi mantiksal ifadeli kromozom bir sonraki jenerasyona
degismeksizin kopyalanirken; bu algoritma yapisinda, yeni bir birey
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populasyona eklendiginde genel olarak popullasyondaki en kétl birey
populasyondan c¢ikartilir. Dolayisiyla bu durum, algoritmanin performansinida

olumlu yénde etkiler.

Rough-Mep algoritmasinin secim mekanizmasi

Degerlendirme igin ikili turnuva secim ydntemi kullaniimigtir. Bu
mekanizmaya gbre mevcut popullasyondan rasgele iki birey secilerek

caprazlama operatdrleri ve mutasyon operatérleri uygulanir.

Rough-Mep algoritmasinda ¢apraziama operatéri

Gaprazlama esnasinda énceden tanimlanmis caprazlama olasiligina gore
segilen iki aile yeniden birlestirilir. Yapilan ¢alismada tek nokta ¢aprazlama
kullanilmigtir. Eslestirme havuzundan rasgele iki aile kromozomu secilir ve
rasgele belirlenen caprazlama noktasina gére yeniden birlegtirilirler. Yeniden
birlestiriime islemi Sekil 4.2’de gérilmektedir.



69

parentl
1 2 3 4 5 & 7 ) 9
= ¥] ot X3 My s AND NOT OF
= = = = = = 1 4 7
7 B 1 ) a 2 3 ]
+ * * *
=T z=5 =1 Hsh =8 Hs= 2 J%/N\D /&OT ?i
we7 w=1 x3=h Nﬁ HOT
wa7 wm=1l H3=h
patentd
1 2 3 4 5 & 7 8 8
b ] b b 3y M5 MoT ] AT
= = = = = = & 3 1
1 2 2 4 5 & 7 4
* * * *

= P
v
i
3
(]
el
N
R
g
He—]
I_h
i
I Fr—]
Ry
N
H
H‘“Ql
e

Sekil 4.2. Caprazlamadan 6nce aile kromozom yapilari

Sekil 4.2’de caprazlama noktasi olarak kalin cizgiyle gbésterildigi gibi aile
kromozomlarinin 4. pozisyonu secilmistir. Tek nokta ¢aprazlama yapildiktan
sonraki olugan dél kromozomlari Sekil 4.3’de gdsterilmigtir.
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Sekil 4.3. Caprazlama sonucu olusan dél kromozomlar
Rough-Mep algoritmasinda mutasyon operatért

Kromozomdaki herbir sembol (terminal isaretgi, fonksiyon, fonksiyon isaretgci)
mutasyon operatdériinin hedefi olabilir. Kromozomdaki bazi semboller
mutasyonla 6nceden tanimlanmig mutasyon olasiligina goére degisiklige
ugrarlar. Kromozom icerisinde rasgele mutasyon noktasi ya da noktalari
belirlenir. Mutasyona ugrayacak noktanin sadece terminal gen olup
olmadigina bakilmaz. Ayni zamanda isaretlenmis gen olup olmadidina da
bakilir. Eger mutasyona ugrayacak nokta terminal gen ve isaretlenmis gen
ise, terminal isaretciler bir bagka iliskisel operatérle yer degistirir ve nitelik
degeri de nitelik deger kiimesi icinde bir baska degerin degerini alr. Eger
secilen terminal gen isaretlenmis gen degilse, hesaplamalar Uzerinde bir
degisiklige sebep olmayacagi icin aynen kalir. E§er mutasyon noktasi bir
fonksiyon gen ise, mantiksal fonksiyon bir baska mantiksal fonksiyonla yer
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degistirir. Sekil 4.4'de Rough-Mep algoritmasinda mutasyon operatér

uygulanmadan énceki ve sonraki kromozom yapilari verilmigtir.

1 2 3 4 5 6 7 a8 9
*a ¥ ¥a 3 E# ¥ ANMD | MNOT | OR
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Sekil 4.4. Rough-Mep algoritmasinda mutasyon operatdérii uygulanmadan
dnceki ve sonraki kromozom yapilari



Rough-Mep algoritmasindaki sistemin genel yapisi asagida d6zetlenmistir:

Egitim Veri Kiimesi

Asama 1

| Kaba Kiime ile Nitelik indirgeme |
|

| Indirgenmis Nitelik Kiimesi i:

| Baslangi¢ Popiilasyonu I‘i

A
| Uygunluk Fonksiyonu Hesapla |

| Se¢im Yap l‘_

| Caprazlama Yap |

| Mutasyon Yap |

| Uygunluk Fonksiyonu Hesapla |

e —

Kural Listesi
Tamamlandi mi1?

Dongii Sayist
Tamamlandi mi1?

| En Iyi Kural Kombinasyonunu Seg |

A 4

Test Veri Kiimesi

A\ 4
Kural Listesi
ve Tahmini
Dogruluk

Sekil 4.5. Rough-Mep algoritmasinin akis semasi
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4.2. Deneysel Calisma

Rough-Mep algoritmasinin performansini  sinamak igin, UCI Machine
Learning Repository’de bulunan veri kimeleri kullaniimistir [UCI Machine
Learning Repository, 2007]. Kullanilan veri kimeleri Wisconsin Breast
Cancer, Ljubljana Breast Cancer, Tic-Tac-Toe, CRX, Nursery, Cleveland,

Iris, Lymphography veri kiimeleridir.

Wisconsin Breast Cancer Veri Kiimesi (WBQC)

WBCD veri kiimesi 699 6rnegi icermektedir. Her bir érnek 9 tane strekili
nitelikten olusmaktadir. Niteliklere 1 ve 10 arasinda tamsayili bir deger
atanmigtir. Veri kimesinde 16 drnek eksik degerlidir. Eksik veri sayisinin ¢ok
az olmasi sebebiyle bunlar veri kiimesinden cikartiimis, kalan 683 veri
calismada kullaniimistir. WBC veri kiimesinin ézellikleri Ek 1’de verilmistir.

Ljubljana Breast Cancer Veri Kiimesi (LBC)

Veri kimesi 286 Ornekten olusmaktadir. Herbir 6rnekte 9 kategorik nitelik
mevcuttur. Veri kimesinde 9 6rnek eksik degerlidir. Eksik veri sayisinin ¢ok
az olmasi sebebiyle bunlar veri kiimesinden cikartiimis, kalan 277 veri
calismada kullaniimigtir. LBC veri kiimesinin 6zellikleri Ek 2’de verilmigtir.

Tic-Tac-Toe Veri Kimesi

Veri kiimesi 958 6rnekten olugsmaktadir. Herbir 6rnekte 9 kategorik nitelik
mevcuttur. Veri kiimesinde eksik nitelik degeri bulunmamaktadir. Tic-Tac-

Toe veri kimesinin 6zellikleri Ek 3’de verilmistir.
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CRX Veri Kiimesi

CRX veri kimesi kredi karti uygulamalarini igerir. Bu veri kimesini
kullanmanin en 6nemli avantaji yapisinda kategorik ve surekli nitelikleri
barindirmasidir. Veri kimesinde 690 6rnek ve 15 nitelik mevcuttur. 37 tane
durumda eksik nitelik degeri vardir. Yapilan ¢alismada bu 37 durum veriden
cikartiimamis yalnizca eksik olarak ifade edilmistir. CRX veri kiimesinin

Ozellikleri Ek 4’de verilmigtir.

Nursery Veri Kiimesi

Veri kiimesi 12960 6rnekten olugsmaktadir. Herbir érnekte 8 kategorik nitelik
mevcuttur. Veri kimesinde eksik nitelik degeri bulunmamaktadir. Nursery

veri kimesinin ézellikleri Ek 5’de verilmistir.

Cleveland Heart Disease Veri Kiimesi

Veri kimesi 303 6rnekten olugsmaktadir. Bu veri tabani 75 nitelik icerir fakat
literatirde yapilan ¢aligsmalarda bunlardan yalniz 13'G kullaniimistir. 6 tane
eksik nitelik degeri mevcuttur. Yapilan g¢alismada bu 6 durum veriden
cikartilmamis yalnizca eksik olarak ifade edilmigtir. Cleveland veri kiimesinin

Ozellikleri Ek 6’da verilmigtir.

Lymphography Veri Kimesi

Veri kimesi 148 6érnekten olusmaktadir. Herbir 6érnekte 18 nitelik mevcuttur.
Veri kiimesinde eksik nitelik degeri bulunmamaktadir. Lymphography veri

kiimesinin 6zellikleri Ek 7°de verilmigtir.



Iris Veri Kiimesi
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Veri kimesi 150 érnekten olusmaktadir. Herbir érnekte 4 nitelik mevcuttur,

tim nitelikler  sdreklidir.

Veri kimesinde

eksik

nitelik  degeri

bulunmamaktadir. Iris veri kimesinin 6zellikleri Ek 8'de verilmistir. Veri

kimelerinin ana 6zellikleri Cizelge 4.2'de 6zetlenmistir.

Cizelge 4.2. Veri kiimelerinin ana 6zellikleri

Veri Kiimesi nesneler | #kategorik | #strekKli #siniflar
nitelikler nitelikler
Wisconsin breast cancer 683 - 9 2
Ljubljana breast cancer 277 9 - 2
Tic-Tac-Toe 958 9 - 2
CRX 690 9 6 2
Nursery 12960 8 - 5
Cleveland heart disease 303 8 5 5
Lymphography 148 18 - 4
Iris 150 - 4 3

Siniflandirmaélgitlerinin  tahmini dogrulugu (predictive accuracy), esitlik

(4.18)’de verildigi gibi, dogru siniflandinimis 6rneklerin oranidir [Tan ve

Gilbert, 2003].

TP +TN

Dogruluk =

TP +TN + FP + FN

(4.18)

Literattirde gelistirilen algoritmalarin gegerliliginin test edilmesi gerekir. Bunun

icin gesitli ydbntemler mevcuttur.
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Rough-Mep algoritmasinin gecerliliginin testi i¢in on kath ¢apraz gecerlilik
testi uygulanmis; yukaridaki veri kimelerinin tahmini dogrulugu 10 katli

capraz dogrulama (10-fold cross validation) islemi ile élctimuastdr.

10 kath capraz dogrulama iglemine gbére, her bir veri kimesi 10 parcaya
bélinmus, her bir parga igin algoritma 10 kez cahstirilmistir. Her bir seferde
test kimesi olarak farkli bir parga kullanilmig, kalan 9 parga egitim igin
kullanilmigtir. 10 kez calistirma sonucu bulunan max, min ortalama degerler

ve standart sapmalar not edilmistir.

Rough-Mep algoritmasi, C# programlama dilinde kodlanmistir. Hazirlanan

programin gorsel gosterimi Ek 9’da verilmistir.

Gizelge 4.3'de yukarida tanimlanan 8 veri kimesi i¢in 10 kath capraz

dogrulama igleminin sonuclari 6zetlenmistir.

Cizelge 4.3. Rough-Mep algoritmasinin tahmini dogruluk degerleri

Veri Kimeleri | Max Tahmini Orta/a_m_a Min Tahmini | Standart
Dogruluk gaogrr’Z:Zk Dogruluk Sapma (%)

CRX 1 0,978 0,956 1.71
Nursery 1 0,996 0,986 0.52
Iris 1 0,973 0,933 5.44
Ljubljana BC 1 0,928 0,893 4.45
Tic-Tac-Toe 0,947 0,915 0,875 2.53
Wisconsin BC 1 0,997 0,985 0.62
Cleveland HD 0,933 0,916 0,879 3.96
Lymphography 1 0,938 0,767 8.16
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Cizelge 4.3 incelendiginde, max satiri, 10 kath capraz dogrulama iglemi
sonucunda bulunan en yiksek tahmini dogruluk degerini gdstermektedir.
Yani CRX veri kiimesi icin max’in 1 olmasi bu verilere gére %100 dogru
siniflandirma yapildigini; Tic-Tac-Toe veri kiimesi icin 0,94791 olmasi, ~%
95 dogru sinflandirma yapildigini géstermektedir. min satiri, 10 kath capraz
dogrulama iglemi sonucunda bulunan en disuk tahmini dogruluk degerini
gostermektedir. Yani CRX veri kiimesi i¢in min’in 0,95588 olmasi bu verilere
gére ~% 96 dogru siniflandirma yapildigini; Tic-Tac-Toe veri kiimesi igin
0,875 olmasi ~% 88 dogdru sinflandirma yapildigini géstermektedir. Ortalama
satir 10 katl capraz dogrulama islemi sonucunda bulunan tim sonugclarin
ortalamasini gbstermektedir. Yani CRX veri kiimesi i¢in ortalamanin 0,97815
olmasi bu verilere gbre ortalama ~% 98 dogru siniflandirma yapildigini; Tic-
Tac-Toe veri kimesi i¢in 0,91542 olmasi ortalama ~% 91 dogru sinflandirma
yapildigini gdstermektedir. Standart sapma ise elde edilen sonuglarin

standart sapmasini ifade etmektedir.

Gizelge 4.3.’de C# programlama dilinde kodlanan Rough-Mep algoritmasi ile

cbzilen veri kiimelerinin, ayri ayri sonuglari Ek 10-17°de verilmigtir.

Rough-Mep algoritmasinda 6nerilen varsayilan sinif yapisi kullaniimayip, veri
kimesinde en ¢ok kullanilan sinif yapisi kullanilarak etiketleme yapildiginda
olugsan tahmini dogruluk degerlerimiz Cizelge 4.4’de verilmistir.
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Cizelge 4.4. Rough-Mep algoritmasinda, varsayilan sinif yapisi olarak TP

kullanildiginda olusan tahmini dogruluk degerleri

Veri Kiimeleri Ma)v( Tahmini Orta/a_m_a Minv Tahmini | Standart
Dogruluk gaogrr’Z:Zk) Dogruluk Sapma (%)

CRX 1 0,966 0,956 1,83
Nursery 1 0,985 0,976 0,74
Iris 1 0,954 0,913 6,01
Ljubljana BC 1 0,908 0,866 4,56
Tic-Tac-Toe 0,927 0,901 0,875 2,97
Wisconsin BC 1 0,991 0,985 0,67
Cleveland HD 0,933 0,909 0,879 4,01
Lymphography 1 0,927 0,741 8,21

Cizelge 4.3 ve Cizelge 4.4 karsilastinldiginda o6nerilen varsayilan sinif
yapisinin daha etkin ciktigi gérilmektedir. Bu yapi gelistirmis oldugumuz

algoritmamizin performansini da arttirmaktadir.

4.3. Deneysel Dizenek

Gelistirilen Rough-Mep algoritmasinda kullanilacak olan parametreleri
belirlemek icin parametre optimizasyon iglemi yapilmigtir. Bunun i¢in Hepatit
veri kimesi kullaniimistir. Hepatit veri kimesinde; populasyon buydkliaga 50-
75-100-200, kromozom uzunlugu 25-50-100, mutasyon orani 0.1-0.2-0.3,
jenerasyon sayist  100-200-250 degerleri  kullanilarak  Rough-Mep

algoritmasinin parametre kimesi bulunmustur.
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Asagida Sekil 4.6’da populasyon buydkliga igin, Sekil 4.7’de kromozom

uzunlugu igin, Sekil 4.8'de mutasyon olasihigi icin, Sekil 4.9'da jenerasyon

sayisl icin en iyileme sonuclari verilmigtir.

Popilasyon buyikligu icin parametre en iyileme sonugclari

0,928
0,927
0,926 -
0,925 ~
0,924 -
0,923 -

Ortalama tahmini dogruluk

0,922

0,921 -

50 75 100
Popiilasyon buyukligu

Sekil 4.6. Popullasyon blyUkliga icin parametre en iyileme sonuglari

0,926

Kod uzunlugu icin parametre en iyileme sonuclari

0,9258 -
0,9256 -
0,9254 -
0,9252 -

0,925 -
0,9248 -

Ortalama tahmini dogruluk

0,9246 -

25 50
Kod uzunlugu

Sekil 4.7. Kod uzunlugu i¢in parametre en iyileme sonuglari
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Mutasyon orani icin parametre en iyileme sonuclari

0,927
0,9265

0,926
0,9255 +
0,925 -
0,9245 -
0,924 -
0,9235 -

Ortalama tahmini dogruluk

0,2
Mutasyon orani

Sekil 4.8. Mutasyon orani igin parametre en iyileme sonuglari

Jenerasyon sayisi icin parametre en iyileme sonuclari

4
3
=
’§’ 0,927
S 0,9265 -
'S 0,926 -
E 0,9255 |
‘3 0,925 -
E 0,9245 |
T 0924 1
o

100 200 250
Jenerasyon sayisli

Sekil 4.9. Jenerasyon sayisi igin parametre en iyileme sonuglari

Elde edilen bu degerlere gére Rough-Mep algoritmasinin parametre kimesi

belirlenmisgtir.

Algoritma Tipi
Secim Mekanizmasi

: Durgun durum genetik algoritma

- ikili Turnuva Segimi
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Populasyon genisligi : 50

Kromozomun Uzunlugu : 25

Caprazlama Operatéri : Tek Nokta Caprazlama
Caprazlama Olasihgi o1

Mutasyon Olasihgi : 0,30

Jenerasyon Sayisi : 100

ic Déngll Sayisi : 10

Yukarda tanimlanan tim parametreler tim veri kiimeleri icin Rough-Mep

algoritmasiyla ¢cé6ztimde kullaniimigtir.

4.4. Rough-Mep Algoritmasinin Performansinin Karsilagtirmasi

Rough-Mep algoritmasinin performansinin karsilastirmasi, hem  klasik
makine 6grenimi algoritmalariyla; hemde literatirde en iyi sonug veren
algoritmalarla yapiimistir. Genellikle literatirde performans karsilastirmasi,
sadece diger calismalarin  sonuglarinin  karsilastirilmasi  seklinde
yapiimaktadir. Fakat bu karsilastirmalarda ayni 10 katll degerler
kullanilmamaktadir. Bu yUzden Rough-Mep algoritmasinin performans
karsilastirmasi, ayni 10 katli degerler kullanilarak ayni sartlar altinda klasik
makine 6grenimi algoritmalariyla da yapilmistir.

4.4.1. Klasik makina 6grenimi algoritmalariyla karsilastirma

Rough-Mep algoritmasinin  performansinin  karsilastirmasi icin  veri
kimelerine, kural tabanli makina égrenimi algoritmalarindan J48 [Witten ve
Frank, 1999] ve PART [Frank ve Witten, 1998] algoritmasi; istatistiksel
siniflandirici olarak da NaiveBayes [John ve Langley, 1995] uygulanmistir.
Sonuglari ayni sartlar altinda karsilastirabilmek igin ayni 10 katli caprazlama
islemi uygulanmistir. Test verisi i¢cin minimum, maksimum, ortalama

dogruluklar ve standart sapma degerleri Cizelge 4.5’de belirtilmistir.
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Literatlrde algoritmalarin karsilagtirmasi igin max, min ve ortalama degerleri

hesaplanmakta fakat karsilastirma ortalama degerlere gére yapiimaktadir.

Cizelge 4.5 ortalama degerlere goére incelendiginde, sekiz veri kiimesinin
yedisinde Rough-Mep algoritmasinin performansi diger algoritmalardan
yiksek cikmistir (Cizelge 4.5’de koyu yazilanlar). Yalnizca TicTacToe veri
kimesi icin algoritmamizin ortalamasi (91,542), PART algoritmasinin
ortalamasindan (93,85296) cok az disUk cikmistir. Fakat ayni veri kiimesi
icin standart sapma Rough-Mep algoritmasinda daha kiguktar.
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Cizelge 4.5. Rough-Mep algoritmasinin  klasik makina  &grenimi
algoritmalariyla karsilastirma sonuglari

Veri Kiimesi NaiveBayes | PART C4.5 Rough-

mep

Ortalama 7269704 | 69,4064 | 74,28079 | 92,857

Ljubljana Breast g;ap”rﬂzrt 7737207 | 7,628285 | 6,050664 | 4,45

Cancer Minimum 5170414 | 48.27586 | 5357143 | 89.285
Maximum 89,65517 | 86,2069 | 86,2069 100
Ortalama 94 94,67 93,33 97,333
Standart

Iris Sapma 4,92 6,13 5,44 5,44
Minimum 86,67 86,67 86,67 | 93,333
Maximum 100 100 100 100
Ortalama 97.19648 | 94.69462 | 95,00828 | 99,705

Wisconsin g;ap”rgzrt 1711341 | 2,514011 | 2,730619 | 0,62

Breast Cancer . @ um 92.85714 | 88.57143 | 87.14286 | 98,529
Maximum 100 100 100 100
Ortalama 90,50021 | 98,66554 | 96,21913 | 99,560
Standart

Nursery Sapma 0,389248 | 0,354198 | 0,291374 | 0,52
Minimum 00,04083 | 97,91146 | 95.82293 | 98,611
Maximum 9117113 | 99,13774 | 96.64094 | 100
Ortalama 69,64232 | 93,85296 | 85,28103 | 91,542
Standart

TicTacToe Saoma 4,402807 | 3,076832 | 3,184181 | 2,53
Minimum 58,94737 | 83,33333 | 75,78947 | 87,5
Maximum 82,10526 100 93,75 | 94,791
Ortalama 56,38065 | 51,40215 | 52,05914 | 91,616

Cleveland Heart g;ap”rﬂ:” 713104 | 7.636893 | 6,688745 | 3,96

Disease Minimum 40 2580645 | 3333333 | 87.878
Maximum 70 70 66,66667 | 93,333
Ortalama 84.26 80,26 7815 | 93,794
Standart

Lymphography | Saoma 9,03 8,49 10,63 8,16
Minimum 69,23 69,23 61,54 | 76,666
Maximum 100 93,33 100 100
Ortalama 77.85507 | 8444928 | 8556522 | 97,815
Standart

CRX Sapma 4,181567 | 4,349558 | 3,95653 1,71
Minimum 66,66667 | 73,91304 | 73.91304 | 95588
Maximum 86,95652 | 94,2029 | 92.75362 | 100
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4.4.2. Diger kural tabanlh siniflandirma algoritmalariyla karsilastirma

Rough-Mep algoritmasinin performansi literatlrde mevcut olan diger kural
tabanh siniflandiricilar ile karsilastirilmis ve sonuglar Cizelge 4.6'da

verilmistir.

Cizelge 4.6 incelendiginde, sekiz veri kimesi icinde kargsilastirildigi
algoritmalarin hepsinde Rough-Mep algoritmasinin daha iyi sonug verdigi
gbrulmektedir. Rough-Mep algoritmasinin en disik degeri Cleveland HD veri
setinde 91,62+3,96; en ylksek degeri Wisconsin BC veri setinde 99,71+0,62
dir.
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Cizelge 4.6. Rough-Mep algoritmasi ile veri madenciligi algoritmalarinin

tahmini dogruluklarinin karsilastiriimasi

Veri Kiimesi Siniflandirici Dogruluk
Ant-Miner!! 75,2842.24
LjubljanaBC CN2' 67,69+3,59
MEPAR-miner! 90,63+4,48
Rough-Mep Algorithm 92,8614,45
Ant-Miner!’ 96,0440,93
Wisconsin BC CN2! 94,88+0,88
MEPAR-miner! 99,41+0,76
Rough-Mep Algorithm 99,7110,62
Ant-Miner!’ 73,0442, 53
Tic-tac-toe CN2! 97,38+0,52
MEPAR-miner' 94,47+1,31
Rough-Mep Algorithm 91,54+2,53
Ant-Miner!’ 59,67+2,50
Cleveland HD CN2! 57,48+1,78
MEPAR-miner!’ 87,78+3,51
Rough-Mep Algorithm 91,6213,96
Cc4.5"] 91,79+2,1
Double C4.5!" 90,78+1,2
CRX C4.5/AG! 91,66+1,8
MEPAR-miner! 96,96+2,50
Rough-Mep Algorithm 97,82+1,71
C4.5] 95,4+1,2
Double C4.5"" 97,23+1,0
Nursery C4.5/AG] 96,77+0,7
MEPAR-miner' 95,83+1,80
Rough-Mep Algorithm 99,5610,52
DCCl? 96,73
Iris GP-Co' ! 95,3
GGP" ! 91,04
Rough-Mep Algorithm 97,3315,44
CN2l 81,6
MLP! ! 81,6
Lymphography DIMLP" ! 80,4
Simt 86,2
Rough-Mep Algorithm 93,7946,1
(¥'ler standart sapmalari ifade etmektedir. )
*[Parpinelli ve ark., 2002] **[Baykasoglu ve Ozbakir, 2006] ***[Carvalho ve Freitas, 2002]

****[Tan ve ark., 2005]

*****

[Luukka, 2006] % %% xx% Hkkx *kkksk
b 3

3 b

sonuglarin alindigi makaleleri belirtmektedir.

isaretleri kiyasladigimiz
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5. SONUGC VE ONERILER

Son birka¢ yildir veritabanlarindan bilgi kesfi ¢ok ilgi c¢ekici bir disiplin
olmustur. Bilgi kesfinin amaci, ¢ok biylk veri tabanlarindan bilgi pargalarinin

veya kaliplarinin ¢ikartilmasidir.

Kaba kiime ydntemi, blylk ve tamamlanmamis veri kimelerinden bilgi kesfi
icin gucld bir aractir. Kaba kime teorisi temelinde verilen 0&rnekleri
siniflandirmak igin ¢ok sayida algoritma ve sistemler gelistirilmistir. Fakat
kaba kime teorisinin nitelik indirgeme kabiliyeti ylksek olmakla birlikte,
siniflandirma performansi dusdktir. Bu da bu yaklasimin tek basina
siniflandirmada kullaniimasi yerine baska algoritmalarla entegre edilmesi

ihtiyacini dogurmaktadir.

Literatlrde diger bélimlerde de bahsedildigi gibi veri madenciligi ve bilgi
kesfinde cesitli evrimsel algoritmalarda c¢ok fazla kullaniimistir. Evrimsel
algoritmalar arama  uzayini  arttirdiklart  ve  niteliklerinde  farkli
kombinasyonlarini  olusturmada basarili olduklari igin etkin kurallar
uretebilmektedir. Fakat bu algoritmalar tim nitelikleri kullanarak kural
olusturduklar igin olusturduklan kurallar daha karmasik yapida ve ¢6zim

slireleri de daha uzun olabilmektedir.

Yapilan c¢alismada, siniflandirma kurallarinin kegfedilmesinde genel arama
yetenegdi yiksek olmasi ve nitelikler arasindaki etkilesimleri dikkate alabilmesi
sebebiyle evrimsel algoritmalar uygun bir ybéntem olarak secilmigtir.
Literatlrde bulunan c¢alismalar incelendiginde, kaba kime kullanilarak nitelik
indirgenmesinin  yapildigi  ve indirgenmis bu niteliklerle evrimsel
algoritmalarin  kural c¢ikariminda kullanildigi bir yapiya rastlanmamigtir.
Yapilan tezde, kural ¢ikariminda yani siniflandirmada, kaba kiime yaklagimi
ve evrimsel algortimalarin avantajlarindan faydalanabilmek; dezavantajlarini
ortadan kaldirabilmak igin yeni bir algoritma Rough-Mep algoritmasi

geligtirilmigtir.
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Geligtirilen algoritma da ilk adimda, veri kimelerindeki strekli nitelikler
kesiklestirilmig; ikinci adimda, kaba kime yaklasimi kullanilarak genetik
algoritma tabanli nitelik indirgeme gerceklestiriimis ve son adimda,
indirgenen nitelikler temel alinarak algoritmada girdi olarak kullanilip,
siniflandirma kurallari kesfedilmis ve ayrica yeni bir varsayilan sinif yapisi da

Onerilmigtir.

Literatlrdeki calismalarda varsayilan sinif olarak en ¢ok kullanilan sinif
yapisi (TP) etiketlenmektedir. Bu sekilde etiketleme higbir kurala uymayan
test verilerinin dogru siniflandirma performansini disurebildiginden; tezde
yeni bir sinif yapisi da énerilmistir. Onerilen varsayilan sinif yapisi, en fazla
yanlis olarak tanimlanmig parcalarin bulundugu sinif (max FP) olarak
belirlenmektedir. Rough-Mep algoritmamizin énerilen varsayilan sinif yapisi
ile literatrdeki varsayilan sinif yapisi, diger parametreler ayni birakilip
Rough-Mep algoritmasinda kullanilarak sonugclar karsilastiriimistir. Sonuclar
degerlendirildiginde 6nerilen varsayilan sinif yapisinin daha iyi sonug verdigi
gorulmektedir (BKZ Cizelge4.3-Cizelge4.4 ).

Rough-Mep algoritmasinin deney dizeneginin hazirlanmasinda, UCI veri
tabanindan alinan hepatit veri kimesi kullaniimigtir. Bu veri kiimesi Uzerinde
parametre optimizasyon islemi yapilmig; bulunan en iyi parametre degerleri

algoritmanin performansinin degerlendiriimesinde kullaniimigtir.

Rough-Mep algoritmasinin  programlanmasinda C# programlama dili
kullaniimistir. Hazirlanan programda parametre optimizasyon islemi iginde bir

tool bulunmaktadir.

Geligtirilen algoritmanin performansini sinamak icin hepatit veri kiimesinden
elde edilen deney dizenegdi kullanilarak UCI veri tabanindan alinan 8 veri
kimesi Uzerinde calisiimistir. Bu veriler veri é6n hazirlama islemlerine tabi
tutulup dizenlendikten sonra kullanilarak algoritma calistirilmig, sonuglar
hem ayni 10 katlar kullanilarak klasik makine 6grenimi algoritmalariyla hem
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de literatlirdeki diger algoritmalarla karsilastirilmis ve oldukga iyi sonuclar
elde edilmistir. Sekiz veri kimesinin yedisinde Rough-Mep algoritmasinin

performansi diger algoritmalardan yiksek ¢cikmistir.

Program parametre optimizasyonu yapimadan da calstirildiginda
algoritmanin performansi benzer ¢cikmaktadir.

Kaba kime vyaklasimlarinda veriler kesiklestiriirken bazi bilgiler
kaybolabilmektedir. Bunu 6nleyebilmek icin nitelik indirgeme kisminda
kullanilan kaba kime yaklasimi bulaniklastirilabilir veya elde edilen kurallar
bulanik olarak ifade edilmeye calisilabilir. Gelecekte bu distinceler 1s1§inda
yeni algoritmalar olusturulmaya c¢alisilacaktir.
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EK-1 Wisconsin Breast Cancer (WBC) veri kimesinin ézellikleri

Gizelge 1.1. WBC veri kimesindeki nitelikler ve degiskenler
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Degigkenler

Wisconsin Breast Cancer Nitelikleri

X0

X1

X2

X3

X4

X5

X6

X7

X8

Clump Thickness: 1 - 10
Uniformity of Cell Size: 1 - 10
Uniformity of Cell Shape: 1 -10
Marginal Adhesion: 1- 10

Single Epithelial Cell Size: 1 - 10
Bare Nuclei: 1 - 10

Bland Chromatin: 1 - 10

Normal Nucleoli: 1 - 10

Mitoses: 1 - 10
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EK-2 Ljubljana Breast Cancer veri kiimesinin 6zellikleri

Go6gus kanseri veri kimesi Yugoslavya’daki Ljubljana onkoloji enstitlisiinden
elde edilmistir. M. Zwitter ve M. Soklic bu veriyi saglamiglardir.

1. Title: Breast cancer data (Michalski has used this)

2. Sources:

-- Matjaz Zwitter & Milan Soklic (physicians)
Institute of Oncology
University Medical Center
Ljubljana, Yugoslavia

--Donors: Ming Tan and Jeff Schlimmer

(Jeffrey.Schlimmer@a.gp.cs.cmu.edu)

-- Date: 11 July 1988

3. Past Usage: (Several: here are some)

-- Michalski,R.S., Mozetic,l., Hong,J., & Lavrac,N. (1986).

The Multi-Purpose Incremental Learning System AQ15 and its Testing
Application to Three Medical Domains.

In Proceedings of the Fifth National Conference on Atrtificial Intelligence,
1041-1045, Philadelphia, PA: Morgan Kaufmann.

-- accuracy range: 66%-72%
-- Clark,P. & Niblett,T. (1987). Induction in Noisy Domains. In Progress in

Machine Learning (from the Proceedings of the 2nd European Working
Session on Learning), 11-30, Bled, Yugoslavia: Sigma Press.
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EK-2 (Devam) Ljubljana Breast Cancer veri kimesinin 6zellikleri

-- 8 test results given: 65%-72% accuracy range

-- Tan, M., & Eshelman, L. (1988). Using weighted networks to represent
classification knowledge in noisy domains.

Proceedings of the Fifth International Conference on Machine Learning, 121-
134, Ann Arbor, MI.

-- 4 systems tested: accuracy range was 68%-73.5%

-- Cestnik,G., Konenenko,l, & Bratko,l. (1987). Assistant-86: A Knowledge-
Elicitation Tool for Sophisticated Users. In I.Bratko & N.Lavrac (Eds.)
Progress in Machine Learning, 31-45, Sigma Press.

-- Assistant-86: 78% accuracy

4. Relevant Information:

This is one of three domains provided by the Oncology Institute that has
repeatedly appeared in the machine learning literature.

(See also lymphography and primary-tumor.)

This data set includes 201 instances of one class and 85 instances of
another class. The instances are described by 9 attributes, some of which
are linear and some are nominal.

5. Number of Instances: 286

6. Number of Attributes: 9 + the class attribute
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Gizelge 2.1. LBC veri kimesindeki nitelikler ve degiskenler
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Variables Ljubljana Breast Cancer

X0 Age: 10-19, 20-29, 30-39, 40-49, 50-59, 60-69, 70-79,
80-89, 90-99.

X1 Menopause: Lt40, Ge40, Premeno (1,2,3).

X2 Tumor-Size: 0-4, 5-9, 10-14, 15-19, 20-24, 25-29, 30-
34, 35-39, 40-44, 45-49, 50-54, 55-59.

X3 inv-Nodes: 0-2, 3-5, 6-8, 9-11, 12-14, 15-17, 18-20,
21-23, 24-26, 27-29, 30-32, 33-35, 36-39.

X4 Node-Caps: Yes, No (1,0)

X5 Deg-Malig: 1, 2, 3.

X6 Breast: Left, Right (0,1).

X7 Breast-Quad: Left-Up, Left-Low, Right-Up, Right-Low,
Central (1,2,3,4,5).

X8 irradiat: Yes, No (1,0).

7. Missing Attribute Values: (denoted by "?")

Attribute #: Number of instances with missing values:

6.
9.

8. Class Distribution:

8
1

1. no-recurrence-events: 201 instances
2. recurrence-events: 85 instances
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EK-3 Tic-Tac-Toe veri kiimesinin 6zellikleri

1. Title: Tic-Tac-Toe Endgame database

2. Source Information
-- Creator: David W. Aha (aha@cs.jhu.edu)
-- Donor: David W. Aha (aha@cs.jhu.edu)
-- Date: 19 August 1991

3. Known Past Usage:

1. Matheus,~C.~J., \& Rendell,~L.~A. (1989). Constructive induction on
decision trees. In {\it Proceedings of the Eleventh International Joint
Conference on Artificial Intelligence}

(pp. 645--650). Detroit, MI: Morgan Kaufmann.

-- CITRE was applied to 100-instance training and 200-instance test sets.
In a study using various amounts of domain-specific knowledge, its highest
average accuracy was 76.7% (using the final decision tree created for
testing).

2. Matheus,~C.~J. (1990). Adding domain knowledge to SBL through
feature construction. In {\it Proceedings of the Eighth National Conference on
Artificial Intelligence}

(pp. 803--808). Boston, MA: AAAI Press.

-- Similar experiments with CITRE, includes learning curves up to 500-
instance training sets but used _all_ instances in the database for testing.
Accuracies reached above 90%, but specific values are not given (see
Chris's dissertation for more details).

3. Aha,~D.~W. (1991). Incremental constructive induction: An instance
based approach. In {\it Proceedings of the Eighth International Workshop on
Machine Learning} (pp. 117--121). Evanston, ILL: Morgan Kaufmann.
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EK-3 (Devam) Tic-Tac-Toe veri kimesinin 6zellikleri

-- Used 70% for training, 30% of the instances for testing, evaluated over 10
trials. Results reported for six algorithms:

-- NewlD: 84.0%

--CN2: 98.1%

-- MBRtalk: 88.4%

-1B1:  98.1%

- 1B3:  82.0%

-- IB3-Cl: 99.1%

-- Results also reported when adding an additional 10 irrelevant ternary-

valued attributes; similar _relative_ results except that I1B1's performance
degraded more quickly than the others.

4. Relevant Information:

This database encodes the complete set of possible board configurations at
the end of tic-tac-toe games, where "x" is assumed to have played first. The
target concept is "win for x" (i.e., true when "x" has one of 8 possible ways to

create a "three-in-a-row").

Interestingly, this raw database gives a stripped-down decision tree algorithm
(e.g., ID3) fits. However, the rule-based CN2 algorithm, the simple IB1
instance-based learning algorithm, and the CITRE feature-constructing
decision tree algorithm perform well on it.

5. Number of Instances: 958 (legal tic-tac-toe endgame boards)

6. Number of Attributes: 9, each corresponding to one tic-tac-toe square
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7. Attribute Information: (x=player x has taken, o=player o has taken,

b=blank)

Cizelge 3.1. Tic-Tac-Toe veri kiimesindeki nitelikler ve degiskenler

Variables Tic-Tac-Toe

X0 Top-Left-Square: {X,0,B} (0,1,2)
X1 Top-Middle-Square: {X,0,B}

X2 Top-Right-Square: {X,0,B}

X3 Middle-Left-Square: {X,0,B}

X4 Middle-Middle-Square: {X,0,B}
X5 Middle-Right-Square: {X,0,B}
X6 Bottom-Left-Square: {X,0,B}

X7 Bottom-Middle-Square: {X,0,B}
X8 Bottom-Right-Square: {X,0,B}

8. Missing Attribute Values: None

9. Class Distribution: About 65.3% are positive (i.e., wins for "x")



108

EK-4 CRX veri kiimesinin 6zellikleri
1. Title: Credit Approval
2. Sources:

(confidential)

Submitted by quinlan@cs.su.oz.au
3. Past Usage:

See Quinlan,

* "Simplifying decision trees", Int J Man-Machine Studies 27, Dec 1987,
pp. 221-234.

* "C4.5: Programs for Machine Learning", Morgan Kaufmann, Oct 1992
4. Relevant Information:
This file concerns credit card applications. All attribute names and values
have been changed to meaningless symbols to protect confidentiality of the
data.
This dataset is interesting because there is a good mix of attributes --
continuous, nominal with small numbers of values, and nominal with larger
numbers of values. There are also a few missing values.

5. Number of Instances: 690

6. Number of Attributes: 15 + class attribute
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Gizelge 4.1. CRX veri kimesindeki nitelikler ve degiskenler

Variables CRX

X0 Al:b,a-1,2

X1 A2: (-,38.96):1, (38.96,-):2

X2 A3: (-,4.20):1,(4.20,-):2

X3 Adu,y, 1,1—-1,234

X4 A5:9, p, 90-1,2,3

X5 A6:.c,d, cc,i, |, k,m,r,q,w, X, e, aa, ff-1-14
X6 A7:v, h, bb, j, n, z, dd, ff, 0-1-9

X7 A8: (-,1.27):1, (1.27,-):2

X8 A9:t, f-1,2

X9 A10:t,f-1,2

X10 A11:(-,0.5):1,(0.5,2.5):2,(2.5,-):3
X11 Al12:t,f-1,2

X12 A13:9,p, s-1,2,3

X13 A14:(-,105):1,(105,289):2,(289,-):3
X14 A15: (-,492):1, (492,-):2
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7. Missing Attribute Values:
37 cases (5%) have one or more missing values. The missing values from

particular attributes are:

Al: 12
A2: 12
Ad: 6
A5: 6
A6: 9
A7: 9
A14: 13

8. Class Distribution

+: 307 (44.5%)
-: 383 (55.5%)
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1. Title: Nursery Database

2. Sources:
(a) Creator: Vladislav Rajkovic et al. (13 experts)
(b) Donors: Marko Bohanec (marko.bohanec@ijs.si)
Blaz Zupan  (blaz.zupan@ijs.si)
(c) Date: June, 1997

3. Past Usage:

The hierarchical decision model, from which this dataset is derived, was first
presented in M. Olave, V. Rajkovic, M. Bohanec: An application for
admission in public school systems. In (I. Th. M. Snellen and W. B. H. J. van
de Donk and J.-P. Baquiast, editors) Expert Systems in Public
Administration, pages 145-160. Elsevier Science Publishers (North Holland)},
1989.

Within machine-learning, this dataset was used for the evaluation of HINT
(Hierarchy INduction Tool), which was proved to be able to completely
reconstruct the original hierarchical model. This, together with a comparison
with C4.5, is presented in B. Zupan, M. Bohanec, |. Bratko, J. Demsar:
Machine learning by function decomposition. ICML-97, Nashville, TN. 1997
(to appear)

4. Relevant Information Paragraph:
Nursery Database was derived from a hierarchical decision model originally

developed to rank applications for nursery schools. It was used during

several years in 1980's when there was excessive enrollment to these
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schools in Ljubljana, Slovenia, and the rejected applications frequently
needed an objective explanation. The final decision depended on three
subproblems: occupation of parents and child's nursery, family structure and
financial standing, and social and health picture of the family. The model was
developed within expert system shell for decision making DEX (M. Bohanec,
V. Rajkovic: Expert system for decision making. Sistemica 1(1), pp. 145-157,
1990).

The hierarchical model ranks nursery-school applications according to the

following concept structure:

NURSERY Evaluation of applications for nursery schools
EMPLOY Employment of parents and child's nursery
parents Parents' occupation

has_nurs Child's nursery

STRUCT_FINAN  Family structure and financial standings
STRUCTURE Family structure

form Form of the family

children Number of children

housing Housing conditions

finance Financial standing of the family
SOC_HEALTH Social and health picture of the family
social Social conditions

health Health conditions

Input attributes are printed in lowercase. Besides the target concept
(NURSERY) the model includes four intermediate concepts:
EMPLQOY, STRUCT_FINAN, STRUCTURE, SOC_HEALTH. Every concept is

in the original model related to its lower level descendants by a set of
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examples (for these examples sets see http://www-

ai.ijs.si/BlazZupan/nursery.html).

The Nursery Database contains examples with the structural information
removed, i.e., directly relates NURSERY to the eight input attributes: parents,
has_nurs, form, children, housing, finance, social, health.

Because of known underlying concept structure, this database may be
particularly useful for testing constructive induction and structure discovery

methods.

5. Number of Instances: 12960

(instances completely cover the attribute space)

6. Number of Attributes: 8

7. Missing Attribute Values: none

8. Class Distribution (number of instances per class)

class N N[%]

not_recom 4320 (33.333 %)
recommend 2 (0.015 %)
very_recom 328 (2.531 %)
priority 4266  (32.917 %)
spec_prior 4044  (31.204 %)
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Gizelge 5.1. CRX veri kimesindeki nitelikler ve degiskenler

Variables Nursery

X0 Parents: usual, pretentious, great_pret -1,2,3
has_nurs: proper,less_proper, improper, critical,

X1 v.c.-1,2,3,4,5

X2 Form: complete, completed, incomplete,

X3 foster=1,2,3,4

X4 children: 1, 2, 3, more -1,2,3,4

X5 Housing: convenient, less_conv, critical -1,2,3

X6 Finance: convenient, inconv-1,2

X7 Social: non-prob, slightly prob, problematic -1,2,3

X8 Health: recommended, priority, not_recom - 1,2,3
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1. Title: Heart Disease Databases

2. Source Information:

(a) Creators:
-- 1. Hungarian Institute of Cardiology. Budapest: Andras Janosi, M.D.
-- 2. University Hospital, Zurich, Switzerland: William Steinbrunn, M.D.
-- 3. University Hospital, Basel, Switzerland: Matthias Pfisterer, M.D.
-- 4. V.A. Medical Center, Long Beach and Cleveland Clinic Foundation:

Robert Detrano, M.D., Ph.D.
(b) Donor: David W. Aha (aha@ics.uci.edu) (714) 856-8779
(c) Date: July, 1988

3. Past Usage:

1. Detrano,~R., Janosi,~A., Steinbrunn,~W., Pfisterer,~M., Schmid,~J.,
Sandhu,~S., Guppy,~K., Lee,~S., \& Froelicher,~V. (1989). {\it International
application of a new probability algorithm for the diagnosis of coronary artery
disease.} {\it American Journal of Cardiology}, {\it 64},304--310.

-- International Probability Analysis
-- Address: Robert Detrano, M.D.
Cardiology 111-C
V.A. Medical Center
5901 E. 7th Street
Long Beach, CA 90028
-- Results in percent accuracy: (for 0.5 probability threshold)
Data Name: CDF CADENZA
-- Hungarian 77 74
Long beach 79 77
Swiss 81 81
-- Approximately a 77% correct classification accuracy with a logistic-

regression-derived discriminant function
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2. David W. Aha & Dennis Kibler

-- Instance-based prediction of heart-disease presence with the
Cleveland database

-- NTgrowth: 77.0% accuracy

-- C4:74.8% accuracy

3. John Gennari

-- Gennari, J.~H., Langley, P, \& Fisher, D. (1989). Models of
incremental concept formation. {\it Artificial Intelligence, 40}, 11--61.

-- Results:

-- The CLASSIT conceptual clustering system achieved a 78.9%

accuracy on the Cleveland database.

4. Relevant Information:

This database contains 76 attributes, but all published experiments refer to
using a subset of 14 of them. In particular, the Cleveland database is the
only one that has been used by ML researchers to this date. The "goal" field
refers to the presence of heart disease in the patient. It is integer valued
from 0 (no presence) to 4.

Experiments with the Cleveland database have concentrated on simply
attempting to distinguish presence (values 1,2,3,4) from absence (value 0).

The names and social security numbers of the patients were recently
removed from the database, replaced with dummy values.

One file has been "processed", that one containing the Cleveland database.
All four unprocessed files also exist in this directory.
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5. Number of Instances:

Database: # of instances:
Cleveland: 303
Hungarian: 294
Switzerland: 123

Long Beach VA: 200

6. Number of Attributes: 76 (including the predicted attribute)

Cizelge 6.1. Cleveland veri kiimesindeki nitelikler ve degiskenler
Variables | Cleveland Heart Disease
X0 Age: 20,30,40,50,60,70,80
X1 Sex: Sex (1 = Male; 0 = Female)
X2 Cp: Chest Pain Type1:Typical Angina2:Atypical Angina3:Non-Anginal Pain4: Asymptomatic
X3 Trestbps: Resting Blood Pressure (90-200)
X4 Chol: Serum Cholestoral in Mg/DI (120-570)
X5 Fbs: (Fasting Blood Sugar > 120 Mg/DI) (1 = True; 0 = False)
X6 Restecg: 0: Normal 1: Having St-T Wave 2: Left Ventricular Hypertrophy
X7 Thalach: Maximum Heart Rate Achieved (70-202)
X8 Exang: Exercise induced Angina (1 = Yes; 0 = No)
X9 Oldpeak = St Depression induced By Exercise Relative To Rest (0.6-6.4)
X10 Slope: 1: Upsloping 2: Flat 3: Downsloping
X11 Ca: Number Of Major Vessels (0-3) Colored By Flourosopy
X12 Thal: 3 = Normal; 6 = Fixed Defect; 7 = Reversable Defect

7. Missing Attribute Values: Several. Distinguished with value -9.0.
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8. Class Distribution:
Database: 0 1 2 3 4 Total
Cleveland: 164 55 36 35 13 303
Hungarian: 188 37 26 28 15 294
Switzerland: 8 48 32 30 5 123
Long Beach: 51 56 41 42 10 200
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1. Title: Lymphography Domain

2. Sources:
(a) See Above.
(b) Donors: Igor Kononenko,
University E.Kardelj
Faculty for electrical engineering
Trzaska 25
61000 Ljubljana (tel.: (38)(+61) 265-161

Bojan Cestnik

Jozef Stefan Institute

Jamova 39

61000 Ljubljana

Yugoslavia (tel.: (38)(+61) 214-399 ext.287)
(c) Date: November 1988

3. Past Usage: (sveral)

1. Cestnik,G., Konenenko,l, & Bratko,l. (1987). Assistant-86: A
Knowledge-Elicitation Tool for Sophisticated Users. In |.Bratko& N.Lavrac
(Eds.) Progress in Machine Learning, 31-45, Sigma Press.

-- Assistant-86: 76% accuracy
2. Clark,P. & Niblett,T. (1987). Induction in Noisy Domains. In I.Bratko &
N.Lavrac (Eds.) Progress in Machine Learning, 11-30,
Sigma Press.
-- Simple Bayes: 83% accuracy
-- CN2 (99% threshold): 82%
3. Michalski,R., Mozetic,l. Hong,J., & Lavrac,N. (1986). The Multi-Purpose

Incremental Learning System AQ15 and its Testing Applications to Three
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Medical Domains. In Proceedings of the Fifth National Conference on
Artificial Intelligence, 1041-1045. Philadelphia, PA: Morgan Kaufmann.

-- Experts: 85% accuracy (estimate)

-- AQ15: 80-82%

4. Relevant Information:
This is one of three domains provided by the Oncology Institut that has
repeatedly appeared in the machine learning literature.

(See also breast-cancer and primary-tumor.)

5. Number of Instances: 148

6. Number of Attributes: 19 including the class attribute

7. Attribute information:

--- NOTE: All attribute values in the database have been entered as
numeric values corresponding to their index in the list of attribute values for
that attribute domain as given below.

1. class: normal find, metastases, malign lymph, fibrosis
. lymphatics: normal, arched, deformed, displaced
. block of affere: no, yes
. bl. of lymph. c: no, yes
. bl. of lymph. s: no, yes
. by pass: no, yes
. extravasates: no, yes

. regeneration of: no, yes

© 00 N O O b~ W N

. early uptake in: no, yes

10. lym.nodes dimin: 0-3

11. lym.nodes enlar: 1-4

12. changes in lym.: bean, oval, round
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13. defect in node: no, lacunar, lac. marginal, lac. central

14. changes in node: no, lacunar, lac. margin, lac. central

15. changes in stru: no, grainy, drop-like, coarse, diluted, reticular,stripped,
faint,

16. special forms: no, chalices, vesicles

17. dislocation of: no, yes

18. exclusion of no: no, yes

19. no. of nodes in: 0-9, 10-19, 20-29, 30-39, 40-49, 50-59, 60-69, >=70

8. Missing Attribute Values: None

9. Class Distribution:

Class: Number of Instances:
normal find: 2
metastases: 81
malign lymph: 61

fibrosis: 4
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1. Title: Iris Plants Database

Updated Sept 21 by C.Blake - Added discrepency information

2. Sources:
(a) Creator: R.A. Fisher
(b) Donor: Michael Marshall (MARSHALL%PLU®@io.arc.nasa.gov)
(c) Date: July, 1988

3. Past Usage:

- Publications: too many to mention!!! Here are a few.

1. Fisher,R.A. "The use of multiple measurements in taxonomic problems"
Annual Eugenics, 7, Part Il, 179-188 (1936); also in "Contributions to
Mathematical Statistics" (John Wiley, NY, 1950).

2. Duda,R.O., & Hart,P.E. (1973) Pattern Classification and Scene
Analysis. (Q327.D83) John Wiley & Sons. ISBN 0-471-22361-1. See page
218.

3. Dasarathy, B.V. (1980) "Nosing Around the Neighborhood: A New
System Structure and Classification Rule for Recognition in Partially Exposed

Environments". IEEE Transactions on Pattern Analysis and Machine
Intelligence, Vol. PAMI-2, No. 1, 67-71.
-- Results:

-- very low misclassification rates (0% for the setosa class)
4. Gates, G.W. (1972) "The Reduced Nearest Neighbor Rule". IEEE
Transactions on Information Theory, May 1972, 431-433.
-- Results:
-- very low misclassification rates again
5. See also: 1988 MLC Proceedings, 54-64. Cheeseman et al's
AUTOCLASS Il
conceptual clustering system finds 3 classes in the data.
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4. Relevant Information:

--- This is perhaps the best known database to be found in the pattern
recognition literature. Fisher's paper is a classic in the field and is referenced
frequently to this day. (See Duda & Hart, for example.) The data set contains
3 classes of 50 instances each, where each class refers to a type of iris plant.
One class is inearly separable from the other 2; the latter are NOT linearly
separable from each other.

--- Predicted attribute: class of iris plant.

--- This is an exceedingly simple domain.

--- This data differs from the data presented in Fishers article

(identified by Steve Chadwick, spchadwick@espeedaz.net )
The 35th sample should be: 4.9,3.1,1.5,0.2,"Iris-setosa"
where the error is in the fourth feature.

The 38th sample: 4.9,3.6,1.4,0.1,"lris-setosa"

where the errors are in the second and third features.

5. Number of Instances: 150 (50 in each of three classes)

6. Number of Attributes: 4 numeric, predictive attributes and the class

7. Attribute Information:
1. sepal length in cm
2. sepal width in cm
3. petal length in cm
4. petal width in cm
5. class:

-- Iris Setosa
-- Iris Versicolour

-- Iris Virginica
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8. Missing Attribute Values: None

Summary Statistics:
Min Max Mean SD Class Correlation
sepal length: 4.3 7.9 5.84 0.83 0.7826
sepal width: 2.0 4.4 3.05 0.43 -0.4194
petal length: 1.0 6.9 3.76 1.76 0.9490 (high!)
petal width: 0.1 2.5 1.20 0.76 0.9565 (high!)

9. Class Distribution: 33.3% for each of 3 classes.
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Kod Popililasyon Caprazlama Mutasyon Jenerasyon

Crx Uzunlugu Buayuklagu Orani Orani Sayisi Sonuc Sure(sn)
training1.txt 25 50 1 0,3 100 0,956521739 3
training10.txt 25 50 1 0,3 100 0,956521739 3.125
training2.txt 25 50 1 0,3 100 0,985074627 2.939
training3.txt 25 50 1 0,3 100 0,985507246 3.063
training4.txt 25 50 1 0,3 100 0,955882353 2.876
training5.txt 25 50 1 0,3 100 1 0,297
training6.txt 25 50 1 0,3 100 1 1.297
training7.txt 25 50 1 0,3 100 0,971014493 3.078
training8.txt 25 50 1 0,3 100 0,985507246 2.953
training9.txt 25 50 1 0,3 100 0,985507246 3.078

0,978153669

stdsapma 0,017151318
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Nursery
training1.txt
training2.txt
training3.txt
training4.txt
training5.txt
training6.txt
training7.txt
training8.txt
training9.txt

training10.txt

Kod
Uzunlugu
25
25
25
25
25
25
25
25
25
25

Popililasyon Caprazlama Mutasyon

Bayuklagu
50
50
50
50
50
50
50
50
50
50

Orani

— —t — —) ) e e

Orani
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3

Jenerasyon
Sayisi
100
100
100
100
100
100
100
100
100
100

stdsapma

Sonuc
0,996141975
0,991512346
0,986111111
0,989197531

1

1

1
0,993055556

1

1
0,995601852
0,005284226

Sire(sn)
212.813
214.531
212.829
208.453
127.844
83.141
110.016
208,5
130.656
44,859
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Kod Popililasyon Caprazlama Mutasyon Jenerasyon
Iris Uzunlugu Buylklagi Orani Orani Sayisi Sonu¢ Sure(sn)
training1.txt 25 50 1 0,3 100 1 212.813
training2.txt 25 50 1 0,3 100 1 214.531
training3.txt 25 50 1 0,3 100 1 212.829
training4.txt 25 50 1 0,3 100 1 208.453
training5.txt 25 50 1 0,3 100 1 127.844
training6.txt 25 50 1 0,3 100 1 83.141
training7.txt 25 50 1 0,3 100 1 110.016
training8.txt 25 50 1 0,3 100 0,93333 208,5
training9.txt 25 50 1 0,3 100 1 130.656
training10.txt 25 50 1 0,3 100 1 44.859

0,97333
stdsapma 0,0544226
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Kod Popililasyon Caprazlama Mutasyon Jenerasyon
LBC Uzunlugu Buyuklagu Orani Orani Sayisi Sonuc¢ Sire(sn)

Training1.ixt 25 50 1 0,3 100 0,928571429 1,75
Training10.txt 25 50 1 0,3 100 1 0,359
Training2.txt 25 50 1 0,3 100 0,892857143 1.704
Training3.txt 25 50 1 0,3 100 0,892857143 1.828
Training4.txt 25 50 1 0,3 100 0,928571429 1.766
Training5.txt 25 50 1 0,3 100 0,892857143 1.703
Training6.txt 25 50 1 0,3 100 0,892857143 1.718
Training7.ixt 25 50 1 0,3 100 0,892857143 1.734
Training8.ixt 25 50 1 0,3 100 1 0,172
Training9.txt 25 50 1 0,3 100 0,964285714 1.735

0,928571429

stdsapma 0,04454354
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Tic-Tac-Toe Uzunlugu

training1.txt
training10.txt
training2.txt
training3.txt
training4.txt
training5.txt
training6.txt
training7.txt
training8.txt
training9.txt

Kod

25
25
25
25
25
25
25
25
25
25

Popililasyon Caprazlama Mutasyon

Bayuklagu
50
50
50
50
50
50
50
50
50
50

Orani

— —t — —) ) e e

Orani
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3

Jenerasyon
Sayisi
100
100
100
100
100
100
100
100
100
100

stdsapma

Sonuc
0,947916667
0,904255319
0,895833333
0,916666667
0,916666667
0,947916667
0,895833333
0,947916667

0,875
0,90625
0,915425532

0,025344293

Sire(sn)
3
3
3,532
3
3,188
4
3
3,329
3
3
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wBC
Training1.ixt

Training10.txt

Training2.txt
Training3.txt
Training4.ixt
Training5.txt
Training6.ixt
Training7.txt
Training8.ixt
Training9.txt

Kod
Uzunlugu
25
25
25
25
25
25
25
25
25
25

Popililasyon Caprazlama Mutasyon

Bayuklagu
50
50
50
50
50
50
50
50
50
50

Orani

— ot — e e e e A

Orani
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3

Jenerasyon
Sayisi
100
100
100
100
100
100
100
100
100
100

stdsapma

Sonu¢
0,985294118
1
0,985294118
1

— —t — ) )

y
0,997058824
0,006200544

Sire(sn)
3.328
0,359
3.437
0,656
0,734

0,64
1.063
1.375
0,344
0,375
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Cleveland
training1.txt
training10.txt
training2.txt
training3.txt
training4.txt
training5.txt
training6.txt
training7.txt
training8.txt
train9

Kod
Uzunlugu
25
25
25
25
25
25
25
25
25

Popililasyon Caprazlama Mutasyon

Bayuklagu
50
50
50
50
50
50
50
50
50

Orani

— —t — —) ) )

Orani
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3

Jenerasyon
Sayisi
100
100
100
100
100
100
100
100
100

stdsapma

Sonuc
0,9
0,878787879
0,933333333
0,933333333
0,933333333
0,966666667
0,833333333
0,933333333
0,933333333
0,916161616
0,039597377

Sire(sn)
6.016
5.671
5.719
5.719
5,89
5.765
5.907
5.969
6.078
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Lymphography Uzunlugu

traini.ixt
train10.txt
train2.txt
train3.ixt
train4.ixt
train5.ixt
train6.txt
train7.ixt
train8.ixt
train9.ixt

Kod

25
25
25
25
25
25
25
25
25
25

Popililasyon Caprazlama Mutasyon

Bayuklagu
50
50
50
50
50
50
50
50
50
50

Orani

— ot — e e e e A

Orani
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3
0,3

Jenerasyon
Sayisi
100
100
100
100
100
100
100
100
100
100

stdsapma

Sonuc
0,933333333
0,846153846

1
0,766666
0,933333333
1
1
1
1
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1,64
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0,469
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