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OZET

Gilinlimiizde hizli ve giivenli iletisim biiylik 6nem tagimaktadir. Bu baglamda elektronik
postalar, kullanim kolaylig1 ve diisiikk maliyet gibi sebeplerle siklikla tercih edilmektedir.
Ancak, e-posta kullaniminin artmasiyla birlikte iletisim giivenligi riskleri de artmaktadir. En
yaygin kotiiye kullanim tiirlerinden olan istenmeyen e-postalar, kimlik avi, dolandiricilik ve
haksiz kazang gibi amagclarla kullanilan zararli elektronik iletilerdir. Giivenli iletisim i¢in e-
posta sistemlerini zararli aracglardan korumak amaciyla siniflandirma yontemleri
kullanilmakta ve siniflandirma performansini artirmak igin 6zellik se¢imi galigmalari
yapilmaktadir. Ozellik se¢imi, smiflandirma performansim etkileyen farkli tekniklerle en
uygun ve Onemli Ozellikleri secerek basarili sonuglar elde etmeyi amaglayan bir
optimizasyon slirecidir. Bu ¢alismada, spam simiflandirma probleminin 6zellik se¢im
stirecinde ele alinabilecek filtreleme tabanli tekniklerden birliktelik kurali madenciligi,
varyans esigi gibi yontemlerinin yaninda; sarmal tekniklerden genetik algoritma ve karinca
koloni optimizasyonu yaklagimlar: kullanilmigtir. Farkli 6zellik alt kiimelerine sahip veriler
tizerinde yapilan deneylerde, 6zellik se¢im siireclerinden sonra yaklasimlarin performans
analizini yapabilmek i¢in lojistik regresyon, rastgele orman, adaboost, karar agaci ve derin
sinir aglar1 gibi siniflandirict algoritmalar: kullanilmistir. Genetik algoritmanin mutasyon
oran1 parametresi iizerinde yapilan deneyler, mutasyon oraninin performansta etkili
oldugunu ve %20 oraninin kullanilmasiyla sonuglarin iyilestirildigini gostermektedir.
Mutasyon orant %01 oldugunda dogrusal destek vektor makineleri ile yaklasik %87 dogruluk
elde edilirken, %20 mutasyon oraninda rastgele orman ile yaklasitk %96 dogruluk
saglanmistir. Karinca koloni optimizasyonu ile dogrusal destek vektor makineleri birlikte
kullanildiginda ise yaklasik %99 duyarlilik orani elde edilmistir. Bu tez ¢alismasi, 6zellik
seciminin siniflandirma performansina dogrudan etki ettigini ve hibrit yaklagimlarin spam
mesajlarinin tespitinde basariy1 artirdigini ortaya koymaktadir.
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ABSTRACT

In today's world, fast and secure communication is of great importance. In this context,
electronic mails are frequently preferred due to reasons such as ease of use and low cost.
However, with the increasing use of emails, communication security risks also increase.
Unwanted emails, which are one of the most common forms of abuse, are harmful electronic
messages used for purposes such as phishing, fraud, and unfair gain. Classification methods
are employed to protect email systems from malicious tools and techniques, and feature
selection studies are conducted to enhance classification performance. Feature selection is
an optimization process that aims to select the most suitable and important features using
different techniques that affect the classification performance. In this study, filtering-based
techniques such as association rule mining and variance threshold, as well as spiral
techniques such as genetic algorithms and ant colony optimization, were used in the feature
selection process of the spam classification problem. Experiments were conducted on data
with different subsets of features, and classifier algorithms such as logistic regression,
random forest, adaboost, decision tree, and deep neural networks were utilized to analyze
the performance of the approaches after the feature selection process. The experiments
conducted on the mutation rate parameter of the genetic algorithm demonstrate that the
mutation rate significantly affects the performance, and using a mutation rate of 20%
improves the results. While a mutation rate of 1%o yields an accuracy of approximately 87%
with linear support vector machines, a mutation rate of 20% achieves an accuracy of
approximately 96% with random forest. When ant colony optimization is combined with
linear support vector machines, an approximate sensitivity rate of 99% is achieved. This
thesis highlights the direct impact of feature selection on classification performance and
demonstrates that hybrid approaches enhance the success of spam message detection.
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1. GIRIS

Elektronik posta, kullanimimin kolayligi, mesaj alisverisinin hizli ve gonderme
maliyetlerinin diisiikliigii nedeniyle yazisma veya dosya paylasimi i¢in kullanilmaktadir. E-
posta hizmetinin faydali islevlerinin yani sira, kimlik avi, dolandiricilik, vb. alanlarda kotii
niyetli kullanimlarda mevcuttur. E-posta hizmet saglayicilar1 bu tiir siipheli mesajlari
filtreleyip istenmeyen elektronik posta (spam) olarak siniflandirmaktadir [1]. Boylece
kullanicrya ilgili e-postanin ya dnemsiz oldugunu ya da zararli igerige sahip oldugunu
bildirmektedir. Zararli igerige sahip e-postalarda yer alan baglantilara tiklanmasi, aliciy1
kimlik avi1 sitelerine yonlendirebilir veya kotii niyetli yazilimlarin bilgisayara indirilmesine
neden olabilir [2-3]. Kullanicilarin zararli igeriklerden korunabilmesi igin e-postalarin

siiflandirmasi, spam tanimlama veya filtreleme islemleri yapilmalidir.

Literatiirde, e-posta siniflandirmasi {izerine bir¢ok ¢alisma bulunmaktadir. Bu ¢aligmalarda
smiflandirma performansini artirmak amaciyla veri setleri 6n isleme tabi tutulmaktadir. On
isleme adimlarinin performansa etkisi, [4] numaral ¢alismada yapilan gézlemlerle ortaya
konmustur. Bu 6n islem adimlar1 arasinda gereksiz veya bos verilerin kaldirilmas: gibi
diizenlemeler yer almaktadir. Ayrica, veri seti {izerinde ©n islem adimlar
gerceklestirilmeden 6zellik ¢ikarimi yapilarak sik kullanilan kelimelerin ¢alismalara etkisi
de tartisiimaktadir. Ozellik ¢ikarimi, e-posta icerisinde gegen kelimelerin sikligina
dayanarak veri setlerinin yeniden diizenlenmesidir. Eger bulunan kelime veya kelimeler e-
posta igerisinde sik¢a kullaniliyorsa, e-posta spam olarak siniflandirilir; aksi takdirde ham

olarak smiflandirilir [5-6].

Ozellik gikarm sirasinda karsilasilan onemli bir zorluk, dzellik sayismin veri setindeki
ornek sayisindan daha fazla olmasidir. Bu durum, asir1 boyutlu veri problemi olarak
adlandirilmaktadir. Asir1 boyutlu veri setleri, siniflandirma ve hesaplama siireclerini
karmasiklastirabilir. Bu zorlugun {iistesinden gelmek i¢in kullanilan bir boyut azaltma
yaklasimi, 6zellik secimi yontemidir. Ozellik se¢imi yontemi, siniflandirma dogrulugunu
artirmaya ve hesaplama karmagsikligini azaltmaya yoneliktir. Bu yontem, veri setindeki
Onemsiz veya gereksiz 0zellikleri belirleyerek ¢ikarir ve sadece en bilgilendirici 6zellikleri
kullanmay1 hedefler. Boylece, siniflandirma performansi gelistirilir ve gereksiz hesaplama

maliyetleri azaltilir.



Spam e-posta siniflandirma ¢alismalarinda kullanilan bazi veri setlerinde, ham veri yerine
ozellik ¢ikarimi yapilmis ve kullanima hazir veri setleri bulunmaktadir [7]. Bu veri setleri
tizerinde Ozellik filtreleme veya Ozellik se¢imi gibi yontemler uygulanabilmektedir. Bazi
caligmalarda, on islem adimlar1 yapilmadan Ozellik se¢imi yonteminin siniflandirma
performansina etkisini gozlemlemek amaciyla gesitli arastirmalar gergeklestirilmistir [8-9].
Bu calismalar, 6zellik se¢ciminin siniflandirma dogrulugu lizerindeki etkisini anlamak ve en

etkili yontemleri belirlemek i¢in 6nemli bir katki saglamaktadir.

Ozellik secimi ydntemi, biiyiik veri analizlerinde yaygin olarak kullanilarak hedef sinif ile
en diislik benzerlige ve en yiiksek iliskiye sahip 6zellik alt kiimesinin elde edilmesini saglar.
Biiyiik veri setlerindeki gereksiz, ilgisiz veya giiriiltii iceren verileri ayiklamak suretiyle

siiflandirma performansini olumsuz etkileyen 6zellikler ayristirilir [10].

Ozellik secim yontemlerinden filtreleme teknikleri arasinda birliktelik kurali madenciligi
(association rule mining- ARM), bilgi kazanimi (information gain- InfoGain), ki-kare (chi-
square), karsilikli bilgi 6zellik se¢imi (mutual information feature selection- MIFS) seklinde
siralanabilir. Sarmal yontem, makine 6grenmesi (machine learning- ML) algoritmalarinin
egitim agamasina dahil edilmesidir. Sarmal yontemlerde metasezgisel ve makine 6grenimi

algoritmalari birlikte kullanilmaktadir.

Spam e-posta siniflandirma ¢alismalar1 genellikle yaygin olarak kullanilan Spambase veri
seti tizerinde gergeklestirilmistir. [11] numarali referans ¢alismada, UCI [7] {izerinden
erisilebilen Spambase, Sonar, Arrhythmia, Madelon, Isolet ve Colon veri setleri lizerinde
yarasa siiriisii, ¢icek tozlagsma, karinca koloni optimizasyonu (Ant Colony Optimization-
ACO), an1 koloni optimizasyonu, pargacik siirlisii optimizasyonu, ates bocegi ve

karincalanma gibi siirii zekasi temelli 6zellik se¢imi yontemleri incelenmistir.

Tez calismast kapsaminda, birliktelik kurali madenciligi, karsilikli bilgi 6zellik secimi,
varyans esigi (variance threshold- VT) ve korelasyon 6zellik se¢imi (correlation feature
selection- CFS) yontemleri kullanilarak 6zellik filtreleme ¢alismalar1 gergeklestirilmektedir.
Bu yontemler, 6n islem adimlarini takiben Spambase veri seti lizerinde uygulanmustir.
Karsiliklt bilgi 6zellik se¢imi, standart dlglim fonksiyonu on islem teknigiyle birlikte
kullanilmaktadir. Varyans esigi yonteminde, giris verileri lizerinde tek seferde sigdirma ve

doniistiirme islemi yapilmaktadir. Korelasyon 0Ozellik secimi yonteminde ise verilerin



korelasyonu hesaplanarak 6n isleme tabi tutulmaktadir. Birliktelik kurali madenciligi
yontemi ise veri setine 6n islem adim1 uygulamadan gruplara boliinerek filtreleme teknigiyle

calismaktadir.

Sarmal yontemlerde kullanilan genetik algoritma (genetic algorithm-GA) ve karinca koloni
optimizasyonu (ant colony optimization-ACO) algoritmalar1 6zellik se¢imi teknigi olarak
kullanilmasi sirasinda 6n islem adimlar1 uygulanmayarak c¢alismalar ham veri iizerinde
gerceklestirilmektedir. Algoritmalarin irettigi sonuclarin tutarliligini 6lgmek amaciyla
belirli sayida tekrar yaptirilarak standart bir ¢alisma gergeklestirilebilmesine bakilmistir?.

2

Genetik algoritmada cesitli mutasyon oranlar1 kullanilarak bu degerlerin® ¢alisma

performansina etkisi arastirilmaktadir.

Ozellik segim calismalarindan sonra algoritmalar tarafindan belirlenen o6zellikler ile
smiflandiricilarin - performansi incelenmektedir. Adaboost (adaptive boost classifier-
adaboost), dogrusal destek vektor makineleri (linear support vector machine- LSVM), derin
sinir aglar1 (deep neural networks- DNN), karar agaci (decision tree- DT), k-en yakin komsu
(k-nearest neighbors- KNN), lojistik regresyon (logistic regression- LR), naive bayes (naive
bayes- NB) ve rastgele orman (random forest- RF) algoritmalar1 smiflandirma igin
kullanilmaktadir. Yazilmis olan makale ¢alismasinda karar agaci, k-en yakin komsu, lojistik
regresyon ve naive bayes algoritmalari kullanilarak Enron, SpamAssassion, CS440/ECE448
veri setleri iizerinde 6n islem adimlar1 anlatilmistir. On islem adimlarindan sonra 6zellik
cikarimi yapilarak siniflandirma g¢alismasi gerceklestirilmis. Performans degerlendirmesi
metriklerle tablolar halinde sunulmus [6]. Bu c¢alisma kapsaminda performans
degerlendirmesi i¢in dogruluk (accuracy), kesinlik (precision), duyarlilik (recall) ve F1-skor
(F1-score) metrikleri kullanilmaktadir. Genetik algoritma ve karinca koloni optimizasyonu
ile yapilan tekrarli siniflandirma caligmalar1 sonucunda ¢esitli performans degerlendirme
sonuglar1 elde edilmektedir. Bu sonuglarin en iyi, en kotii, ortalama, medyan ve standart
sapma degerleri hesaplanarak raporlanmaktadir. Tablolar araciligiyla en iyi sonuglara sahip

olanlar genetik algoritma ve karinca koloni optimizasyonu algoritmalariyla gosterilmektedir.

Tez ¢alismasinin sunumu ile ilgili organizasyon burada verilmistir. Sonraki boliimde tez

calismasi kapsaminda kullanilmis olan algoritmalar, 6zellik se¢im yontemleri ve veri setleri

L GA ve ACO icin tanimlanan ¢alisma tekrar sayis1. Calisma sayisi= 10
29%o1, %1, %20 mutasyon oranlari



ile gergeklestirilen ¢aligmalarin arastirtlmasi sunulmustur. Yapilan arastirma sonucunda
incelenen ¢alismalarin dzeti literatiir taramasi bashg: altinda verilmistir. Ugiincii béliimde
calisma igerisinde kullanilan metot ve materyallerden bahsedilmistir. Kullanilan
algoritmalarin ¢alisma mantig1 ilgili baglik altinda sunulmustur. Dérdiincii baslik altinda
deneysel calismalarin islem adimlart anlatilmis ve sonuglar tablolar halinde sunulmustur.

Besinci boliimde elde edilen ciktilara gore degerlendirmeler ve dneriler sunulmustur.



2. LITERATUR TARAMASI

Internetin giinliik hayatin icinde giderek yaygilasmasi, bir takim giivenlik risklerini de
beraberinde getirmektedir. Cevrimigi platformlarda dolandiricilik, kimlik avi hirsizligt vb.
suglarda hizli bir artis oldugu gozlemlenmektedir. Bu ve buna benzer zafiyetleri tespit
edebilmek igin farkli makine Ogrenimi yaklasimlar1 kullanilmaktadir. Bu zafiyetlerin
tespitinde; dolandiricilik tespiti, izinsiz giris tespiti, kotii amagli yazilim ve spam tespiti

seklinde mekanizmalar kullanilmaktadir [12-14].

Literatiirde bulunan zafiyet tespit yontemlerinden spam yapilarin, filtrelenmesi ve
smiflandirilmasi arastirma yapilan ve gelistirilen bir alandir. Siber zafiyetlerin azaltilmasi
i¢in yapilan tespit ve Onleme ¢aligmalarinin yaninda internet erisim hizini etkileyen faktorler
arasinda bant genisligi ve depolama alaninin boyutu sayilabilir. Sistemin verimli bir sekilde
caligabilmesi i¢in bu kaynaklarin kullanilmasinda da tasarruflu davranilmas: gerekmektedir.
Verimliligi arttirabilmek icin zafiyet olusturanlarin dogru siniflandiriimas1 gerekmektedir
[15-17].

Emmanuel ve digerleri Gmail, Yahoo ve Outlook servis saglayicilarinin elektronik postalari
spam olarak smiflandirmada nasil calistigindan bahsetmislerdir. Klasik siniflandirma
algoritmalar1 ile yapilan ¢aligmalar incelenmis. Spambase dahil ¢esitli veri setleri tizerinde

yapilan ¢alismalarin 6zeti tablo halinde sunulmustur [18].

Spam e-posta, giivenlik zafiyeti olusmasima yol agacak baslica agiklarindan kimlik avi
yapilmasina imkan veren ve engellenmesi i¢in iizerinde yogun olarak caligilan bir oltalama
teknigidir. Bu boliimde Spambase veri seti kullanilarak yapilan, spam e-postalarin
siniflandirilmast i¢in kullanilan yontemler incelenmistir. Ozellik se¢im ydntemlerinin ve
smiflandirma algoritmalarinin literatiirde hangi amagclarla kullanildiklar1 incelenmistir.
Klasik 6zellik secim yOntemlerinin yaninda metasezgisel algoritmalarin 6zellik se¢imi
tekniginde performanslari arastiritlmistir. Spambase veri seti ile 6zellik se¢imi kullanilarak
ve kullanilmadan gergeklestirilen siniflandirma ¢aligsmalart karsilastirilmistir. Son bes yili
igeren giincel ¢aligmalarin arastirilmasina 6ncelik verilmistir. Arastirmalar Google Scholar,

IEEE Xplore, ScienceDirect ve Web of Science veri tabanlari iizerinde yapilmustir.
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2.1. Ozellik Secimi Gergeklestirilmeden Yapilan Calismalar

E-postalarin, yiiksek basarimli bir sekilde siniflandirilmasi giivenlik zafiyetleri ortadan
kaldirmak i¢in biiyiik onem arz etmektedir. Bunun izerine duran Maryam Shuaib ve ¢alisma
arkadaslari, birden fazla makine 6grenimi algoritmasi kullanarak simiflandirma c¢alismasi
gerceklestirmislerdir. Spambase veri seti {izerinde yapilan ¢alisma sonucunda dogruluk ve
f1-skor metriklerinde LR ve NB algoritmalar1 kullanilarak farkli sonuglar elde edilmistir.
LR algoritmasinda %93,1 ile basarili bir ¢alisma gergeklestirdigini gostermislerdir [19].
SVM tabanli spam dedektorii calismasinda 9%94,06’lik dogruluk degeriyle farkl
calismalardan iyi oldugu sonucuna varilmistir [20-21]. NB ile yapilan, spam e-posta
simiflandirma ¢aligmas1 gerceklestiren Ghosh ve digerleri, yapilmis olan benzer
smiflandirma ¢alismalariyla karsilastirmalar yapmislardir. NB yonteminin tek basina
kullandiginda %79,57 oraninda dogruluk degerine ulasilmistir. Algoritmanin modifikasyonu
yapildiktan sonra dogruluk orani %89,12’ ye yiikseltilebilmistir [22].

KNN algoritmasinda bulanik, agirlikli ve degisken komsu sayisina sahip versiyonlar
bulabilmek amaciyla yapilan ¢aligmada balina optimizasyon algoritmasina dayali bir yontem
Onerilmistir. Bunun yaninda GA ile de ¢alisma tekrarlanarak karsilastirma sonucunda balina
optimizasyon algoritmasi (whale optimization algorithm- WOA) ile gergeklestirilen
caligmanin, daha yiiksek basarima sahip oldugu goézlemlenmistir. K=3 i¢in klasik KNN
algoritmasi sonucunda %69,13 dogruluk degeri elde edilmistir. GA-KNN ve WOA-KNN
hibrit ¢aligmalar1 sonucunda sirasiyla %86,41 ve %88,04 degerlerine ulagilmis [23].

NB, DT, KNN ve LR smiflandiricilarinin da arasinda bulundugu 10 adet algoritmanin
Spambase veri seti tizerinde karsilastirmali ¢calismasi yer almaktadir. Sistemin dogrulugunu
saglamak amaciyla 10 kat capraz dogrulama kullanilmig. RF algoritmasi kullanilarak
%095,45 dogruluk orani ile en yiiksek bagarim degeri elde edilmistir [24]. NB, RT, RF ve J48
algoritmalar1 kullanilarak yapilan farkli bir siiflandirma ¢aligmasinda RF %95,50 ile en
basarili sonucu vermektedir [25]. UCI web sayfasindan farkli veri setleri kullanarak yapilan
caligmada Spambase veri seti tizerinde SVM ile %90’1uk dogruluk orani elde edilmistir [26-
27]. E-posta smiflandirmasi i¢in LR, KNN, NB, DT, Adaboost, ANN ve SVM
algoritmalarin1 kullanilan calismada topluluk yontemlerinin, diger yontemlerden daha
basarili oldugu goézlemlenmektedir [28]. Nandhiniand ve Marseline giivenlik zafiyetine

sebep olan spam e-postlari siniflandirabilmek amaciyla yaygin olarak kullanilan



algoritmalarin etkili yontemlerini sunmaktadir. Bunun i¢in NB, LR, RT, KNN ve SVM
algoritmalar1 kullanilmaktadir. Spambase {izerinde yapilan smiflandirma ¢alismasi
sonucunda dogruluk, f1-skor, kesinlik ve duyarlilik metriklerinde sonuglar alinmis. LR ile
%93.1, NB ile %79.52, KNN ile %99.9, SVM ile %90.76 dogruluk oranlarina sahip basarim
degerleri kaydedilmistir [29].

Tek fazli siniflandirma ¢alismasindan fakli olarak yapilan hibrit siniflandirma ¢alismasinda
topluluk siniflandirici (ensemble calssification- EC), DT, RF ve SVM kullanilarak literatiire
yeni bir ¢alisma eklenmis. ilk olarak DT ile e-posta siniflandirilmis. Sonrasinda bahsedilen
algoritmalarin tamami  kullanilarak iretilen ¢iktinin  dogaclama simiflandiriimasi
gerceklestirilmistir. Calismanin sonunda dogruluk metrigine bagl olarak elde edilen
basarim sonuglar1 sirasiyla %97,8-99,77-98,62-99,88 seklindedir [30].

Biiyiik veri her alanda giiniimiiziin kaginilmaz bir gergegi haline gelmistir. Biiylik verilerden
anlamli sonuglar c¢ikarilarak farkli alanlarda kullanilabilmektedir. Kisisellestirilmis
reklamlar bunun giizel bir 6rnegidir. Makine 6grenimi algoritmalari, bu tiir analizlerin
yapilmasinda siklikla bagvurulan tekniklerdendir. Bunlarin yaninda yapay zeka algoritmalari
da siiflandirict olarak kullanilmaktadir. Spambase veri seti dahil farkli veri setleri lizerinde
yapilan ¢alismada NB, DT, RF, gradyan arttirilmis karar agaglar1 ve evrigimli sinir agi
kullanilarak simiflandirma algoritmalarinin performanslar: tartisilmistir. RF algoritmasinin

digerlerinden daha iyi bir dogruluk degerine sahip oldugu gozlemlenmistir [31].

Derin sinir aglari, katmanlardan olusan ve bu katmanlar arasinda tam baglantiya sahip
yapay sinir aglaridir. DNN ile yapilan e-posta siniflandirma c¢aligmasinin performansini
Ol¢ebilmek amaciyla, 2 gizli katmanli yapay sinir ag1 olusturularak yapilan calismada her
katmandaki diigiim sayis1 30 olarak belirlenmistir. Egitim i¢in kullanilan veri setleri farkli
bliyiikliiklerde olmasinin performans iizerindeki etkileri incelenmistir. Calismanin
sonucunda NB ile yapilan siniflandirmanin daha iyi sonuglara sahip oldugu gézlemlenmistir
[32]. NB, DT, SVM, KNN, RF ve ANN yontemlerinin, PU, Spambase, Enron, SpamAssasin,
TREC, CCERT, LingSpam veri setleri {izerinde basarim durumlarinin karsilagtirmasi
Ozetlenmistir. Diger algoritmalara gore RF daha basarili sonug vermistir [33]. Yapay Sinir
Aglarinda kullanilan parametreler performansi 6nemli oranda etkilemektedir. Parametreleri

belirleyebilmek adina yapilan [34] ¢calismasinda DNN parametreleri evrimsel algoritma olan



su dalgas1 optimizasyonundan faydalanilarak belirlenmistir. Siniflandirma dogrulugu

Spambase veri setini tizerinde test etmislerdir.

Etiket ¢cevirme, siniflandirma performansini azaltmak i¢in egitim Orneklerinin etiketlerini
degistiren yeni bir zehirleme saldirisi tiirtidiir. Bunun igin Spambase veri seti kullanilarak
test calismasi yapilmistir. Bes klasik siniflandirma algoritmasi kullanilarak c¢alisma
gerceklestirilmistir [35-36]. Dolandiricilik faaliyetlerini tespit etmek amaciyla e-posta
siiflandirma modeli gelistirilmistir [37]. Botnet spam saldirilari igin derin 6grenme ile SVM
hibrit ¢aligmasi kullanilarak yapilan smiflandirma calismasinda %98,7°lik dogruluga

ulagilmistir [38].

Spam e-postalarin  siniflandirilmasi  yapilirken veri setinde bulunan 6zelliklerin
siniflandirmaya etkisi arastirilmistir. Ozelikler filtrelenerek siniflandirmaya etkisi olmayan
veya etkisinin az oldugu diisiiniilen 6zelliklerin veri setinden ayristirilarak siniflandirma
performansi artirilmak istenmektedir. Siniflandirmanin, yiiksek basarimda yapilmasinin
yaninda kisa siirede yapilmasi1 da 6nem arz etmektedir. Cok sayida 6zellige sahip elektronik
postalarin, 6zellik se¢imi ile 6zelliklerin azaltilmasinin performansa etkisi tartisilmistir. Al-
Rawashdeh, Mamat ve Abd Rahim tarafindan yapilan ¢alismada O6zellik segiminde su
dongiisii Ve simiile tavlama metasezgisel optimizasyon yontemi kullanmislardir. KNN, NB
ve SVM ile siniflandirma ¢alismasi yapilmis. Sonugta en basarili algoritmanin SVM ile

%94,3 oldugu gozlemlenmistir [39].

Spam tespit ¢aligmasinda 6zellik se¢imi yapilirken, belirli sayida ozellikler kullanilarak
yapilan ¢alismada daginik arama algoritmasi ve KNN hibrit ydntemini sunmuslardir. Ozellik
secimi yapilmadan, KNN ile yapilan ¢alisma sonuncunda dogruluk metriginde %71,94
basarim elde edilmistir. 15 adet ozellik secildiginde %98,92 degeri, 57 6zelligin hepsi
secildiginde %94,54 dogruluk degeri elde edildigi gosterilmistir [40]. Gereksiz 6zellikleri
filtreleyerek yapilan ¢alismada birbirinden farkli sonuclarla karsilagtirmalar yapilmustir.
Spambase dahil {i¢ farkl1 veri seti ile Onerilen yontemler tekrarlanmistir. Filtreleme yontemi

ve sonrasinda NB ve RF kombinasyonu ile %97,79 dogruluk degerine ulagilmistir [41].



Cizelge 2.1. Ozellik se¢imi yapilmadan performans karsilastirmasi

Calisma Siniflandirict Dogruluk Duyarlilik Kesinlik F1-skor
2018 [24] RF 95,45 95,5 95,5 95,4
ANN 92,41 92,4 92,4 92,4
LR 92,41 92,4 92,4 92,4
SVM 91,89 91,9 91,9 91,9
KNN 90,78 90,8 90,8 90,8
NB 89,85 89,9 89,9 89,8
2019 [30] DT 99,88 - - -
SVM 98,62
RF 99,77
EC 97,8
2020 [29] LR 93,13 93,1 93,1 93,1
RF 99,93 99,9 99,9 99,9
NB 79,52 84,5 79,5 79,7
KNN 99,93 99,9 99,9 99,9
SVM 90,76 11,7 90,8 90,7
2022 [42] NB 94,47 94,82 91,16 92,95
RF 95 92,97 95,02 93,98
DT 95,21 95,21 83,61 89,03
LR 97,71 98,3 96,13 97,2
SVM 98 98,31 96,68 97,49
KNN 90,87 91,12 85,55 88,25
2023 [43] C45 91,28 - - -
ID3 88,8
C-SvC 93,13
NB 86,76
2023 [44] ABC 90,84 90,8 90,8 90,8
ANN 94 94 94 94
DT 92,9 92,9 92,9 92,9
KNN 90,78 90,8 90,8 90,8
LR 93,13 93,1 93,1 93,1
NB 79,53 84,5 79,5 79,7
RF 99,93 99,9 99,9 99,9
SVM 94 94 94 94
2023[Tez LR 91,75 91,75 88,46 90,08
Onerisi| RF 95,55 97,55 91,8 94,58
NB 88,05 90,7 80 85,01
KNN 78,83 78,1 69,49 73,54
Adaboost 93,54 92,54 92,3 92,42
LSVM 84,25 78,16 87,18 82,42
DT 91,2 92,56 86,15 89,24
DNN 93,81 92,36 93,07 92,72

E-postalarda var olan, ozellikler arasinda bulunan gereksiz 6zelliklerin siniflandirmayi
olumsuz etkiledigini séyleyen [45] calismada, temel bilesen analizi ile Ozellik se¢imi
yapilarak GA ve DT algoritmasinin hibrit ¢aligmast sunulmaktadir. Yapilan ¢aligmada
Ozellik secimi yapilmadan Spambase veri seti iizerinde NB, SVM, KNN ve J-48

algoritmalar1 ¢alistirtlmistir. Dogruluk ve fl1-skor metrikleri sonucunda NB ile %79,2 ve
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%80,1, SVM ile %89,8 ve %89,7, KNN %89,8 ve %89,8 basarim degerlerine ulagilmistir.
Gergeklestirilen hibrit ¢alisma sonucunda %93,4 dogruluk orami ve fl-skor degerleri
kaydedilmistir. DNN kullanilarak yapilan, smiflandirma c¢alismasinda 6zellik se¢imi
uygulanarak diger siniflandirma algoritmalariyla karsilastirilmistir. Hata oranlar1 verilen

makalede DNN sonucu %98,12 dogruluk oranina sahip oldugu gézlemlenmistir [46].

Cizelge 2.1 ile gosterilen tabloda Spambase veri seti ile 6zellik se¢imi yapilmadan
kullanilmis olan algoritmalarin performanslar1 gosterilmistir. Calisma icerisinde 4 basarim
degerlendirme kriteri ele alindigindan dolay1 karsilastirmalar bu sekilde yapilmaktadir.
Incelenen calismalarin her birinde farkli sonuglar gosterilmistir. En basarili algoritma
dagilimi calismalara gore degismektedir. Tez calismasinda Adaboost ile yapilan
siiflandirma calismasinda %93,54 dogruluk degerinin diger ¢alismadan daha iyi sonug
verdigi gosterilmistir. Diger ¢aligmalar incelendiginde DNN algoritmasinin kullanilmadigi
gbzlemlenmistir. Bunun yerine ANN algoritmasi ile karsilagilmistir. ANN algoritmast ile
Klasik siniflandirici algoritmalar1 ayni ¢alisma icerinde kullanarak literatiire yenilik
katilmistir. Tiim caligsmalarda dort farkli degerlendirme igerisinde en iyi basarim degerine

sahip sonuglar koyu renk ile gosterilmistir.

Baktir ve Atay tarafindan yazilan makale ¢calismasinda, 6zellige sahip olmayan ham veri seti
tizerinde gergeklestirilen 6n islem adimlariyla klasik smiflandirma algoritmalarinin
performansini degerlendirmistir. Siniflandirma algoritmasi olarak karar agaci, k-en yakin
komsu, lojistik regresyon ve naive bayes kullanilmistir. Birbirinden farkli niteliklere
SpamAssassin®, Enron 4, 5, 6 [47] ve CS440/ECEA448* sahip veri setleri iizerinde
degerlendirme yapilmistir. Bu veri setleri farkli sayida veri ve farkli oranda ham/spam e-
posta igermektedir. Veri setlerinde yapilan 6n islem adimlar, karakter islemleri, etkisiz
elemanlarin kaldirilmasi, koklendirme ve kelime frekanslarinin hesaplanmasi gibi islemleri
icermistir. Bu adimlar, veri setinin daha temiz ve daha uygun hale getirilerek spam

siiflandirma c¢aligmalarinda daha iyi sonuglar elde edilmesine yardimci olmustur.

Basarim tablosu, Cizelge 2.2' de gosterilmektedir. Bu tablo, [6] ¢alismasindan alinmistir.
Kullanilmis olan veri setleri ile hangi algoritmalarin daha basarili bir sonu¢ verdigi

gosterilmektedir. SpamAssassin veri seti ile en basarili sonucun %98,32 kesinlik degeri ile

3 https://spamassassin.apache.org/ Son Erisim Tarihi:04.11.2021
4 https://courses.grainger.illinois.edu/cs440/fa2018/MPs/mp4/assignment4.html Son Erisim Tarihi:02.12.2021
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KNN algoritmasi oldugu gézlemlenmektedir. Enron 4 veri setinde en bagarili sonuglar LR
algoritmasina aittir. Veri setine ait en basarili sonucun %99,77 duyarlilik metrigine ait
oldugu gozlemlenmektedir. Enron 5 ve 6 veri setlerinde metrik siralamasinda benzer
algoritmalarin basarili sonuglar1 tabloda gosterilmektedir. Kesinlik metrigi ile NB
algoritmasinin Enron 5 veri setinde bagarili oldugu, duyarlilik metriginde LR algoritmasinin
Enron 6 veri setinde basarili oldugu gozlemlenmektedir. CS440/ECE448 veri setinde
calismanin en basarili sonucu olan %100 ile KNN ve LR algoritmalarinin iyi g¢alistigi

gbzlemlenmektedir.

Deney c¢alismasi, farkli veri setleri ve algoritmalarin kullanildigi denemelerle
gerceklestirilmistir. Sonuglar, 4 farkli metrik kullanilarak elde edilmistir. Veri seti bazli bir
degerlendirme yapildiginda, bu rakamlarin ve ifadelerin farklilik gdsterecegi
ongoriilmektedir. Bu durum, farkli veri setleri ve algoritmalarin performansinin gesitlilik
gosterebilecegini  vurgulamaktadir. Her veri seti farkli ozelliklere, dagilimlara ve
karmasikliklara sahip olabilir, bu da algoritmalarin basarilarin etkileyebilir. Ayrica, farkli
algoritmalarin farkli 6grenme yaklagimlar1 ve hiper parametre ayarlarina sahip olmalari,
sonuglarin degismesine neden olabilir. Dolayisiyla, bir veri seti lizerinde elde edilen

sonuclarin bagka bir veri setinde ayn1 olmayabilecegi g6z onilinde bulundurulmalidir.

Cizelge 2.2. Makale calismasi sonuglari

Veri seti

Metrik
Dogruluk LR 94,54 LR [ 99,08 | LR | 9942 | LR | 97,83 LR 98,92
Kesinlik KNN | 98,32 LR | 98,97 | NB 99,8 NB | 99,26 | KNN 100
Duyarhilik | LR 93,78 LR | 99,77 | LR | 99,72 | LR | 99,65 LR 100
F1-skor LR 91,95 LR | 99,37 | LR | 99,58 | LR | 98,52 LR 98,97

SpamAssassin Enron 4 Enron 5 Enron6 | CS440/ECE448

2.2. Filtreleme Yontemleri ile Yapilan Calismalar

Ozellik se¢imi yontemlerinden olan filtreleme, siire¢ boyunca herhangi bir smiflandirma
algoritmast kullanilmadan, egitim verilerinin genellestirilmesine dayanmaktadir. Bu
yaklasimin avantajlari, nispeten diisiik hesaplama karmasikligi, yeterince genelleme
yetenegi ve siniflandiricidan bagimsizligi olarak siralanabilir. Baslica dezavantaji,

Ozelliklerin birbirine baglantis1 olmadan se¢ilmesidir.
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Temel Ozellik se¢im yoOntemlerinden olan filtreleme yontemlerini kullanarak yapilan
calismada cesitli veri setleri kullanilarak karsilastirmalar yapilmistir. Belirlenen esik
degerine gore yiiksek niteliklere sahip ozellikler se¢ilmistir. Bu 6zelliklerle KNN ve SVM
algoritmalar1 kullanilarak smiflandirma performanslar1 6l¢iilmiis. Klasik filtreleme
yontemlerinin yaninda metasezgisel algoritmalardan pargacik siirii optimizasyonu (Particle
Swarm Optimization- PSO) ve ACO algoritmalarla yapilan hibrit 6zellik secim yontemleri
de sunulmus. Calisma sonucunda farkli kiyaslamalar elde edilmis. MIFS ile yapilan SVM
ve KNN siniflandirma uygulamas: sonucunda %85,4 ve %83,9 dogruluk oranlarina
ulasilmistir. Graf kiimeleme karinca koloni optimizasyon (graf clustering ant colony
optimization- GCACO) 6zellik segiminin sonucunda SVM ile 91,6, KNN algoritmasi ile
%87,2 dogruluk oranlar1 elde edilmistir [48]. Karsilikli bilgi 6zellik se¢im yonteminde,
ozelliklerin uygun ayristirilmasi, 6nemli bir kriterdir. Bu probleme ¢6ziim olabilmek
amaciyla 6n islem adimi olarak ortak dnyargi diizeltilmis karsilikli bilgi (joint bias corrected
mutual information- JBMI) kullanilarak kare tabanli arama yontemi ve JBMI onerilmis.
Klasik MIFS kullanilarak yapilan ¢alisma sonucunda %74,5 dogruluk orani elde edilirken,
Onerilen ¢alisma sonucunda SVM %85,5 ve KNN %85,4 degerlerine ulasilmigtir [49].

Filtreleme 6zellik se¢im yontemleri ile yapilan ¢alismada LR algoritmasi kullanilarak 6zellik
secimi yapilmis ve yapilmamis deneyler karsilastirilmistir.  Korelasyon o6zellik se¢imi
yontemi sonucunda, dogruluk metriginde %89 basarim gostermistir [50]. Filtreleme
yontemleri kullanilarak Ozellikleri filtreleyen bir g¢alismada NB, SVM ve KNN
algoritmalariyla smiflandirma calismasi gergeklestirilmis [51]. Ozellikler arasindaki
korelasyon sayisini olgiit olarak alan ¢alismada MIFS ile hibrit 6zelik se¢im c¢aligsmasi
gerceklestirilmis. Ozellikler arasindaki fazlalik dalgalanmasi arttiginda genelleme
yeteneginin arttig1 gdozlemlenmis. Spambase veri setinin de i¢inde oldugu 10 adet veri seti
tizerinde calisma tekrarlanmis. MI-CFS ile SVM, KNN ve NB algoritmalar1 ¢alistirilmais.
Sirastyla %87,18 %86,64 %89,3 dogruluk degerlerine ulasilmis [52].

Adaboost algoritmasinin smiflandirma performansini, arttirabilmek i¢in agirhikli 6zellik
secim tabanli adaboost yontemi Onerilmis. Geleneksel filtreleme yontemlerinin 6zellik
secimlerine dayanarak yapilan yanlis siniflandirmalarda etkili bir sekilde 6zellik se¢imi
yapabilmek amaciyla yeni bir yaklasim 6nerilmistir. Onerilen yéntemin klasik yonteme gore

%87,9 dogruluk orani ile daha basarili oldugu gosterilmistir [53].



Cizelge 2.3. Filtreleme yontemleri ile 6zellik se¢im ¢aligmalari
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Calisma | Ozellik Se¢imi | Simiflandirma | Segilen Ozellik | Dogruluk F1-skor
2018 [48] MIFS SVM - 85,4 -
KNN 83,9
2019 [52] MI-CFS SVM - 87,18 -
KNN 86,64
NB 89,3
2019 [54] CFS KNN 16 80,5 -
DT 74,3
NB 80
XGBoost 71,4
2022 [55] CFS 148 - 92,21 92,2
RF 93,45 93,5
NN 91,98 92
NB 78,8 78,9
KNN 91,63 91,6
LSTM 93,52 93,5
2022 [55] ARM J48 - 83,67 83,3
RF 85,56 85,4
NN 80,63 80,3
NB 79,11 78,9
KNN 83,09 82,9
LSTM 83,3 89,9
2023 [Tez ARM LR 33 88,71 86,10
oner]s]] RF 92,73 91,22
NB 85,23 82,06
KNN 89,14 87,18
Adaboost 90,88 89,20
LSVM 88,71 86,02
DT 87,62 85,31
DNN 92,73 91,49
MIFS LR 40 91,21 89,19
RF 95,44 94,49
NB 88,82 85,79
KNN 88,17 85,41
Adaboost 93,59 92,45
LSVM 91,21 89,19
DT 90,99 88,86
DNN 91,97 90,93
VT LR 41 91,31 89,72
RF 95,44 94,47
NB 89,03 86,48
KNN 79,26 74,29
Adaboost 93,49 92,23
LSVM 82,63 81,22
DT 89,14 87,08
DNN 94,79 93,75
CFS LR 43 91,75 90,03
RF 95,01 93,96
NB 89,25 86,57
KNN 78,61 73,63
Adaboost 93,38 92,15
LSVM 83,93 77,44
DT 90,01 87,80
DNN 93,70 92,35
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Klasik 6zellik se¢im yontemlerinden InfoGain kullanilarak yapilan ¢alismada siniflandirma
algoritmasi olarak topluluk yontemleri karsilastirilmistir. Hibrit topluluk siniflandirici, NB
ve DT algoritmalarina gore daha basarili sonu¢ vermis [56]. Farkli bir ¢alismada Gini
algoritmasi kullanilarak 6zellikler 6l¢eklendirilir ve RF algoritmasi kullanilarak 6zellikler
derecelendirilir. DNN siniflandirict ile egitim i¢in ayrilmis veriler egitilir. En st degerdeki,
bes oOzellik dikkate alindiginda %88,6 dogruluk orani ile DNN siniflandiricinin KNN ve

SVM algoritmalarindan daha iyi sonug verdigi gozlemlenmis [57].

Varyans esik degeri ile 6zellik secimi ¢aligmasi literatiirde ¢ok rastlanilmamistir. Yapilan
bir caligmada filtreleme ve sarmal yontemler karsilastirilarak bazi smiflandirma
algoritmalariyla amaclanan 6zellik ortalamalar1 hesaplanmis. Varyans esigi yonteminin de
icinde oldugu filtreleme yontemlerinde 6zellik secim gerceklestirilmis. Esik degeri 0,4

secilerek 10 adet 6zellik segilmis [58].

Cizelge 2.3 de son bes yil icerisinde gergeklestirilmis olan filtreleme yontemleri ile 6zellik
secim caligmalar1 gosterilmistir. Temel filtreleme yontemlerinin bir arada bulundugu tek bir
calismanin olmadig1 goriilmektedir. Her ¢alismada farkli bir yaklasim sunulmus. ARM
yontemi ile 6zellik secim calismasinda tez Onerisinde sunulan yontemin daha basarili
sonuglar verdigi gosterilmistir. MIFS yontemi ile yapilmis olan [52] ¢alismada NB ile elde
edilen sonucun tez Onerisinden fazla oldugu goriintiilenmektedir. CFS yonteminde [55]
calismasina ait sonucta J48 ile KNN algoritmalarinin tez onerisinden daha iyi oldugu
goriintiilenmektedir. Diger algoritmalar tez Onerisinde daha basarili sonuglanmistir.

Karsilastirma tablosunda iyi degere sahip sonuglar koyu renk ile vurgulanmistir.

2.3. Sarmal Yontemler ile Yapilan Calhismalar

Sarmal yontemler, 6zellik se¢im siirecinde smiflandirict  olusturma prosediiriinii
icermektedir ve secilen 6zellik alt kiimesini olusturabilmek i¢in makine 6greniminin tahmin
etme dogrulugunu kullanmaktadir. Siniflandiric1 ile etkilesiminden dolay1 genellikle
filtreleme yonteminden daha iyi sonuglar vermektedir. Ancak, yontemin hesaplama

karmasikligini arttirmaktadir ve fazla uydurma riski olusmaktadir [59].

Sarmal yontem igerisinde genetik algoritma- rastgele orman regresyon ve karinca koloni

optimizasyonu- rastgele orman smiflandirici hibrit ¢alismalar1 gergeklestirilir. Literatiir
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arastirmasi igerisinde Spambase veri seti ile yapilmis genetik algoritma ve karinca koloni

optimizasyonu 0zellik se¢im ¢aligmalar1 yer almaktadir.

2.3.1. Genetik algoritma ile yapilan ¢alismalar

Evrimsel algoritmalardan GA, ¢alisma igerisinde kullanilan parametrelerin belirlenmesi igin
Spambase dahil ¢esitli veri setleri lizerinde kullanilmistir. Popiilasyon sayisi, jenerasyon
sayis1, ¢aprazlama orani, mutasyon orani ve turnuva sayisini belirleyen deneyler yapilmistir.
Spambase veri setinde hangi parametrelerin iyi c¢alisacagini gosteren dogruluk orani

verilmistir [60].

Elektronik postalarin smiflandirilmasi islemi, gelismekte olan evrimsel ve siirii tabanli
yontemler i¢in kullanilmaktadir. Yapilan c¢alismada akilli su damlalar1 algoritmasi
(intelligent water drops algorithm- IWDA) kullanilarak 6zellik se¢im ¢aligmasi yapilmistir.
Evrimsel algoritmalardan GA, siirii tabanli yontem olan ACO kullanilarak karsilastirmalar
yapilmustir. Siniflandirict olarak NB algoritmasinda faydalanilmistir. IWDA kullanilarak

yapilan ¢alisma sonucunda %94 oraninda dogruluk orani elde edilmis [61].

Siniflandirmanin etkililigi ortaya koymak igin yapilan c¢alismada genetik algoritmanin
yaninda, HS, PSO ve SA algoritmalari 6zellik se¢im yontemi olarak kullanmiglardir. KNN,
NB ve SVM algoritmalar ile 6zellik se¢imi yapilarak ve yapilmadan performans etkilerini
tartisitlmistir. Spambase veri seti igerisinde GA kullanilarak gereksiz 6zellikler kaldirilmis,
KNN ile %87,7 NB ile %54,8 SVM ile %90,61 dogruluk oranlarina ulasiimistir [62].

Farkl1 bir calismada 6zellik se¢cimi yapilmadan NB ile siniflandirma islemi gergeklestirilmis.
GA kullanilarak o6zellik se¢imi islemi yapilmis, NB algoritmasi ile siniflandirma islemi
tekrarlaninca daha basarili sonuglar alindigi gézlemlenmistir. Farkli adim sayisi ile denenen
caligma, turnuva ve rastgele se¢im yontemleri kullanilarak genetik algoritmanin islem
adimlar1 gergeklestirilmistir. Adim sayis1 degistikce secilen Ozellik sayisinda da degisim
oldugu gozlemlenmistir. Segilen 6zelliklere gore basarim oranlari degisiklik gostermistir. 20
adim sayis1 kullanilarak secilen 33 06zelligin en iyi basarim oranina sahip oldugu

gozlemlenmistir [63].
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Spam tespit ¢alismasini hizlandirdigin1 iddiasinda bulunan Sharaff ve Gupta tarafindan
simiflandirma igleminde ikili parcacik siirii kullanilarak 6zellik se¢imin yapilmasini
onermiglerdir. Bu ¢alismada PSO ve GA ile karsilastirma yapilmis. RF, ekstra aga¢ (extra
tree- ET) ve DT yontemleriyle siniflandirma yapilmis. GA ve RF ile ¢alismanin sonucunda
%91,5 dogruluk orani elde edilmis [64]. Genetik algoritmanin gelistirilmesiyle yapilan
calismada caprazlama orani olarak 0,8 ile mutasyon orani olarak 0,02 kullanilmigtir. SVM

ile gergeklestirilen siniflandirma ¢alismasinda %91,20 dogruluk orani elde edilmistir [65].

Ozellik se¢im yaklasimlarinim, ¢ok uzun hesaplama siiresine ve biiyiik popiilasyon
boyutlarina sahip olmasi deney sonuglarini olumsuz etkilemektedir. Siniflandirma
dogrulugunu iyilestirmeyi amaglayan calismada sinir aglar1 ve genetik algoritma tabanl
ozellik se¢im yaklagimi Onerilmis. Genetik algoritma igin rastgele olusturulan baslangig
popiilasyonundan sonra uygunluk fonksiyonu sinir aglari ile hesaplanmistir. Siniflandirma
dogruluklari elde edilmis, diisiik degere sahip olanlar elenmis, geriye kalanlar GA igerisinde

kullanilmigtir. Spambase veri seti igin dogruluk oran1 %691,92 seklinde kaydedilmistir [66].

Topluluk tespiti tabanli genetik algoritma (community detection-based genetic algorithm for
feature selection- CDGA) uygulanarak o6zellik se¢imi yapilmistir. Onerilen yontemin,
metasezgisel algoritmalardan daha basarili oldugunu gosterebilmek amaciyla PSO, ACO ile
ozellik secim caligmasi tekrarlanmistir. Siniflandirma algoritmasi olarak KNN, SVM ve
adaboost kullanilmis, sirasiyla %93,99 %93,68 ve %93,27 dogruluk oranlariyla
digerlerinden daha basarili oldugu gosterilmistir. ACO ile yapilan calismanin bagarim
oranlari, sirasiyla %91,81, %89,51 ve %90,89 seklinde oldugu gozlemlenmistir [67].
Ogrenmeye dayali 6zellik segim ydntemi Oneren calismada GA kullanarak yaptig
karsilastirma sonucunda %91,68 dogruluk oranina ulasilmigtir. Calisma kendi amagladigi

ozellik se¢im yontemi ile %93,11 oraninda dogruluk oran1 elde etmistir [68].

Ozellik segiminin yaninda siniflandirmanin da &nemli oldugunu vurgulamak isteyen
Sokhangoee ve Rezapour tarafindan, 6zellik secimi olarak GA ile ARM hibrit yontemini
kullanilarak yapilmistir. Bu ¢alismada filtreleme yontemlerinden CFS ve bilgi kazanimi
yontemleri ile yapilan Ozellik se¢iminin basarim oranlar1 karsilastirilmistir. Cesitli
siiflandirma algoritmalar kullanilarak basarim oranlari elde edilmistir. Spambase veri seti
tizerinde yapilan ¢alismada GA ile 6zellik secip RF ile siniflandirma islemi gergeklestirilmis,

sonug olarak %94,82 dogruluk orani, %94,7 fl-skor orani elde edilmistir. Cok az 6zellik
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secerek yapilan yiiksek basarimlar alindig1 goriilmektedir. Ozellik sayisindaki degisimler

bagarim oranlarini etkilemektedir [55].

Cizelge 2.4. Genetik algoritma ile 6zellik se¢im ¢alismalari

Calisma | Ozellik Secimi | Smiflandirma | Secilen Ozellik | Dogruluk F1-skor
2018 [61] GA NB - 77 75
2019 [64] GA RF 91.5 93
ET 91 92,5
DT 90,3 92
2019 [62] GA KNN 32 87,7 84,3
NB 48 54,8 63,5
SVM 32 90,6 88
2019 [63] GA NB 30 95,2 -
33 96,7
2021 [67] CDGA KNN 8.17(ort) 93,99 -
SVM 93,68
Adaboost 93,27
2022 [55] GA J48 54 96,56 96,4
RF 99,04 99
NN 94,5 94,3
NB 94,78 94,6
KNN 96,45 96,4
LSTM 90,65 90,6
2023 [Tez GA%ol LR 32,4(ort) 90,99 89,18
Onerisi] RF 95,98 95,2
NB 90,01 87,5
KNN 88,27 85,79
Adaboost 93,7 92,41
LSVM 87,62 85,35
DT 93,59 92,31
DNN 93,7 92,31
GA%1 LR 33,13(ort) 90,23 88,19
RF 95,77 94,9
NB 90,45 87,95
KNN 89,03 86,83
Adaboost 93,92 92,69
LSVM 87,95 85,53
DT 92,83 91,41
DNN 94,68 93,63
GA%20 LR 32,4(ort) 91,53 89,71
RF 96,09 95,29
NB 91,1 88,95
KNN 90,12 88,32
Adaboost 94,57 93,57
LSVM 89,47 87,86
DT 94,57 93,47
DNN 95,01 94,06

Cizelge 2.4 ile GA 0zellik se¢im ¢alismalarinin performanslar1 gosterilmistir. GA 6zellik

secim calismasinda siklikla kullanilmaktadir. ‘Spambase’ veri seti ile ayr1 olarak aragtirma
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yapildiginda fazla dokiimana ulagilamamistir. Tez 6nerisinde kullanilmig olan veri setinin
kullaniminin sik olmadig1 anlasilmistir. Eksik olan bu durumu ortadan kaldirabilmek adina
tek bir veri seti lizerinde c¢esitli 6zellik secim caligmalar1 yapilmistir. GA ¢alismasinda
mutasyon oranlar1 degistirilerek mutasyonun etkisi arastirilmak istenmistir. Mutasyon orant
arttirtlinca kullanilan algoritmalardaki basarim degerlerinin arttigi gézlemlenmistir. Tez
Onerisi ile diger calismalarin karsilastirmasi sonucunda yiiksek basarim gosterenler koyu

renk ile vurgulanmistir. GA ile DNN hibrit ¢alismasi ile karsilasilmamustir.

2.3.2. Karinca koloni optimizasyonu ile yapilan cahismalar

Metasezgisel algoritmalardan olan karinca koloni optimizasyonu, siirii zekasi temeline
dayanmaktadir. Karincalarin besin ararken, en kisa yolu bulma {izerine uyarlanmis bir
yaklasimdir. Gergek hayatta, optimizasyon problemlerin ¢oziimlerinde siklikla
kullanilmaktadir. Bu c¢alisma igerisinde, Spam e-postalarin optimum bir sekilde
siiflandirilabilmesi amaciyla ozellik se¢im yontemi olarak kullanilmaktadir. ACO
algoritmasinin c¢aligmalardaki kullanim sekli, 6zellik se¢imindeki basarimlar1 ve 6zellik
seciminde kullanmildiktan sonra siniflandirma algoritmalarinin hangisinden faydalanildigi

arastirilmastir.

Ozellik se¢iminde ACO kullanilarak boyut azaltma iizerine yapilan ¢aligmada, ¢izge
yontemiyle tiim 6zellikler bir grafik halinde temsil edilmektedir. ACO, 6zellik kiimesinden
en iyi ozellik alt kiimesine ulasmaya ¢alismaktadir. ACO kullanilarak yapilan ¢aligmada,
siiflandirma dogrulugunun oranini en yiiksekte tutarak basarili sonuglar elde edilmistir.
ACO ile modifiye edilmis graf karinca koloni optimizasyonu (modified graph clustering
based ant colony optimization- MGCACQO) algoritmasiyla karsilagtirilmalar yapilmustir.
Dogruluk metrigine dayali olarak SVM ile %90,98, RF ile %94,17, KNN ile %89,6 ve DT
ile %90,88 basarim oranlar1 gosterilmistir [69].

ACO, yinelemeli olarak calismaktadir ve optimum ¢oziime yakinsama egilimindedir.
Karincalar yollarim1 tamamladiktan sonra feromon gilincellemesi yapmaktadir. Feromon
izinin belirli smirlarda olup ¢abuk buharlasmasini engellemek amaciyla maksimum-
mininmum karinca sistemi (max-min ant system- MMAS) onerilmistir. K-en yakin komsu
algoritmasinda, k degeri olarak 1 ve 5 degerleri secilerek siniflandirma yapilmis, k=5

ortalama ile 38,85 ozellik segilerek %89,3 basarim orani edilmistir [70].
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ACO, ozellik secim caligmalarinin yaninda farkli alanlarda da kullanilmistir. SVM
algoritmasimin hizimi arttirabilmek amaciyla, karinca koloni optimizasyonu 6rnek se¢im
algoritmas1 kullanilmistir. ACO algoritmasindaki kenar se¢iminden esinlenilmis, Sinir
tespitinde ACO, 6rnek seciminde KNN kullanilmistir. Tiim deneyler e-dolandiricilik tiirti
olan kredi karti dolandiriciligl, e-posta spam ve kimlik avi e-postasi veri setlerine

uygulanmistir. Calismanin, SVM performansini olumlu etkiledigi gozlemlenmistir [71].

Literatiir taramasi1 yapilarak metasezgisel algoritmalarla ilgili olan ¢alismalarin, genis bir
aragtirmasini yapan [11] makalenin sonucunda, incelenen algoritmalar, Spambase de dahil
olan 6 veri seti lizerinde ¢aligtirilmis. Stirti zekasi temelli 6zellik se¢im ¢aligmalarindan sonra
SVM, NB ve adaboost kullanilarak siniflandirmalar yapilmstir. En yiiksek basarim, %92,84
dogruluk oranina sahip olan PSO-SVM ile elde edilmistir. ACO ile yapilan ¢alismanin
sonucunda, sirastyla %91,87 %89,76 %90,66 dogruluk oranlar1 elde edilmistir.

Cizelge 2.5. Karinca koloni optimizasyonu ile 6zellik se¢im ¢alismalari

Calisma | Ozellik Secimi | Siiflandirma | Secilen Ozellik | Dogruluk F1-skor
2018 [61] ACO NB - 84 87
2018 [69] MGCACO SVM 24 90,98 -
RF 94,17
KNN 89,60
DT 90,88
2018 [48] GCACO SVM - 91,60 -
KNN 87,20
2019[70] | MMAS-ACO KNN 38,85 89,3
2021 [11] ACO SVM 8,18(ort) 91,87
NB 89,76
Adaboost 90,66
2022 [72] ACO KNN 54 99,8 99,6
SVM 34 99,9 99,9
2023[Tez ACO LR 38,6(ort) 91,31 89,36
onerisi] RF 95,11 94,12
NB 90,66 88,32
KNN 89,47 87,25
Adaboost 94,14 93,02
LSVM 89,03 86,93
DT 92,18 90,7
DNN 94,46 93,45

ACO ile yapilmis olan ¢alismalarin 6zet tablosu Cizelge 2.5 ile verilmistir. ACO algoritmast,
kullanilarak yapilan 6zellik se¢im ¢aligmalarina nadir olarak rastlanmistir. Tez ¢calismasinda
kullanilan yontemlerin, literatiirde hepsinin birlikte kullanilmadig1 gozlemlenmistir. Yapilan

calismalar arasinda RF, NB, adaboost ve DT algoritmalari basarim oranlarinin
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karsilastirmalar1 degerlendirildiginde tez calismasi kapsaminda, basar1 oraninin daha yiiksek

oldugu gozlemlenmistir. ACO ile LR ve DNN hibrit ¢aligmalar1 bulunamamigtir. %90

tizerinde basarim orani ile ACO algoritmasinin basarili ¢alistigi gozlemlenmistir. 2022

yilinda sunulmus olan tez c¢alismasinda [72] KNN ve LSVM algoritmalarinin, yiiksek

basarimli oldugu goriintiilenmektedir.

Tez 6nerisinde kullanilmis olan algoritmalar disinda, 6zellik se¢im yontemlerini sunan tablo

Cizelge 2.6 ile verilmistir. Tez Onerisinde, ortalama olarak en iyi sonuclar1 veren, %20

mutasyon orani kullanilarak kosturulan GA sonuglari ile karsilagtirmalar yapilmigtir. 2020

yilinda, 6zellik seciminde yapay ar1 kolonisi ve smiflandirma kisminda LR kullanilarak

gerceklestirilen calismanin sonucunda, basarili sonuclar elde edilmis. Basarim durumlar

koyu renk ile belirtilmistir. En basarili sonuca RF algoritmasi ile ulagilmistir.

Cizelge 2.6. Farkl1 algoritmalarin 6zellik se¢im c¢alismalari

Calisma | Ozellik Se¢imi | Siniflandirma | Segilen Ozellik | Dogruluk F1-skor

2018 [73] FA NB 21 95,14 -
2019 [74] GA NB 38 94,5 -

2019 [39] WCFS SVM 38 94,3 91,9
NB 19 85 82
KNN 24 87 85

2020 [75] CSA-LR LR - 94,20 92,66

ABC-CSA 94,49 92,94

PSO 92,46 91,19

DE 93,84 92,42
2020 [76] BFA NB 21 95,14 -
2021[77] | ABC-PSO NB 33 90,81 B
2022 [78] HHO KNN 57 94,3 -

2023[Tez GA%20 LR - 91,53 89,71

onerisi] RF 96,09 95,29

NB 91,10 88,95

KNN 90,12 88,32

Adaboost 94,57 93,57

LSVM 89,47 87,86

DT 94,57 93,47

DNN 95,01 94,06
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3. METOT VE MATERYALLER

Bu boliimde tez ¢alismasinda kullanilan makine 6grenmesi algoritmalarindan, 6zellik se¢imi
metotlardan ve veri seti gibi kullanilan materyallerden bahsedilmektedir. Algoritmalarin
temel olarak anlatimlarinin yaninda tez ¢alismasinda kullanilan 6zellik se¢imi ve
simiflandirma uygulamalarindan bahsedilmektedir. Veri seti ile ilgili gerekli agiklamalar bu

alanda yer almaktadir.

3.1. Onerilen Metot

Bu bolimde arastirma metodolojisi ve gerceklestirilen islem adimlart sunulmustur. Bu
caligma ile e-postalarin dogru ve hizli bir sekilde siniflandirilabilmesi amaglanmaktadir.
Siiflandirmanin, dogru bir sekilde yapilabilmesi i¢in igerikte bulunan &zelliklerin,
simiflandirmaya etkisi tartisiimaktadir. Bunun igin oncelikli olarak Spambase veri seti ile
ozellik se¢imi yapilmadan gergeklestirilen uygulamalar incelenmistir. Cesitli algoritmalar
kullanilarak yapilan calismalarda farkli degerlendirme sonuglart sunulmus [24],[44].
Calisgma kapsaminda veri seti iizerinde ozellik se¢imi yapilarak, smiflandirma
performansindaki degisimler incelenmistir. Bunun i¢in genetik algoritma (GA) ve karinca
koloni optimizasyonu (ACO) sarmal yontemlerde oOzellik segim algoritmalari olarak
kullanilmigtir. Bu algoritmalarin yaninda, Siniflandirmaya etkisi az olan 6zellikler birliktelik
kuralt madenciligi (ARM), karsilikl bilgi 6zellik se¢imi (MIFS), korelasyon 6zellik segimi
(CFS) ve varyans esigi (VT) filtreleme yontemleriyle ortadan kaldirilir. Bu 6zellik
secimlerinin smiflandirmaya etkisini arastirabilmek amaciyla, bir¢ok algoritmadan
faydalanilmstir. Lojistik regresyon (LR), rastgele orman (RF), naive bayes (NB), k-en yakin
komsu (KNN), adaboost, dogrusal destek vektor makineleri (LSVM), karar agaci (DT) ve

derin sinir aglart (DNN) algoritmalar1 siniflandirma calismasinda uygulanmastir.

GA ve ACO algoritmalarinin performans degerini Olgebilmek amaciyla, uygunluk
fonksiyonunu calistirma sayis1 olarak N° degeri segilmistir. N kez ¢alistirmanin sonucunda
N adet dogruluk, kesinlik, duyarlilik ve f1-skor metrikleri elde edilmistir. Bu degerlerden en
iyi, en kotii, medyan, ortalama ve standart sapma degerleri hesaplanmistir. Hesaplamalar

sonucunda, en iyi degeri veren sonuglar kayit altina alinmistir. GA ve ACO algoritmalarinin

5N=10
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en iyi degerleriyle, diger 6zelik secim yontemleri ve 6zellik secimi yapilmadan elde edilen

dogruluk, kesinlik, duyarlilik ve f1-skor degerleri karsilastirilmistir.

. = Kargihikh Bllgl Ozellik Scgimi \
« Varyans Esigi
= Birliktclik Kurah Madenciligi
« Korelasyon Ozellik scgimi
» Genetik Algoritma y

. Knrmca Koloni Optimizasyonu

SINIFLANDIRMA

= Lojistik Regresyon
= Rastgele Orman
' » Naive Baycs
"+ K-En Yakin Komsu * Adaboost
& = Destek Vektér Makincleri
. . . <y = Karar Agaci » Derin Sinir Aglan
CALISMA

METODU

[ m—

PERFORMANS OLCME

* Eniyi

= En kétii

' » Ortalama

~ = Mcdyan

= Standart Sapma

= Dogruluk
« Kesinlik
* Duyarlilik
« F1-Skor

Sekil 3.1. Calisma metodu

Bahsedilen ¢alisma metodu, Sekil 3.1 ile gosterilmektedir. Oncelikli olarak dzellik se¢imi
islemi gergeklestirilmistir. Secilen 6zeliklerle diizenlenen veri seti siniflandirma islemine
tabi tutulur. Egitim ve test verisi olarak ayrilan veri seti lizerinde, siiflandirma ¢aligmasi
yapilir. Elde edilen tahmini smiflandirma sonucu ile test verisi {izerinde bulunan
smiflandirma sonuglart karsilagtirilarak basarim metrikleri hesaplanir. GA ve ACO
algoritmalarinin ¢alismalart sonucunda, N adet basarim metrigi elde edilir. Basarim
metrikleri performans degerlendirme fonksiyonuna gonderilir, en iyi sonucu veren
siiflandirma algoritmalari kayit altina alinir. En iyi sonucu veren degerler alindiktan sonra,
bir kez ¢alistirilmis olan filtreleme yontemleri ve 6zellik se¢imi yapilmadan gegeklestirilen

siniflandirma ¢alismasi sonuclar karsilastirilmistir.
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3.2. Tez Cahsmasinda Kullanilan Yaklasimlar

Tez caligmasinda kullanilmis olan algoritmalarin temel siiflandirilmasi bu baslik altinda

anlatilmistir.

Makine 6grenmesi

Makine 6grenmesi insan giiciine ihtiya¢ duyulmadan bilgisayar ortaminda verinin anlaml
bilgiye doniistiiriilmesini saglayan yapay zeka teknigidir. Makine &grenimi gliniimiizde
farkli sektor ve uygulamalarda kullanilmaktadir ve alani da gittikge genislemektedir [79-80].
Makine 6grenimi ile verilerden anlamli sonuclar ¢ikarilabilir, otomatik bilgi {iretebilir,
algoritmalar1 egitebilir, iliskileri tanimlayabilir, bilinmeyen kaliplar1 taniyabilir ve 6grenim
siireclerini optimize edilebilir. Ormegin e-alisveriste kullanicilara satin aldiklari iiriinler ile
ilgili reklamlar1 6nermek amaciyla ¢ok sayida c¢alisma yapilmaktadir. Cevrimi¢i reklam
dagitimmi gergek zamanli olarak 6zellestirebilmek i¢in makine 6grenimi algoritmalarinin
kullanilmasidir. Ozellestirilmis pazarlamanin yani sira, bazi makine dgrenimi algoritmalar
dolandiriciligr tespit etmek, spam filtrelemek, tehditleri tespit etmek, kestirimci bakim ve

haber beslemeleri gelistirmek amaglariyla da kullanilmaktadir [81-82].

Derin 6grenme

Derin 6grenme, yapay sinir aglari ve simiilasyon 6grenimi kullanarak gergek diinyadaki
karmasik sorunlar1 ¢6zmede insan beyninin diizeyine uyan bir model gelistirmeyi amaglayan
bir makine 6grenimi dalidir [83-84]. Bir girdi katmani, bir ¢ikt1 katman1 ve her biri birbirine
bagh agirlikli diiglimler veya noronlar koleksiyonunu iceren bir veya daha fazla ekstra gizli
katmandan olugmaktadir. Derin 6grenme, insanlarin basa ¢ikamayacagi biiyiik miktardaki
verilerden 6grenme yapabildigi i¢in 6grenme hizi ile karakterize edilir. Bu nedenle, derin
ogrenme, insanlarin ulasamayacagi fikir ve sonuglara varabilir [85]. Derin 6grenme, goriintii
tanima, hava tahmini veya tarim alanlarinda faydalanilabilir. Derin 6grenme siireci hangi
Ozelliklerin hangi seviyeye en uygun sekilde yerlestirilecegini kendi basina
ogrenebilmesidir. Bu ozellik el yordamiyla ayarlama ihtiyacini ortadan kaldirmaktadir.
Ornegin, degisen katman sayilar1 ve katman boyutlar1 farkli soyutlama dereceleri

saglayabilmektedir.
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Metasezgisel algoritmalar

Metasezgisel terimi, ¢ok ¢esitli optimizasyon problemlerinin ¢oziimii i¢in Onerilen daha
yuksek seviyeli bulugsal yontemleri tanimlamaktadir. Pek ¢ok metasezgisel algoritma zorlu
problemlerin ¢6zlimii i¢in basariyla uygulanmaktadir. Karmasik problemleri ¢6zmek icin bu
algoritmalarinin tercih edilme sebebi, en iyi sonucu vermeleridir. Son yillarda, metasezgisel
algoritmalari, miithendislik tasarimi, dijital goriintii isleme ve bilgisayarla gérme, aglar ve
iletisim, glic ve enerji yonetimi dahil olmak iizere bir¢ok uygulama alanlarinda cesitli

optimizasyon problemlerini ¢6zme araglari olarak popiilerlik kazanmistir [86].

Metasezgisel yontemler, bir arama problemi i¢in belirli kurallar dizisini uygulayan bir arama
motoru veya bireylerin, uygun bir ¢6ziim alaninda farkli aday ¢oziimleri kesfetmek igin
kullandig1 popiilasyona dayali arama semalarin1i modelleyen optimizasyon g¢erceveleridir.
Bu yontemler, bireyler arasindaki etkilesimi ve popiilasyonun g¢esitliligini artirarak

avantajlar sunar [87].

Evrimsel algoritmalar

Evrimsel algoritmalar, polinom zamanda ¢6ziilemeyen problemleri ¢dzen metasezgisel
yaklasimdir. Biyolojik evrimden ilham alan baslatma, se¢me, genetik operatorler ve
sonlandirma olmak iizere dort ana adimi igeren dogal se¢ilim siirecine dayanmaktadir. En
sik kullanilan evrimsel algoritmalar genetik algoritma, evrim stratejisi, diferansiyel evrim ve

genetik programlamadir seklinde siralanabilir.

Genetik algoritma, belirli bir problem i¢in ¢oziimler tireten bulugsal tabanli bir optimizasyon
teknigidir ve Darwin'in evrim teorisi ilkesine dayanir. John ve digerleri (2006), GA' nin bes
ana islevselligi olan kromozom, uygunluk, dogrulama, secim ve rekombinasyon
asamalarindan olustugunu aciklamistir. ik olarak, rastgele olusturulmus bir kromozom
popiilasyonuyla baslar ve uygunluk fonksiyonuna gore dogrulama yapilir. Daha giiclii
ebeveynlerin kromozomlari birlestirilir ve yeni ¢ocuk kromozomu iiretilir. Ardindan, bir
sonraki popiilasyonla devam edilir. Yeni neslin evrim siireci, belirlenen durma kriterine

kadar aktif bir sekilde devam eder [88].
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Stirii tabanl algoritmalar

Siirii tabanl algoritmalar, dogal ve yapay davranislara sahip bir¢ok bireyin is birligi yaparak
kendi kendini yoneten bir organizasyon i¢inde ¢alisan bir hesaplama metodolojisidir. Bu
bireyler, kus siiriileri, hayvan gruplari, karinca kolonileri ve balik siiriileri gibi 6rneklerde
oldugu gibi, merkezi bir birey tarafindan kontrol edilmez. En sik uygulanan siirii tabanl
algoritmalar yapay ar1 kolonisi, pargacik siirii optimizasyonu, karinca kolonisi

optimizasyonu ve balik siirii algoritmasi seklinde sayilabilir.

ACO, Dorigo ve digerleri tarafindan tanitilan ve genis bir uygulama yelpazesine sahip olan
metasezgisel bir algoritmadir [89]. ACO' nun li¢ temel adimi vardir; ilk ¢oziimii olusturmak,
yerel aramay1 uygulamak ve son olarak feromon degerini giincellemektir. Sifir kiime
¢Ozlimti ile baglar ve tiim ¢6ziimden iyi olarak segilenleri igermektedir. Ardindan ACO, yerel
arama siireci boyunca belirlenen ¢oziimleri gelistirmektedir ve son olarak feromon degerini
artirarak veya azaltarak giincelleme yapmaktadir. lyi ¢6ziime ulasanlarla iligkili olanlarin

feromon degerini arttirip ve geriye kalanlarinin feromon degeri diistiriilmektedir.

3.3. Ozellik Se¢imi

Ozellik secimi, problemi ¢dzmeye ydnelik ilgili &zelliklerin saptanmasi, calisma
performansi ilizerinde minimum bozulmaya sebep olan 6zellik alt kiimelerin bulunmasi
amaciyla ilgisiz veya gereksiz dzelliklerin listeden ¢ikarilmasi islemidir. Ozellik se¢iminin

calismaya kattig1 ¢esitli avantajlari bulunmaktadir. Bunlar;

e Makine 6grenimi algoritmalariin performansini iyilestirme

e Veriyi anlama, siire¢ hakkinda bilgi edinme ve gerekli oldugu yerde gorsellestirme
imkan1 saglama

e Genel veri azaltma, depolama gereksinimlerini sinirlama ve maliyetleri diisiirmeye
yardimci olma

e Ozellik seti azaltma, bir sonraki veri toplama turunda veya kullanim sirasinda kaynaklari
koruma
e Sadelik, daha basit modeller kullanma ve hiz kazanma imkani saglama

Ozellik segme ydntemleri, bireysel degerlendirme ve altkiime degerlendirmesi olmak {izere

iki farkli yaklagima ayrilabilir. Bireysel degerlendirme, ayn1 zamanda 6zellik siralamasi
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olarak da bilinir ve her bir 6zelligi alaka derecelerine gore agirliklandirarak degerlendirir.
Alt kiime degerlendirmesi ise belirli bir arama stratejisine dayanarak aday o6zellik alt
kiimeleri tiretir. Her bir aday 6zellik altkiimesi, belirli bir degerlendirme 6lgiitii kullanilir ve
bu dl¢iiye gore dnceki en 1yi adayla karsilagtirilir. Fazlalik 6zelliklerin benzer siralamalara
sahip olmasi muhtemel oldugundan, bireysel degerlendirme yaklasimi gereksiz 6zellikleri
kaldiramazken, altkiime degerlendirme yaklasimi Ozellik alaka diizeyine gore fazlalik
ozellikleri ortadan kaldirabilir. Ozellik indirgeme, benzerlik, tutarlilik, uzaklik ve bazi

istatistiksel olglimlere dayali olarak yapilabilmektedir [90].

Ozellik secimi filtreleme (filter) ve sarmal (wrapper) yontemlerle geceklestirilebilir.
Filtreleme, korelasyon 6zellik se¢imi [91], karsilikli Bilgi [92] gibi 6zellik alt kiimelerinin
uygunlugunu, tahmin etmek i¢in kullanilir. Sarmal yontemler, ozellik alt kiimelerini
timevarim algoritmasi performansina dayanarak degerlendirir ve genellikle daha iyi bir
performans elde etme egilimindedir [93]. Bommert ve digerleri 22 farkli filtreleme
yontemini gozden gegirerek [94], herhangi bir filtreleme yonteminin diger tim

yontemlerden tutarl bir sekilde daha iyi performans gdstermedigi sonucuna varmiglardir.

Filtreleme yontemleri

Filtreleme, 6zellik se¢imi siirecinin bir 6n isleme adimi olarak gerceklestirilen ve egitim
verilerinin genel 6zelliklerine dayanan bir yontemdir. Bu yontem, diisiik hesaplama maliyeti
ve 1yl genelleme yetenegi gibi avantajlara sahiptir. Filtreleme yontemi, azaltilmis sayida
ozellige sahip veriler lizerinde tahmin edicileri secerken dogrudan geri bildirim almadan,

verilerden hesaplanan performans degerlendirme metriklerine dayanir.

Temelde yapilan 6zellik se¢im yontemleri filtreleme yontemlerine girmektedir [50]. Tek
degiskenli ve cok degiskenli yontemler seklinde smiflandirilabilir. Tek degiskenli
yontemlerde 6zellik secim siirecinde 6zellikler arasindaki olas1 bagimlilik g6z ardi edilirken,
cok degiskenli yontemlerde Ozelliklerin uygunlugunun degerlendirilmesinde &zellikler
arasindaki olas1 bagimliliklar dikkate alinir. Bu nedenle, ¢ok degiskenli yontemler
hesaplama ag¢isindan tek degiskenli yontemlerden daha pahali olabilirken performanslar tek
degiskenli yontemlerden daha iyi olmaktadir [95]. Calisma igerisinde kullanilan filtreleme
yontemleri listelenmistir. Cizelge 3.1’de filtreleme yontemlerinin degisken tiirleri

gosterilmektedir.
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Cizelge 3.1. Filtreleme yontemleri

Filtreleme Yontemleri Tek/Cok Degisken
Karsilikl Bilgi Ozellik Segimi (MIFS) Tek degiskenli
Varyans Esigi (VT) Tek degiskenli
Birliktelik Kurali Madenciligi (ARM) Cok degiskenli
Korelasyon Ozellik Secimi (CFS) Cok degiskenli

MIFS ve VT yontemlerinde tek degisken ele alinarak kullanilan 6zellikler, birbirinden
bagimsiz olarak isleme dahil edilmektedir. Tanimlanan degiskene gore 6zelliklerin segilmesi
yapilmaktadir. Belirli bir esigin altinda bulunan 6zellikler se¢ilmektedir. Se¢im yapilirken

de ozellikler birbirini etkilememektedir.
ARM ve CFS yontemleri ile 6zellik alt kiimeleri korelasyona dayali bulugsal degerlendirme
islevine gore siralayan ¢ok degiskenli filtreleme algoritmalaridir. Ozellikler belirli bir

korelasyon ile iliskilendirilerek iligigi iyi olan 6zellikler se¢ilmektedir.

Sarmal yontemler

Sarmal yaklagim, secilen 6zelliklerin belirli bir alt kiimesinin degerlendirilmesi i¢in 6grenme
algoritmasi kullanmaktadir [59]. Sarmal yaklagimlar, arama stratejisine dayali olarak genel
olarak iki kategoriye ayrilir: sirali arama ve rastgele arama [96]. Sirali arama yontemleri
ardisik olarak ozellik ekler veya kaldirir, ancak yerel bir optimumda sikisip kalma
egilimindedir. Ornegin, sirali geriye dogru secim, sirali ileriye dogru segim ve kayan arama
yontemidir [97]. Ote yandan, rastgele arama yontemleri, yerel optimum ¢oziimlerden
kagmak i¢in rastgeleligi, arama prosediirlerine dahil etmektedir. Bu yontemlerin 6rnekleri
arasinda rastgele mutasyon tepe tirmanma, benzetilmis tavlama, genetik algoritma [74] ve
karinca kolonisi optimizasyonu [98] sayilabilir. Sarmal yaklasim genellikle belirli bir
simiflandirict i¢in daha yiiksek dogruluk sagladigi halde, secilen ozelliklerin diger

siniflandiricilar iizerinde daha az genellestirilebildigi bir yaklagimdir.

Bu teknik, olas1 6zellik alt kiimeleri uzayinda arastirma yapmak i¢in bir arama stratejisi
kullanilmaktadir. Arama stratejisi ile bir makine 6grenimi algoritmasinin kombinasyonu
seklinde caligmaktadir. Kombinasyon sonucunda 6zellik alt kiimeleri elde edilmektedir. Her

bir alt kiime, makine 0grenimi algoritmasinin basarisina bagli olarak degerlendirilir. Tez
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calismasinda verilen e-posta veri kiimesi ig¢in uygun ozellikleri tespit eder ve bunlari
kullanarak bir model egitir. Ozellikler arasindaki iliskilere bagli olarak, dzellikler alt kiimeye

eklenip cikarilir.

Genetik algoritma ile yapilan 6zellik se¢iminde uygunluk fonksiyonu olarak rastgele orman
regresyon (random forest regression- RFR) kullanilarak 6zellik alt kiimesi segilmektedir.
Karinca koloni optimizasyonu algoritmasinda uygunluk fonksiyonu olarak rastgele orman
smiflandirma (random forest classifier- RFC) algoritmasi kullanilmaktadir. Her aday 6zellik
alt kiimesi, degerlendirme islevi i¢in 6grenme algoritmasi tarafindan baglatilan modelin
kalitesine iligkin bir tahmin dondiirmektedir. Her bir aday 6zellik alt kiimesinin arama
stirecinde degerlendirilmesi ve hedef 6grenme algoritmasi igin en iyi sonucun elde
edilmesini saglamak amaciyla N kez uygulanmistir. Tekrarli ¢alismanin zaman agisindan
olduk¢a maliyetli bir islem oldugu gozlemlenmistir. Buna ragmen, sarmal yontemler,
filtreleme yontemlerinden daha iyi performans gosterdigi sonuglarda izlenmistir. Sarmal
yontemlerin filtreleme yontemlerinden daha fazla hesaplama kaynag gerektirdigi i¢in kiigiik
egitim veri kiimelerinde kullanilmasi daha uygun olmaktadir [99]. Sarmal yaklasimlar
hesaplama agisindan daha verimli bir sekilde kullanilmasina izin veren [100] o6rnek
calismada, GA kullanilarak 6zellikle biiyiik veri kiimelerinde elde edilebilecek 6zellik se¢im

¢Oziimlerinin kalitesini 6nemli 6l¢lide artirdigi sonucuna varmisglardir.

Ozellik secim metotlarmin avantaj ve dezavantajlari Cizelge 3.2°de sunulmaktadir.
Filtreleme yontemlerinin avantajlarindan bir tanesi siniflandirma algoritmalarina bagimh
olmamasidir. Hizli bir sekilde sonuca ulagmasi maliyet agisindan diger yontemlere gore daha
iyi oldugunu gostermektedir. Caligma icerisinde kullanilmig olan yontemler tek degiskenli
ve ¢ok degiskenli olarak gruplandirilmistir. Sarmal yontemlerin siniflandiriciyla etkilesimi

s0z konusudur.
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Metot Degisken Avantaj Dezavantaj Algoritma
Sayisi
. *Siiflandiricilardan
= bagimsiz * :
-% *Paketleyicilere gore sml.ﬂ an.dmCl ile
5D daha diisiik hesaplama . ctkilesim yok MIFS
3 L *Ozelliklere bagimlilik VT
= maliyeti yok
i . *Hizh
*1yi genelleme yetenegi
Filtreleme

= *Ozelliklerin bagimhiligr | . ifigefljkﬁnh
) *Siniflandiricilarin yontemierden daha yavas
% L < *Tek degiskenli
) bagimsizlig . ARM
& *S yontemlerden daha az
3 armal yaklagimidan lendirilebili CFS
o daha iyi zaman derecelendirilebilir
S N *Siniflandirici etkilesim

karmasiklig yok
T;) *Siniflandiricr ile *Siniflandiriciya bagl
= ) etkilesim se¢im GA-RER

Sarmal 20 *Ozellik bagimliliklarim1 | *Deterministik yonteme ACO-REC

2 yakalar gore daha fazla uyum
S riski

Cok sayida ozellik se¢cim yontemlerinin oldugu arastirmalarla gozlemlenmistir. Calisma
performanslari, algoritmalara ve probleme gore degismektedir. Bundan dolay1 ‘En iyi
yontem budur’ seklinde ifade kullanilamamaktadir. Problemin %100‘e yakin sonucunun
alimmasinin yaninda kullandig1 bellek ve egitim siiresi de 6nemli kriter olmaktadir. En iyi
sonucu almaya calisirken bu kriterlerinden minimum maliyete indirilmesi 6nemli hale
gelmektedir. Bu yontemlerin kendi igerisinde tercih sebepleri bulunmaktadir. Probleme,
kullanilan bellege ve siireye bagli olarak degismektedir. Bu sebepten dolay1, temel filtreleme
yontemlerinin yaninda karmasik algoritmalarla kullanilan veri seti egitilerek 6zellik se¢im
islemleri  gerceklestirilir. Filtreleme yOntemleri algoritmalardan bagimsiz olarak
gerceklestirilir. Bu 6zellik, filtreleri hesaplama agisindan basit ve hizli hale getirir ve son
derece biiyiik Olgekli veri kiimelerini isleyebilir. Bununla birlikte, ¢ogu filtreleme tek
degiskenlidir, yani her bir 6zellik diger ozelliklerden bagimsiz olarak ele alinir; bu,
genellikle daha fazla hesaplama kaynagi gerektiren bir dezavantajdir. Kullanilan diger
ozellik se¢cim yonteminde kullanilan algoritmalarda 6zellikler birbiriyle iligkili olarak se¢im

gerceklestirilir.
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3.3.1. Birliktelik kuralh madenciligi

Birliktelik kurali madenciligi, veri madenciliginin en Onemli ve iyi arastirilmis
tekniklerinden biridir. Baslangigta, islem veri tabanlari veya diger veri havuzlarinda
korelasyonlar, sik oOriintiiler, iliskilendirmeler veya gegici yapilar bulmak amaciyla
kullanilmistir. Calisma igerisinde 6zellik se¢im yontemi olarak kullanilarak ¢ok degiskenli
filtreleme yontemi gercgeklestirilmistir. Birliktelik kurali madenciliginde kullanilan temel
kavramlar [101];

— Kaural (rule): Onciil ile sonug arasindaki iliskiyi gdsteren kosullu yapdir.

X -Y X onciil Y sonugtur. X* in Y’ yi temsil ettigi anlamina gelmektedir.

Destek (support-s): Bir veri tabanindaki bir 6ge kiimesinin sikligidir.

— @Giiven (confidence-c): Bir kuralin dogru oldugu durumlarin, veri tabaninda uygulanabilir
oldugu stirelere gore yiizdesidir. Es. 3.1 ile gosterilmektedir.

C = S(XUY)/SX) (3.1)

— Uygunluk fonksiyonu: Olusturulan kurallarin kalitesini degerlendirmek i¢in kullanilir.
Her birliktelik kuralt madenciliginin farkli uygunluk islevi olabilir.

Birliktelik kurali madenciligi i¢in iki temel ol¢ii vardir; destek ve giiven. Biiyiik veri
setlerinde kullanicilar sik kullanilan &gelerle ilgilendikleri i¢in yararli olmayan 6zellikleri
ortadan kaldirabilmek amaciyla destek ve giiven esik degerlerini dnceden belirler. Bu

calisma igerisinde sik kullanilan 6zellikler seklinde tanimlama yapilmastir.

Bir birliktelik kuralinin destegi, X UY iceren kayitlarin veri tabanindaki toplam kayit
sayisina orani olarak tanimlanir. Ornegin bir islem bir 6zellik igeriyorsa, bu 6zelligin destek

say1st bir artar. Destek Es. 3.2 ile hesaplanir:

XY destek = XY destek sayist (32)

veri tabanindaki toplam islem sayist

Bir 6genin destegi, birliktelik kuralinin istatistiksel 6nemidir. Bir 6zelligin desteginin %0,1
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oldugu varsayilirsa, bu islemin yalnizca ylizde 0,1'inin e-posta igerisinde kullanildig:
anlamina gelmektedir. Birliktelik kuralinda daha yiiksek bir destek gerektigi i¢in, bu kadar
diisiik bir orana sahip Ozellikler dikkate alinmayacaktir. Madencilik siirecinden Once,
kullanicilar minimum destek esigi olarak belirleyebilecekleri bir deger kullanir. Bu, esik
degerini asan 6ge kiimelerinden tiiretilen belirli iliskilendirme kurallariyla ilgilendikleri
anlamina gelir. Ancak, zaman zaman 6ge kiimeleri esik degeri tarafindan belirlendigi kadar
sik olmasa da bu kiimelerden tiiretilen birliktelik kurallar1 hala 6nemli olabilir. Tek basina
e-posta icerisinde kullanilma siklig1 6nemli olmazken birliktelik kuraliyla farkli 6zelliklerle

kullanilmas: 6nemli hale gelebilmektedir [102].

Bir birliktelik kuralinin giivenirligi, X UY igeren islem sayisinin X iceren toplam kayit
sayisina ylzdesi olarak tanimlanir; burada yiizde giiven esigini asarsa, iliskilendirme kurali

X — Y olabilir. Giiven hesaplamasi Es. 3.3 ile gosterilmektedir.

Giiven (le) — XY destek sayisi (33)

X in destek sayist

Giiven, birliktelik kurallarinin giicliniin bir 6l¢iistidiir, X — Y birliktelik kuralinin giiveninin
%70 oldugu varsayilirsa, bu X' i igeren islemlerin %70'inin Y' yi icerdigi anlamina gelir,
benzer sekilde belirtilen kurallarin farkliligini saglamak i¢in minimum giiven kullanicilar

tarafindan Onceden tanimlanir.

Calisma icerisinde onciill X — sonug (V) [destek = %30, glven = %70] oranlar ile
kullanilmistir. Toplam iglemde 6nciil ve sonug birlikte sik oldugu %30'luk bir oran anlamina
gelmektedir. Onciil ve sonug birlikte olustuguna dair %70 giiven diizeyi oldugunu
gostermektedir. Verilen giliven ve destek degerlerine gore hesaplanan apriori algoritmasina
gore Ozellik alt kiimeleri belirlenir. Belirlenen 6zellikler siniflandirma algoritmalarina

gonderilerek performans degerlendirmesi yapilir.

Apriori algoritmasi

Apriori algoritmasi, sik 6ge kiimesi madenciligi i¢in 6nerilen ilk algoritmadir. Agarwal ve
Srikant tarafindan gelistirilmis ve Sonrasinda Apriori algoritmasi olarak kullanilmaya

baslanmigtir [103]. [ = iy, iy, ..., i, Ozellikler olarak adlandirilan hazir degerler kiimesidir.



32

D islemler kiimesi olsun, burada her T islemi T < [ 6geler kiimesidir. X € T ise bir T
isleminin | dizinindeki bazi1 6gelerinin bir kiimesi olarak X’i igerdigini gdstermektedir.
Birliktelik kurali X — Y formunun bir uygulamasidir. Burada X < I,Y c IveX NY =
0; X — Y kurali, D’deki X’ i igeren islemlerin %cC degerinin ayni zaman da Y’ yi de
iceriyorsa, C giiven degeriyle D islem kiimesinde gecerlidir. D’deki islemlerin %s degeri X U

Y iceriyorsa X — Y kurali D islem kiimesinde S destegine sahiptir.

Apriori, budama (pruning) ve birlestirme (combining) adi verilen bir teknik kullanir. Aday
stk 6ge kiimelerinin bir listesini iiretir. Ardindan, gereken minimum destekten daha diisiik

destege sahip olan 6ge kiimelerini kaldirmak i¢in minimum destek degerini kullanir.

Apriori algoritmasinin iki asamasi vardir: Birincisi, sik kullanilan 6ge kiimelerini, yani
islemler kiimesinde siklikla meydana gelen 6ge kiimelerini bulurlar ve sonra bunlardan
kurallar iiretirler. Daha sonra, 2-uzunluklu 6geler olusturmak i¢in aday listesindeki her 6ge
kiimesini diger 6ge kiimeleriyle birlestirir. Bu adimda Apriori, minimum destege kiyasla
daha diisiik destege sahip 6geleri kaldirir. En sik kullanilan 6ge kiimelerini kesfetmek i¢in
tekrarlamali bir yaklasim sunar. Bu noktada, algoritma 3-uzunluk, 4-uzunluk, ... iriin
kiimelerini bulmak i¢in ayn1 iglemi yinelemeli olarak yiiriitiir. Sonug olarak, bu algoritma,
sik kullanilan 6ge kiimelerini temin edebilmek i¢in kullanici tanimli bir parametreye,
minimum destege ihtiya¢ duyar. Daha sonra algoritma, aday listeleri tireten her diizey igin
budama adli bir isleme dayali olarak her 6ge kiimesini kontrol eder. Bu siirece gore, aday
listesindeki tiim 6gelerin bos olmayan her bir alt kiimesi Onceki diizeyin aday listesine ait
olmalidir. Bu kosulu saglamayan 6ge kiimesi varsa, algoritma onu aday listesinden kaldirir.

Son aday listesi sik kullanilanlar listesidir.

Apriori daha sonra her 6enin bos olmayan tiim alt kiimelerini ¢ikarir ve kurallar olusturur.
Bu adimda algoritma, zayif kurallar1 kaldirmak i¢in minimum giiven adi1 verilen baska bir

kullanici taniml parametre uygular [104].
3.3.2. Karsihikh bilgi 6zellik se¢cimi
Karsilikl1 bilgi 6zellik se¢imi, klasik bilgi teorisinde ilk olarak 1948' de Shannon tarafindan

tanrtilmustir [105]. iki degisken arasindaki hem dogrusal hem de dogrusal olmayan karsilikli

bagimliligi 6lgen ve bu bagimliligi dogrusal olarak ifade eden se¢im yontemidir. Bu nedenle,
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bir degisken secildiginde digerinde ortadan kalkan belirsizlik miktarina bakmaktadir.
I(Y: X) olarak temsil edilen karsilikli bilgi, ger¢ekte Y'nin bilinmesinden kaynaklanan X'
teki belirsizlikteki azalmay1 6lger, yani Y'nin X hakkinda ne kadar bilgi aktardigini gosterir.

Karsilikl1 bilgi 6zellik se¢imi asagidaki 6zelliklere sahiptir;

- Ozellikler simetriktir. Yer degistirildiklerinde birbirleri hakkinda bilgi verir. Es. 3.4’ te
gosterilmektedir.

I(X:Y) = I(Y:X) (34)

- X ve Y arasindaki baglam negatif degildir; X' in belirsizligi, Y'nin 6grenilmesiyle
artirllamaz. Es. 3.5 ile gosterilmektedir.

I(X:Y) =0 (3.5)

X" in kendisi hakkinda igerdigi bilgi, X' in entropisidir. Es. 3.6 ile gosterilmektedir.

1(X:X) = H(X) (3.6)

Degiskenlerin birbirleri hakkinda icerdikleri bilgiler asla degiskenlerin kendilerindeki
bilgilerden daha biiyiik olamaz. Es. 3.7°de X' teki bilgi higbir sekilde Y ile ilgili degildir, yani
Y verildiginde X hakkinda hicbir bilgi edinilmez ve bunun tersi de gegerlidir. Bu nedenle, X
ve Y kesinlikle bagimsizdir. Karsilikli bilgi 6zellik se¢imi, en iyi yol olarak kabul edilen

entropi kullanilarak, olasilik yogunlugu kullanilarak hesaplanabilir [92].

1(X:Y)<H(X)
I(X:Y)<H(Y)

(3.7)
Ozellik secim ydntemi ve optimizasyon kriterinin tasarmmi icin etkili bir bilgi 6l¢iim
teknigidir. Anahtar kavramlar arasinda bilgi entropisi, ortak entropi, kosullu entropi vb. yer
almaktadir. Bu klasik 6l¢iitlerin yardimiyla, temel 6zellikleri segmek ve ilgisiz 6zellikleri
ortadan kaldirmak amaciyla, 6nceki belirsizlik ve beklenen sonraki belirsizlik ile istatistiksel
korelasyonun giicii arasindaki farki almaya c¢alisan karsilikli bilgi, bilgi kazanci ve
gelistirilmis bilgi 6l¢iim stratejisi tiiretilebilir. Aday 6zellikler ile segilen 6zellikler arasinda

gereksiz bilgilerin varhigini dikkate almaktadir [106].
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3.3.3. Varyans esigi

Varyans esigi yontemi, 6zellik se¢cimine yonelik temel bir yaklasimdir. Varyansi bir esik
degeri karsilayamayan tiim Ozellikleri kaldirir. Varsayilan olarak, tim sifir varyans
ozelliklerini, yani tiim 6rneklerde ayn1 degere sahip olan 6zellikleri kaldirir. Bu 6zellikler
kaldirildiktan sonra yeni veri setinin dogrulugu hesaplanir ve orijinal veri seti ile
karsilastirihir [107]. Ornegin, mantiksal dzelliklere sahip bir veri kiimesinde &rneklerin
%80'inden fazlasinda bir veya sifir olan 6zelliklerin kaldirilmasi istendiginde varyans
hesaplamasi yapilir. Mantiksal ozellikler, bernoulli rastgele degiskenleridir ve bu tiir

degiskenlerin varyansi Es. 3.8 ile gosterildigi sekilde hesaplanir:
T, =a(l—a) (3.8)

Istatistikte varyans, bir 6zelligin varyans degerini elde etmek icin bir veri kiimesinin

yayilmasinin ne kadar uzaga uygulandigini1 6l¢gmek icin kullanilir. Es. 3.9 da verilmistir.

N2
g2 = 21 (39)
N

Burada p ortalamadir ve N veri satirlarinin sayisidir. Varyans degeri, varyans esigini
karsilamiyorsa o6zellik diistiriiliir. Esigin kendisi serbestce tanimlanabilir. Ancak referans

olarak Es. 3.8 deki denklem hesaplamak i¢in uygulanir.

Burada a sbozde veri yayilmasmin yiizdesidir. Sifir sapma esigi degeri, tiim orneklerde
yalnizca bir deger oldugu anlamina gelir. Egitim veri setinde varyansi bu esikten daha diistik
olan 6zellikler kaldirilacaktir. Varsayilan, tiim 6zellikleri sifir olmayan varyansta tutmaktir,

yani tiim drneklerde ayni degere sahip olan 6zellikleri kaldirmaktir [108].
3.3.4. Korelasyon ozellik secimi

Korelasyon 6zellik se¢imi, dzellik alt kiimelerini korelasyona dayali bulussal degerlendirme
islevine gore siralayan basit ve ¢ok degiskenli filtreleme algoritmasidir. Sinifla yiiksek
derecede iligkili olan ve birbiriyle iliskisi olmayan 6zellikleri igeren alt kiimelerle ilgili

olarak, degerlendirme islevinin yanliligt mevcuttur. Alakasiz oOzellikler, sinifla diisiik
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korelasyona sahip olacagindan goz ardi edilir. Fazlalik 6zellikler, kalan 6zelliklerden bir
veya daha fazlastyla yiiksek oranda iligkili olacagindan elenir. Bir 6zelligin kabulii, 6rnek
uzayinin diger ozellikler tarafindan onceden tahmin edilmemis alanlarindaki siniflar1 ne
6l¢iide tahmin ettigine bagl olmaktadir [91]. Korelasyon 6zellik se¢iminin dzellik altkiimesi

degerlendirme fonksiyonu Es. 3.10;

KCmn
i = e o 819

Burada F;, bireysel ozellikler ile ¢ikti sinifi arasindaki korelasyondur. k, ozelliklerin
sayisidir. ¢,,,, bireysel ozellikler ile ¢ikt1 degiskeni arasindaki korelasyonun ol¢iisiidiir. ¢,
ozellikler arasindaki ortalama karsilikli korelasyondur. Bu nedenle, kullanilan 6l¢ii, ¢ikti ile
yiiksek diizeyde iligkili olan alt kiimelere yiiksek degerler verirken, birbiriyle zayif bir

sekilde iligkilidir.

Es. 3.10’daki ifade korelasyon 6zellik se¢iminin ¢ekirdegini olusturur ve tiim olas1 6zellik
alt kiimelerinin arama uzayindaki 6zellik alt kiimelerine bir siralama uygular. Tiim olas1
ozellik alt kiimelerinin kapsamli bir sekilde siralanmasi c¢ogu durumda engelleyici
oldugundan, aramanin organizasyonu, baslangi¢c noktas1 ve durdurma kriteri ile ilgili ele

alinir.

3.3.5. Genetik algoritma

Genetik algoritma, en uygun olanin hayatta kalmasi ve dogal secilim teorisinden ilham alan
bir yaklagimdir. Bu evrimsel yaklasim sistematik olarak ilk kez John H. Holland tarafindan
Onerilmistir [109]. Bu yaklasim en temel metasezgisel optimizasyon algoritmasidir ve birgok
uygulamada kullanilmaktadir. Sayisal optimizasyon, sinir aglarinin optimizasyonu,
smiflandirma, ozellik se¢imi gibi farkli gorevlere uygulanmaktadir. Probleme o6zgii
uygunluk fonksiyonuna bagl olarak kodlanmis ¢6ziim popiilasyonunu gelistiren evrimsel
bir algoritmadir [110].

Bir problem i¢in olas1 her ¢dziimiin bir kromozom olarak kodlandig1 popiilasyon tabanli bir
yontemdir. Popiilasyon bireylerin olusturdugu kiimeye verilen addir. ilk popiilasyonu,

rastgele se¢im olmak {iizere cesitli sekillerde secilebilir. Bir baglangi¢ popiilasyonu
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olusturulduktan sonra, bu popiilasyonun bireyleri, optimizasyon gdrevinin ¢oziimiinde bir
kromozomun iyiligini bildiren bir uygunluk fonksiyonu aracilifiyla degerlendirilir. Ek
olarak uygunluk, genetik algoritmada optimize edilecek (minimizasyon veya
maksimizasyon) islevidir. Bu uygunluk fonksiyonuna bagli olarak, kromozomlar segilir ve
secilen kromozomlara bazi genetik operatorler (mutasyon ve ¢aprazlama) uygulanarak yeni
bireyler olusturulur. Buradaki fikir, bu kromozomlarin evrim gecirmesi ve kiiresel optimuma

ulasana kadar daha iyi bireyler olusturma egiliminde olmasidir [22].

Popiilasyon

Popiilasyon, stokastik arama siirecinin baslamasi igin bir dizi olas1 ¢dzliim igermektedir.
Sekil 3.2 ile gosterilen popiilasyon 6rneginde, genetik algoritma kabul edilebilir ve optimize
edilmis bir ¢6ziim bulana kadar birden ¢ok nesil boyunca tekrarlanir. Birinci nesil rastgele
olusturulur. Her birey, ¢ozmek istenilen soruna bir ¢éziimdiir. Kromozom, nesilde veya
popiilasyonda bulunan bir aday ¢6ziimii temsil etmektedir. Bir kromozom ayni zamanda bir
genotip olarak da adlandirilir. Bir kromozom, optimal degiskenler i¢in deger iceren
genlerden olusur. Genler “0” veya “1” biti ile gosterilir. Bir birey, bu genlerle bir dizi

(61”

parametre (degisken-ozellik) ile karakterize edilir. biti 6zelligin secildigini, “0” biti ise
o ozelligin secilmedigini temsil etmektedir. Kromozom secilmis olan her bir adayin gen

ozelligini gosterir.

AL1O|O|O(O(1|2(1|10]|1f0||cen
AA10(1|0(11|)0(1|0]|0]1
Al111/0f(1/0]12 (2111
AMIO|0|0|0]|12]|2]|0|0|0]O0}||Kromozom
A 111111 j0|212(0(1]0|1]0

Popllasyon
miol1[1|o0]1]1]|0|/0]0]0]|

Sekil 3.2. Popiilasyon

Uygunluk fonksiyonu

Uygunluk fonksiyonu, bir bireyin ne kadar uygun oldugunu belirleyen fonksiyondur. Bir
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bireyin diger bireylerle rekabet etme yetenegini 6l¢mektedir. Her bireye bir uygunluk puant
verir. Bir bireyin iireme igin segilme olasiligi, uygunluk puanina baghdir. Ilk iki birey
popiilasyon icerisinden rastgele segilir. Sonraki bireyler se¢im operasyonuna gonderilir.

Uygunluk fonksiyonu hesaplanirken rastgele orman regresyon algoritmasi kullanilmistir.

Secim

Se¢im, bir popiilasyondan en uygun ¢6ziimii segme siirecidir. En uygun ¢6ziimler, yeni nesil
cozlimlerin ebeveynleri olarak islem gérmektedir. Bu, gelecek neslin giiglii 6zellikleri dogal
olarak miras almasina izin verir. Se¢im, uygunluk degerine bagl olarak ortalama kare hata

yontemi kullanilarak yapilmaktadir.

Caprazlama

Caprazlama veya rekombinasyon, en uygun iki ebeveynden gelen genlerin yeni bir genotip
veya ¢ozelti olusturmak i¢in rastgele degistirilmesiyle gerceklesir. Caprazlama, ebeveynin
degistirilen gen segmentlerine dayali olarak tek noktali caprazlama veya c¢ok noktali
caprazlama olabilir. Bu calisma igerisinde tek noktali ¢aprazlama kullanilmistir.
Ciftlestirilecek her bir ebeveyn ¢ifti i¢in genler i¢inden rastgele bir caprazlama noktasi
segilir. Ornegin, caprazlama noktasinin Sekil 3.3’teki gibi 5 oldugu varsayilirsa; Sekil 3.4’te
gosterildigi gibi caprazlama noktasina ulasilana kadar ebeveynlerin genleri kendi aralarinda
degis tokus edilerek yavrular olusturulur. Yeni bireyler ebeveynlerinden genleri miras

alirlar. Sekil 3.5 ile gosterilen yeni bireyler popiilasyona eklenir.

AA10/11]1]10]1]1]0[{0|0]0

A2 11111110 1]0]0[0|1]1

Caprazlama noktasi

Sekil 3.3. Caprazlama noktasi
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M10/111]0]111/0]0]/0]0
A2 "1 11 rl rlJ 11 0/0j0 |11
Sekil 3.4. Gen degisimi

amll1l1{1/0j1|1/0|0]0]O
a1011]1/0|1]1|0|0]1]|1

Sekil 3.5. Caprazlama sonrasi yeni bireylerin belirlenmesi
Mutasyon

Bu mekanizma, popiilasyondaki gesitliligi tesvik etmek, daha iyi veya optimize edilmis
¢ozlimlere ulagsmak amaciyla genotipi degistiren rastgele bir siireci temsil eder. Yeni
nesillerde, rastgele sec¢ilen bireyler mutasyona ugratilir. Segilen bireyin genlerinden bazilari,

diisiik bir rastgele olasilikla mutasyona ugratilir. Ornek gosterim Sekil 3.6°da verilmektedir.

Al

Al

Mutasyona ugramadan Once

1/1/1/0(1(1(0/0|0/|0
Mutasyona ugradiktan sonra
1/1/0(1/0|1(0/0|00

Sekil 3.6. Genlerin mutasyona ugratiimasi

Mutasyon, popiilasyon igerisindeki ¢esitliligi korumak ve erken yakinsamay1 6nlemek igin
uygulanir. Yeni popiilasyon olusturuldugunda, her bireyin mutasyona ugrama sansi %o1’ dir.

Baslangi¢ olarak bu oranla baslanilmistir. Sonra %1 ve %20 oranlar1 da ayr1 ayri olarak

denenmistir.
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— Sonlandirma: Algoritma, popiilasyon yakinsadiginda sona erer. Yani onceki nesilden
onemli dlgiide farkli olan yavrular iiretilmeyince sonlandirma gergeklesir.

— Elitizm: Bir sonraki nesle devam edecek olan en uygun aday1 seger.

— Rastgelelik: Bir aday1 tamamen rastgele seger.

— Turnuvalar: Rastgele secilen 5 adaydan olusan 9 turnuva gergeklestirilir. Her turnuvada,
caprazlama igin iki kisi (uygunluklarina orantili olarak sec¢ilme olasilig1 ile) segilir.
Caprazlama: Bireyleri rastgele bir noktada boler ve birlestirir.

Cizelge 3.3 igerisinde, genetik algoritma yonteminin s6zde kodu yer almaktadir. Temel
olarak genetik algoritma metodunun g¢alisma mantig1 sunulmustur. Kullanilan ifadeler
calisma icerisinde kullanilan parametre ve degerlerdir. Parametrelerin aciklamasi dipnot

icerisinde sunulmaktadir.

Cizelge 3.3. Genetik algoritmanin s6zde kodu

Genetik algoritma®

P
Rastgele orman regresyon algoritmasi ile uygunluk fonksiyonunu belirlenir
Form
Do While g
Popiilasyondan ebeveyn olacak iki kisi segilir. Yeni neslin ilk elemanlart atanir
Diger elemanlar i¢in turnuvaya gonderilir
While t turnuvaya gonder
Caprazlama yap
Yeni bireyler popiilasyona eklenir.
Olusturulan popiilasyonu kontrol et. Mutasyona ugrayacak mi? Mutasyon
uygulanacaksa mutasyon fonksiyonuna génder
End do
Return N
Elde edilen N adet ¢6ziim siniflandirma algoritmalarina génderilir
Return

3.3.6. Karinca koloni optimizasyonu

Karinca koloni optimizasyonu fikri ilk olarak Dorigo ve digerleri tarafindan uygulanmis ve

buna karinca sistemi adini vermislerdir [111]. 1996 yilinda gezgin satici probleminde

6 P: Baslangic popiilasyonu belirlenir. Ozellik say1s1 adedince gen igeren 20 kisilik bir popiilasyon olusturulur.
m: Mutasyon sayisidir. 3 adet mutasyon uygulanacaktir. Caligma igerisinde %o1, %1 ve %20 oranlar1 verilir.
g: Nesil sayisi= 100

t: turnuva sayisi= 9

N: Deney sayisi= 10
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(travelling salesman problem- TSP) uygulanmak {izere karinca kolonisi doniistliriilmiistiir
[112]. Karinca kolonisi optimizasyonu, gerg¢ek hayattaki karincalarin yiyecek arama
tekniginden yararlanilan popiiler bir optimizasyon algoritmasidir. Karincalar, yuvalarindan
yiyecek ararken belirli bir diizeni izleyerek en iyi yolu bulurlar. izledikleri iz feromon olarak

bilinen 6zel bir kimyasaldir.

Karincalar dogada herhangi bir gorsel bilgi kullanmadan yuvalari ile besin kaynagi
arasindaki en kisa yolu hedeflerler. Bir karinca herhangi bir yoldan gectiginde, o yola bir
miktar feromon birakir. Kademeli olarak feromon buharlasir, boylece tiim yollardaki
feromon yogunlugu azalir. Feromon seviyesi karincalarin kat ettigi popiiler yollar1 net bir
sekilde belirleyebilir ve bu nedenle karincalar daha fazla feromon igerigi olan yolu takip
etme egiliminde olur. Boylece, en kisa yol karincalar tarafindan seg¢ilme egilimi

gostermektedir [98].

Karinca koloni optimizasyonunda kullanilan yapay karincalar, problemleri ¢ozerken
sezgisel bilgileri kullanir. Karincalarin yaymakta oldugu feromon izleri, kismi ¢oziimlere
yinelemeli olarak yeni ¢6ziim bilesenleri ekleyerek olasiliksal en 1y1 ¢oziimleri olusturan
stiregtir. Karincalarin edindigi feromon izi, deneyimlerini yansitmak amaciyla ¢aligma
zamaninda dinamik olarak degisir. Ozellikleri diigiim kabul ederek karincalarin ziyaret
edebilecegi farkli noktalar1 temsil etmektedir. Baglantilar tek yonliidiir ve dongii yoktur.
Daha 6nce ziyaret edilen bir noktaya geri doniis yoktur [113]. Algoritmanin baglangicinda
her karinca bir noktada bulunur ve durma kosulu saglanana kadar en i1yi yolu bularak bir
¢Oziim olusturur. Sonunda her karinca, probleme aday bir ¢6ziim bulmaktadir. Karinca

koloni optimizasyonu ¢aligsma adimlari:

Cizge (graph) gosterimi
Sezgisel arzu edilirlik (heuristic)
Feromon giincellemesi

Coziim olusturma

Cizge olusturma

Basglangigta e-posta spam tespit etme problemi karinca problemi olarak tanimlanir. Sekil
3.7°de gosterildigi gibi her bir 6zellik karincalarin ziyaret edecegi durak noktasi olarak

belirtilir. Kenarlarin bir sonraki 6zelliklerin se¢imini temsil ettigi grafik bigimidir. Tim
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diigiimler, herhangi bir 6zelligin segilebilmesine izin vermek i¢in birbirine baglanir. Her bir
karinca belirli bir kural dahilinde biitiin durak noktalarina ugramak zorundadir. Bu ugradigi
durak noktalar1 olas1 ¢Oziimii sunmaktadir. Performans degerlendirme puani ile en iyi
¢Ozliimii sunan karincanin se¢mis oldugu gilizergah 6zellik azaltma yapilacak olan aday
listesini sunmaktadir. Yeniden formiile edilmis grafik kullanilarak, geleneksel karinca
koloni optimizasyonunun gegis kurallar1 ve feromon kurali giincellemesi kullanilir. Bu

durum i¢in her 6zelligin kendine 6zgii feromonu ve bulussal degeri bulunmaktadir [89].

Sekil 3.7. Karinca koloni optimizasyonu yapisal gosterimi

Sezqisel arzu edilirlik

Ozellik “i” bulugsal fonksiyonunun #i’ sinin hesaplanmasinda kullanilacak bir baslangig
yerel optimum ¢ozliimiinii belirlemek i¢in r ¢éziimden olusan bir baslangi¢ popiilasyonu
hesaplanir. Baslangi¢ ¢6ziim popiilasyonu, basit bircok baslangich yerel arastirma siireciyle
belirlenebilir. Genel olarak algoritmada 7i, yapilacak gegisleri sabitlemek i¢in feromon
degeri ile kullanilir. Bu deger, tahmin performansini artirma kabiliyeti temelinde tiim
ozelliklerin kalitesine iligskin bir tahmin saglamaktadir. #i, baslangic popiilasyonunun ry en
iyi ¢oziimlerinden (ry <r, burada ri bir parametredir) hesaplanir. En 6nemli 6zelliklerin ilk
tahmini mevcuttur. Bu nedenle, r1 en iyi ¢cdziimlerinde bulunan 6zellikler kabul edilir ve her
ozellik, r1 en 1y1 ¢oziimlerinde ortaya ¢ikma sayisina gore agirliklandirilir. En 1y1 ¢oziimler
kiimesinde daha sik goriilen 6zelliklere daha biiyiik bir #i degeri atanir. Tim ry en iyi
¢oziimlerinde bir i 6zelligi etkinlestirilirse, o zaman 7i =r1 olur. Ote yandan, bir &zellik hig
etkinlestirilmemisse, o zaman #; = 0'dir. j 6zelliginde bulunan bir karinca, Es. 3.11 ile

hesaplanan P (t) olasiligi ile i 6zelliginin ne zaman segilecegine karar verir [114].
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[7;(©)%].[n;}
PE(t) = {Zuejp @ mul? eger u € jy, (3.11)
diger 0

Burada Jk, kismi ¢6ziime dahil edilebilecek 6zelliklerin sayisidir; T; Ve n;, 6zellik i ile iliskili
feromon degeri ve bulussal arzudur; o ve f feromon degeri ve sezgisel bilginin goreceli
Onemini belirleyen parametrelerdir. Somiirii-kesif degis tokusunu verimli bir sekilde
dengelemektedir. j, gidilebilecek komsuluklar kiimesini temsil eder. Kesif ve kullanim
arasindaki en iyi denge, o ve f parametrelerinin uygun sekilde secilmesiyle elde
edilmektedir. =0 oldugunda, baslangi¢ ¢oziimlerinde segilen dzellikler daha ¢ok segilmeye
calisir. Benzer sekilde, f=0, bulussal bilgi olmadan yalnizca feromonun kullanildigin
gosterir. Daha sonra, her karincanin uygunlugu belirlenir ve Es. 3.11 formiili kullanilarak
her karinca en yiiksek olasilikla P (t) 6zelligi temelinde ziyaret edecek bir sonraki 6zelligi

secmektedir.

Feromon giincellemesi

Tiim karincalar ilk ¢6zlimlerini bulduktan sonra, tiim diiglimlerin feromon buharlagmasi

baslar ve her k karinca Es. 3.12’de verilen miktarda feromon biriktirir [114].

Kk B(n=Is* (D
Atk = 10YC ) + T eserie sk (3.12)
diger 0

Burada S*(t), karinca k tarafindan t’ inci yinelemesinde {iretilen 6zellik alt kiimesidir ve
|S*¥(t)| uzunlugu, @ ozellik altkiimesi uzunlugunun bagil agirhigm kontrol eden
parametredir ve 0 ile 1 arasinda degismektedir. Onerilen bu algoritmada sadece en iyi
karinca feromonu kendi 6zelliklerinde birakmaktadir. Pratik olarak, feromon buharlagmasi,

Es. 3.13’te verilen kurala gére tanimlanir [115].
Lt +1) = (1-p)n(t) + T AL®) + Arf () (3.13)
Burada m, her yinelemedeki karincalarin sayisi ve (0, 1) feromon izi buharlagma katsayisidir.

Feromon buharlastirmanin baglica kullanimi durgunlugu 6nlemektir, her karinca feromon

giincellemesinden gecger ve en iyi karinca en iyi ¢oziimiin diigiimlerine daha fazla feromon
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birakir. Sonraki yinelemelerde karincalarin optimal ¢oziim etrafinda kesif yapmasiyla

sonuglanir.

Cozim olusturma

Siireg, grafige yerlestirilecek karincalarin sayisi belirlenmesiyle baslar. Ardindan karincalar
rastgele yerlestirilir. Her karinca, benzersiz bir 6zellikten yol olusturmaya baslar. Bu
baslangi¢ konumlarindan, durma kosulu saglanana kadar diigtimleri olasiliksal bir sekilde
caprazlarlar. Ortaya ¢ikan Ozellik alt kiimesi toplanir ve optimal alt kiime igin Rastgele
Orman Siniflandirict ile hesaplama yapilir. En iyi degere sahip alt kiime tanimlandiginda,
prosediir sonlandirilir ve en iyi 6zellik alt kiimesi not edilir. Kosullar karsilanmadiginda

feromon glincellemesi gerceklesir, yeni bir karinca grubu tiretilir ve siire¢ tekrarlanir.

Cizelge 3.4. Karinca koloni optimizasyonu sézde kod

Karinca koloni optimizasyonu sdzde kod’

K
Feromon matrisi F ile olusturulur
Sezgisel fonksiyonunu ¢agir
Baslangi¢ feromon tanimlanir
While N
While epoch
Her karinca tiim 6zellikleri rastgele gezerek kendisine gilizergah olusturur
Durum listesi alinir //Durumu 1 olanlar segilen 6zelliklerdir
Karinca sayisinca performans puani hesaplanir //En iyi performansa sahip karinca hafizaya
almir
Feromon giincelleme fonksiyonu ¢agrilir
Return hafizada bulunan en iyi karincanin giizergah1 dondiiriiliir
End
Return deney sayisinca ozellik listesi dondiiriiliir
End

Karinca koloni optimizasyonunun c¢alisma sdzde kodu Cizelge 3.4 ile verilmistir. Diigiim
olarak tanimlanan veri setindeki Ozelliklere giden karincalar rastgele her bir diiglime

giderler. Her bir diigiim i¢in baslangi¢ feromonu hesaplanir. Gidilen her diigiime hesaplama

" K: Karinca sayisi= 100
F: Ozellik sayisi= 57
N: Deney sayisi= 10

epoch: bir deney igerisindeki 6grenme sirasi= 50
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yapilarak 0/1 degeri atanir. 0 segilemeyen Ozellikleri, 1 ise segilen Ozellikleri temsil
etmektedir. Her bir karinca giizergahin1 tamamladiktan sonra 6grenme performansi
hesaplanir. En iyi performansa sahip karinca hafizaya alinir. Sonrasinda her bir karinca
feromon giincelleme fonksiyonuna gonderilir. Islemler tekrar sayisinca yinelenir. N adet
deney calismasi yapildigi i¢in baslangi¢ feromon hesaplanmasindan itibaren deney sayisinca
tekrarlanir. Sonugta elde edilen N adet 6zellik kiimesi siniflandirma ¢alismasina gonderilir.

Dipnot ile gosterilen degerler tez calismasinda kullanilmis olan degerlerdir.

3.4. Simflandirma Algoritmalari

Ozellik se¢im calismalar1 tamamlandiktan sonra, se¢ilmis olan 6zelliklerin smiflandirmaya
etkisini Olcebilmek amaciyla gesitli algoritmalar kullanilmistir. Bu baslik altinda tez
calismasinda kullanilmis olan algoritmalarin tanitilmas: yapilmaktadir. Lojistik regresyon,
rastgele orman, naive bayes, k-en yakin komsu, adaboost, dogrusal destek vektor makineleri,
karar agaci ve derin sinir aglar algoritmalar1 kullanilmaktadir. Kullanilan bu algoritmalarin
nasil kullanildig1, grafikleri, formiilleri, islem adimlari, avantaj ve dezavantajlar1 verilmek

istenmektedir.

Her bir algoritmanin hesaplama yontemi, kullandig1 parametreleri farkli oldugu i¢in sonuglar
cesitlilik gostermektedir. Parametre farkliliklarindan dolay1 algoritmalarin kiitiiphanelerde
bulunan varsayilan degerleri kullanilmistir. Cesitliligi fazla tutarak yiiksek dogruluga sahip

olan algoritmalarin sonraki ¢alismalarda kullanilmasi amaglanmaktadir.

3.4.1. Lojistik regresyon algoritmasi

Lojistik regresyon, bagimli tek degisken ile bir veya daha fazla degiskenler arasindaki
iliskileri karakterize edebilmek amaciyla ikili (0,1) olarak sonucu tahmin eden
modellemedir. Tahmin edicileri tarafindan ayarlanan cevaba dayali olarak (ham/spam)
modeli siniflandirilir. Dolayistyla bagimli degiskeni Y, agiklayici degiskenlere X4, X5, ..., X,
baglamay1 miimkiin kilan bir modeldir. A¢iklanacak degisken nitel (ham/spam) oldugundan
Lojistik Regresyon uygulanir. Ag¢iklayici degiskenler X; niteliksel veya niceliksel olabilir.
Bu bagimsiz degiskenlerin, elektronik postanin ham ya da spam olup olmamasin etkileyen

degiskenlerdir [116].
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Lojistik regresyon uygulamasi, dogrusal regresyona ¢ok yakindir. Dogrusal regresyon,
aciklanacak bir nicel degisken Y, aciklayict degiskenler X;, X5, ..., X,, seklinde tanimlanir. X

ve Y arasindaki baglantilar1 karakterize etmeyi miimkiin kilmaktadir.
Y:B0+’81*X1+B2*X2+...+Bn*Xn+8 (314)

Es. 3.14 ¢oklu dogrusal regresyon modeli: aciklanacak degisken Y, [5; katsayilarina ve bir €
gliriiltii terimine bagl agiklayici degiskenlerin (X;) S, bir kesme noktasinin (veya orijindeki

ordinatin) bir fonksiyonu olarak ifade edilir.
ln(lf;p) = logp =ﬁ0 + ﬁl * X1 + ﬁz * X2+"'+ﬁn * Xn + ¢ (315)

Es. 3.15 ¢oklu lojistik regresyon model, agiklanacak degiskenin Y ortaya ¢ikma olasiliginin
log p’yi, B; katsayilarina ve bir € giiriiltii terimine baglh agiklayici1 degiskenlerin X; bir kesme

Bo ‘1n fonksiyonu olarak ifade edilir.

Aciklayici degiskenleri tahmin edebilecek niteliksel degiskene Y’yi baglamak i¢in uygun bir
model kullanmak gereklidir. Lojistik regresyon yonteminin piif noktasi, nitel degisken Y'yi
modellemek degil, bunun gergeklesme olasiligini modellemektir. Lojistik model (Es.
3.15’teki formiil), aciklayict degiskenlerin X; bir fonksiyonu olarak bu olasiligin O ile 1

arasinda monoton olarak degisen dogrusal olmayan bir ifadesine izin verir.

_ _ exp(Bot+BX+e)
p(M + |X) - f(X) - 1+exp(Bo+pX+e) (3'16)

Es. 3.16 ile (M + |X): X degiskeni dikkate alindiginda e-postanin spam olma olasilig1
(M+); f(X) lojistik fonksiyondur.

Aciklanacak degisken Y'nin bir e-postanin spam olup olmadigini 6rnek olarak ele alinirsa,
degisken ikilidir: spam e-posta (M+) veya ham e-posta (M —) seklinde ifade edilir. Tek bir
aciklayici degisken X disiiniiliirse (basit lojistik regresyon), model Es. 3.16’daki formiille
gosterilmektedir. Bu formiilde, maruz kalma degiskenine X’e bagli OR (odds ratio- olma
olasiligl), B katsayisinin iissline karsilik geldigi goriilmektedir. Bu nedenle [ katsayisi,

aciklayici degisken X ile aciklanan degisken Y, yani spam e-postalar arasindaki iliskiyi 6lgen
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olasilik oraninin (B = log (OR)) logaritmasina karsilik gelir. Boyle basit bir lojistik
regresyon durumunda, lojistik fonksiyon sigmoid bir sekle sahiptir (Sekil 3.8).

L 4

Sekil 3.8. Lojistik regresyon sigmoid fonksiyonu

Lojistik fonksiyona gore (-100 ile 100) arasinda degisen bir degiskenin olayin meydana
gelme olasiligi p, X'in bir fonksiyonu olarak p'yi temsil eden egri sigmoid bir sekle sahiptir
ve monoton olarak 0 ile 1 arasinda degisir. Es. 3.17°de p(M + |X;...X;,): X; degiskenleri
dikkate alindiginda spam e-posta olma olasiligr (M +) seklinde ifade edilir.

__exp{Bo 3 BiXite)
p(M + (X1, Xy) = o Eer e (3.17)

Simdi birkag agiklayic1 degiskeni X; (coklu Lojistik regresyon) ele alinirsa, Sunulan modelin
yazimi Es. 3.17°deki formiile benzemektedir. Her bir agiklayict degisken igin X;, bir S;
katsayist ile iligkilendirilir ve bu nedenle yine bu katsaymin iisteline karsilik gelen ve X;
degiskeni ile s6z konusu sonug Y arasindaki iligkiyi 6l¢en bir olma olasiligidir (OR). Her bir
aciklayict degisken i¢in bu katsayl, modelin diger aciklayict degiskenlerine gore

ayarlanmaktadir [117].

3.4.2. Rastgele orman algoritmasi

Rastgele orman, birbirinden tamamen bagimsiz bir¢ok temel siniflandiricidan (karar agac)

olusur. Rastgele islem, her bir karar agacimnin bagimsizligimi saglamak, smiflandirma

dogrulugunu artirmak ve daha iyi genelleme yetenegi elde etmek i¢in 6rnek alt kiimesi ve
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ozellik alt kiimesi se¢imini igeren bir siiregtir [118]. Smiflandiriciya bir test 6rnegi girilir ve
bu ornegin smif etiketi, her bir siniflandirmadan alinan oylama sonuglarina gore
belirlenebilir.  {h(x,0,),k =1,...} aga¢ yapih smiflandiricilardan olusan  bir
siniflandiricidir; burada {6, } ayn sekilde dagitilmis rastgele vektorler bagimsizdir ve her

agac, X girisindeki en popiiler sinif i¢in bir birim oy kullanir.

Bu tanim, rastgele ormanin bir¢ok agac yapisi smniflandiricisinin bir kombinasyonu
oldugunu gostermektedir. Sekil 3.9 ile temsil edilen gorselde birden fazla karar agacinin
birlesimi ile olustugu gosterilmektedir. Her bir karar agaci sonuglar1 birlestirilerek rastgele
orman algoritmasinin sonucunu vermektedir. Breiman' in rastgele orman modelinde, her
agac bir egitim 6rneklem seti ve bir rastgele degisken temelinde ekilir, k. agaca karsilik gelen
rastgele degisken 6, olarak gosterilir, bu rastgele degiskenlerin aralarinda bagimsizdir. Ayni
sekilde sonug olarak X'in giris vektorii oldugu bir h(x, 8;) siniflandiricist paylasilir. k kez
calistiktan sonra, { hq(x), hy(X), ..., hx(x)} siniflandirici dizisi elde edilir ve bunlar1 birden

fazla siniflandirma modeli olusturmak i¢in kullanilir. Karar fonksiyonu Es. 3.18;

H(x) = arg myaxz{;ll(hi(x) =Y) (3.18)

Burada H (x) siniflandirma modelinin birlesimidir, h; tek bir karar agact modelidir, Y ¢ikti
degiskenidir, I(.) gosterge islevidir. Belirli bir girdi degiskeni igin, her agacin en iyi

siiflandirma sonucunu se¢gmek i¢in oy hakki bulunmaktadir.
Rastgele orman siiflandirma algoritmasinda, X ve Y deki dogru sinif ortalama oy sayisinin,

yanlis siif ortalama oy sayisinin ne dlgiide astigini hesaplayabilmek i¢in marj fonksiyonu

kullanilir.
mg(X,Y) = avil (hg(X) = Y) — maxj.yavil (hi(X) = j) (3.19)

Es. 3.19’da hesaplanan marj degeri ne kadar biiyiik olursa, siniflandirma tahmininin

dogrulugu o kadar yiiksek olur ve siniflandirmaya olan giiven o kadar artmaktadir [119].
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Sekil 3.9. Rastgele orman algoritmasi

3.4.3. Naive bayes algoritmasi

Naive bayes algoritmasinin uygulanabilirligi kolay ve sonuca erigiminin hizli olmasi

acisindan kullanigh yaklasimlardandir. Bu algoritma Bayes teoremine dayanmaktadir.

Bayes, iki kosullu olasilik arasindaki iliskiyi agiklamak i¢in bir Es. 3.20°de bulunan formiilii

Onermistir;

P(B|A)
P(AIB) = P(A) 7,5
Burada;

P(A | B) = B'ye dayal1 A hipotezinin olma olasilig1

P(B | A) = A'ya dayal1 B hipotezinin olma olasilig1

P(B) = B'nin olma olasilig1

P(A) = A'nin olusma olasilig1

(3.20)

Naive bayes algoritmasi, e-postalarin siniflandirmasinda yaygin olarak kullanilmaktadir.

Toplanan ham e-posta 6rnek seti ve spam Ornek setinin 6zellikleri 6grenilip egitildikten

sonra bir model olusturulur. Ardindan, e-posta Ornek kiimesindeki postanin metin

Ozelliklerini test etmek i¢in bu model kullanilir ve posta metninin ham e-posta olma

olasiligini ve spam e-posta olma olasiligini hesaplamak i¢in Es. 3.20°deki formiil kullanilir.
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E-postanin ham olma olasilig1 spam olma olasiligindan yiiksekse, 0 elektronik posta olarak

degerlendirilir. Aksi takdirde, spam olarak degerlendirilir [120].

Naive bayes algoritmasmin temelde 3 yontemi bulunmaktadir. Gergek degerli 6zellikler
iceren veri setlerinde, gauss dagilimi kullanilir. 1kili 6zellikler durumunda, x; € {0,1}
bernoulli dag:l:m:z kullanilir. Kategorik 6zellikler durumunda, x; € {1,..., K} multinoulli

dagil:m: kullanilarak modelleme yapilir [121].

Bu ¢alisma kapsaminda bernoulli naive bayes siniflandirma algoritmasi kullanilmaktadir.
Algoritma ayrik degiskenler i¢in uygundur. Her karakteristik degiskenin x;'nin her bir y;
kategorisi altinda n-kath bir bernoulli dagilimina uydugu varsayilir ve sadece ham/spam

seklinde iki sonug vardir. Formiilii Es. 3.21°deki gosterilmektedir.

P(xily) = P(x; = 1y)x; + (1 = P(x; = 1|y))(1 — x;) (3.21)

Istenmeyen e-posta smiflandirmasi metin smiflandirmasina ait oldugundan, ¢ogu zaman
metnin Ozelliklerini ayiklamak ve daha fazla siiflandirmadan once bu o&zellikleri
vektorlestirmek gerekir. Bu nedenle bernoulli naive bayes algoritmasi siklikla
kullanilmaktadir. Bu algoritma metin analizi yaparken bir kelime goriinmiiyorsa O olarak
gortintiilenmektedir. Kelime goriiniiyorsa, ka¢ kez gecerse gegsin 1 olarak numaralandirilir.

Bu nedenle kiigiik metin kiimeleri i¢in uygun bir algoritma modelidir [122].

3.4.4. K-en yakin komsu algoritmasi

K-en yakin komsu algoritmas: kullaniminin basit ve siniflandirma performansinin etkili
olmasindan dolay1 siklikla tercih edilen siniflandirma yontemidir. En yakin komsu yontemi
gelen test verinin belirtilen sayida komsu smifindan en uygun yere konumlandirmasi
seklinde caligmaktadir. Geleneksel k-en yakin komsu algoritmasinda komsu saymin (k)

belirlenmesi kolay degildir. k degerini belirlemeye yonelik ¢alismalar bulunmaktadir [123].

K-en yakin komsu algoritmasinda dncelikli olarak k degeri, pozitif tam say1 olarak kiigiik ve
tek say1 seklinde belirlenir. Test 6rnegine en yakin komsu olan k adet egitim 6rnegine gore
kategorisini tahmin etmeye yardimci olur. Test verisini en biiyiik olasilik kategorisine sahip

gruba seger. Algoritmanin basit gosterimi Sekil 3.10 ile verilmistir. Siniflandirmadaki k
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degeri 1, 3,5,7,9, 11, 13, 15, 17, 19, 21 ve 23 olabilmektedir. Eger k=1 ise test 6rnegi en

yakin komgunun sinifina atanir. Bu yontem, ayrik degerlerle de ilgilenebilmesine ragmen,
sayisal veriler i¢in daha uygundur [124]. Calisma igerisinde k = 3,5,7,9,13,15,17,25

degerleri denenmistir. Bu yazilan degerlere gore dogruluk basarim sonuglar1 Cizelge 3.5 de

gosterilmektedir. Verilen k degeri arttikga performansin azaldigr gozlemlenmektedir.

Bundan dolay1 tiim ¢aligma boyunca k = 3 degeri kullanilmaktadir. Sekil 3.11°de verilen k

degerine karsilik gelen dogruluk sonuglarinin grafik hali gosterilmektedir.

(=]
==
== =
[~ B |
== [
E=a
Sekil 3.10. K-en yakin komsu algoritmasi
Cizelge 3.5. Prova edilen k degerleri
Kk degeri 3 5 7 9 13 15 17 25
Dogruluk 88,27 | 87,83 | 87,18 | 86 86,1 84,14 | 835 |8241
KNN
90
e
= 85 \_\’\
2
2 80
75

3 5 7 9 13 15 17 25

k degerleri
==K

Sekil 3.11. Prova edilen k degerlerine karsilik dogruluk degerleri
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k degeri kararlastirildiktan sonra belirlenmesi gereken diger bir parametre veriler arasindaki
mesafenin hangi yontemle hesaplanacak olmasidir. Algoritma icerisinde mesafeyi
hesaplayabilmek icin ii¢ yontem bulunur. Oklid, manhattan ve minkowski yontemleridir. Bu
calisma icerisinde iki veri noktasi arasindaki mesafeyi (benzerligi) hesaplamak ig¢in
minkowski yontemi kullanilmaktadir. Minkowski yontemi, siklikla kullanilan mesafe
hesaplama yontemlerinin genellestirilmis bir versiyonudur. Es. 3.22°deki formiil ile

tanimlanir.

Cqlx — yilP)P (3.22)

Algoritmanin avantajlar1 arasinda basitlik, seffaflik, giivenilebilirlik ve giiriiltiilii egitim
verilerinde uygulanmasi kolay seklinde sayilabilir. Dezavantajlart arasinda hesaplama

karmasikligi, bellek sinirlamasi, biiyiik egitim seti igin zayif ¢calisma zamanidir.
3.4.5. Adaboost siniflandirma algoritmasi

Adaboost, egitim veri setinde farkli siniflandiricilar kullanan ve bu siiflandiricilart entegre
ederek en yiiksek dogrulukla nihai sonuca ulagsmayi hedefleyen artirici bir tekniktir.
Adaboost siniflandirici, temel olmayan egitim verisi 6zelliklerini filtrelemeye ve en onemli
egitim verisi Ozelliklerine odaklanmaya olanak tanir. Zayif siniflandiricilarin dogrusal

kombinasyonu yoluyla gii¢lii siniflandiricilar olusturur [125-126].

Artirma (boosting) karar agaci algoritmasi, siniflandirma ve regresyon agaglarini kullanan
artirimli yontemdir. Bu durumdaki adaboost yontemi karar agaci algoritmasinin 6zel bir
durumudur. Egitim siirecinde her bir zayif smiflandirici sirayla egitilerek agirliklart elde
edilir ve daha 6nce hatali simiflandirilan 6rnekler dinamik olarak diizeltilir. Onceki zayif
smiflandiricilar tarafindan yanlis siniflandirilan rneklerin agirhigr arttiracak ve tersi agirligi
azaltilacaktir. Agirligin giincellenmesinin amact, birbirini izleyen her yinelemede en yararli
ornekleri gelistirmektir. Smiflandirma yapan en son algoritmanin tahmin sonuglari, zayif

smiflandiricilar tarafindan tiretilen tahmin sonuglarinin agirliklari toplamidir [127].
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Sekil 3.12 Adaboost algoritmasi

Sekil 3.12 ile gosterilen resimde bir 6nceki agag tarafindan yanlis siniflandirilan bir verinin
agirhig artirihir, boylece sonraki aga¢ daha once yanlis siniflandirilmis veriyi dogru bir
sekilde siniflandirmaya odaklanir. Modele seri olarak daha zayif siniflandiricilar
eklendiginde simiflandirma dogrulugu artar; ancak bu, ciddi sekilde fazla uydurmaya ve
genelleme yeteneginde diisiise yol agabilir. Bundan dolay1 adaboost' un egitilmesi daha

yavastir. Adaboost, dengesiz veri kiimeleri i¢in uygun bir algoritmadir [128].

3.4.6. Dogrusal destek vektor makineleri

Destek vektdr makineleri, makine 6greniminin iistiin bir bigimidir. Iki gruplu siniflandirma
problemleri i¢in kullanilmaktadir. Ayri kategoriler i¢in herhangi bir etiketli egitim verisi
verildiginde, yeni metinleri kategorilere ayirabilir. Sinirhi veri ile saglandiginda optimum
kapasitesini gerceklestirebilir. Dogrusal olarak ayrilabilir veri, kolayca siniflandirabildigi
icin destek vektor makinelerinin birincil islevidir. Destek vektor makineleri modelleri, n-
boyutlu uzaylar1 gruplara ayirmak i¢in en iyi ¢izgiyi olusturmay1 amaglar, boylece yeni
veriler ilerleyen zamanlarda kolayca dogru kategoriye ayrilabilir. En iyi hiper diizlem,

egitim verilerinin marjini en st diizeye ¢ikarmasidir [129]. En biiylik dezavantajlarindan
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biri, milkemmel siniflandirma sonuglari elde etmek icin dogru sekilde ayarlama yapilmasi
sarttyla cok sayida anahtar parametre gerektirmesidir. Diger dezavantaji ise, daha fazla

egitim siiresi nedeniyle biiyiik miktarda veri islendiginde yavas ¢alismasidir [130].

& Pozitif hiper
) ) diizlem
Maksimum marj
N e
Maksimum <\ A ¢ 0 L
marj hiper \ \ ‘. ¢
ditzlen™ = A 'y

SV

= X1

Negatif hiper
diizlem

Sekil 3.13. Destek vektor makineleri algoritmasi

Sekil 3.13’te gosterildigi gibi hiper bir diizlem olusturularak yeni gelen test verilerinin dogru

bir sekilde siiflandirilmasi hedeflenir.

Destek vektor makineleri genel olarak iki alt boliime ayrilir:

e Dogrusal destek vektor makineleri (linear SVM), lineer olarak ayrilabilir veridir (tek bir
diiz ¢izgi ile iki gruba bdliinebilen istatistikler). Dogrusal veriler, dogrusal destek vektor
makineleri ile siniflandirilir. Bu ¢alisma kapsaminda dogrusal destek vektdr makineleri
kullanilmaktadir.

e Dogrusal olmayan destek vektor makineleri (non-linear SVM), dogrusal olarak
ayrilamayan veriler lizerinde g¢alisir (tek bir satir kullanilarak gruplara ayrilamayan
istatistikler). Dogrusal olmayan destek vektor makineleri kullanilarak siniflandirilir.

Destek vektor makinelerinin genel yapisi, Oriintii tanima ve tahmin gibi problemleri ¢6zme
hem dogrusal hem de dogrusal olmayan fonksiyonlar1 analiz etme ve haritalama yapmak
amaciyla kullanilabilecek 0grenme yontemidir. Yiiksek boyutlu bir uzay, daha sonra
simiflandirma icin kullanilabilecek bir hiper diizlem veya hiper diizlem grubu (siniflar)
olusturur. Temel olarak matematiksel programlama teknikleri ve ¢ekirdek islevi iizerinde

calisir. Verilerin regresyon ve siniflandirmasi amaciyla da kullanilmaktadir.
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Dogrusal destek vektdr makineleri iizerinde n egitim veri seti (X1, Y1 ile Xn, Yn) saglanir. ki
veri sinift arasinda biiyiik bir marj siniflandiricist elde edilecektir. Herhangi bir hiper

diizlem, X tatmin edici noktalar1 kiimesi olarak belirtilebilir. Es. 3.23;

W.%x—b=0 (3.23)

Burada w, hiper-diizlemin normal vektorii olarak hizmet eder. 2 tip marj olabilir, sert marj
ve yumusak marj. Egitim verileri dogrusal olarak ve tamamen hatasiz (aykir1 degerler ve
giiriiltii) ayrilabilirse, sert kenar boslugu kullanilir. Hata olmasi durumunda, kenar boslugu
daha kiiiktiir veya sert kenar boslugu basarisiz olur. Sert kenar bosluklar1 asagidaki

adimlarda olusturulur:

Dogrusal destek vektdr makinelerinde, iki veri sinifi arasinda ayrim yapan iki paralel hiper
diizlem segilir, bdylece aralarindaki mesafe maksimize edilebilir. Burada yeniden
Olceklendirme yoluyla, veri kiimeleri kullanilarak sinirla ayrilmis smiflarin her birini
etiketlemek i¢in iki denklemle temsil edilebilir. Siniflandiricilar, Es. 3.24’teki sinirin
tizerindeki her sey bir sinifa, Es. 3.25’teki belirtilen kisitlamanin altindaki herhangi bir sey
diger sinif olarak kabul edilecek sekilde tasarlanmigtir [131].
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3.4.7. Karar agaci algoritmasi

Karar agaci, sirali bir karar siirecini grafiksel olarak diizenlemenin yoludur. Karar agaci, her
biri alternatif kararlarin dallar1 olan karar diiglimlerini igerir. Her dalin faydasi o dalin
yapraginda hesaplanir. Herhangi bir kararin beklenen faydasi, giristen baslayip o daldan tiim

yapraklara kadar olan biitiin dallarin agirliklar1 toplamina gére hesaplanir.

Karar agaclari, siniflandirma gorevlerinde ¢ok popiiler olan hiyerarsik modellerdendir. Sekil
3.14’te bas asag1 gosterilen resim, aga¢ yapilarinin temel gosterimidir. Kok en iiste
yerlestirilir ve dallar asag1 dogru biiyiir. Aga¢ diiglimleri, tek ozellikler kullanilarak

mantiksal kosullarla tanimlanir [132].
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Sekil 3.14. Karar agaci algoritmasi

Agag biiyiitme algoritmalari, kok diigiim olarak belirlenen belirli bir egitim verisiyle baglar
ve farkli siniflara atanan vektorleri ayirmak i¢in diigtimleri yinelemeli olarak birkag¢ ayrik
parcaya boler. Her bolme, aslinda tiim 6zellik uzaymi (sadece egitim setini degil) ayri
bolgelere bolen genel bir mantiksal kuralla tanimlanir. Bu nedenle, karar agaglari genellikle
mantiksal kurallar bi¢iminde sunulabilir. Bu tiir anlasilir modeller bir¢cok alanda avantajlidir
ve belirli 6zelliklerin uygunlugu hakkinda bilgi saglar. Bununla birlikte, diigtimler, alt
diigiimler, alt agaglar, yapraklar, dallar, dal uzunlugu, aga¢ derinligi, diiglimlere atanan sinif
etiketleri ve bir diigiime diisen veri vektorleri dahil olmak {izere tiim agaglar ayni terminoloji
ile tanimlanabilir. Genel olarak, bir karar agaci algoritmasi {i¢ bilesen tarafindan tanimlanir:
diigtimleri alt diigiimlere bolme yontemi, cogu durumda sadece bir arama siireci olan agac

olusturma stratejisi ve genellemeyi gergeklestirme yontemi seklindedir [133].

3.4.8. Derin sinir aglar: algoritmasi

Derin sinir aglar1, giris ve ¢ikis katmanlar1 arasinda birden fazla gizli katman bulunan bir
yapay sinir ag1 algoritmasidir. Bir sinir aginin temel amaci, bir dizi girdi almak, bunlar
tizerinde asamali olarak hesaplamalar yapmak ve smiflandirma gibi gercek diinya
problemlerini ¢ozmektir. Tipik olarak derin sinir aglari, girdinin giris katmanindan ¢ikis
katmanina ve gizli katmanlara (iki veya daha fazla) aktifi ve katmanlar arasindaki
dayanismalarin bir oldugu ileri beslemeli aglardir. Ciktilar, geri yayilmaya dayanan etiketli

bilgilerin veri kiimeleriyle 6grenilerek elde edilir (Sekil 3.15). Derin sinir aglarmnin
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siirlamasi, herhangi bir hafiza birimine sahip olmamasidir. Karmasik dogrusal olmayan

iliskileri modelleyebilir. Gizli katman 1 tane olabildigi gibi n adette olabilmektedir.

Giris katmani TD O——» Neron

O Katman 1

| Gizli

katmanlar

Q O Katman n

Cikis katmani O

Sekil 3.15. Derin sinir aglar algoritmasi

Yapay sinir aglari, denetimli 6grenme ve pekistirmeli 6grenme problemlerinde yaygin
olarak kullanilmaktadir. Bu aglar, birbirine bagli bir dizi katmana dayanmaktadir. Derin
ogrenmede c¢ogunlukla dogrusal olmayan gizli katmanlarin sayisi fazla olabilir. Derin
ogrenme modelleri, normal makine 6grenimi aglarindan daha iyi sonuglar tiretmektedir. Ag1
optimize etmek ve kayip fonksiyonunu en aza indirmek i¢in ¢ogunlukla gradyan inis

yontemi kullanilmaktadir.

Temel yapay sinir aglari, derinliklerine gore ayrilir; yani, ¢cok adimli bir Oriintii tanima
stirecinde verilerin iginden gectigi diiglim katmanlarinin sayisidir. Burada bir agin her
katmaninin, 6nceki katmandan alinan belirli 6zellikleri 6grenmesi beklenmektedir. Katman
ne kadar uzaksa, diigiimler daha karmasik oOzellikleri anlayabilir, ¢iinkii Onceki
katmanlardaki bu o6zellikleri toplar ve yeniden birlestirir. Derin 6grenme aglari, ¢ogu
geleneksel makine 6grenimi algoritmasinin aksine, insan miidahalesi olmadan otomatik

Ozellik ¢ikarma islemi gergeklestirebilmektedir [134].
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Sekil 3.16. Derin sinir aglar1 katmanli yapisi

Y1 =0(Wy1X1 + Wy X5 + Wy 3X3) (3.26)

zZ; = 0(V11Y1 + V12Y2 + V13Y3 + V1,4Ya) (3.27)

Sekil 3.16 da gosterilen yapinin matematiksel ifadeleri Es. 3.26 ve 3.27 ile verilmistir. (X1,
X2, X3) gibi girdilere sahip olan gizli katmalara gerekli islemler yapildiktan sonra (z1, z2) gibi
ciktilara doniistiiriiliir. Agirliklar ve dnyargilar katmandan katmana degismektedir. w ve v,
sinir aglariin katmanlarinin agirliklart veya sinapslaridir. Y’ nin bulundugu gizli katman
birden fazla olabilir. Derin 6grenmenin en iyi kullanim durumu, denetimli 6grenme
problemidir. Smiflandirma g¢alismalarinda fonksiyonel yapiy1 tahmin edebilmek igin ¢ok
katmanl1 sinir ag1 kullanilmaktadir. Gizli noron ve gizli katman sayisinin tespit edilmesinde
belirli bir kural bulunmamaktadir. Bunun i¢in farkli yaklasimlar s6z konusudur. Néron sayist
arttirilarak yapilan ¢aligmada egitim ve test siniflandirmasi sabit degere ulasilmasi optimum

kullanilacak olan ndron sayisini ortaya ¢ikarmistir [135].

Aktivasyon fonksiyonu

Yapay sinir aglari, birden fazla yapay nérondan olusur. Her yapay néronun, atesleme hizina
karar verebilmek i¢in aktivasyon fonksiyonuna ihtiya¢ vardir. Aktivasyon fonksiyonu fikri,

merkezi sinir sistemimizde bulunan biyolojik noron tarafindan esinlenilmistir.

Sigmoid fonksiyonu

Sigmoid fonksiyonu, giiniimiizde en yaygin kullanilan aktivasyon fonksiyonlarindan biridir.

Denklemi Es. 3.28 ile verilir. Sigmoid' in O ile 1 arasinda bir araligi vardir.
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S@) = —— == (3.28)

1+e-t et+1

t degisip sigmoid fonksiyonu ile doniisiime ugrayacagi igin Sig(t) de yeterli degisim fark

edilecektir. Bu nedenle, bu oncelikle ¢ikt1 katmaninda kullanilir.

ReLU fonksiyonu

ReLU (dogrultulmus lineer birim- rectified linear unit), diizeltilmis bir dogrusal birim
islevidir. Bu islev, diger herhangi bir isleve kiyasla ¢ok daha sik kullanilmaktadir.
Istatistiksel olarak Es. 3.29 da gosterilmektedir.

ReLU(x) = max (0,x) (3.29)

X, bir norona giris verisidir. ReLU, bir noron tarafindan hesaplanan pozitif degeri dondiiriir
ve negatif degerleri yok sayar. Yani herhangi bir diigiimde hesaplanan deger negatif ise; 0
dondiiriir, aksi takdirde hesaplanan degeri iletir. Fonksiyonunun dezavantaji, girdi degeri
pozitif ise hi¢bir seyi degistirmeyecek ve degeri bir sonraki katmanin diigiimiine iletecektir.
Fonksiyonunun negatif bir deger almasi durumunda, néronu O yaparak uyaranlari
durduracak ve dolayisiyla néronun ateslenmesini 6nleyecektir. Diyelim ki binlerce ndronun
oldugu bir modelde; ReLU islevini kullanarak, bunlarin bircogu gereksiz kesme ile

sinirlandirilacak ve dolayisiyla daha az ek yiik ile hizli yiiriitme saglayacaktir [136].
Softmax fonksiyonu

Sigmoid fonksiyonu gibi ikili siniflandirma igin kullanighdir. Softmax, etkili sonuglar
gosterdigini ve ¢ok smifli siniflandirma problemi i¢in kullanilabilecegini iddia edilmis.

Softmax, 0 ile 1 arasinda bir ¢ikis araligina sahiptir.

Optimize Ediciler

Optimizasyon algoritmalari, model iginde erisilen tahmin ediciler kiimesinden objektif
degerlerin hesaplanmasinda kullanilan, modelin anayasal sorumlu parametreleri tizerindeki
sayisal bir fonksiyonu olan hata fonksiyonunu azaltmaya yardimci olmaktadir. Dabhili

Ogrenilebilir parametreler, ¢ikt1 degerlerinin hesaplanmasinda kullanilan sinir aginin 6nyargi
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degerleri ve agirliklaridir. Optimize ediciler, sinir aglarinin egitim siirecinde ve modelin

egitim sirasinda olusan kayiplarin azaltilmasinda 6nemli bir rol oynamaktadir.

Adam

Adam, Jimmy Lei Ba ve Diederik P.Kingma tarafindan sunulmustur [137]. Kompakt bellek
Ozelligi ile birinci dereceden gradyanlara ihtiya¢ duyan etkili stokastik gelisim yaklasimudir.
Optimize edici, gradyanlarin birinci ve ikinci anlarmin degerlendirilmesinden farkli
parametreler i¢in ayrik ¢ok yonlii 6grenme oranlarini hesaplar. Adam kelimesi uyarlanabilir

moment tahmini (adaptive moment estimation) ifadesinden gelmektedir.

Adamax

Adamax, adam' in sonsuzluk standardina bagli bir versiyonudur.

RMSProp

RMSProp, kok ortalama kare yayilimin (root mean square propagation) kisaltmasidir.
Momentumlu gradyan inisine benzer gradyanlarin tistel olarak agirlikli ortalamasi1 kavramini

kullanir, ancak parametre giincellemelerinde bir degisiklik sunmaktadir [138].

Nadam

Nadam [139], nesterov hizlandirmali uyarlanabilir moment tahminin (nesterov accelerated
adaptive moment estimation) kisaltmasidir. p igin zaman adimi pl...... uT ile indekslenmis
bir degerler listesi varsayilir. Egimi islemek i¢in basit¢ce kuvvet adimiyla parametreleri
yenilemek, ardindan orijinal parametre durumuna donmek i¢in bu adimi geri almak,
ardindan gergek gilincelleme sirasinda momentum adimini tekrar almak yerine, zaman adimi
t+1'in momentum adimi uygulanir. Adimimin giincellenmesi sirasinda yalnizca bir kez t+1

yerine onceki t zamani kullanilir.

3.5. Veri Seti

Calismanin amaci Ozellik seciminde algoritmalarin performanslarini incelemektir. Bu
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sebepten dolay1 ayni 6zelliklere sahip tek veri setinin galismaya katkisi lizerinde durulmus
ve tek veri setinden yararlanilmigtir. UCI Machine Learning Repository sitesinden erisilen
Spambase veri seti, Mark Hopkinsand, Erik Reeber, George Forman, Jaap Suermondt
yazarlar1 tarafindan 01.07.1999 tarihinde olusturulmus. Spambase veri kiimesi, tek bir
elektronik posta hesabindan alinan verileri igeren ¢ok degiskenli bir veri kiimesidir. Onceden
tanimlanmis 4601 kayit igermektedir. 1813 kayit ham (%39,4) ve 2788 kayit spam (%60,6)

olarak siniflandirilmistir.

E-posta tlirtinii belirlemek i¢in 57 veri 6zniteligi ve bir siniflandirma 6zniteligi icerir. Ham
icin 0, spam i¢in 1 seklinde siniflandirma yapilir. 1-54 araligindaki nitelikler belirli
sozciikleri veya karakterleri ifade eder. 55-57 aragindaki nitelikler ardisik biiyiikk harf
dizilerinin uzunlugunu dlger. 58 numarali nitelik, e-postanin spam m1 ham mi olarak kabul
edilip edilmedigini, yani istenmeyen e-posta olup olmadigini gosterir. "Spam" kavrami
cesitlidir: tirlin/web sitesi reklamlari, hizli para kazanma planlari, zincirleme mektuplar gibi
tanimlanabilir. Niteliklerin ¢ogu, belirli bir kelime veya karakterin e-postada siklikla
bulunup bulunmadigini gosterir. Cizelge 3.6’da verilen tabloda Spambase veri setinin igerigi

goriintiilenmektedir [140].

Cizelge 3.6. Spambase veri setinin 6zellikleri

Ozellik | Veri Tipi | Aralik Tanim

48 Real(gergel) | [0,100] | =word_freq_ WORD tiiriinde stirekli gergek [0,100] 6zellik =
e-postadaki WORD ile eslesen kelimelerin yiizdesi, yani 100
* (WORD'lin e-postada gériinme sayis1) / e-postadaki toplam
kelime sayisi.
Bu durumda bir "kelime", alfa sayisal olmayan karakterlerle
veya dize sonuyla sinirlanan herhangi bir alfa sayisal karakter
dizisidir.
6 Real(gergel) | [0,100] | =char_freq_ CHAR] tiiriinde siirekli ger¢ek [0,100] 6zellik =
e-postadaki CHAR ile eslesen karakterlerin yiizdesi, yani 100
* (CHAR olusum sayis1) / e-postadaki toplam karakter

1 Real(gergel) | - =siirekli ger¢ek [1,..] tir capital_run_length _average =
kesintisiz biiyiik harf dizilerinin ortalama uzunlugu
1 Integer (tam | - =Capital_run_length_longest tiiriinde siirekli tamsay1 [1,...]
say1) Ozniteligi = en uzun kesintisiz biiyiik harf dizisinin uzunlugu
1 Integer (tam | - = Capital_run_length_total tiiriinde siirekli tamsay1 [1,...]
say1) Ozniteligi = kesintisiz biylik harf dizilerinin uzunluklarmin
toplami = e-postadaki toplam biiylik harf sayisi
1 Sayisal {0,1} | = Spam tiiriinde nominal {0,1} sinif 6zelligi = e-postanin (1)

spam olarak kabul edildigini, (0) ham olarak kabul edildigini
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4. DENEYSEL CALISMALAR

Bu baglik altinda sunulan, 6zellik se¢cimi uygulamalari, elde edilen 6zelliklerle yapilan
siniflandirma uygulamalar1 ve performans sonuglar1 yer almaktadir. Ozellik segimi
calismalar1 ¢esitli bashiklar altinda incelenmistir. Filtreleme ve sarmal ozellik se¢im
yontemleri kullanilarak ¢esitli yontemler denenmistir. Secilen 6zelliklerin siniflandirmaya
katkisin1 degerlendirebilmek igin ¢ok sayida algoritma se¢enegi kullanilmistir. Filtreleme
yontemleriyle tek bir sonug elde edilerek dogruluk, duyarlilik, kesinlik ve f1-skor gibi basar1
metrikleri kullanilarak performans degerlendirmesi yapilmistir. Sarmal yontemlerde ise N
kez ¢alistirma sonucunda N adet basar1 metrigi elde edilmistir. Bu sonuglar arasindan en iyi,
en kotli, medyan, ortalama ve standart sapma degerleri hesaplanmistir. En iyi performansa

sahip olan sonuclar kaydedilmistir.

Ozellik secimi, 6zellik secimi sonrasi siniflandirma uygulamalari, 6zellik se¢imi yapilmadan
siniflandirma ve performans degerlendirmeleri bagliklar1 altinda tez ¢alismasinda yapilan

islemler anlatilmaktadir.

4.1.0zellik Secim Cahsmasi

Ozellik, bir veri setindeki hedeflenen smiflandirmanm saglanmasi amaciyla modelin
tasarimina yardimcei olan siitun veya niteliklerdir. Her bir 6zellik, veri setindeki bir 6enin
veya birimin belirli bir 6zelligini temsil eder. Ozellikler, modele giris olarak saglanir ve

siniflandirma algoritmasinin verileri analiz etmesi ve desenleri tanimlamasi i¢in kullanilir.

Ozellikler, farkli veri tiirleri ve uygulama alanlarina bagl olarak cesitli sekillerde temsil
edilebilir. Ornegin, miisteri verileri iceren bir veri setinde 6zellikler, miisterinin yasi,
cinsiyeti, gelir diizeyi gibi bilgileri igerebilir. Bir e-posta veri setinde ise 6zellikler, e-posta
gonderenin bilgisi, e-posta i¢cinde gegen kelimelerin frekansi veya karakterlerin yiizdesi gibi

ozellikler olabilir.

Ozellik secimi i¢in farkli ydntemler kullanilmistir. Bu yontemler arasinda filtreleme, sarmal
ve Ozellik 6nem siralamasi gibi teknikler yer almaktadir. Segilen 6zellikler, siniflandirma
algoritmalarinin egitim ve test siireglerinde kullanilmistir. Ozellik secimi sonucunda elde

edilen veri seti, daha az boyuta sahip olmasiyla birlikte gereksiz veya giiriiltiilii 6zelliklerin
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elemesini saglamistir. Bu da smiflandirma algoritmalarinin performansini artirmistir.
Ozellik secim calismasi, smiflandirma algoritmalarmin performansini artirmak amactyla
veri setindeki Ozelliklerin sec¢ilmesi ve kullanilmasi iizerine odaklanan bir ¢alismadir.
Yapilan 6zellik se¢imi, siniflandirma siirecinde gereksiz bilgi girisini azaltarak daha etkili

ve verimli bir siniflandirma saglamaktadir.

4.1.1. Birliktelik kurali madenciligi ile 6zellik se¢cimi

Birliktelik kurali madenciligi, veri setlerinde bulunan 6zellikler arasinda belirli iligkileri
tespit ederek gereksiz Ozellikleri ortadan kaldirmaya yardimci olan bir yontemdir. Bu
yontem, gec¢miste oldugu gibi giiniimiizde de arastirmacilarin dikkatini ¢ekmektedir.
Ornegin, katalog tasarimi, magaza diizeni veya miisteri satin alma profili olusturma gibi
alanlarda bu yontem kullanilmistir [103]. Calisma igerisinde ise spam tespiti yaparken
Ozellikler arasinda belirli iligkileri kurarak, gereksiz oOzellikleri tespit edip ortadan

kaldirmaya yardimci olmaktadir.

Sik oriintii madenciligi, bir 68enin toplam islemde ne siklikla kullanildigini belirlemeye
yardimcl olan bir yontemdir. Burada, sik 68e, belirlenen bir minimum esik degerini
karsilayan ogelerin bir kiimesidir. Bu yontemde kullanilan esik degeri, destek ve giliven

metrikleri tarafindan belirlenir.

Birliktelik kurali madenciligi algoritmasinin ¢alisma adimlari:

1. Veri seti 10’ a boliinerek 460 e-posta iceren veri kiimeleri olusturulur.

Veri seti uygulamaya alindiktan sonra belirli bir oranda bolme islemi yapilir. Bolme sayisi
artirildikga, boliimlerin sayist da artar. Bu durumda islem yapilacak olan veri seti kiimesi de
artar ve islem siiresi uzar. Bu nedenle, bolme islemi ve veri seti bilyiikliigii arasinda bir denge
saglanmas1 Onemlidir. Deneme amagh olarak 10, 20, 50, 100 ve 200 bolme sayilari
kullanilmistir. Her bélmede caligilan 6zellik sayisinin ve 6zelliklerin neredeyse ayni oldugu
gbzlemlenmistir. Bunun sebebi, veri kiimesinin az olmasidir. Istenilen 6zellik sayisina
ulagsmak i¢in veri seti 10'a boliinmiistiir. Bu islem sonucunda 10 adet veri seti kiimesi
gruplar1 olusturulmus ve her bir veri seti yaklasik olarak ayni sayida igerige sahip olacak

sekilde 460 veri icermistir. Ozellik olarak sayisal veriler kullanildig1 i¢in iizerinde herhangi
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bir isleme gerek duyulmamistir.

Grup halinde c¢alismanin sebebi, her bir grupta en fazla kullanilan ozelliklerin tespit
edilmesidir. Veri seti boliinmeden calisildiginda ise ortak kullanilan 6zellik sayisinin sinirlt
oldugu gozlemlenmistir, genellikle 2 6zellik ile sinirli kalmaktadir. Bu nedenle gruplama
yontemi kullanilarak veri seti daha etkili bir sekilde analiz edilebilir ve 6zelliklerin kullanim1

daha iyi bir sekilde optimize edilebilir.

2. Her veri seti kiimesinde bulunan her 6zelligin modu hesaplanir. En sik degeri O ise,
ozelliklere 1 degeri atanir. Igeriginde deger bulunan dzelliklere ise 0 degeri atanur.

Mod, 6zelligin en sik goriilen degeridir. Her veri seti kiimesinde bulunan 6zelliklerin sik
degerleri tanimlanir. Bu sik degerler dogru olarak isaretlenirken, geriye kalan degerler yanlis
olarak tanimlanir. Modu bulunan 6zellikler icin, eger mod degeri O ise 1 olarak, igeriginde
deger bulunan 6zellikler i¢in ise 0 olarak isaretlenir. Tam tersi bir deneme yapildiginda ise
simiflandirma algoritmalarindan 6nemli bir basar1 elde edilmemistir. Bu nedenle, mod
degerlerinin kullanilmasi ve belirli bir isaretlemenin yapilmasi siniflandirma performansini

artirabilir.

3. Minimum destek degeri 0.3 olarak belirlenerek Apriori algoritmasina veri gonderilir.

Bu deger iizerinde degisiklik yapilarak 0.4 denendiginde, siniflandirma algoritmasi
sonuglarinda ¢ok kiiclik degisiklikler oldugu gozlemlenmistir. Minimum destek degerinin
artirtlmasiyla, yani daha sik gecen 6zelliklerin kullanilmasiyla siniflandirma performansinda
hafif bir iyilesme elde edilebilir. Ancak, bu degisikligin etkisi goreceli olarak kiigiiktiir ve
daha yiiksek minimum destek degerleriyle siniflandirma sonuglar iizerinde 6nemli bir fark

yaratmamaktadir.
4. Apriori algoritmasi i¢in en fazla yapilacak gruplama sinir1 olarak 2 degeri segilir.
Minimum destek degerine esit veya daha biiyiik olan gruplamalar listelenmis ve minimum

destek degerinden daha diistik sikliga sahip 6zellikler filtrelenerek yalnizca minimum destek

degerini karsilayan veya daha yiiksek sikliga sahip 6zellikler kullanilmistir.
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5. Minimum destek degerine esit ya da daha biiyiik degere sahip olan gruplamalar listelenir.
6. Apriori algoritmasi sonucunda elde edilen degerler birliktelik kuralina gonderilir.
7. Giliven metrigi ve minimum esik degeri olarak 1 secilir.

Apriori algoritmasinin ¢iktilar birliktelik kuralina génderilmistir. Bu islemde giiven metrigi
ve minimum esik degeri olarak 1 se¢ilmistir. Esik degeri, minimum destek degerine kiyasla
daha yiiksek bir olusum sikligina sahip olan 6geler koleksiyonunu belirler. Minimum destek
degerinden biiyiik bir esik degeri (0.5 gibi) verildiginde neredeyse tiim 6zelliklerin se¢ildigi,

ancak 1.5 ve daha yiiksek bir deger verildiginde higbir 6zelligin se¢ilmedigi gdzlenmistir.

8. En yiiksek giiven ve ayrilma degerine sahip olanlardan en diisiik degere dogru siralanir.

9. Her bir veri seti kiimesi i¢in bulunan 6zellikler, bir liste igerisine eklenir.

10. Ozelliklerin bir kez kullanildig1 tespit edildiginde, bu 6zellikler liste icerisine yazilir.
Boylece, kullanilacak olan 6zelliklerin listesi olusturulur.

11. Geriye kalan boliinmiis veri setinin 9 tanesine de bu islem adimlar1 uygulanir.

12. Liste igerisinde bulunan se¢ilmis Ozellikler, bir dongii igerisinde c¢alistirilarak
kullanilmis olan tiim 6zellikler belirlenir.

13. Bu dongii, tim secilmis oOzellikler i¢in tekrarlanir ve en iyi performans saglayan
ozelliklerin belirlendigi bir sonug listesi olusturulur.

Her bir veri seti kiimesinde kullanilan 6zellikler listelenir. Bu listede yer alan 6zellikler,
sonugta kullanilacak olan 6zellik listesini olusturur. Yani, her bir bélme i¢in kullanilan

Ozelliklerin birlesimi sonucunda nihai liste olusturulur.

14. Secilmis 6zellikler kullanilarak, siniflandirma algoritmalari ¢aligtirilir.

4.1.2. Karsihikh bilgi 6zellik secimi

Karsilikli bilgi fonksiyonu, bir 6zellik ile hedef arasindaki bagi olgerek 6zellik segimi
isleminde kullanilir. Bu fonksiyon, 6zelligin hedefle ne kadar gii¢lii bir iliskisi oldugunu
Olcer ve giiglii iliskiye sahip olanlar listeleyerek secer. Karsilikli bilgi fonksiyonu tarafindan
hesaplanan degerler ne kadar yiiksekse, o Ozelliklerle hedef arasindaki iligki o kadar
glicliidiir. Bu nedenle, oOncelikli olarak kullanilan 6zellikler standart Olgekleyici
(StandartScaler) kullanilarak standart hale getirilir. Standart hale getirilen egitim verisi
karsilikl1 bilgi fonksiyonundan gegirilir ve iliski giicii degerlendirilir. Ozelliklere atanmig

olan degerler biiylikten kii¢iige dogru siralanarak listelenir. Karsilikli bilgi yaklagimi ise iki
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rastgele degisken arasindaki bilgi miktarini 6lger ve giris ve ¢ikis arasindaki iligkiyi ifade
eder. Bu yaklasim, 6zellik se¢imi siirecinde kullanilarak, 6zelliklerin hedefle olan iligkisini
degerlendirmeye yardimec1 olur. Ozelliklerin siralanmasi, karsilikli bilgi degerlerine
dayanarak yapilir, boylece daha yiiksek karsilikli bilgi degerine sahip olan oOzellikler

oncelikli olarak segilir.

Karsilikl bilgi 6zellik se¢cimi yonteminde 6zelliklerin standart hale getirilmesi sonucunda
elde edilen grafik EK-1 olarak EKLER boliimiinde sunulmustur. SelectKBest fonksiyonu
kullanilarak mutual_info_classif yontemiyle istenilen degisken sayisi kadar anlamli ¢ikt
degiskeni secilir. En yliksek degere sahip olan 40 adet 6zellik secilir. Segilemeyen 6zellikler,
ilk veri setinden c¢ikarilarak yeni bir veri seti olusturulur ve bu veri seti siniflandirma

calismalarinda kullanilir.

4.1.3. Varyans esik degeri ile 6zellik secimi

Varyans esigi, veri setindeki diisiik varyansh 6zellikleri filtreleyerek modelleme siirecinde
kullanilmayan &zellikleri kaldirmak igin bir kullanilan tekniktir. Bu yontem, ¢iktilar (y)
yerine sadece oOzellikler (x) tlizerinde durur ve bu nedenle denetimsiz 0grenme igin

kullanilabilir.

e Varyans esigi = 0 ise (sabit 6zellikleri kaldirir)
e Varyans esigi> 0 ise (yari1 sabit 6zellikleri kaldirir)

Farkli esik degerleri olan 0.1, 0.2, 0.3, 0.25 ve 0.05 uygulanir. Bu esik degerleri, secilecek
ozellik sayisini etkiler. Segilen oOzellik sayilari, Cizelge 4.1'de gosterilmektedir.

Uygulamalarda, ortalama bir 6zellik sayis1 segilecegi igin 0.1 esik degeri kullanilmistir.

Cizelge 4.1. Varyans esik degerine gore secilen 6zellikler

Esik Degeri Secilen Ozellik Sayisi Cikarilan Ozellik Sayist
0.3 23 34
0.25 27 30
0.2 30 27
0.1 41 16
0.075 48 9
0.05 54 3
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Esik degeri kiiciildiikce, ¢alisilmak istenen &zellik sayisinin arttig1 gdzlemlenir. Ozellik
sayist lizerinde neredeyse ayni etkiye sahip olan 0.075 ve 0.05 degerleri arasinda benzer
Ozellik sayis1 goriliir. Bu elde edilen 6zelliklerle yapilan denemelerde LSVM ve DT
algoritmalarinda yiiksek dalgalanmalarin oldugu gézlemlenmistir. 0.05 degeri verildiginde

neredeyse tiim 6zellikler se¢ilmistir.

Esik degeri artirlldiginda ¢alisilacak 6zellik sayisi azalir. Her bir deger i¢in elde edilen
ozellikler ayr1 ayr1 siniflandirma algoritmalarina gonderildiginde, sonuglarin neredeyse ayni
oldugu goriilmiistiir. Farkin ¢ok biiyiik olmamasina ragmen, en iyi sonuglarin 0.1 degeriyle

elde edildigi gdzlenmistir.

4.1.4. Korelasyon ozellik se¢imi

Korelasyon 6zellik se¢imi, spam e-postalari tespit etmek i¢in kullanilan bir yontemdir. Bu
yontem, spam e-postalar1 belirlemek i¢in dnemli olan ve birbiriyle gii¢lii bir iliskiye sahip
olan oOzellikleri se¢gmeyi amaglar. Korelasyon o6zellik se¢imi, spam e-posta
siniflandirmasinda kullanilan 06zellikler arasindaki iligkiyi degerlendirerek, en etkili
ozellikleri segmeye yardimei olur. Bu sayede, spam e-postalarit dogru bir sekilde tespit etmek

i¢cin en uygun 6zelliklerin se¢ilmesine olanak saglar.

Diisiik oranda iligkili olan 6zelliklerin veri setinden c¢ikarilarak yapilan 6zellik segimi,
yuksek oranda birbirleriyle iligkili olan 6zelliklerin seg¢ilmesini saglar. Geriye kalan
ozelliklerle siniflandirma ¢aligsmalari yapilir. iliskiyi belirlemek icin esik degeri bu siirecte
de kullanilir. Cizelge 4.2'de, verilen korelasyon esik degeriyle secilen 6zelliklerin sayisal

degerleri listelenir.

Esik degerinin biiyiikliigiine bagli olarak segilen 6zellik sayisinda degisiklikler goézlenir.
Elde edilen ozellikler, smiflandirma algoritmalarina gdnderilerek performans
karsilastirmalar1 yapilmistir. 0.1 esik degeriyle secilen 43 6zelligin oldugu g¢alismanin
basarili oldugu goriilmiistiir. LSVM algoritmasiyla diger esik degerleriyle elde edilen
ozelliklerle yapilan siniflandirmada daha fazla dalgalanma oldugu gézlemlenmistir. Ancak

0.1 esik degerinde dalgalanmanin az oldugu ve sonuglarin daha iyi oldugu tespit edilmistir.
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Cizelge 4.2. Korelasyon esik degerine gore segilen ozellikler

Esik Degeri Secilen Ozellik Sayisi Cikarilan Ozellik Sayist

0.5 9 48
0.3 19 38
0.25 21 36
0.2 26 31
0.15 34 23
0.1 43 14
0.05 52

0.01 56 1

Her bir 6zelligin birbiriyle olan iliskisini gosteren grafik EKLER boliimiinde EK-2 olarak
sunulmustur. Yiiksek korelasyona sahip ozellikler, genellikle birbirleriyle dogrusal bir
sekilde iligkilidir. Bu durumda, bu 6zelliklerden biri, digerlerinin iizerinde benzer bir etkiye
sahip olacaktir. Ornegin, iki 6zelligin arasinda yiiksek bir pozitif korelasyon varsa, bir
ozelligin degeri arttiginda diger ozelligin degeri de genellikle artar. Bu durumda, bu iki

0zellik arasinda yiiksek bir iliski oldugu sdylenebilir.

Yiiksek korelasyona sahip Ozelliklerin birbirlerine benzer bilgi sagladigi diisiiniilebilir.
Ozellikler arasinda bu yiiksek iliski nedeniyle, bu dzelliklerin hepsini kullanmak, gereksiz
tekrarlamalara veya fazla bilgiye neden olabilir. Bu durumda, bilgi kaybin1 minimize etmek
ve gereksiz karmasikli1 azaltmak amaciyla, bu yiiksek korelasyona sahip ozelliklerden
sadece bir tanesi secilebilir veya ¢ikarilabilir. Boylece, modelin daha az sayida 6zellikle daha
iyi bir performans elde etmesi miimkiin olabilir. Ozellik seg¢imi bu nedenle, yiiksek
korelasyona sahip ozelliklerin tespiti ve gereksiz olanlarin elenmesi agisindan dnemli bir

adimdir.

4.1.5. Genetik algoritma ile ozellik se¢imi

Optimum ¢6ziime ulasmak ve gereksiz zaman kaybini 6nlemek amaciyla, giiniimiizde
problemlerin ¢dziimiinde makine Ogrenimi algoritmalarinin yani sira metasezgisel
algoritmalarmn kullanim1 giderek yayginlasmaktadir. Ozellikle, karmagik veya cok boyutlu
problemlerle karsilasildiginda veya bir problemin optimum ¢oziimiine ulagsmak icin
gereginden fazla zaman harcanmasi durumunda, metasezgisel yaklasimlarin kullanilmasi

onem kazanmaktadir.



68

Genetik algoritma, dogal secilim siirecinden esinlenerek gelistirilen evrimsel yaklasimlardan
biridir. Biyolojiden ilham alan mutasyon, ¢aprazlama ve secilim adimlarindan olusur. Bu
adimlar, optimum sonuca ulagmak i¢in en iyi bireyleri bulmay1 hedefleyen bir islem dizinini
temsil eder. Genetik algoritma, Spambase veri setine uygulanarak ii¢ farkli mutasyon
orantyla ¢alismalar gerceklestirilmistir. Bu sekilde, en uygun sonuglari elde etmek i¢in farkli

mutasyon stratejileri denenebilir.

Genetik algoritma, 6zellik se¢imi i¢in kullanildiginda {i¢ adimda gerceklestirilen islemleri
igerir: Se¢im, ¢aprazlama ve mutasyon. Spambase veri setinde, her iterasyonda gelecek
neslin genetik operatorler araciligiyla olusturulacagi varsayilir. Bu baglamda, 57 6zellik gen
olarak kabul edilir ve bu genlerle 20 kisilik bir popiilasyon olusturulur. Genetik algoritma
kullanilarak 6zellik se¢imi calismasi, 100 adet nesil iizerinde gergeklestirilir. En uygun
ozellik se¢imi i¢in N tekrarlama yapilarak en iyi birey listesi olusturulur, bu liste N adet
secilmis Ozelligi igerir. Segilen 6zellikler, dongiiye aktarilarak her bir birey siniflandirma
algoritmalarina gonderilir. Boylece N adet dogruluk, kesinlik, duyarlilik ve f1-skor bagarim
degeri elde edilir. Sonuclar1 gorsellestirmek ve analiz etmek icin en iyi, en kotii, medyan,
ortalama ve standart sapma karsilastirma fonksiyonlari kullanilarak sonug tablosu
olusturulur. Bu tabloda en iyi degerler sunulmaktadir. Algoritma igerisinde kullanilan

parametreler Cizelge 4.3’te verilmistir.

Cizelge 4.3. Genetik algoritmada kullanilan parametreler

Parametre Adi

Parametre Degeri

Gen sayist

F=57 (6zellik say1s1)

Nesil (Jenerasyon)

100

Popiilasyon 20

Secim tiirii Caprazlama
Turnuva Ol¢iisii 9

Algoritma dgrenme siras1 (epoch) 10

Mutasyon orani %01, %1, %20
Caprazlama %25

Uygunluk fonksiyonu

Rastgele orman regresyon

Onaylama (elitizm)

Dogru
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|
y

Gen sayisi=F=57
Nesil sayisi=100
Mutasyon orani=%o1
Deney sayisi=10
Tunuva sayIsi=9

Ozelik listesini al

NI L) siniflandirmaya gonder

mi?

Evets-

Hayir
Y

Gen degerlerine rastgele 0/1 ata
Baslangi¢ popiilasyonu olustur (20 birey)

Depeoda bulunan en iyi
degere sahip bireyi dzellik

sayisl tamamlandi Evets-

Yeni jenerasyona ait
bireylerden en iyi uygunluk
degerine sahip olan bireyi

listeye al

A

Yeni jenerasyon
populasyonu

Hayir

Mutasyonua
ugrayacak mi?

Evet

Mutasyona ugrat

Sekil 4.1. Genetik algoritmasinin akis diyagrami

listesi olarak farkl bir depoya

"
bt ata

Hayir
Y

Populasyonda her bireyin uygunluk
degerini hesapla ve sirala

A

Popiilasyonun ilk elemanini yeni nesilin ilk elemani yap
Geriye kalan 19 bireyden hirini rastgele yeni neslin ikinci
elemani olarak ata

I
Y

18 bireyin
belirlenmesi icin turnuvay!
tamamladin mi?

20 bireyden rastgele 5 tanesini se¢
5 bireyden 2 tanesini caprazlamaya génder

{

Caprazlama

‘ Yeni bireyleri yeni
‘ jenerasyonun popilasyon

listesine ekle

Sekil 4.1 de verilen akis diyagraminin ¢alisma adimlari asagida sunulmaktadir.
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Baslangig:

1. Ogzellikler gen olarak islenir, Spambase veri setindeki dzellik sayisi (F) kullanilir.

2. Rastgele 0/1 degerleriyle 6zellik sayis1 kadar birey olusturularak baslangic popiilasyonu
olusturulur (20 birey).

3. Baslangi¢ popiilasyonu, 100 nesil sayis1 ve %01 mutasyon oraniyla genetik algoritma
fonksiyonuna gonderilir.

4, Uygunluk fonksiyonu kullanilarak popiilasyon uygunluk degerleri hesaplanir ve
basarilidan basarisiza dogru siralanir.

5. Uygunluk fonksiyonunda Rastgele Orman Regresyon algoritmasi kullanilarak tahminler
yapilir. Bu tahmini degerleri ile test siniflandirict kullanilarak ortalama kare hata
yontemi ile uygunluk degeri dondiiriilir.

6. Mevcut popiilasyon ve mutasyon orani yeni popiilasyonu belirleyecek olan fonksiyona
gonderilir.

7. Mevcut popiilasyonun en iyi bireyi yeni popiilasyonun ilk elemani olarak eklenir
(elitizm).

8. Geriye kalan 19 bireyden bir tanesi rastgele segilerek yeni jenerasyona eklenir.

Secim:

9. Mevcut popiilasyon 9 turnuva i¢in ¢aprazlamaya gonderilir.

10. Turnuva fonksiyonunda mevcut popiilasyondan rastgele olarak 5 birey segilir ve
siralanir.

11. Secilen bireylerin genleri ve uygunluk fonksiyonlar: turnuva tiye listesine eklenir.

12. Segcilen bireylerin uygunluk degerleri toplanir.

13. Her bireyin uygunluk degeri, toplanan uygunluk degerine bdliinerek olasiliklar
hesaplanir.

14. Rastgele olarak 2 adet deger secilir ve bu siradaki turnuva iiyeleri ¢aprazlamaya
gondertilir.

Caprazlama:

15. Caprazlama noktas1 belirlenir ve tek noktali caprazlama yapilir.

16. Caprazlama noktasindan 6nce genler degistirilmez, noktadan sonra gen degisimi yapilir.
17. Yeni bireyler yeni popiilasyon listesine eklenir.

18. 9 turnuva yapilir ¢linkii toplamda 20 kisilik popiilasyon olusturulmak istenir.

Mutasyon:

19. Yeni popiilasyonda mutasyon yapilip yapilmayacagi kontrol edilir.

20. Mutasyona ugramamis bireyler dongiiye devam eder, mutasyon ugramayanlar iizerinde
degisiklik yapilmaz.

21. %01 oraninda mutasyona ugrayacaksa, rastgele bir mutasyon noktasi belirlenir.

22. Belirlenen noktadaki gen degeri 0 ise 1'e, 1 ise 0'a doniistiiriilerek tek noktali mutasyon
uygulanir.
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Yeni nesil:

23.
24.

25.

26.

27.
28.

Birinci nesil i¢in iglemler tamamlanir ve yeni mevcut popiilasyon bulunur.

Ikinci nesil baslar ve uygunluk fonksiyonuna génderilerek yeni mevcut liste olusturulur.
Ik eleman ikinci jenerasyonun baslangi¢ noktasi olarak segilir. Bu islemler 100 kez
tekrarlanir (100 jenerasyon).

Jenerasyon sayis1 100 oldugunda, en iyi uygunluk degerine sahip jenerasyon sayisi kadar
birey ve uygunluk degeri bir listede toplanir. Sonuglar genetik algoritma fonksiyonundan
dondiirtiliir.

Uygunluk degeri artan jenerasyonlardan maksimum puana sahip olan segilir ve %ol
mutasyon yapilarak elde edilen sonuglar listesine eklenir. Maksimum uygunluk degere
sahip bireyin genleri (6zellikleri), siniflandirma algoritmalarinda kullanilmak iizere
Excel'e kaydedilir.

N tekrarlamada maksimum uygunluk degere sahip bireyler listelenir.

Calismada mutasyon oraninin etkisi incelenmektedir. Bu islemler %1 ve %20 mutasyon
oranlari i¢in tekrarlanir.

Cizelge 4.4. %01 mutasyon ile elde edilen degerler

No Uygunluk Degerleri Secilen Ozellik Sayisi Cikarilan Ozellik Sayist
1. 475,5288 32 25
2. 4742168 34 23
3. 481,7323 34 23
4. 458,3839 31 26
S. 493,3355 32 25
6. 472,8064 33 24
7. 477,9603 33 24
8. 4578911 32 25
9. 466,6951 31 26
10. 472,0603 32 25

Ort. 473,0611 32,4 24,6

Cizelge 4.4'te verilen durumda, mutasyon orant %ol oldugunda uygunluk degeri ve

secilen/cikarilan 6zellik sayilar1 incelenmistir. Bu durumda, segilen 6zellik sayilartyla

secilmeyen Ozellik sayilar1 birbirine yakin olmustur, neredeyse yar1 yartya ayrilmiglardir.

Uygunluk degerleri dalgalanmalara sahiptir. Bunun sebebi, genetik algoritmanin farkli

jenerasyonlarda farkli performans sergiledigini gosterir. Bu dalgalanmalar, her jenerasyonda

genetik ¢aprazlama ve mutasyon islemlerinin rastgelelik icermesinden kaynaklanir. Bazi

jenerasyonlarda uygunluk degerleri artarken, digerlerinde azalabilir. Bu dalgalanmalar,

genetik algoritmanin ¢oziim alaninda kesif ve iyilestirme arasinda denge kurmasini saglar.
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Cizelge 4.5. %1 mutasyon ile elde edilen degerler

No Uygunluk Degerleri Secilen Ozellik Sayisi Cikarilan Ozellik Sayist
1. 480,5824 33 24
2. 464,8776 29 28
3. 474,1999 34 23
4. 473,5878 28 29
S. 492 5529 27 30
6. 476,5249 32 25
7. 468,8077 34 23
8. 468,8844 35 22
9. 490,3589 35 22
10. 481,532 30 27

Ort. 477,1909 31,7 25,3

Mutasyon oraninin %1 oldugu durumda uygunluk degeri, se¢ilen 6zellik sayisi ve ¢ikarilan

ozellik sayisi Cizelge 4.5'te verilmistir. %1 mutasyon uygulandiginda secilen o6zellik

sayisinda daha az dalgalanma oldugu goriilmektedir. Ancak, uygunluk degerinde hala

dalgalanma mevcuttur. Ortalama uygunluk degeri, %0l mutasyona gore daha iyi sonuglar

gostermistir.

Cizelge 4.6. %20 mutasyon ile elde edilen degerler

No Uygunluk Degerleri Secilen Ozellik Sayisi Cikarilan Ozellik Sayist
1. 494,4605 32 25
2. 493,9062 35 22
3. 482,1204 238 29
4. 492,2366 33 24
5. 520,0735 238 29
6. 484,3884 34 23
7. 485,3187 35 22
8. 491,2737 35 22
9. 493,4381 28 29
10. 482,0974 36 21

Ort. 491,9314 32,4 24,6

Cizelge 4.6'da, mutasyon oranmin %20 oldugu durumda uygunluk degeri, segilen 6zellik

say1s1 ve ¢ikarilan 6zellik sayist verilmistir. %20 mutasyon ile se¢ilen 6zellik sayisinda daha

fazla dalgalanma oldugu goriilmektedir. Ayrica, secilen Ozellik sayisinin arttigi da

gozlemlenmektedir. Uygunluk degerleri artmis ve diger iki senaryoya gore daha iyi sonuglar

elde edilmistir. Ortalama degerin de arttig1 gdzlemlenmektedir.

Cizelge 4.4, 4.5 ve 4.6'de sunulan tablolarda, farkli senaryolara gore hesaplanan uygunluk
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degerleri goriilmektedir. Bu tablolardan anlasildigi iizere, mutasyon olasiligi arttikca
uygunluk degerlerinde bir artis gdzlemlenmektedir. Ozellikle %20 mutasyon oraninin en
yuksek ortalama uygunluk degerine sahip oldugu belirlenmistir. Bununla birlikte, seg¢ilen

Ozelliklerin sayis1 her ¢alismada farklilik gostermektedir.

Ozellik segim calismasinda, mutasyon oraninin degisimiyle sonuglar etkilenmektedir. Farkls
mutasyon oranlar1 kullanildiginda, segilen 6zellik sayis1 dalgalanmalar gostermistir. Bu da

mutasyon oraninin 6zellik se¢im ¢alismasinin sonucunu etkiledigini gdstermektedir.

4.1.6. Karinca koloni optimizasyonu ile 6zellik secimi

Hayvan davranislarindan esinlenerek gelistirilen ¢aligmalar, problemlere ¢oziim arayisinda
sik¢a kullanilmaktadir. Bu ¢alismalardan biri siirli zekasi temelli yontemlerdir, bu yontemler
biyolojiden ilham alarak gelistirilmektedir [141]. Bu yontemlerin problemleri ¢ézme

potansiyeli, bazi ¢aligmalarda gosterilmistir [142].

Karinca koloni optimizasyonu, 6zellik se¢cimi yontemlerinde yaygin olarak kullanilan bir
yaklasimdir. ACO' nun kiiresel arama yetenekleri, bu yontemin Ozellik se¢imi
problemlerinde etkili olmasini saglar. Ayrica, ACO genellikle diisiik boyutlu veri setlerine
sahip problemler {izerinde kolaylikla uygulanabilir. Bu durumun sebebi, 6zellik se¢imi
probleminde arama uzaymin biiylikligli nedeniyle uygun ozellik listesini bulmanin

zorlagsmasidir.

Karinca kolonilerindeki yiyecek arama davranisi esas alinarak ACO, problemlere uyarlanir.
Bu uyarlamada, yapay karincalar kullanilir ve feromon giincelleme formiiliiyle bir sonraki
karincanin secgecegi yol belirlenir. Her bir karinca, gidecegi yolu rastgele secer ve her bir
ozellik, ulasilacak yiyecek hedefi olarak kabul edilir. Karincalarin uygunluk degerleri
hesaplanir ve en iyi uygunluk degerine sahip olan karincanin sectigi 6zellikler, kullanilacak
ozellik listesini olusturur. Karincalarin feromonlar1 giincellenerek tekrar gidecekleri

giizergahlar belirlenir ve bu sekilde ACO iteratif bir siirecle caligir.

ACO da kullanilan parametreler, Cizelge 4.7 ile gosterilmektedir. Deneylerin bir pargasi
olarak, uygunluk degerlerine gore en iyi 6zellik listesi belirlenir ve goriintiilenir. Deneyde

belirlenen tekrarlama sayisi 50 olarak sec¢ilmistir ve bu sayiya ulagsmak i¢in denemeler
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gerceklestirilmistir.  Karinca sayisinin  artirllmasinin - ¢oziimde iyilesme sagladigi
gozlemlendiginden, karinca sayist 100 olarak belirlenmistir. Buharlasma orani ise 0,05
olarak kullanilmistir. Bu parametrelerin se¢imi, ACO’ nun performansi ve sonuglari

tizerinde etkili olmustur.

Cizelge 4.7. Karinca koloni optimizasyonunda kullanilan parametreler

Parametre Adi Parametre Degeri  Aciklama
Deney sayisi (iterasyon-N) 10 Algoritmanin dongii sayisi
Epoch 50 Bir deney igerisindeki 6grenme sirasi
Baslangi¢ feromon matrisi  F*F*4 F=57 (6zellik say1s1)
Karinca sayis1 (K) 100 Algoritma igerisinde kullanilacak olan
karinca sayisidir.
Maksimum 6l¢ek 0.9 scaleMax
Minimum 6l¢ek 0.1 scaleMin
Alfa (o) 1 Feromon izinin etkisi
(Somiirti dengesi faktorii)
Beta (B) 0.2 Sezgisel bilgi degeri (kesif dengesi faktorii)
Lambda (A) 0.005 Dogrulugu en st diizeye ¢ikarirken segilen

ozellik sayisini en aza indirgemek i¢in
amag islevini degistiren parametredir.

P1 0.75 Sezgisel yontemin secildigi olasilik
P2 0.1 Sezgisel yontemin secildigi olasilik
Uygunluk fonksiyonu Rastgele orman smiflandirici

Buharlagma 0.05 Feromon buharlagsma orani
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Basla

Veri seti
Ozellik sayisi=F=57
Deney Sayisi=10
Ogrenim sirasi=50
Karinca say1s=100

\

‘ Ozellikleri standartlastir ’

FxFx4 baslanfi¢ feromon matrisi olustur

Y

Deney sayis!
tamamlandi mi?

Her deneyde elde edilen ézelik listesini

Evet=p siniflandirma algoritmalarina génder

Hayir
Ogrenim Hafizada bulunan en yiiksek
> sayis| tamamlandi Evet——ip-| performansa sahip karincanin
mi? gitmis oldugu dugim listesi

Hayir

Depoda tutulan karincayi ve ona ait olan

Karincalarin
Evets| durumu 1 olan dugtmlerle yeni liste olustur

tamami 6zellikleri
gezdi mi?

Dugdmlerin tamamini
sadece bir kez gez ~g=Hayr

Durumlarina rastgele 0/1 ata Karicalara ait uygunluk durumlarini hesapla

|
: 1 y
: En iyi uygunluk puanina sahip
Karincayl ve gezmis
oldugu dugum listesini ata / kanncay! hazfizaya al
Ozellik durumlarnni tut ‘

Performans puan listesi
Karincalarin ziyaret ettigi digum listesi
Ziyaretlerdeki dugumlerin durum listesi

[ Feromon giincelleme

Sekil 4.2. Karinca koloni optimizasyonu akis diyagrami

Algoritmaya ait akis diyagrami Sekil 4.2 ile verilmistir. Calismanin adimlar1 asagida

sunulmustur.

Baslangig:

1. Veri seti ¢agrilir.
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2. Ozellikler standartlastirilir: Ortalamasi kaldirilir ve birim varyansa gore dlgeklendirilir.

3. Ozelliklerin say1s1 (F) belirlenir.

4. Verilen ozelliklerle baslangic feromon matrisi olusturmak i¢in ilgili fonksiyona
gonderilir. FxF ol¢iilii 4 adet matris olusturmak i¢in dongiiye gonderilir.

5. Sezgisel onemin kimden kime olacagimi belirten 4 adet matris, bulussal (heuristic)
fonksiyonuna gonderilir.

6. Sonug olarak donen feromon matrisi, minimum Ol¢ek (scaleMin) ve maksimum 6lgek
(scaleMax) degerleriyle skala fonksiyonuna génderilir.

7. Olgekli matris geriye dondiiriiliir ve baslangi¢ feromon tanimlanmis olur.

Secim:

8. Belirlenen dongii sayisinca ¢alismak tizere ACO fonksiyonu ¢agrilir.

9. Ozellik says1, karinca sayis1 ve feromon matrisi girdileri alinur.

10. Her karincanin bir 6zellige gitmesi saglanir ve gitmis oldugu 6zellik listeden ¢ikarilir.
Sonraki 6zellik se¢imi i¢in yeni liste olusturulur. Her bir karinca, tiim 6zelliklere gidene
kadar bu dongii devam eder. Her karincanin gitmis oldugu 6zellik sira listesi kaydedilir.

11. ACO fonksiyonuna, karincalarin hangi siralamayla 6zellikleri gezdigini gosteren liste ve
bu siralama durumunu igeren bilgiler gonderilir.

12. Her bir karincanin sectigi 6zellik listesini 6grenebilmek igin karinca sayisi kadar bir
dongii baglatilir.

13. Bu karincalarin gitmis olduklar1 6zellik listesinden, durumu 1 olan 6zellikler segilerek
yeni bir 6zellik listesi olusturulur.

14. Rastgele orman siniflandirict ile dogruluk degeri hesaplanir onun ortalamasi performans
puanini verir. Karinca sayis1 kadar performans puan elde edilir ve en iyi performansa
sahip olan karinca hafizaya alinir.

15. Performans puan listesi, karincalar tarafindan ziyaret edilen diigtimlerin (6zelliklerin) ve

durumlarinin listesi feromon giincelleme fonksiyonuna gonderilir.

Feromon giincelleme ve sonug:

16.
17.

18.

19.

20.

Alinan degerlerle feromon matrisi giincellenir.

Giincellenen feromon matrisi, scaleMin ve scaleMax degerleriyle skala fonksiyonuna
gonderilir. Adim S'e gecilir ve deney sayisinda belirlenen tekrarlama sayisi1 kadar
calismaya devam edilir.

Hafizada tutulan en iyi performans degeri ile yeni tekrarlanan performans degerleri
karsilagtirilir. Yeni en iyi deger bulundugunda hafizada tutulan karinca bilgisi
giincellenir.

Ogrenim siras1 olarak 50 belirlenmistir. 50 tekrarlamanin sonunda en iyi performans
puanina sahip karincanin bilgiler hafizada tutulur.

Deney sayisi olarak 10 belirlenmistir. En iyi performansa sahip 10 adet karincanin segtigi
Ozellik listesi elde edilir. Smiflandirma algoritmalarina gonderilerek ¢alisma
tamamlanir.
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Cizelge 4.8. Karinca koloni optimizasyonu ile elde edilen degerleri

No Uygunluk Degerleri Secilen Ozellik Sayisi Cikarilan Ozellik Sayist
1. 0.924794 36 21
2. 0.925014 35 22
3. 0.928056 41 16
4. 0.924146 40 17
5. 0.927187 38 19
6. 0.925882 39 18
7. 0.932184 40 17
8. 0.923490 39 18
9. 0.927186 41 16
10. 0.916319 37 20
Ort - 38,6 18,4

Karinca koloni optimizasyonu calistirilir ve en iyi degerlere sahip olan karincalarin ziyaret
ettigi 6zellikler hafizaya alinir. Ardindan, N adet segilen 6zellik ve bu 6zelliklerle elde edilen
uygunluk degerleri belirlenir. Bu uygunluk degerleri ile secilen 6zellik sayisini belirten
tablo, Cizelge 4.8'de sunulmustur. Karinca koloni optimizasyonu algoritmasinin 6zellik
secimindeki 6nemi, elde edilen sonuglarda goriilmektedir. Algoritmanin kullanilmasiyla
elde edilen uygunluk degerleri daha yiiksek gelmis ve daha fazla sayida 6zellik secilmistir.
Bu durum, karinca koloni algoritmasinin etkili bir sekilde 6zellikleri kesfederek daha iyi

performans sagladigin1 gostermektedir.

4.2. Ozellik Se¢imi ile Smiflandirma Cahsmasi

Secilen ozellikler, filtreleme ve sarmal yontemlerin performanslarini analiz etmek amaciyla
simiflandirma algoritmalarina gonderilir. Bu o6zellikler, makine 6grenimi algoritmalari
tarafindan kolayca temsil edilebilecek bir formatta sunulmaktadir. Literatlirde farkli makine
O0grenimi algoritmalar1 siniflandirma caligmalarinda kullanilmaktadir. Mevcut ¢aligsmalar,
makine Ogrenimi yaklagimlarinin elde edilen sonuglari hala iyilestirmesi gerektigini

gostermektedir [69] [74].

Veri siniflandirmasi, iki asamali bir siire¢ olan 6grenme ve siniflandirma adimlarini igerir.
Bu siirecte, makine 6grenimi algoritmalar1 kullanilarak veri kiimelerinin hangi sinifa ait
oldugu tahmin edilir [143]. Birgok farkli makine Ogrenimi algoritmasi mevcuttur ve
simiflandirma islemlerinde yardimci olurlar. Farkli algoritmalarin kullanilmasinin nedeni,
hibrit ¢aligmalarla yiiksek performansa ulasmanin hangi algoritmalarla miimkiin oldugunu

belirleyebilmektir. Bu sekilde, her algoritmanin farkli o6zellikleri ve yaklagimlari
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birlestirilerek daha genis bir ¢6ziim alan1 kesfedilebilir ve daha yiiksek performans elde
edilebilir.

Makine 6grenimi siniflandiricilarinda genellikle kullanici tarafindan belirlenen parametreler
kullanilir. KNN ve DNN algoritmalarinda farkli parametreler denenerek sonuca ulasilmistir.
Diger algoritmalarda Python'un Jupyter platformunda bulunan siiflandirici kiitiiphaneleri
kullanilmaktadir. Tez ¢alismasi kapsaminda 6zellik se¢imi performans degerlendirilebilmesi

amaciyla varsayilan parametreler kullanilmistir.

DNN siniflandiricisi, ¢oklu parametreler igerir ve calisma sirasinda gesitli parametreler
tanimlanir. En iyi sonucu veren parametreler hafizaya alinir ve elde edilen degerler
kullanilarak siniflandirma caligmalar1 gerceklestirilir. Bu sekilde, DNN siniflandiricisi igin

en etkili parametre kombinasyonu belirlenir ve daha iyi performans elde edilir.

Veri seti, egitim ve test veri setleri olarak ayrilmistir. Bu ayrilma iglemi %20 test verisi ve
%80 egitim verisi oraninda gerceklestirilmistir. Python, her ¢alistirmada farkli noktalardan
bolme islemini yapmaktadir. Bu nedenle rastgele sayilar farkl siralarda tiretilir. Ancak, her
calistirmada ayn1 egitim ve test veri setlerini kullanmak icin random_state=42 sabit degeri
belirlenmistir. Bu yaklasim sayesinde, her test islemi sirasinda ayni1 egitim ve test veri setleri
kullanilarak sonuglarin karsilastirilmasi saglanmistir. Bu tutarhilik, farkli parametrelerin
veya algoritmalarin performansini dogru bir sekilde degerlendirmemize olanak tanir. Ayrica,
ayn1 veri seti lizerinde tekrarlanan deneyler yaparak sonuglarin giivenilirligini artirabiliriz

ve elde ettigimiz sonuglar1 daha iyi yorumlayabiliriz.

4.2.1. Lojistik regresyon ile stmmflandirma ¢alismasi

Makine Ogrenimi algoritmalar1 arasindan ilk olarak gerceklestirilen, lojistik regresyon
algoritmasidir. LR, bagimli yanit degiskenini veya daha fazla Ongoriicii degiskeni
tanimlayan verileri analiz etmek i¢in kullanilan bir veri madenciligi yontemidir. Bu
algoritma, kategorik veya numerik verilerden olusan ve genellikle iki veya daha fazla sinifa
ayrilan verilerin siniflandirilmasinda kullanilir [144]. Calisma kapsaminda, LR algoritmasi
ham/spam siniflandirmasi amaciyla kullanilmigtir. Bu sayede, metin verilerinin spam veya

ham kategorilerine dogru bir sekilde siniflandirilmasi hedeflenmistir.
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Lojistik regresyon algoritmasi kullanilarak gerceklestirilen spam smiflandirmasi
calismasinda elde edilen sonucglar genel olarak basarilidir. Bu algoritma, ham/spam
siniflandirmasi i¢in kullanilmis ve en iyi sonuglarin kesinlik metrigi lizerinde elde edildigi

gozlenmistir.

Sekil 4.3'e gore, elde edilen en basarili sonuglarin neredeyse tamaminda kesinlik metriginin
one c¢iktig1 goézlemlenmektedir. ACO algoritmasiyla secilen 6zelliklerin kullanildigi
durumda, %93,33 kesinlik metrigiyle en iyi sonucun elde edildigi goriilmektedir. Ote
yandan, dogruluk ve fl-skor metriklerinde ozellik secimi yapilmadan ve korelasyon
kullanilarak yapilan 6zellik seciminin basarili sonuclar verdigi gozlenmektedir. GA ile
denenen farkli mutasyon oranlarinda dalgalanmalar goriilmektedir, ancak %20 mutasyon

orantyla sonuglarin iyilestigi gdzlenmistir.

Lojistik regresyon
W Dogruluk Kesinlik ® Duyarliik ® F1-skor

96
94
92
9

0
88
86
84
82
80
78
76

0S GA%ol GA%1 GA%20 ACO ARM MIFS VT
Sekil 4.3. Lojistik regresyon basarim degerlendirme

4.2.2. Rastgele orman ile simiflandirma ¢alismasi

Rastgele orman, birden fazla karar agaci algoritmasi kullanarak calisan bir topluluk
siniflandiricidir. Tiim agaclarin ¢ogunluk oyu kullanilarak bilinmeyen degerlere simif
atamasi yapilir. Bu yontemde herhangi bir agacin tek basina optimal olmadigi, ancak bir¢ok

agacin bir araya gelerek kiiresel optimuma ulasmada yardimci oldugu goézlenir [145].

Rastgele orman algoritmasi kullanilarak gergeklestirilen spam siniflandirmasi ¢alismasinda,

genel olarak yiiksek bir kesinlik metrigi elde edilmistir. Bu algoritma, birden fazla karar
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agacmi kullanarak spam ve ham e-postalar1 simiflandirmada etkili olmustur. Topluluk
smiflandirict olarak calisan rastgele orman, her bir agacin tahminlerini ¢gogunluk oyuyla
birlestirerek son bir sinif atamaktadir. Bu sayede, herhangi bir agacin tek basina optimal
olmasa da bir¢ok agacin bir araya gelmesiyle daha giivenilir bir siniflandirma sonucu elde

edilmistir.

Sekil 4.4'teki grafikten genel olarak kesinlik metriginin iyi sonuclar elde edildigi
goriilmektedir. ACO algoritmas: ile segilen oOzelliklerin kullanildigi rastgele orman
algoritmasinin performansinda %92,52 kesinlik degeri elde edildigi gozlemlenmektedir.
Dogruluk metrigi agisindan en basarili sonug, genetik algoritma ¢aligmasiyla elde edilen
%20 mutasyon sonrasi se¢ilen Ozelliklerin kullanildig1 siniflandirmada goriilmiistiir. Bu
durumda %96,09 dogruluk degeri en yiiksek basariy1 temsil etmektedir. F1-skor metrigi
incelendiginde ise GA %20 mutasyon uygulanarak elde edilen 6zelliklerle %95,28 basari

degeri gostermistir.

Rastgele orman
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Sekil 4.4. Rastgele orman basarim degerlendirme

4.2.3. Naive bayes ile simiflandirma ¢alismasi

Naive bayes algoritmasi kolay uygulanmasi nedeniyle sikc¢a tercih edilen bir yontemdir.
Bayes yontemi, olasilik ve istatistiklerin temel bir sonucu olup, kararlart modellemek i¢in
kullanilan bir ¢ergeve seklinde tanimlanabilir. Calismada bernoulli naive bayes algoritmasi
kullanilmistir. Bu algoritma ile degiskenler kosullu olarak bagimsizdir. Bu yontem, birbirini

dogrudan etkileyen veriler lizerinde bir model belirlemek i¢in kullanilabilmektedir.
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Naive bayes algoritmasi kullanilarak yapilan spam siniflandirmasi sonuglari incelendiginde,
bu basit ve etkili algoritmanin yiiksek performans gosterdigi goriilmektedir. Bernoulli naive
bayes algoritmasiyla yapilan siniflandirmada, degiskenlerin kosullu olarak bagimsiz oldugu
ve birbirini etkilemedigi varsayimiyla modelleme yapilmistir. Elde edilen sonuglar, kesinlik
metrigi lizerinde basarili bir performans sergilemektedir. Bu nedenle, naive bayes

algoritmasi spam siniflandirmasi i¢in siklikla tercih edilen bir segenektir.

Sekil 4.5'te, diger iki siniflandirma algoritmasindan farkli olarak, genetik algoritmanin %1
mutasyon orantyla elde edilen ozelliklerle yapilan siniflandirma caligmasinda kesinlik
metriginde %94,41'lik en yiiksek sonucun elde edildigi goriilmektedir. Ayrica, genetik
algoritmada mutasyon orani arttikca dogruluk ve Fl-skor degerlerinde bir artis oldugu

gbzlemlenmektedir.

Naive bayes
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Sekil 4.5. Naive bayes basarim degerlendirme

4.2.4. K-en yakin komsu ile siniflandirma calismasi

K-en yakin komsu tekniginde, 6rnek veri noktalarinin siniflandirilmasi i¢in en yakin
komsularin sayisini belirleyen k degeri kullanilir. KNN siniflandiricist diger modellerden
farkli olarak bir model olusturmak i¢in egitilmez. Bunun yerine, her bir bilinmeyen 6rnek
dogrudan orijinal egitim verileriyle karsilastirilir. Bilinmeyen 6rnege, 6zellik uzayinda en
yakin komsgularima bakilarak en yaygin simif atanir. KNN, bu yaklasimiyla o6rnekler
arasindaki benzerlik 6l¢iistinii kullanarak siniflandirma yapar [146].

K-en yakin komsu algoritmasinin performans sonuglart Sekil 4.6'da gosterilmistir. GA %20,
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ACO ve ARM ozellik se¢cim yontemlerinde elde edilen metrik sonuglart birbirine yakin
degerler verdigi gozlemlenmistir. KNN calismasinda diger siniflandirma algoritmalarindan
farkl1 olarak yiiksek dalgalanmalarin olmadigr goriilmiistir ve sayisal olarak diger
algoritmalardan daha diisiik sonuglar verdigi gézlemlenmistir. En yiliksek dogruluk metrigi

sonucu %90,11 oraninda GA %20 mutasyon sonucu yapilan ¢alismada elde edilmistir.

K-en yakin komsu
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Sekil 4.6. K-en yakin komsu basarim degerlendirme

4.2.5. Adaboost ile siniflandirma ¢alismasi

Adaboost, giiclendirilmis karar agaclarin1 kullanarak bir topluluk yontemi olarak
adlandirilmaktadir. Bu yontem, dnceki agaclarin hatalarini en aza indirgemeyi hedefleyerek
model olusturur. Adaboost, uyarlanabilir destek siniflandirict karar agacinin giiclendirilmis
bir tiirii olarak da tanimlanabilir. Bu sayede Adaboost, etkili bir siniflandirma yontemi olarak

kullanilabilmektedir [147].

Adaboost siniflandiricisinin sonuglari Sekil 4.7'de goriintiilenmistir. Siniflandirma ¢aligmasi
sonucunda, GA yonteminde kullanilan mutasyon oraninin artirilmasi dogruluk ve f1-skor
metriklerinde artig saglamistir. En basarili sonuca GA %1 mutasyon kullanilarak elde edilen
calismada kesinlik metrigi %96 in tlizerinde bir deger vermistir. KNN simiflandirmaya gore
sayisal degerlendirmeler daha iyidir ve %94,57 dogruluk metrigi GA %20 mutasyon

kullanilarak elde edilmistir.
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Adaboost
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Sekil 4.7. Adaboost basarim degerlendirme

4.2.6. Dogrusal destek vektor makinesi ile simflandirma ¢alismasi

Dogrusal destek vektor makinesi, uzun siiredir yapilan arastirmalarla desteklenen bir
yontemdir ve elektronik postalarin siniflandirilmasinda basarili sonuglar vermektedir [148].
LSVM, iki veri smifin1 ayirmak i¢in hiper diizlemin olusturuldugu bir "marj" kavramina
dayanmaktadir. Ayristirict hiper diizlemi en iyi olani tahmin etmek i¢in kenar boslugunu
maksimize etmeye g¢alisir. Dogrusal olarak ayrilabilen verilerde, optimum ayirict hiper
diizlem bulundugunda, destek vektor noktalar1 olarak bilinen veri noktalar1 kenar
boslugunda yer alir ve ¢6zlim sadece bu noktalarin dogrusal bir kombinasyonu olarak temsil
edilir. Diger veri noktalart gdz ardi edilir. Spam ve ham verilerin dogru bir sekilde
siiflandirilabilmesi i¢in en uygun marj degerinin bulunmasi islemi gergeklestirilir. Test
verilerinin dogru siniflandirilabilmesi i¢in optimal bir ayristiric1 diizleme ulasmaya ¢aligilir.

LSVM, spam simiflandirmasinda etkili bir yontem olarak kullanilabilir.

Sekil 4.8'de, GA ve ACO tarafindan segilen Ozelliklere dayali olarak yapilan LSVM
simiflandirict  sonuglarinda benzer bir artis grafigi gozlemlenmektedir. Diger
siniflandiricilardan farkli olarak, duyarlilik metriginde basarili sonuglar elde edilmistir.
Ozellikle ACO ile elde edilen sonuglar, %99,23 duyarlilik metrigi ile calismadaki en iyi
sonucu gostermektedir. Ayrica, dogruluk metrigi acisindan diger algoritmalardan farkli
olarak MIFS yontemi ile basarili sonuglar elde etmistir. Bu bulgular, siniflandiricinin GA ve

ACO ile ozellik se¢imi yapildiginda etkileyici bir performans sergiledigini gostermektedir.
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Sekil 4.8. Dogrusal destek vektdr makinesi basarim degerlendirme

4.2.7. Karar agaci ile siniflandirma ¢alismasi

Karar agaglari, 6zellik degerlerine gore 6rnekleri siniflandiran ve her diigiimde bir 6zellik
ve deger temsil eden agaglardir. Ornekler, kok diigiimden baslayarak siniflandirilir ve kolay
anlasilirligi sayesinde siniflandirma islemlerini basitlestirir. Karar agaglari, kategorik
verilerin smiflandirilmasinda avantaj saglar, Ornegin ham/spam gibi siniflandirma
kriterleriyle basarili bir sekilde c¢alisir. Model olusturulduktan sonra farkli caligmalara
kolayca uyarlanabilir. Bununla birlikte, bir dezavantaji, optimum olmayan ¢6ziimler

tiretebilmesi ve agir1 uyum sorunuyla kargilagma olasiligidir [149].

Sekil 4.9°da ARM ve VT ile yapilan 6zellik se¢imi ¢alismasi sonucunda elde edilen karar
agact smiflandiricisinin basarim grafigi, diger o6zellik se¢im yontemlerinden farklilik
gostermektedir. Diger algoritmalarda farkli oranlarda artis gosteren fl-skor, dogruluk ve
kesinlik metriklerine sahip sonuglar elde edilmistir. GA ile %20 mutasyon caligsmasi
sonuglar1 en iyi performansi gostermektedir. %94,57 dogruluk degeri, %93,47 fl-skor

metrigi ve %95,21 kesinlik metrigi ile en {istiin sonuglar elde edilmistir.
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Karar agaci
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Sekil 4.9. Karar agaci1 basarim degerlendirme

4.2.8. Derin sinir aglari ile siniflandirma calismasi

Smiflandirma algoritmalari, yalmizca dogrusal olarak ayrilabilen o©rnek kiimelerini
siniflandirmak i¢in kullanilir. Bu algoritmalar, girdi 6rneklerini dogrusal bir ¢izgi veya
diizlemle smiflandirarak dogru kategorilere ayirir. Ancak, eger ornekler dogrusal olarak
ayrilamazsa, smiflandirict uygun bir ¢oziim bulamaz ve tiim Ornekleri dogru sekilde
smiflandirmak miimkiin olmayabilir. Bu problemi ¢ézmek amaciyla yapay sinir aglari
gelistirilmistir. Zhang, yapay sinir aglari alanindaki ¢aligmalara genel bir bakis sunmak

amaciyla bir aragtirma makalesi yayinlamigtir [150].

Spambase veri kiimesindeki e-postalarin ham veya spam olarak siniflandirmak i¢in Keras
kullanilarak derin bir konvoliisyonel sinir ag1 egitilmistir. Konvoliisyonel sinir aglari
sayesinde kendi kendine 6zellik se¢imi yapilip siniflandirma yapilabilir fakat burada 6zellik
secimi filtreleme ve sarmal yontemlerle yapildiktan sonra derin sinir ag1 siniflandirict
seklinde kullanilmaktadir. Sinir ag1 siniflandiricisi, bir skor liretmek i¢in ateslenmis veya
etkinlestirilmistir. Her diigiimiin kendi simiflandiricis1 vardir. Derin sinir aglari, girdi
belgelerini ve ¢ikt1 6zelliklerini kullanarak, girdi, gizli ve ¢ikti katmanlari arasindaki
agirhiklan ayarlayarak egitir. ileri yayilim ad1 verilen siireg, giris katmanindan baslayarak
puanlart bir sonraki gizli katmana iletir ve bu islem ¢iktiya ulasilincaya kadar devam eder.

Cikt1 katmani, verilen belgenin spam veya ham oldugu sinif etiketiyle iliskilidir.

DNN, Keras kiitiiphanesinde tanimlanan bir katman dizinidir. Yapay sinir aglarinda, gizli
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katmanin boyutu veya i¢inde kullanilacak ndron sayisi kesin olarak belirlenemez. Secilen
degerler calismaya gore degisebilir. Bu nedenle, ¢oklu parametre fonksiyonu tanimlanmastir.
Tez ¢alismasinda kullanilan parametreler Cizelge 4.9'da verilmistir. Cizelgede gosterilen

katman ve noron degerlerinden en iyi sonucu verenleri kullanilmistir.

Her bir katmandaki néronlardan gelen toplam sinyali doniistiiren aktivasyon fonksiyonu
cagrilir. Aktivasyon, bir katmandaki néronlarin ¢ikti1 degerini sonraki katmana iletmek i¢in
kullanilan bir fonksiyondur. Bir katmanin ¢iktisinin diger katmana iletilip iletilmeyecegi, bir
esik degerine gore belirlenir [151]. Bu ¢alismada sigmoid, relu ve softmax gibi aktivasyon
fonksiyonlart kullanilmistir. Bu fonksiyonlar, esik degerini belirleyerek c¢iktilarin uygun

sekilde iletilmesini saglar.

Cizelge 4.9. Derin sinir aglar1 ¢coklu parametre listesi

Derin Sinir Aglar1 Parametreleri
Katman [80, 60, 45, 30, 15] Keras kiitiiphanesinde sinir aglarinin temel yapi
[120, 80, 60, 45, 30] taslaridir.
[30, 20, 15, 10]

Aktivasyon Sigmoid Dogrusal olmayan gercek diinya 6zelliklerini tanitmak
ReLu amaciyla kullanilir.
Softmax
Optimize RMSprop Keras modelini derlemek igin gereken
ediciler Adam [137] degiskenlerdendir.
Adamax
Nadam
Kayip binary_crossentropy Her egitimden sonra elde edilen degerler ile gercek
fonksiyonu degerler arasindaki hata oranini hesaplamaya yardimci
olur.

Ogrenme sirasi [100,150,200] Veri setinin modele kag kez girecegini belirtir.
(epoch)

Toplu dlgiit [32,64,128] Egitim veya test sirasinda girdi bilgilerinin tek tek degil
(batch_size) grup halinde egitime alinmasina yardimci olur.
Metrik Dogruluk Egitim asamasinda her tur sonrast sonuglar

degerlendirebilmek amaciyla sinama islemi yapar.

Derin sinir aglarinin uygulamalarinda basarili sonucglar elde edebilmek icin hata
fonksiyonunun en kii¢iik degeri bulunmasi1 gerekmektedir. Bu amagla optimize ediciler
kullanilir. Optimize ediciler, sinir aginin tirettigi ¢ikis degeri ile gergek deger arasindaki farki
en kiiciilk yapmaya calisan yontemlerdir [139]. Bu calismada, en iyi optimize ediciyi

bulabilmek i¢in RMSprop, adam, adamax ve nadam yontemleri kullanilmaktadir.

Tanimlanan katman dizisi, Keras kiitiiphanesinin yapilandirilmasina bagl olarak GPU veya
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CPU'da calisacak sekilde bir matris dizisine doniistiiriiliir. Bu doniisiim islemi, belirli bir
optimizasyon ve kayip (loss) fonksiyonu kullanarak gergeklestirilir. Bu ¢aligmada ikili
siniflandirma yapildig: i¢in kayip fonksiyonu olarak binary crossentropy kullanilmaktadir.

Bu sekilde, agin egitim siireci i¢in uygun bir yap1 olusturulur.

Ogrenme siras1 (epoch) ve toplu 6lgiit (batch_size) sayist belirlenir. Toplu 6lgiit, DNN' nin
calistirilmasi sirasinda modelin gruplara boliinmesini saglar. Her bir turda, giincelleme
yapilmadan 6nce agin maruz kaldig1 veri orneklerinin sayis1 belirlenir. Bu ayni1 zamanda
bellek kullanimini optimize ederek tek seferde ¢ok fazla girdi verisinin yiiklenmesini
engeller. Ogrenme sirasi ise egitim verilerinin aga kac kez gosterilecegini ifade eder. Egitim
dogrulugunu artirabilmek amaciyla artan ti¢ farkli deger kullanilmaktadir. En iyi uygunluk

degerini saglayan 6grenme siras1 degeri kullanilarak siniflandirma ¢alismasi gerceklestirilir.

Her 6zellik se¢imi ¢alismasindan sonra, farkli ¢oklu parametre degerleri hesaplanir ve
uygulamada kullanilir. GA 6zellik se¢iminde {i¢ farkli mutasyon degeri uygulanarak, 3*N
adet farkli DNN parametresi elde edilir ve en iyi degerleriyle siniflandirma ¢alismasi yapilir.
ACO c¢alismasinda ise N adet farklt DNN c¢oklu parametresi hesaplanir ve siniflandirma
caligmalar1 gergeklestirilir. Diger 6zellik secim yontemlerinde ise birer adet 6zellik se¢imi
yapildig1 i¢in 5 adet en iyi c¢oklu parametre degeri elde edilir. DNN siniflandirma
algoritmasinda kullanilan en iyi ¢oklu parametre degerleri Cizelge 4.10, 4.11 ve 4.12'de

gosterilmektedir.

Cizelge 4.10. Filtreleme yontemleri ile DNN hibrit ¢alismasinin parametreleri

DNN Kullanilan En Iyi Degerler

Aktivasyon  Ogrenme Sirasi Tur Katman-Noéron  Optimizasyon
ARM Sigmoid 32 100 [120, 80, 60, 45, 30] adam
MIFS Sigmoid 64 100 [30, 20, 15, 10] adam
VT Sigmoid 64 150 [30, 20, 15, 10] nadam
CFS Sigmoid 32 100 [30, 20, 15, 10] nadam
01\ Relu 128 100 [80, 60, 45, 30, 15] adam

Cizelge 4.10'da filtreleme o6zellik se¢im yontemlerine ait kullanilan parametreler yer
almaktadir. Filtreleme yontemleriyle beraber 6zellik se¢imi yapilmadan (OSY)
gerceklestirilen DNN algoritmasinda segilen parametreler de gdsterilmistir. Optimizasyon

fonksiyonu disindaki parametreler, diger filtreleme yontemlerinden farkli olarak segilmistir.
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Cizelge 4.11. GA ile DNN hibrit ¢alismasimnin parametreleri

DNN Kullanilan En Iyi Degerler

Aktivasyon Ogrenme Siras1  Tur Katman-Noron Optimizasyon
GA%o1 1 relu 128 100  [120, 80, 60, 45, 30] nadam
2 sigmoid 64 200 [80, 60, 45, 30, 15] nadam
3 relu 32 200 [80, 60, 45, 30, 15] adam
4 relu 64 100 [30, 20, 15, 10] nadam
5 sigmoid 32 200 [120, 80, 60, 45, 30] adam
6 sigmoid 32 200 [120, 80, 60, 45, 30] adam
7 relu 32 150 [80, 60, 45, 30, 15] adam
8 sigmoid 32 200  [120, 80, 60, 45, 30] rmsprop
9 relu 32 200  [120, 80, 60, 45, 30] nadam
10 relu 32 150 [80, 60, 45, 30, 15] nadam
GA%1 1 sigmoid 64 100 [80, 60, 45, 30, 15] rmsprop
2 sigmoid 32 200 [80, 60, 45, 30, 15] adam
3 sigmoid 32 200 [30, 20, 15, 10] adam
4 sigmoid 64 200 [30, 20, 15, 10] nadam
5 relu 64 200  [120, 80, 60, 45, 30] adamax
6 sigmoid 64 150 [120, 80, 60, 45, 30] nadam
7 relu 128 150 [80, 60, 45, 30, 15] adamax
8 softmax 32 100 [30, 20, 15, 10] nadam
9 relu 64 200 [80, 60, 45, 30, 15] nadam
10 relu 128 150 [30, 20, 15, 10] nadam
GA%20 1 relu 32 200  [120, 80, 60, 45, 30] adam
2 sigmoid 64 200 [30, 20, 15, 10] rmsprop
3 relu 128 200  [120, 80, 60, 45, 30] adam
4 sigmoid 64 150 [80, 60, 45, 30, 15] rmsprop
5 relu 64 200 [30, 20, 15, 10] adamax
6 relu 32 150  [120, 80, 60, 45, 30] nadam
7 relu 32 150 [30, 20, 15, 10] adamax
8 sigmoid 64 200 [120, 80, 60, 45, 30] nadam
9 sigmoid 64 150 [30, 20, 15, 10] adam
10  sigmoid 64 200  [120, 80, 60, 45, 30] adam

Cizelge 4.11'de GA fiizerinde uygulanan mutasyon siralamasina gore sunulmustur.

Aktivasyon fonksiyonu olarak

relu veya sigmoid fonksiyonlart

agirhikli

olarak

kullanilmaktadir. Toplu 0lgiit olarak kullanilan birimlerin kii¢iik pargalara bdliinerek

calismasi tercih edilmektedir.

Cizelge 4.12°de ise ACO yonteminde kullanilan parametreleri gostermektedir. Aktivasyon

fonksiyonu olarak sigmoid ve relu arasinda degisim mevcuttur ve genellikle adam

optimizasyon yontemi tercih edilmistir.
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Cizelge 4.12. ACO ile DNN hibrit ¢alismasinin parametreleri

DNN Kullanilan En Iyi Degerler

Aktivasyon Ogrenme Sirast  Tur Katman-Noron Optimizasyon
ACO 1 sigmoid 128 150 [30, 20, 15, 10] adam
2 relu 128 200  [120, 80, 60, 45, 30] adam
3 sigmoid 128 100 [80, 60, 45, 30, 15] adam
4 sigmoid 64 200 [30, 20, 15, 10] rmsprop
5 sigmoid 32 200 [30, 20, 15, 10] nadam
6 relu 32 200 [80, 60, 45, 30, 15] adam
7 sigmoid 64 200 [30, 20, 15, 10] adam
8 relu 32 100 [80, 60, 45, 30, 15] adam
9 relu 64 200 [80, 60, 45, 30, 15] adam
10 relu 32 150  [120, 80, 60, 45, 30] adam

DNN diger siiflandirma algoritmalarindan farkli olarak ¢oklu parametre kullanilmistir. En
uygun parametreler secilerek calismalar gergeklestirilmistir. Sekil 4.10'da sunulan
sonucglarda, GA iizerinde uygulanan mutasyon oraninin artmasiyla metriklerde bir artig
oldugu gozlemlenmistir. En basarili sonuglar GA %20 mutasyon oraniyla elde edilmistir. Bu
durumda, %95 dogruluk degeri ve %94,05 fl-skoru elde edilmistir. ACO yontemi ise
dogruluk ve fl-skor metriklerinde genetik algoritmaya gore daha ortalama sonuglar

vermistir.

Derin sinir aglari

m Dogruluk Kesinlik ®m Duyarliik ® F1-skor
100
98

9%
94

92
90
88
86
84
82
80

0S GA%ol GA%1 GA%20 ACO ARM MIFS
Sekil 4.10. Derin sinir aglar1 basarim degerlendirme

4.2.9. Ozellik secimi yapilmadan simflandirma ¢alismasi

Tez kapsaminda, 6zellik secim ¢alismalarinin sonucunda elde edilen siniflandirma basari

degerlerini karsilagtirabilmek amaciyla tim 6zelliklerin kullanildig1r bir smiflandirma
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yiritilmistir. Bu adim, 6zellik se¢cimi sonucunda belirlenen 6zelliklerin performansini
degerlendirebilmek ve se¢im siirecinin etkisini anlayabilmek i¢in Onemlidir. Biitiin
Ozellikleri igeren veri seti, siniflandirma algoritmalarina herhangi bir islem uygulanmadan

adapte edilmistir.

Tez caligmast sonucunda ulasilan basarim metrikleri Cizelge 4.13 ile gosterilmektedir.
Dogruluk, kesinlik ve f1-skor metriklerine gore en basarili sonuglarin RF algoritmasiyla elde
edildigi gozlemlenmektedir. Duyarlilik metrigine gore ise en basarili sonucun DNN
algoritmasi tarafindan verildigi goriilmektedir. Genel olarak, RF algoritmasinin iyi sonuglar

elde edildigi gézlemlenmektedir.

Cizelge 4.13. Ozellik secimi olmadan algoritmalarin basarim degerleri

Dogruluk Kesinlik Duyarlilik F1-Skor
LR 91,75 91,75 88,46 90,08
RF 95,55 97,55 91,8 94,58
NB 88,05 90,70 80 85,01
KNN 78,83 78,10 69,49 73,54
Adaboost 93,54 92,54 92,30 92,42
LSVM 84,25 78,16 87,18 82,42
DT 91,20 92,56 86,15 89,24
DNN 93,81 92,36 93,07 92,72

Ogzellik se¢imi yapilmadan siiflandirici algoritmalariyla gerceklestirilen ¢alismada, veri
setindeki tiim Ozellikler kullanilarak siniflandirma islemi gerceklestirilmistir. Bu yontemle
elde edilen sonucglara gore, her bir algoritmanin basarim degerleri belirlenmistir.
Algoritmalarin dogruluk, kesinlik, duyarlilik ve f1-skor metrikleri izerindeki performanslari
incelenmistir. Elde edilen sonuclar, her algoritmanin bagariminin farkli oldugunu
gostermektedir. Ozellik se¢imi yapilmadan siniflandirici algoritmalariin basarim degerleri,
veri setinin igerdigi tiim 6zelliklerin dikkate alindig1 durumu yansitmaktadir. Bu sekilde elde
edilen sonugclar, algoritmalarin genel performansini degerlendirmek i¢in dnemli bir referans

noktas1 saglamaktadir.

4.3. Basarim Durumlarinin Degerlendirilmesi

Ozellik secimi ¢alismas1 sonrasinda gerceklestirilen smniflandirma  algoritmalarimin

performansini degerlendirmek i¢in ¢esitli metrikler kullanilmistir. Bu metrikler, modelinin
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dogrulugunu, kesinligini, duyarliligini ve fl-skorunu 6l¢mektedir. Bu analizlerin sonuglari,
0zellik seciminin siniflandirma modellerinin performansini artirdigini ve daha iyi sonuglar
elde edildigini gostermektedir. Bu sayede, daha etkili ve giivenilir siniflandirma modelleri

olusturulabilir ve uygulama alaninda daha iyi kararlar alinabilir.

Dogruluk metrigi, modelin dogru siiflandirma oranini gosterirken, kesinlik metrigi, pozitif
olarak siniflandirilan 6rneklerin gercekten pozitif olma oranini 6lger. Duyarlilik metrigi ise
gercek pozitifleri ne kadar dogru bir sekilde tespit edilebildigini gosterir. F1-skor, kesinlik
ve duyarlilik metriklerinin harmonik ortalamasidir ve modelin dengeli bir performans

sergileyip sergilemedigini gdsterir.
Bir smiflandirict uygulandiktan sonra 0Ozellik se¢me yoOntemlerinin davranisini
degerlendirebilmek igin gesitli degerlendirme metrikleri tanimlanmasi gerekmektedir. Bu

calisma kapsaminda kullanilan metrikler ve agiklamalar1 Cizelge 4.14'te sunulmaktadir.

Cizelge 4.14. Performans degerlendirmesi i¢in kullanilan metrikler [6]

Metrik Metrik Ozellikleri
Agilim Tanim Esitlik

TP True positive- Dogru bir sekilde pozitif olarak siniflandirilan -
Dogru pozitif ~ pozitif drneklerinin sayist

TN True negative- Dogru bir sekilde negatif olarak siniflandirilan -
Dogru negatif ~ negatif 6rneklerin sayist

FP False positive-  Yanlis bir sekilde pozitif olarak siniflandirilan -
Yanlis pozitif ~ negatif 6rneklerin sayisi

FN False negative-  Yanlis bir sekilde negatif olarak siniflandirilan -
Yanlis negatif  pozitif drneklerin sayisi

ACC  Accuracy- Toplam sonucun igerisinde dogru tahminlerin TP +TN
Dogruluk oranidir. TP +TN + FP+ FN

PRC  Precision- Pozitif olarak tahmin edilen degerlerden gergekte TP
Kesinlik kag¢ adedinin pozitif oldugunun oranidir. TP + FP

REC Recall- Pozitif olarak tahmin edilmesi gereken degerlerin TP
Duyarlilik ne kadarinin pozitif olarak tahmin edildiginin TP + FN

oranidir.
F1 F1-Score- Kesinlik ve duyarlilik degerlerinin harmonik 2%TP

F1-Skor ortalamasidir. 2%xTP + FN + FP

Tim o6zellik se¢im ydntemlerinin ardindan gergeklestirilen siniflandirma calismalarinin
performansi, bu yontemlerle degerlendirilmektedir. Genetik algoritma (GA) ve karinca
koloni optimizasyonu (ACO) algoritmalarinda birden fazla smiflandirma c¢aligmasi
yapildigindan elde edilen sonuglar en 1yi, en kotii, medyan, ortalama ve standart sapma gibi

degerlendirme fonksiyonlarina tabi tutulur. Bu degerlendirmeler ve istatistiksel Olgtimler,
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performansin degerlendirilmesine ve sonuglarin grafiksel olarak gosterilmesine olanak
saglar. Kullanilan metotlarin tanimlamasi Cizelge 4.15'te sunulmaktadir. Bu sekilde, farkli
yontemlerin performansi karsilastirilir ve hangi yontemlerin daha iyi sonuglar verdigi analiz

edilir.

Cizelge 4.15. Performans degerlendirmesi fonksiyonlari [6]

Olgiit Metot Ozellikleri
Anlam Tanim Denklem
Best En iyi deger Elde edilen sonuglar arasinda en -

iyi sonucu verir.

Worst  Enkétiideger  Elde edilen sonuglar arasinda en -
kot sonucu verir.

Average Ortalama Elde edilen degerlerin ortalamasin X1+ x4+ -+ xy/N

deger alir.
Median Medyan N adet degerin ortasindaki degeri  p = N/2, (xp + Xp41)/2
VErir.
ST Standart Verilerin ortalamadan ne kadar

N
sapma farkli oldugunun bir dl¢iistidiir. \] Z (x; —w)?2/N
i_
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5. BULGULAR

Bu tez calismasinin temel amaci, 6zellik se¢imi yontemleriyle elde edilen 6zellikleri veri
setine uyarlayarak smiflandirma calismalarmin gerceklestirilmesidir. Ozellik se¢imi

yontemlerinin siniflandirma performansi iizerindeki etkisi incelenmektedir.

Oncelikle, farkli 6zellik segimi yontemleri (filtreleme ve sarmal) kullanilarak veri setindeki
ozellikler belirlenir. Daha sonra, bu segilen o6zellikler veri setinde diizenleme yapilarak

siiflandirma modelleri olusturulur ve performans degerlendirmesi yapilir.

Elde edilen sonuglar, 6zellik secimi yOntemlerinin siniflandirma performansint 6nemli
ol¢iide artirdigini gostermektedir. Siniflandirma metrikleri arasinda dogruluk, kesinlik,
duyarlilik ve fl-skor olgiitler kullanilarak yapilan degerlendirme, ozellik segimi

yontemlerinin daha iyi sonuglar elde ettigini gostermektedir.

Bu ¢aligmanin bulgulari, 6zellik se¢imi yontemlerinin siniflandirma performansini artirdigi
ve veri setinin en uygun ozellikleri kullanarak daha dogru ve giivenilir sonuglar elde
edilebilecegini ortaya koymaktadir. Ayrica, farkli o6zellik secimi yontemleri arasinda
karsilastirmalar yapilarak, en etkili yontemlerin belirlenmesi ve uygulama alanlarina yonelik

onerilerde bulunulmasi da mimkiin olmaktadir.

Sarmal 6zellik se¢im yontemi olarak kullanilan GA-RFR ve ACO-RFC hibrit calismalar ayr1
ayr1 incelenmekte ve bu calisma kapsaminda GA da mutasyon oraninin siniflandirmaya

etkisi tartisilmaktadir.

5.1. Genetik Algoritma Farkli Mutasyon Degerlerinin Sonuclar:

Farkli mutasyon oranlarina sahip GA smiflandirma algoritmalarinin performansi, dort ayri
basart metrigi kullanilarak analiz edilmektedir. Bu sonuglar Sekil 5.1-5.3'te

gorsellestirilmistir.

Bu grafikler, mutasyon oranlarinin smiflandirma algoritmalarinin performansi iizerindeki
etkisini gostermektedir. Mutasyon oraninin artmasiyla birlikte bazi metriklerde iyilesme

goriilebilirken, diger metriklerde belirli bir esigi gectikten sonra performans diisiisii de
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gbzlenebilir. Bu bulgular, mutasyon oraninin GA' nin siniflandirma performansini etkileyen

onemli bir faktor oldugunu gostermektedir.

Sekil 5.1, GA' nin %01 mutasyon orantyla elde edilen basar1 sonuglarini géstermektedir. Bu
grafikte, en yliksek performansi RF algoritmasinin gosterdigi goriilmektedir. LSVM
algoritmasinda ise mutasyon oranlarina bagli olarak farkli performans degerleri elde

edilmistir, en yliksek performans duyarlilik metrigiyle elde edilmistir.

GA%o01
100
80
60
S
wn
40
20
Metrik
BN Dogruluk  mmm Kesinllik Duyarlihk ~ B8 F1l-skor
O I . mE . mE . s = I . I . mE . s =
-+
T = 2 2 & 2 B 2
A4 (@) (V)] @)
O 1
O
©
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Siniflandiricilar
Sekil 5.1. Genetik algoritma %01 mutasyon sonuglari

Sekil 5.2'de ise DNN ve RF algoritmalari arasinda benzer performans sonuglari elde edildigi
gbzlemlenmektedir. Ayrica, DNN' den sonra Adaboost algoritmasinin da basarili sonuglar
verdigi grafikte goriilmektedir. LSVM algoritmasinin ise duyarlilik metriginde yiiksek

performans sergiledigi gézlemlenmektedir.
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Siniflandiricilar
Sekil 5.2. Genetik algoritma %1 mutasyon sonuglari

Sekil 5.3'te diger mutasyon oranlarina ait verilerle benzer dalgalanmalar gézlenmektedir.
Sayisal olarak, GA %20 mutasyon oraninin daha iyi sonuglar verdigi tespit edilmistir. DNN
ve RF algoritmalar1 diger algoritmalarda oldugu gibi basarili performans gostermistir. Tlim
mutasyon sonuclarina bakildiginda, KNN algoritmasinin ortalama olarak en diislik
performansi sergiledigi gozlenmektedir. Fakat diger sonuglara gére GA %20 sonucunda

yukselmeler gézlemlenmistir.

Metrikler iizerinde mutasyon oranina gore algoritmalarin oransal farkliliklarinin daha iyi
incelenebilmesi amaciyla ayr1 grafikler olusturulmustur. Genetik algoritmanin mutasyon

degerlerinin basarim metriklerinde elde edilen sonuglar1 Sekil 5.4-5.7 ile gosterilmektedir.
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Siniflandiricilar

Sekil 5.3. Genetik algoritma %20 mutasyon sonuglari

Dogruluk

98
96 = e — —0

5 p———
——

88 —
86
84
82
GA %ol GA %1 GA %20
—=0—LR —=@— RF —0—NB =@=—KNN
—=®=—Adaboost =®=LSVM  ==@=DT —=@—DNN

Sekil 5.4. GA dogruluk degerleri

GA iizerinde uygulanan mutasyon oranlarinin siniflandirma ¢aligmalarina etkisi dogruluk
metrigi acisindan Sekil 5.4'te incelenmistir. Gorselde, mutasyon oraninin artmasiyla

dogruluk degerlerinin iyilestigi goriilmektedir. En basarili sonuglar RF algoritmasina aittir.
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GA%0l de sonuglar diisiikken mutasyon orani arttirilinca ufak dalgalanmalarin sonucunda

basarim degerlerinin arttig1 gézlemlenmektedir.

Kesinlik
100
98 (o—
96
R, —
92
90
88 c= -— —
86
84
82
GA %01 GA %1 GA %20
== | R === RF NB == KNN
==@==Adaboost LSVM =@ DT e=@==DNN

Sekil 5.5. GA kesinlik degerleri

Sekil 5.5'te, dogruluk metriginden daha farkli sonuglarla karsilasilmistir. Kesinlik metrigi
tizerinde yapilan degerlendirmede en basarili algoritmanin RF oldugu goriilmektedir. %20
mutasyon oraninda DNN algoritmasinin en iyi performansi gosterdigi gozlemlenmistir.
KNN algoritmasinin ise en diisiik performansa sahip oldugu sonucuna varilmistir. Adaboost

algoritmasinda ise biiyiik dalgalanmalar gézlenmistir.

Duyarhlik
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Sekil 5.6. GA duyarlilik metrigi

Sekil 5.6 lizerinde yapilan degerlendirmede, diger algoritmalardan farkli olarak en basaril
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algoritmanin LSVM oldugu gézlemlenmektedir. En iyi sonug, %1 mutasyon oraniyla elde
edilmistir. RF ve DNN algoritmalarinin da basarili performans gosterdigi goriilmektedir. NB
algoritmasimin ise en diisiik duyarlilik sonucunu verdigi gozlemlenmistir. Duyarlilik

metriginde mutasyon orani arttirimiyla belirli bir diislisiin oldugu gézlemlenmektedir.

F1-skor
98
96
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=@ | R === RF NB =@ KNN
Adaboost LSVM =@=DT =@==DNN

Sekil 5.7. GA fl-skor metrigi

Sekil 5.7'de fl-skor metrigine gore elde edilen sonuglar gosterilmektedir. Bu
degerlendirmede, RF ve DNN algoritmalarinin basarili sonuglar verdigi goriilmektedir. En
diisiik performans ise LSVM algoritmasiyla elde edilmistir. Mutasyon oraninin artmasiyla

birlikte sonuglarin iyilestigi gozlemlenmektedir.

5.2. Karmca Koloni Optimizasyonu ile Alinan Sonuclar

Sekil 5.8'de, karinca koloni optimizasyonu yoOnteminin smiflandirma algoritmalari
sonucunda elde edilen metrik degerlerini gosteren sonuglar verilmistir. Bu sonuglara gore,
dogrusal destek vektdr makinesi algoritmasi duyarlilik metriginde en yliksek performansi
gostermistir. Kesinlik metriginde ise RF ve DNN algoritmalarinda benzer sonuglar elde
etmistir. Dogruluk ve fl-skor metriklerinde ise digerlerine kiyasla daha iyi sonuglar RF
algoritmasiyla elde edilmistir. Adaboost ve DNN algoritmalarinin sonuglar1 ise RF

algoritmasina yakin performans gostermektedir.
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Siniflandiricilar
Sekil 5.8. Karinca koloni optimizasyonu sonuglari

5.3. Cahisma Icerisindeki Tiim Uygulamalarin Sonuclari

Filtreleme yontemleriyle sarmal yontemlerin birlestirildigi 6zellik se¢imi ¢alismasinda, elde
edilen sonuglar fl-skor metrigi {iizerinden sunulmaktadir. Bu metrik, siniflandirma
performansiin bir 6lgiisii olarak kullanilmaktadir. Filtreleme yontemleri, veri setindeki
ozellikleri degerlendirerek en 6nemlilerini segmektedir. Sarmal yontemler, kendi igerisinde
kullanilan se¢im yoOntemleri araciligiyla 6zellikleri secerler. Bu algoritmalar, veri setinin
analizini yaparak en 6nemli Ozellikleri belirler ve bu 6zellikleri kullanarak siniflandirma
calismalar1 gergeklestirilir. Sekil 5.9 {izerinde hem filtreleme yontemlerinin etkinligi hem de

sarmal yontemlerin performansi f1-skor metrigi izerinden analiz edilmektedir.
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Sekil 5.9. Tiim algoritmalarin f1-skor sonuglari

Calismada farkli 6zellik se¢imi yontemleri kullanilmis ve elde edilen sonuclar cesitlilik
gostermistir. Sarmal yontemler ile elde edilen 6zellik se¢imi performansi siitun grafikleriyle
gosterilirken, diger filtreleme yontemleri ¢izgi grafikleriyle gosterilmistir. Ayrica, 6zellik
secimi yapilmadan gerceklestirilen siniflandirma calismalar isaretli ¢izgiyle belirtilmistir.
F1-skor sonuglar1 Cizelge 5.1'de tablo seklinde sunulmustur ve basarili sonuglar koyu renkle

vurgulanmigtir.

Cizelge 5.1. Tlim algoritmalarin f1-skor sonu¢ degerleri

OSY GA%1 GA%l GA%20 ACO ARM MIFS VT CFS

LR 90,08 89,18 88,19 89,71 89,36 86,10 89,19 89,72 90,03
RF 94,58 9520 94,90 95,29 94,12 91,22 94,49 94,47 93,96
NB 8501 8750 87,95 88,95 88,32 82,06 8579 8648 86,57
KNN 7354 8579 86,83 88,32 87,25 87,18 8541 7429 73,63

Adaboost 92,43 92,41 92,69 93,57 93,02 89,20 9245 92,23 92,15
LSVM 82,42 8535 85553 87,86 86,93 86,02 89,19 8122 77,44
DT 89,24 9231 9141 93,47 90,70 8531 88,86 87,08 87,80
DNN 92,72 92,31 93,63 94,06 9345 91,49 90,93 93,75 92,35

Ozellik se¢imi ¢alismasinin karsilastirmasi igin 6zellik se¢imi yapilmadan énce ve sonra
siiflandirma ¢aligmalart gerceklestirilmistir. Bu sekilde 6zellik se¢iminin performansa olan
etkisi incelenmistir. Elde edilen sonuglar, 6zellik se¢imi yapildiginda genel olarak daha iyi
performans elde edildigini gostermektedir. Ancak, LR algoritmasi 06zellik se¢imi

yapilmadan daha iyi sonug vermistir. Ayrica, KNN algoritmasi en diisiik performansa sahip
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olan algoritma olarak gézlemlenmistir. Bu durum, f1-skor metrigi ile elde edilen sonuglar

icinde gecerlidir.

Genetik algoritma kullanilarak gerceklestirilen 6zellik se¢imi sonucunda, mutasyon orani
arttik¢a siniflandirma algoritmalarinda f1-skor degerinde bir artis gézlemlenmistir. GA' da
%01 mutasyon uygulandiginda en yiiksek basari %95,2 olarak RF algoritmasiyla elde
edilmistir. RF ayrica, GA'nin %1 mutasyonuyla %94,9 ve %20 mutasyonuyla %95,28 basar1
degerleriyle yliksek performans sergilemistir. %20 mutasyon sonucunda en basarili ikinci

algoritma DNN olarak belirlenmistir.

Karinca koloni optimizasyonu kullanildiginda, genetik algoritmaya benzer sonuglar elde
edilmistir. En basarili sonug, RF algoritmasindan sonra DNN algoritmasinda elde edilmistir.
ACO incelendiginde, GA'nin ¢alismalarinin ortalama degerlerine yakin sonuglar elde
edildigi gorilmektedir. ACO ile DT smiflandiricist arasinda ortalama degerler
karsilastirildiginda, ACO'mun DT i¢in daha diisiik bir sonu¢ verdigi gozlemlenmistir.
Genetik algoritmalarin DT smiflandiricist i¢in ortalama %92,39 degerini verdigi, ACO'nun

1se %90,69 degerini verdigi gorilmiistir.

Filtreleme yontemlerinde dalgalanmalar oldugu gézlemlenmektedir. ARM yontemiyle DNN
siiflandiricisinda yiiksek bir basar1 elde edilmistir. Diger filtreleme yontemlerinde ise en
yiiksek bagar1 oran1 RF algoritmasi tarafindan gosterilmistir. MIFS yontemiyle elde edilen
ozelliklerle LSVM algoritmasinin daha basarili sonuglar verdigi gozlemlenmektedir.

%89,19 degeriyle diger se¢cim yontemlerinden daha i1yi bir sonug elde edilmistir.

Genel olarak, ozellik se¢imi ¢alismalarinin siiflandirma performansini iyilestirdigi
gozlemlenmistir. Sarmal ve filtreleme yontemleri, siniflandirma algoritmalariyla birlikte
kullanildiginda daha iyi sonuglar elde edilmesini saglamistir. Bu calismanin sonuglari,
ozellik secimi yoOntemlerinin uygunlugunu ve uygulama alanlarina yonelik Onerilerin

belirlenmesini destekleyen 6nemli bulgular sunmaktadir.
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SONUC VE ONERILER

Elektronik postalarin ¢ok amacli olarak kullanimi, internet kullaniminin artmasiyla birlikte
artis gostermistir. E-postalar, iletisim araci olarak kullanildig1 gibi bilgi paylasimi, dosya
aktarimi, depolama ve giivenlik diizeyini artirma gibi farkli islevleri de yerine getirmektedir.
Insanlar, e-posta araciligiyla hizli ve kolay bir sekilde iletisim kurabilirken ayn1 zamanda
belgeleri paylasabilir, dosyalar1 transfer edebilir ve 6nemli verileri giivenli bir sekilde
saklayabilir. E-postalarin bu ¢ok yonlii kullanimi, kisilerin is ve giinliik yasamlarini

kolaylastirirken iletisim ve bilgi akisin1 da hizlandirmaktadir.

E-postalarin faydali kullanimlarinin yaninda, kotii niyetli kisiler tarafindan da zararl
amaglara yonelik kullanimi miimkiindiir. Bu kisiler, zararli yazilimlar1 e-postalar araciligiyla
yayabilir ve kullanicilar1 kotii niyetli web sitelerine yonlendirebilir. Ozellikle gizlilik ve
giivenligin 6nemli oldugu teknoloji ¢aginda, gelen ve giden elektronik postalarin igerikleri
biiyiik 6nem tasimaktadir. K6tii niyetli kisiler, e-postalart manipiile ederek kullanicilarin
kisisel bilgilerini ele gecirebilir veya hassas verilere erigebilir. Bu nedenle, e-postalarin
iceriklerinin giivenligi ve gizliligi, kullanicilar ve sirketler i¢in biiylik bir endise haline
gelmistir. Insanlar ve kurumlar, e-postalarin kotii amagl kullanimini engellemek ve kisisel

bilgilerini korumak i¢in ¢esitli onlemler almaktadir.

Ayrica, kotii niyetli kisiler veya kuruluglar ¢oklu posta gondererek kisilere veya kurumlara
zaman kayb1 yasatabilirler. Bu tiir saldirilar, bir agdaki bant genisligini daraltarak, internet
hizin1 olumsuz etkileyebilir. Bu tiir olumsuz durumlar1 engellemek amaciyla, gelen e-
postalarin spam (istenmeyen) veya ham (istenen) olarak siniflandirilmast biiyiikk 6nem
tagimaktadir. Spam filtreleme sistemleri, kotli amach veya gereksiz igeriklere sahip e-
postalarin tespit edilerek kullanicinin 6nemli zaman ve kaynaklarini korumasina yardime1
olmaktadir. Bu sekilde, kullanicilar istenmeyen e-postalardan korunabilir ve iletisimlerini

daha verimli bir sekilde yonetebilirler.

E-posta, SMS veya oltalama verileri iizerinde siniflandirma g¢alismalar1 yapilmis ve halen
yapilmaya devam etmektedir. Spam siniflandirmasinin basarili olabilmesi icin ¢esitli
yontemler denenmistir. Bu yontemlerden biri, veri setleri iizerinde 6n islem adimlarinin

gerceklestirilmesiyle siiflandirma ¢alismasinin yapilmasidir. On islem adimlari arasinda
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veri temizleme, diigilk 6neme sahip veri 6zelliklerinin filtrelenmesi ve veri dlgeklendirme
gibi adimlar bulunmaktadir. Bir diger yontem ise ham verilerden 6zellik ¢ikarimi yapilarak
ornek ¢alismalarin gergeklestirilmesidir. Tiim bu yontemler, spam smiflandirmasinin daha

etkili ve dogru sonuglar vermesine yardimei olmaktadir.

Ozellik ¢ikarimi islemi sirasinda karsilasilan zorluklardan biri ¢ok boyutluluk problemidir.
Bu durumda, veri setindeki 6zelliklerin sayisi ¢ok fazla olabilir ve bu da analiz ve
siiflandirma siirecini karmasik hale getirebilir. Bu nedenle, 6zellik ¢ikarimi yapilmis veri
setleri iizerinde 6zellik se¢imi ¢aligmalart dGnem kazanmistir. Bu ¢alismalarda, siniflandirma

basarisinit maksimize etmek i¢in az veri ile ¢ok islem yapilabilmesi amaglanmistir.

Ozellik secimi ve az veriyle calisma yaklasimlari, simiflandirma calismalarinda verimlilik,
hiz ve etkinlik saglamak amaciyla kullanilmaktadir. Bu ydntemler, ¢ok boyutlu veri
setlerinin karmagsikligini1 azaltmak, gereksiz Ozellikleri elemek ve daha iyi sonuclar elde

etmek icin degerli bir aractir.

Bircok arastirmada, ¢esitli 6zellik se¢im yontemlerinin oldugu goézlemlenmistir. Bu
yontemlerin performansi, kullanilan algoritmalara ve ¢oziilmek istenen probleme bagl
olarak degismektedir. Dolayisiyla, "en iyi yontem" seklinde kesin bir ifade kullanmak
miimkiin degildir. Her 6zellik se¢cim yontemi farkl bir yaklasim ve metrikler kullanabilir ve
farkli veri setleri lizerinde farkli sonuglar verebilir. Bu nedenle, bir yontemin basaris1 diger
bir yonteme gore daha iyi olabilirken, baska bir veri seti veya farkli bir problem iizerinde

ayni basariy1 gostermeyebilir.

Ozellik segiminde en etkili yontemi belirlemek icin genellikle dikkate alinmasi gereken
faktorler algoritmanin hesaplama karmasikligi, 6zelliklerin iliskisi, veri setinin boyutu ve
dagilimi, hedeflenen metrikler ve problemin dogas1 gibi ¢esitli faktorlerdir. Bu nedenle, en

uygun yontemi se¢gmek icin dikkatli bir analiz yapilmas1 ve deneylerin yapilmasi énemlidir.

Temel filtreleme yontemlerinin yaninda karmasik algoritmalarla kullanilan veri seti
egitilerek ozellik se¢im islemleri gergeklestirilir. Filtreleme yontemleri algoritmalardan
bagimsiz olarak gerceklestirilir. Bu 6zellik, filtreleri hesaplama agisindan basit ve hizli hale
getirir ve son derece biiyiik 6l¢ekli veri kiimelerini isleyebilir. Bununla birlikte, cogu

filtreleme tek degiskenlidir, yani her bir 6zellik diger 6zelliklerden bagimsiz olarak ele
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alinir; bu, genellikle daha fazla hesaplama kaynagi gerektiren bir dezavantajdir.

Kullanilan sarmal 6zellik se¢im yontemlerinde kullanilan algoritmalarda 6zellikler birbiriyle
iliskili olarak se¢im gergeklestirilir. Ozellik segiminde karsilastirma calismasi olarak yapilan
tez Onerisinde, metasezgisel algoritmalarin sarmal olarak ¢alistirilmasi klasik filtreleme

yontemlerine gore daha basarili sonuglar vermistir.

Tez calismasinda ornek veri seti olarak kullanilan Spambase veri seti iistiinde calisma
gerceklestirilmistir. Ozellik secimi iizerinde duruldugundan dolayr tek veri seti
kullanilmigtir. Klasik filtreleme yontemleri kullanilarak veri seti tizerinde 6n islem adimlari
yapilmadan belirli esik degerine gore oOzellikler secilmistir. Her alanda kullanilan
metasezgisel algoritmalar bu calisma kapsaminda sarmal yontemler igerisinde 6zellik
seciminde kullanilmistir. Siklikla karsilasilan genetik algoritma ve karinca koloni
optimizasyonu Kkarsilagtirilmast yapilmistir. Genetik algoritmada kullanilan mutasyon
degerleri degistirilerek kendi igerisinde mutasyon oraninin siniflandirmaya etkisi
tartigilmistir. Klasik filtreleme yontemleri ile kiyaslandiginda metasezgisel algoritmalarin

basarim durumlarinin daha 1yi oldugu gozlemlenmistir.

Siniflandirma  algoritmalarinda kullanilan parametrelerin  ¢oklu parametre olarak
kullanilmas1 ¢alisma amacina ydnelik olmamaktadir. incelenen 6zellik se¢im ydntemlerinin
basarim durumlarinin karsilastirilabilmesi maksadiyla kiitiiphanelerde varsayilan degeler
kullanilmistir. Derin sinir aglari algoritmasinda ¢oklu parametrelerin belirlenmesi her 6zelik
se¢imi yonteminde ayr1 olarak hesaplanmistir. Katman degeri olarak belirli bir say1 olmadigi

i¢cin ¢coklu parametre hesaplama yontemine gidilmistir.

Elde edilen sonuglarin tamami “EKLER” kismanda EK-3 ve Ek-4 ile verilmistir. Sarmal
yontemlerde en basarili sonu¢ LSVM algoritmasinda elde edilmistir. Vermis oldugu %99,23
kesinlik degeri ile ¢alismanin basarili oldugunu gostermektedir. Diger algoritmalarda da
sonuglar %90 iizerindedir. Filtreleme yontemlerinde RF ve DNN algoritmasinin sonuglari

yiiksek orandadir. Fakat sarmal yontemler daha yiiksek basarim gdstermistir.

Tez Onerisinin literatiir incelemesi sonucunda daha 6nce yapilan ¢ogu c¢alismadan iyi
performans gosterdigi “Literatiir Taramasi” baglhig1 altinda tablolar halinde sunulmustur.
Ozellik secimi yapilmadan siniflandirma algoritmalarinda ham veri seti uygulanmustir.

Sonugta 6zellik se¢iminin 6nemli oldugu gézlemlenmistir. Birliktelik kurali madenciligi
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yontemi ile elde edilen sonuglarda RF, NB KNN DT ve DNN algoritmalarinin [55]
calismasindan iyi oldugu gozlemlenmektedir. Korelasyon o6zellik se¢imi yonteminde [54-
55, 152] c¢alismalarindan daha iyi sonug¢ alindig1 goriilmektedir. Genetik algoritma %20
mutasyon sonuglarmin diger mutasyon oranlarindan daha iyidir. LR, adaboost ve DNN
algoritmalarinda incelenen diger calismalardan daha basarili sonuglar vermistir. incelemeler
sonucunda e-posta siniflandirma ¢aligmalarinda karinca koloni optimizasyonun ¢ok fazla
kullanilmadig1 gézlemlenmistir. Mevcut ¢alismalarin bagarim durumlarimin da diisiik oldugu

cizelgelerde gosterilmistir.

Literatiir incelemesi sonucunda e-posta veri setinde yapilmis olan filtreleme yontemleri ile
ozellik secim calismalarinin ¢ok fazla olmadigi gozlemlenmistir. Varyans esigi yontemi
kullanilarak yapilmis bir ¢alismaya erisilmemistir. Literatiirde olan ¢alismalarda da bu kadar
cesitli siniflandirma algoritmalarinin bir arada olmadig: goriilmiistiir. Genetik algoritma ile
ozellik secim caligmast mevcuttur. Buna ek olarak mutasyon orani degistirilerek genetik
algoritmanin  6zellik se¢iminde farkli bir kullanimi saglanmigtir. Karinca koloni
optimizasyonu e-posta siniflandirma ¢alismalarinda farkli  sekillerde kullanildig:
gozlemlenmistir. Cesitli smiflandiricilarla hibrit ¢alismasi yapilarak literatiire katkisi
saglanmistir. Oniimiizdeki siirecte, tek bir veri seti kullanilarak yapilan ¢calismada farkli veri
setleri kullanilarak calisma cgesitlendirilebilir ve 6zellik se¢iminin siniflandirmaya etkisi
tartisilabilir. Ham veri setleri kullanilarak 6zellik ¢ikarimi yapilabilir. Ozellik c¢ikarimi ile
literatiirden farkli 6zelliklere sahip veri setleri ile ilgili ¢alismalar ele alinabilir. Boylece

farkli 6zellik se¢im yaklasimlar1 yeni modellere uygulanabilir ve ¢alismalar genisletilebilir.

Elde edilen sonuglar, 6zellik se¢cimi yonteminin siniflandirma performansini artirdigini
gostermektedir. Yani, daha az 6nemli veya giiriiltiilii 6zelliklerin ¢ikarilmasiyla, modelin
daha iyi sonuglar elde ettigi gdzlenmistir. Ozellik se¢imi, siiflandirma modelinin daha kesin

ve glivenilir kararlar vermesini saglamaktadir.

Tez ¢alismasi sonucunda yapilabilecek oneriler arasinda;

Veri kiimesi genisletilebilir. Elektronik postalarin  farkli kategorilerde daha 1yi
siiflandirilabilmesi i¢in daha genis ve cesitli bir veri kiimesi kullanilabilir. Farkl
endiistrilerden, farkli kullanict gruplarindan ve gesitli konulardan 6rnekler igeren bir veri

kiimesi, daha iyi bir siniflandirma performansi saglayabilir.
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Elektronik postalarin siniflandirilmasinda kullanilacak ozelliklerin se¢imi ve ¢ikarilmasi
onemlidir. Metin madenciligi ve dogal dil isleme tekniklerini kullanilarak, e-postalardan
faydali 6zellikler cikarilabilir. Ornegin, kelime frekansi, kelime vektdrleri, ciimle yapisi,

baslik bilgileri gibi 6zellikler kullanilabilir.

Elektronik postalarin smiflandirilmasinda kullanilmis olan algoritmalara ek olarak farkli
makine Ogrenimi algoritmalart da kullanilabilir. Diger algoritmalar ile e-postalar
siiflandirmak i¢in egitim ve test veri setleri olusturulabilir. Kullanilmis olan algoritmalar

arasinda iyilestirmeler yapilarak performans degerleri arttirilabilir.

Makine ogrenimi algoritmalarinda kullanilan ¢oklu parametrelerin dogru bir sekilde
ayarlanmasi1 6nemlidir. Grid arama veya rastgele arama gibi ¢oklu parametre ayarlama
tekniklerini kullanarak, en iyi performansi saglayacak kombinasyonlar bulunmaya

caligilabilir.

Gelistirilen siiflandirma modelini dogrulama ve degerlendirme igin ayri bir veri setiyle test
edilebilir. Dogruluk, duyarlilik, kesinlik gibi kullanilmis olan metrikler diginda farkli
metriklerle modelin performansi degerlendirilebilir. Bu adimda, modelin hata analizi

yapilarak iyilestirmeler yapilabilir.

Kullanilmis olan mutasyon oraninin yaninda ¢aprazlamada kullanilan oran da degistirilerek

caprazlamanin ¢aligmaya etkisi tartigilabilir.
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LR RF NB KNN Adaboost LSVM DT DNN
Dogruluk 90,99 95,98 90,01 88,27 93,7 87,62 9359 937
Kesinlik 92,69 97,27 93,26 88,11 94,39 96,17 93,9 95,6
GA %ol Duyarliik 87,69 94,1 82,56 83,59 91,54 97,69 91,08 90,51
F1-Skor 89,18 95,2 87,5 8579 92,41 8535 9231 9231
Dogruluk 90,23 95,77 90,45 89,03 93,92 87,95 92,83 94,68
Kesinlik 93 97,03 94,41 88,33 96,07 94,46 93,32 95,82
GA %l Duyarliik 86,15 93,33 82,31 86,67 91,03 96,15 90 92,31
F1-Skor 88,19 949 87,95 86,83 92,69 85,53 91,41 93,63
Dogruluk 91,53 96,09 91,1 90,12 94,57 89,47 9457 9501
GA %20 Kesinlik 93,33 97,33 93,75 88,68 93,98 9333 9521 97,38
Duyarlilk 87,18 94,1 8564 8821 93,33 96,92 91,79 93,33
F1-Skor 89,71 9529 88,95 88,32 93,57 87,86 93,47 94,06
Dogruluk 91,31 95,11 90,66 89,47 94,14 89,03 92,18 94,46
Kesinlik 93,66 97,52 93,93 89,49 95,12 96,17 92,47 97,16
ACO Duyarhiik 87,95 92,31 83,33 87,44 92,31 99,23 90 93,33
F1-Skor 89,36 94,12 88,32 87,25 93,02 86,93 90,7 93,45

8 Sonuglar iki haneli olarak yuvarlama yapilarak gosterilmistir.
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LR RF NB KNN Adaboost LSVM DT DNN

Dogruluk 88,71 92,73 8523 89,14 90,88 88,71 87,62 92,73

Kesinlik 89,94 933 8451 87,18 89,43 90,4 85,75 90,68

ARM Duyarhilik 82,56 89,23 79,74 87,18 88,97 82,05 84,87 9231
F1-Skor 86,1 91,22 82,06 87,18 89,2 86,02 8531 91,49

Dogruluk 91,21 9544 88,82 88,17 93,59 91,21 90,99 91,97

Kesinlik 93,04 96,77 92,84 89,36 92,33 93,04 9324 87,09

MIFS Duyarliik 85,64 92,31 79,74 81,79 92,56 85,64 84,87 9513
F1-Skor 89,19 94,49 8579 8541 92,45 89,19 88,86 90,93

Dogruluk 91,31 9544 89,03 79,26 93,49 82,63 89,14 94,79

Kesinlik 89,95 97,03 90,48 78,19 93,19 7489 87,76 9524

VT Duyarlilik 89,49 92,05 8282 70,77 91,28 88,72 8641 9231
F1-Skor 89,72 94,47 86,48 74,29 92,23 81,22 87,08 93,75

Dogruluk 91,75 95,01 89,25 78,61 93,38 83,93 90,01 937

Kesinlik 922 96,24 9193 77,03 92,51 9549 90,93 9511

CFS Duyarhilk 87,95 91,79 81,79 70,551 91,79 65,13 84,87 89,74
F1-Skor 90,03 93,96 86,57 73,63 92,15 77,44 87,8 92,35
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